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“Ha uma forma de fazer isso melhor — encontre-a.”
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RESUMO

A Diabetes Mellitus € uma preocupacgao de saude global crescente, afetando mais de
meio bilh&o de pessoas em todo o mundo. Os métodos convencionais de medigao de
glicose sao dispendiosos e dolorosos, envolvendo fitas reagentes e pun¢des nas
extremidades dos dedos. Portanto, a busca por métodos nao invasivos de medigao
de glicose se torna imperativa. O objetivo deste estudo é desenvolver uma
metodologia ndo invasiva para medir a concentragao de glicose em testes in vitro, com
potencial aplicacéo futura em testes in vivo. Para isso, utilizamos amostras de glicose
produzidas de acordo com a metodologia proposta neste estudo, a partir da glicose d-
anidra e agua ultrapura do tipo | (Milli-Q). Inicialmente, foi definido uma solugéo padréao
e, em seguida, produzido amostras diluindo essa solugdo em agua Milli-Q seguindo
metodologia proposta neste estudo, que foram posteriormente medidas usando o
sistema proposto. O sistema de medicdo envolveu o uso de quatro LEDs em
comprimentos de onda de 940, 840, 750 e 660 nm como emissores, € um nano
espectrometro com um range de detecgdo de 600 a 1000 nm em um intervalo de 5
nm. Neste estudo, foram utilizadas duas abordagens de aprendizado de maquina
supervisionadas: modelos de regressdo e modelos de classificagdo, com o intuito de
identificar a técnica que oferecesse as métricas mais promissoras. Os modelos de
regressao foram usados para prever valores continuos da concentragao de glicose na
solugao in vitro. O modelo Light Gradient Boosting Machine (LGBM) obteve as
métricas mais favoraveis, com um RMSE de 34.03 (mg/dL) e um R2 de 0.88 para o
conjunto de teste, com aproximadamente 92% dos dados previstos no conjunto de
teste dentro da zona A e zona B da grade de erro de Clarke. Ja o modelo de
classificagdo com as melhores métricas foi o Extremely Randomized Trees (EXTRA
TREE), que definiu classes discretas para a concentragdo de glicose na solugéo in
vitro. Foram exploradas trés abordagens distintas: a definicdo de 3 classes
(hipoglicemia, normoglicemia e hiperglicemia), 23 classes com intervalos de 15 mg/dL
e 23 classes com rétulos representando os intervalos de cada classe (por exemplo,
85-100 mg/dL). Os resultados indicaram que a abordagem com 3 classes obteve uma
acuracia e um F1-score de 95%, enquanto ambas as abordagens com 23 classes
alcangaram uma acuracia e um F1-score de 86%. Comparando as classes de valores
continuos com os valores originais de concentragdo de glicose, observamos um
RMSE de 8,88 (mg/dL) para os dados de teste. E importante destacar que ambas as
abordagens de classificagao obtiveram 100% dos dados na zona A da grade de erro
de Clarke. Este estudo demonstrou que a abordagem com modelos de classificagao
possui um grande potencial para pesquisas futuras. Recomenda-se explorar uma
maior variabilidade de valores de teste nos dados e a definicdo de intervalos menores
para cada classe, como, por exemplo, 10 mg/dL, em trabalhos subsequentes.

Palavras-chave: Espectroscopia infravermelho. Medi¢ao in vitro. Aprendizado de
Maquina. Glicose.



ABSTRACT

Diabetes Mellitus is a growing global health concern, affecting over half a billion people
worldwide. Conventional methods for glucose measurement are costly and painful,
involving test strips and finger pricks. Therefore, the quest for non-invasive glucose
measurement methods becomes imperative. The aim of this study is to develop a non-
invasive methodology for measuring glucose concentration in in vitro tests with
potential future application in in vivo tests. To achieve this, glucose samples were
produced following the methodology proposed in this study, using d-anhydrous
glucose and type | ultrapure water (Milli-Q). Initially, a standard solution was defined,
and samples were produced by diluting this solution in Milli-Q water according to the
methodology proposed in this study, which were subsequently measured using the
proposed system. The measurement system involved the use of four LEDs at
wavelengths of 940, 840, 750, and 660 nm as emitters and a nano-spectrometer with
a detection range of 600 to 1000 nm at 5 nm intervals. In this study, two supervised
machine learning approaches were employed: regression models and classification
models, with the aim of identifying the technique that offered the most promising
metrics. Regression models were used to predict continuous values of glucose
concentration in the in vitro solution. The Light Gradient Boosting Machine (LGBM)
model yielded the most favorable metrics, with an RMSE of 34.03 (mg/dL) and an R2
of 0.88 of the predicted data in the test set, with approximately 92% of the test dataset
predictions falling within the A zone and B zone of the Clarke error grid. On the other
hand, the classification model with the best metrics was Extremely Randomized Trees
(EXTRA TREE), which defined discrete classes for glucose concentration in the in vitro
solution. Three distinct approaches were explored: defining 3 classes (hypoglycemia,
normoglycemia, and hyperglycemia), 23 classes with 15 mg/dL intervals, and 23
classes with labels representing the intervals of each class (e.g., 85-100 mg/dL). The
results indicated that the 3-class approach achieved an accuracy and F1-score of 95%,
while both 23-class approaches achieved an accuracy and F1-score of 86%.
Comparing the classes of continuous values with the original glucose concentration
values, observers noted an RMSE of 8.88 (mg/dL) for the test data. It is important to
note that both classification approaches achieved 100% of the data within the A zone
of the Clarke error grid. This study demonstrated that the classification model approach
has great potential for future research. It is recommended to explore a wider range of
test values and define smaller intervals for each class, such as 10 mg/dL, in
subsequent work.

Keywords: Infrared Spectroscopy. In vitro Measurement. Machine Learning. Glucose.
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1 INTRODUGAO

O diabetes mellitus é um disturbio metabdlico que afeta a capacidade do corpo
de processar a glicose no sangue. Pacientes diabéticos monitoram seus niveis de
glicose no sangue em um esforgo para manté-los na faixa normal (aproximadamente
70 a 180 mg/dL) por meio de medicamentos, exercicios, dieta adequada etc,
(SHOKREKHODAEI et al., 2021). A diabetes é um grande problema de saude que
atingiu niveis alarmantes. Hoje, mais de meio bilhdo de pessoas vivem com diabetes
em todo o mundo (DIABETES, 2021). A prevaléncia global de diabetes em pessoas
de 20 a 79 anos em 2021 foi estimada em 10,5% (536,6 milhdes de pessoas), com
projecdo de crescimento de 12,2% (783,2 milhdes) em 2045. A prevaléncia de
diabetes se apresenta semelhante em homens e mulheres e prevalece mais alta
naqueles com 75 a 79 anos.

Segundo (DIABETES, 2021), estima-se que a prevaléncia (em 2021) seja
maior nas areas urbanas (12,1%) do que nas rurais (8,3%), e nas areas de alta renda
(11,1%) em comparagao com os paises de baixa renda (5,5%). Espera-se um maior
aumento relativo a prevaléncia de diabetes entre 2021 e 2045 ocorra em paises de
renda média (21,1%) em comparagao com paises de alta renda (12,2%) e baixa renda
(11,9%). Os gastos globais com saude relacionados ao diabetes foram estimados em
966 bilhdes de ddlares em 2021 e estdo projetados para atingir 1.054 bilhdes de
dolares em 2045 (SUN et al., 2022).

A medicao da glicose no sangue geralmente exige que os pacientes usem
uma lanceta e uma tira de teste de agucar no sangue para coletar sangue de seus
dedos, apds um dispositivo eletronico € usado para medir e converter os dados em
um valor de glicose no sangue (YEN et al., 2022).

Os medidores de glicose possuem duas partes essenciais: uma reagao
enzimatica e um detector. A porgcdo enzimatica do medidor de glicose € geralmente
embalada em um estado desidratado em uma tira descartavel ou cuvete de reacdo. A
glicose na amostra de sangue do paciente reidrata e reage com as enzimas para
produzir um produto que pode ser detectado. Alguns medidores geram peréxido de
hidrogénio ou um intermediario que pode reagir com um corante, resultando em uma
mudanga de cor proporcional a concentragao de glicose na solugéo. Outros medidores
incorporam as enzimas em um biossensor que gera um elétron que é detectado pelo

medidor. Existem trés reag¢des enzimaticas principais utilizadas pelos medidores de
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glicose atuais: glicose oxidase (GOx), glicose desidrogenase (GDH) e hexoquinase
(HK) (TONYUSHKINA; NICHOLS, 2009).

Um sistema baseado em  espectroscopia de infravermelho
proximo €& composto, simplificadamente, por emissores e receptores de
radiacdo infravermelha. Um feixe de radiagcdo € emitido, atravessa parte
do corpo de um individuo e incide no receptor. A radiagao
infravermelha sofre modificagbes em suas propriedades ao interagir com
substancias (e.g., glicose, hemoglobina, gordura, o0sso, pele) contidas em
seu caminho Ooptico. As modificacbes das propriedades sao representagdes
quantitativas caracteristicas de cada uma das substancias.
Mediante a analise dos efeitos produzidos na radiacdo infravermelha,
pressupde-se que seja possivel estimar a concentracdo da glicose em amostras in

vitro e corrente sanguinea.

2 OBJETIVOS

2.1 OBJETIVO GERAL

O objetivo geral do trabalho consiste em contribuir para o
desenvolvimento de uma metodologia de medi¢cédo de concentracéo de glicose por
meio nao invasivo, em teste in vitro,

baseado em principios de espectroscopia de infravermelho préximo.

2.2 OBJETIVOS ESPECIFICOS

Para atingir o objetivo geral proposto, € necessaria a conclusao
dos seguintes objetivos especificos:
1. Descrever a técnica de espectroscopia de infravermelho proximo
aplicada a medi¢ao néo invasiva de glicose in vitro;
2. Desenvolver uma metodologia de instrumentagdo eletrénica com a
capacidade de medigao de glicose (in vitro).
3. Estabelecer métricas de desempenho e avaliar o instrumento em

medic¢ao de glicose em agua desmineralizada (in vitro);
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3 FUNDAMENTAGAO TEORICA

Expbe-se na presente segdo o referencial tedrico necessario para o
apoio a compreensdo e ao desenvolvimento do presente trabalho.
Inicialmente, trata-se de questdes relativas a diabetes e apresentam-se as
particularidades da medigdo nao invasiva de (glicose sanguinea. Em
seguida, descrevem-se 0 método de espectroscopia de infravermelho
proximo e aspectos relacionados aos sistemas de instrumentacao

eletrébnica baseados nessa técnica.

3.1 DIABETES

Tratam-se, a seguir, de questdes da doenca de diabetes e da

automonitorizagao da glicose sanguinea.

3.1.1 Descrigao

O diabetes mellitus (DM) é uma doenga crénica que ocorre quando o pancreas
de um paciente ndo € mais capaz de produzir insulina ou o corpo do paciente nao
consegue utilizar totalmente a insulina que produz (YEN et al., 2022).

A insulina € um hormdnio essencial produzido no pancreas. Ela permite que
a glicose da corrente sanguinea entre nas células do corpo, onde € convertida em
energia ou armazenada. A insulina também é essencial para o metabolismo de
proteinas e gorduras. A falta de insulina, ou a incapacidade das células de responder
a ela, leva a altos niveis de glicose no sangue (hiperglicemia), que é o indicador clinico
de diabetes (DIABETES, 2021).

As complicagdes do diabetes variam de condi¢gdes agudas com risco de vida,
como hipoglicemia grave ou cetoacidose, a complicagdes cronicas e debilitantes que
afetam varios sistemas organicos, como retinopatia, nefropatia, neuropatia e doenca
cardiovascular. As estimativas da prevaléncia de complicagbes diabéticas sao
desafiadoras, em parte porque nao existem padrdes internacionalmente acordados
para o diagnéstico (NICKERSON; DUTTA, 2012).

Existem 3 tipos principais de diabetes: diabetes tipo 1 (DM1), diabetes tipo 2
(DM2) e diabetes gestacional (DMG). O primeiro tipo, também conhecido como
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“diabetes juvenil/infantil” ou “diabetes insulinodependente” é definido pela deficiéncia
na producao de insulina no corpo humano e seu tratamento requer a administragao
regular de analogos de insulina (JOHNSON et al., 2021) (TAO; SHI; ZHAO, 2015). A
causa exata do DM1 ainda nao foi descoberta. No entanto, é geralmente aceito pela
sociedade cientifica que um complexo numero de fatores ambientais e genéticos
interagem para o desenvolvimento do DM1 em seus estagios iniciais.

O DM2, anteriormente chamado de “diabetes de inicio adulto” ou “diabetes
nao insulinodependente”, é caracterizado pela resisténcia a insulina (JOHNSON et al.,
2021). Em outras palavras, € o resultado de uma resposta ineficaz do organismo a
insulina produzida. A medida que a doenca progride, a deficiéncia de insulina também
pode ocorrer. Etnia, histérico familiar de diabetes combinado com obesidade, dieta
nao saudavel e exercicios fisicos limitados sdo as principais causas de DM2 (TAO;
SHI; ZHAO, 2015).

A zona cinzenta da transicdo de normoglicémica para diabetes &
frequentemente caracterizada como “Tolerancia a glicose prejudicada” (IGT) ou
“glicemia de jejum prejudicada” (IFG). As duas ultimas condi¢des sdo geralmente
reconhecidas como precursoras do DM2, uma vez que se estima que cerca de 1 em
cada 4 individuos com IGT/IFG progredira para diabetes dentro de um periodo de 3-5
anos (NATHAN et al., 2007). Finalmente, o DMG é a condi¢ao de elevacao da glicemia
durante a gravidez em mulheres sem historico prévio de diabetes (JOHNSON et al.,
2021). Neste caso, a crianca esta em alto risco de desenvolver diabetes mais tarde

na vida adulta.
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Figura 1: Evolugao de individuos com diabetes mellitus

Legenda

m Projecio am milhdas

Projecio por ano

Fonte: Modificada de (DIABETES, 2021).

A Figura 1 expde a projegcao de individuos com diabetes no mundo, com
projecdo de mais de meio bilhdo de individuos com diabetes em 2035.0 diabetes
impde um fardo econémico substancial aos paises, sistemas de saude, pessoas com
diabetes e suas familias (YANG, W. et al., 2018).

O custo total estimado do diabetes diagnosticado em 2017 é de US$ 327
bilhdes, incluindo US$ 237 bilhdes em custos médicos diretos e US$ 90 bilhdes em
produtividade reduzida. Para as categorias de custos analisadas, o atendimento a
pessoas com diabetes diagnosticada representa 1 em cada 4 ddlares de assisténcia
meédica nos EUA, e mais da metade desse gasto € diretamente atribuivel ao diabetes.
Pessoas com diabetes diagnosticada incorrem em despesas médicas médias de $
16.750 por ano, dos quais $ 9.600 sao atribuidos ao diabetes. Pessoas com diabetes
diagnosticada, em média, tém despesas médicas 2,3 vezes maiores do que as

despesas que seriam na auséncia de diabetes (YANG, W. et al., 2018).
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3.1.2 Uma Breve Histéria da Automonitorizagao

Individuos com DM1 precisam de inje¢des diarias de insulina para manter o
nivel de glicose no sangue dentro de um intervalo adequado. Sem insulina, elas nao
sobreviveriam. No entanto, com tratamento diario de insulina, monitoramento regular
da glicose no sangue, educagao e apoio, elas podem viver uma vida saudavel e
retardar ou prevenir muitas das complica¢cdes associadas ao diabetes (DIABETES,
2021).

Os primeiros métodos de medicao da glicose foram o teste de Trommer (1841)
e o teste de Fehling (1848), que utilizavam a presenga de glicose na urina e suas
propriedades redutoras com reagentes de sulfato de cobre alcalino. De acordo com
Claude Bernard, em 1870 havia trés métodos comumente usados para medir a
glicose: polarimetria, reducao de Cu (Il) a Cu (l) por agucares redutores e formagao
de diéxido de carbono como resultado da fermentacdo de uma solugdo que contém
glicose (DZIERGOWSKA et al., 2019).

Em 1850, Maumené descreveu as primeiras tiras de teste feitas de |4 merino
contendo cloreto de estanho. Em contato com urina contendo glicose e calor, a tira
muda de cor para preto. O reagente desenvolvido com base nessas propriedades
redutoras foi criado em 1908 por Benedict. Em 1919, esse método foi aprimorado por
Folin e Wu e em 1940 por Nelson. A desvantagem desses métodos era a falta de
especificidade, porque a reacido poderia ocorrer ndo apenas devido ao contato com
glicose, mas também com frutose, galactose, acido urico, acido ascérbico, corpos
cetbnicos ou salicilatos (MOODLEY et al., 2015).

O primeiro biossensor enzimatico de glicose foi criado em 1962 por Clark e
Lyons. Foi feito para monitorar a glicose durante a cirurgia cardiaca. A partir de entao,
muitos outros biossensores foram criados. Utilizam métodos eletroquimicos,
espectrofotométricos, fluorescentes dentre outros. Em 2013, os biossensores de
glicose representavam 85% de todos os biossensores disponiveis no mercado, e o
diabetes era uma doenga modelo para a geragao de novos conceitos de biossensores
(DZIERGOWSKA et al., 2019).

Existem dois tipos de dispositivos destinados ao uso pessoal e autoavaliagio:
monitoramento ndo continuo (NCGM) e monitoramento continuo de glicose (CGM).
Como o nome sugere, dispositivos NCGM (comumente conhecidos como dispositivos

de automonitoramento de glicose no sangue SMBG) sdo usados para monitorar os
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niveis de glicose apenas em pontos especificos durante o dia, com uma frequéncia
dependente do tipo de diabetes, dieta, dosagem de medicamentos e condi¢&o clinica
da pessoa. Por outro lado, os dispositivos CGM podem monitorar os niveis de glicose
automaticamente em pequenos intervalos de tempo, tornando possivel monitorar
mudancas rapidas e tendéncias perdidas nos testes SMBG. No entanto, a precisado e
confiabilidade de ambos os sistemas sdo adequadas em situagdes de atendimento e
autoavaliagdo (GONZALES; MOBASHSHER; ABBOSH, 2019).

Os dispositivos SMBG sao os tipicos glicosimetros que requerem a pungéo
do dedo com uma lanceta para acessar o sangue capilar. O método de medicao de
glicose é fundamentalmente o mesmo que a técnica eletroquimica (Método
Enzimatico-Amperométrico). A reacdo completa e a detecgdo ocorrem em uma tira de
teste de glicose conectada a um medidor. Apds colocar uma gota da amostra de
sangue na tira de teste, a glicose oxida na presengca de uma enzima para produzir
uma determinada quantidade de corrente proporcional ao nivel de glicose. Os elétrons
entdo viajam para o medidor contendo um conversor de corrente para tensao para
fornecer uma tensao proporcional ao nivel de glicose (GONZALES; MOBASHSHER;
ABBOSH, 2019).

Técnica eletroquimica, considerando que a enzima glicose oxidase (GOx) é
especifica para a glicose, neste método, a oxidacao da glicose ocorre na presenca de
GOx, oxigénio (O2) e agua (H20) para formar acido gliconico e peréxido de hidrogénio
(H202). O peréxido de hidrogénio € entdo oxidado eletroquimicamente no anodo de
uma sonda eletroquimica, produzindo um sinal amperomeétrico (corrente) proporcional
a concentracdo de glicose na amostra (GONZALES; MOBASHSHER; ABBOSH,
2019).

Figura 2: Método enzimatico-amperométrico para medigdo da concentracéo de
glicose in vitro.
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Fonte: Modificada de (GONZALES; MOBASHSHER; ABBOSH, 2019).
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De acordo com a American Diabetes Association (2022), as tiras de teste
(também conhecidas como fitas de reagente) sdo um componente essencial dos
SMBG. Possuem um reagente que reage com a glicose presente na amostra de
sangue, produzindo uma mudanga de cor que pode ser lida por um medidor de glicose.
A qualidade e a precisdo dessas tiras podem variar consideravelmente entre os
diferentes fabricantes e modelos, e é importante que os pacientes e os profissionais
de saude sejam orientados sobre como armazenar e utilizar corretamente essas tiras
(Bode et al., 2015; Wu et al., 2018).

Além disso, as tiras de teste podem representar um custo significativo para os
pacientes, especialmente para aqueles que fazem um monitoramento frequente da
glicose no sangue (IDF, 2019). Portanto, é importante que os pacientes tenham
acesso a informacodes precisas e atualizadas sobre as melhores praticas para o uso
das tiras de teste, a fim de otimizar a qualidade do monitoramento e reduzir os custos
associados ao tratamento do diabetes (Heinemann et al., 2018; Rodbard, 2017).

As caracteristicas das tiras de teste, como a sensibilidade e a especificidade,
sd0 cruciais para garantir a precisdo do monitoramento da glicemia e,
consequentemente, para um tratamento eficaz do diabetes (Bode et al., 2015). Além
disso, € importante considerar a estabilidade das tiras de teste durante o
armazenamento e o transporte, a fim de garantir que elas mantenham sua integridade

e funcionem corretamente (Wu et al., 2018).

Figura 3: Diagrama de blocos do dispositivo para medigao de glicose com método de
picada no dedo.
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Eletrodo de referéncia — . Contraeletrodo

«—— Fita reagente

Concersor de corrente
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Fonte: Modificada de (GONZALES; MOBASHSHER; ABBOSH, 2019).
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3.2 MEDIGAO NAO INVASIVA

Em seguida, sera abordado o tema da medicdo de glicemia sem a
necessidade de invasdo, juntamente com as dificuldades enfrentadas na
implementagdo de um sistema n&o invasivo e as principais técnicas utilizadas
atualmente.

De acordo com o fato de o teste de glicose no sangue causar lesdes na pele
humana, ele pode ser simplesmente dividido em monitoramento de glicose no sangue
invasivo e ndo invasivo, em relagao ao tempo ou frequéncia de operagao, os sistemas
podem ser divididos em duas categorias: discretos ou continuos. No entanto, na
literatura, a classificagdo de tempo continuo ndo é usada de forma rigorosa. A
denominagéo de tempo continuo se refere a um dispositivo capaz de medir a glicemia
em intervalos onde a variagdo € pequena o suficiente. Dispositivos que medem a
glicemia em intervalos iguais ou inferiores a 10 minutos s&o classificados como
continuos (TANG, L. et al., 2020)(SILVA; LUIZ, 2017).

Atualmente, a tecnologia invasiva de detec¢cdo de glicose no sangue é
dominante. Nos hospitais, o0 sangue retirado dos individuos em jejum pela manha é
medido com precisao pelo analisador bioquimico automatico. Embora os resultados
desse meétodo sejam precisos e possam ser usados como uma importante base para
o diagnostico de diabetes, ndo é adequado para o monitoramento continuo de
diabéticos devido ao seu processo tedioso, tempo longo de deteccédo e grande
quantidade de extragcdo de sangue venoso. O SMBG é um método amplamente
utilizado para monitorar a concentragao de glicose no sangue, mas tem desvantagens
como feridas dolorosas nos dedos, alto custo e adesdo inadequada as diretrizes.
Métodos aprimorados sdo necessarios para prevenir complicagdes graves do diabetes
(TANG, L. et al., 2020)

Atualmente diversos pesquisadores estdo focando seus estudos, em métodos
nao-invasivos de medicdo de glicemia, utilizando métodos Opticos, como
espectroscopia de infravermelho proximo (NIRS), espectroscopia de infravermelho
médio (MIR), espectroscopia RAMAN, dentre outras, e métodos transdérmicos, como
espectroscopia de impedancia, iontoforese reversa, dentre outros, como podemos ver
em, (NAWAZ et al., 2016)(GONZALES; MOBASHSHER; ABBOSH, 2019)(WANG, Z.
et al., 2022)(PRIYOTI et al., 2019)(YEN et al., 2022)(SONG, K. et al., 2015a).
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Métodos Opticos, como a espectroscopia, sdo comumente utilizados, mas
métodos continuos que testam tecidos e fluidos secretados pelo corpo humano estao
sendo estudados também. Embora os métodos continuos possam fornecer um
diagnostico rapido, ainda ha um atraso na mudanga dos niveis de glicose em
comparagao com o0s niveis sanguineos. Métodos nao invasivos podem ser indiretos,
envolvendo a analise de propriedades indiretas da glicose, ou diretos, baseados nas
propriedades intrinsecas das moléculas de glicose. Um dos principais problemas com
muitos métodos nao invasivos é a necessidade de calibracdo continua, tornando as
medidas tradicionais de sangue ainda necessarias. No entanto, sensores
miniaturizados usados permanentemente podem ser um avango nos testes nao
invasivos (DZIERGOWSKA et al., 2019).

3.21 Espectroscopia de Infravermelho

Baseia-se na mensuragdo da intensidade de radiagdo infravermelha
absorvida pelos tecidos. Quando radiagéo € focada sobre uma amostra, ocorrem
fendmenos como absorgao, dispersdo e emissao, os quais estao relacionados com a
composicao estrutural e quimica da amostra. A molécula de glicose possui bandas de
absorcao especificas (e.g., assinatura oOptica), de modo que se pode direcionar
radiacao através de tecidos biologicos ou amostras in vitro e analisa-la para
determinar a concentracao de glicose. As radiagdes de infravermelho proximo (NIR) e
de infravermelho médio (MIR) s&o as mais utilizadas nessa técnica (SILVA; LUIZ,
2017).

A tecnologia de espectroscopia no infravermelho préximo (NIRS) depende da
absorcao e dispersdo de comprimentos de onda na faixa de 780 nm a 2500 nm devido
as vibragdes moleculares e rotagéo de ligagées dentro da molécula. Utiliza trés modos
basicos de medigéo: transmitancia, reflectancia (incluindo reflectancia difusa) e
interacdo. No entanto, todos eles dependem da mesma tecnologia central, um
espectrometro dispersivo (GONZALES; MOBASHSHER; ABBOSH, 2019).

No NIRS, a regiao espectral que se situa entre 750-2500 nm corresponde a
transigdes vibracionais fundamentais e combinag¢des de sobretons de grupos (CH-
OH-NH). Essa regiao espectral (700-1100 nm), conhecida como janela terapéutica,
apresenta intensidades de absor¢cdo de melanina, banda de absor¢do de agua e
hemoglobina suficientemente baixas para que a luz possa penetrar em tecidos
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profundos com eficiéncia de até 90-95%. A glicose apresenta picos de absorgédo em
939, 970, 1197 nm na regiao de sobretom mais alta, 1408, 1536 e 1688, 1925 nm na
regido de sobretons mais baixa e 2100, 2261, 2326 nm na regido de combinagao
(NAWAZ et al., 2016).

3.2.2 Espectroscopia Raman

A espectroscopia Raman permite a avaliagdo da dispersdo da luz de uma
unica frequéncia. A vantagem desse método, em comparagdao com MIR e NIR, é a
auséncia de ruido causado pela presenga de agua, enquanto a desvantagem € um
sinal fraco e susceptibilidade a fatores como turbidez, hematdcrito, espessura da pele
e presenca de melanina. Como no caso de outras técnicas Opticas, a analise
multidimensional € necessaria. Este método pode ser usado tanto para estudos in vitro
quanto in vivo. A espectroscopia Raman pode ser usada para medi¢gdes usando outros
meios além do sangue, incluindo o uso de fluido lacrimal. Uma das empresas que
utiliza a espectroscopia Raman infravermelha para estudar medidas nao invasivas de
glicose é a Light Touch Medical. Em 2018, Lundsgaard-Nielsen, descreveram o
dispositivo para medir a concentragdo de glicose por espectroscopia Raman que
poderia ser usado para medigdes independentes em casa (DZIERGOWSKA et al.,
2019).

Na dispersdao Raman, a mudanga no comprimento de onda e na frequéncia
entre a luz incidente e emitida ocorre devido a interagcao da luz com as moléculas
espalhadoras. Conforme Figura 4,0s elétrons dentro das moléculas absorvem energia
suficiente da luz incidente para fazer transicoes para estados de energia mais altos, e
quando os elétrons fazem a transicdo de volta para diferentes niveis de energia, as
transicoes resultam na emissao de fétons com frequéncias diferentes das dos fotons
incidentes, caracterizadas como deslocamento Raman (SHOKREKHODAEI,
QUINONES, 2020).
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Figura 4: Esquema simplificado ilustrando a espectroscopia Raman.
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Fonte: Modificada de (SHOKREKHODAEI; QUINONES, 2020).

3.2.3 Espectroscopia de Impedéancia

A espectroscopia de impedancia mede o sinal de infravermelho gerado pelo
corpo humano como resultado das mudancgas na concentracdo de glicose. E usada
para medir as propriedades dielétricas do tecido. Uma pequena corrente alternada
passa pelo tecido, e a impedancia é lida como uma funcao da frequéncia. A glicose é
medida indiretamente por meio de interagbes com eritrocitos que dependem da sua
concentracido. Este método é vulneravel a flutuacdes de temperatura, movimento e
presencga de suor na pele (DZIERGOWSKA et al., 2019).

A Figura 5a ilustra os componentes fisioldgicos que desempenham um papel
no comportamento da impedancia tecidual. A impedancia tecidual depende das
caracteristicas elétricas das membranas celulares. Como os globulos vermelhos
suspensos no sangue ocupam cerca de 45% do volume sanguineo, a membrana dos
glébulos vermelhos tem um papel importante na impedancia total do tecido e afeta o
valor da capacitancia no circuito equivalente do tecido. Em uma visdo microscépica, o
comportamento elétrico de um unico glébulo vermelho € modelado como ilustrado na
Figura 5b. A membrana do glébulo vermelho contribui para a capacitancia, e o fluido

intracelular e extracelular contribuem para a resisténcia do modelo elétrico. Em uma
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escala macroscopica, o modelo elétrico para o tecido humano é mais complexo, como
descrito em (SHOKREKHODAEI; QUINONES, 2020).

Figura 5: (a) Um esquema simplificado ilustrando a espectroscopia de impedancia
tecidual, (b) Um modelo elétrico para uma unica célula vermelha do sangue.
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Fonte: Modificada de (SHOKREKHODAEI; QUINONES, 2020).

A desidratacao celular promove a redistribuicdo de ions de potassio [K+] do
espaco intracelular para o espaco extracelular, aumentando o nivel de ions [K+] no
soro no espaco extracelular. Conforme os ions [K+] e [Na+] estdo em equilibrio,
ocorrem mudangas associadas na permitividade e na condutividade do meio
circundante e das membranas celulares, incluindo a membrana dos RB@8I Essas
atividades resultam em mudancas na impedancia do tecido. A permitividade e a
condutividade de uma solugdo aquosa diminuem quando a concentragcédo de glicose
aumenta para uma faixa de frequéncia entre 1 kHz e 1 MHz. A magnitude da
impedancia aumenta com a diminuicdo da permitividade e da condutividade. A
espectroscopia de impedancia enfrenta desafios de medicio e precisio, e estes séo
descritos abaixo, juntamente com possiveis solugbes (SHOKREKHODAEI;
QUINONES, 2020).

3.2.4 Polarimetria Optica

Polarimetria 6ptica (OP) € um método promissor n&o invasivo para detec¢ao
de glicose no sangue, mas sua precisdo pode ser limitada por fatores como
propriedades de espalhamento da pele, artefatos de movimento e presenca de outras

biomoléculas com caracteristicas de rotagao Optica no sangue.
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A OP é um dos primeiros métodos de detecgcado nao invasivos de glicose no
sangue. Uma vez que a glicose é uma substancia opticamente ativa e tem uma
rotacdo oOptica estavel, quando um feixe de luz polarizada ilumina uma solugéo
contendo solutos de glicose, a presenga de glicose causa uma certa rotagdo do plano
polarizado da luz incidente.

Neste ponto, a direcdo de polarizagdo forma um angulo de deflexdo com a
diregao incidente original, que € proporcional a quantidade de glicose. Depois que a
luz polarizada passa pela amostra, o plano da luz polarizada também pode ser medida
com um polarimetro. Quando o eixo de polarizagao do analisador é combinado com o
angulo de rotacdo do campo elétrico, o fotodetector detectara a intensidade maxima
de luz. Quando o eixo de polarizagao € perpendicular ao angulo de rotagdo do campo
elétrico, a luz nao sera detectada pelo fotodetector.

Embora o método seja diretamente detectado pela luz visivel, ndo seja
complicado de operar e seja facil obter resultados, a precisao de erro do método pode
nao ser satisfatoria, principalmente devido as seguintes trés razdes: (a) Afetado pelas
caracteristicas de dispersdao dos objetos a serem medidos, a luz polarizada é
propensa a perder sua polarizagdo, enquanto a pele humana tem uma forte
propriedade de disperséo, e a atividade Optica da glicose é quase completamente
inibida pela birrefringéncia linear da derme, por isso os olhos (especialmente o humor
aquoso na frente) sdo geralmente selecionados para a medi¢do. (b) Quando a glicose
no sangue € detectada através do humor aquoso do olho, artefatos de movimento
podem causar alteragdes na birrefringéncia cornea.

Essa birrefringéncia variavel no tempo € uma das fontes de interferéncia mais
importantes, que pode causar mudangas significativas no estado de polarizagdo da
luz detectada e, portanto, confundir as caracteristicas épticas da glicose. (c) Quando
o feixe de luz atravessa a pele e atinge o sangue, a presenga de biomoléculas com
caracteristicas de rotagdo optica no sangue (como a vitamina C e a albumina) pode
causar um desvio que nao pode ser ignorado no angulo de deflexdo (TANG, L. et al.,
2020).
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Figura 6: Principio da polarimetria optica no olho para monitoramento de glicose.
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Fonte: Modificada de (GONZALES; MOBASHSHER; ABBOSH, 2019).

3.3 ESPECTROSCOPIA DE INFRAVERMELHO

A seguir, serdao apresentados detalhes sobre a técnica de espectroscopia de
infravermelho para medi¢cado de glicemia, abrangendo conceitos tedricos e praticos.
Os aspectos tedricos da técnica serdo abordados para esclarecer seus principios
fundamentais, enquanto serdo descritos também alguns aspectos praticos
importantes para a implementacado de um sistema nao invasivo de medi¢ao de glicose

sanguinea como também em amostras, com base nessa técnica.

3.3.1 Aspectos Teodricos

Discute-se, na sequéncia, a respeito dos aspectos tedricos de espectroscopia
de infravermelho. Apresentam-se conceitos essenciais para a compreensdo da

absorcao de radiagao eletromagnética pela matéria.
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3.3.2 Radiacgao Eletromagnética

A espectroscopia de absor¢gdo no infravermelho médio (MIR) e no
infravermelho proximo (NIRS) sdo técnicas de medicdo usadas para adquirir
informacgdes quantitativas sobre uma amostra e investigar seus componentes. Como
ilustra a Figura 7, a faixa de comprimento de onda para NIR esta entre 700 e 2500 nm
e para MIR, a faixa esta entre 2500 e 25.000 nm. A deteccado e medicdo de NIR séo
possiveis tanto nos modos de reflexdo quanto nos modos de transmisséo devido as

profundidades de penetracado associadas de 0,5 mm ou mais (SHOKREKHODAEI;
QUINONES, 2020).

Figura 7: O espectro eletromagnético vai desde os raios gama (0,0001 nm) até as
ondas de radio (100 m).
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Fonte: Modificada de (WHITAKER, 2002).

As localizagbes estratégicas do sensor de glicose no corpo humano incluem
os dedos, as orelhas, os labios, o antebrago, a camara anterior do olho e a lingua. A
medida que a luz entra no corpo, ela interage com atomos dentro do tecido e €&

absorvida, transmitida ou dispersada, conforme ilustrado na Figura 8.
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Figura 8: Tipos de interagdes entre luz (fétons) e tecido.
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Fonte: Modificada de (SHOKREKHODAEI; QUINONES, 2020).

Quando a luz é absorvida por um material, a energia associada a luz ou ao
féton é consumida como resultado da interagdo entre a luz e o material. Dependendo
da energia do foton, pode haver diferentes tipos de transi¢gdes de energia em
moléculas, incluindo transicdo de energia entre estados vibracionais, estados
rotacionais, estados eletronicos etc. (SHOKREKHODAEI; QUINONES, 2020).

Dependendo do comprimento de onda da luz incidente (A1), a disperséo pode
ser dominante. A dispersao elastica e inelastica sdo dois tipos de dispersao da luz. Na
dispersao elastica, a energia da luz dispersa € igual a energia da luz incidente (ou
seja, (i.e., A1 = Ap; gisperse), €NQuanto na disperséo inelastica, a energia da luz
dispersa € menor ou maior do que a luz incidente (ou seja, i.e., A1 # A, gispersa):

(BOUSTANY; BOPPART; BACKMAN, 2010). A luz dispersa pode estar em qualquer
diregcado/angulo (desde a retro espalhada até a frente), e é afetada pela estrutura do
material e pela energia da luz incidente. A luz que interage com os componentes do
tecido tende a se dispersar na direcao frontal para uma unica dispersédo. No entanto,
a dispersao multipla pode resultar em dispersdo para tras no tecido
(SHOKREKHODAEI; QUINONES, 2020).
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3.3.3 Lei de Beer-Lambert

A Lei de Beer-Lambert Equagao (1) fornece uma formulagdo matematica do
método que permite o calculo da absorbancia de uma amostra a partir da

concentracao e da espessura (TANG, L. et al., 2020).

Essa equacao foi baseada em diversos fatores: a complexidade dos
componentes do sangue, as interagdes entre eles, sua distribuicdo irregular causada
pela presenga de macromoléculas (e.g, proteinas ou gorduras) e o efeito do ruido
colorido e do desvio da linha de base. A estratégia n&o linear utilizada na analise
desses estudos é chamada mUVE-KPLS (eliminagdo modificada de variaveis néo
informativas - minimos quadrados parciais com kernel) (DZIERGOWSKA et al., 2019).

O modelo mostra a intensidade da luz refletida/transmitida como uma funcéao
da espessura da amostra, concentragao e coeficiente de absorg¢ao, onde o efeito da
luz dispersa é negligenciado. A absorbancia é definida como log(l,/I) (TANG, L. et
al., 2020).
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3.3.4 Modos de Medicao

A transmitancia difusa € o método de medicdo mais utilizado, mas outros

meétodos podem ser usados, como mostrado na Figura 9.

Figura 9: Modos de medigao NIRS. (a) Transmissao transparente, (b) transmissao
transparente dupla, (c) reflectancia, (d) reflectancia difusa e (e) transmisséao difusa.
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Fonte: Modificada de (SANTOS, 2018).

A Figura 9 (a) é usada para materiais transparentes ou para amostras em
cubetas de vidro. A Figura 9 (b) € semelhante a Figura 9 (a), mas neste caso o feixe
de luz passa duas vezes pelo material. Por causa disso, a atenuacéao € produzida duas
vezes. A reflectancia difusa é usada para sélidos, mostrada na Figura 9 (c). Na
reflectdncia difusa, a mudanca da intensidade esta relacionada com a dispersao e
absorcao produzida pelo sélido. Nesse caso, a lei de Beer ndo é aplicavel, porque é
valida apenas para meios transparentes.

A Figura 9 (d) mostra uma reflectancia difusa onde o ponto de medicao é feito
em um ponto separado da injecédo do feixe de luz. Devido a interagdo com os tecidos

ser maior, esse método fornece mais informagdes. Em meios homogéneos, pode ser
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positivo, mas para meios heterogéneos pode ser impossivel diferenciar a fonte de
absorcao ou dispersao. A Figura 9 (e) mostra o caminho mais longo para o feixe de
luz com a maior atenuagao. Este método tem a caracteristica de fornecer informacdes
da amostra completa e € normalmente usado quando o meio € isotrépico ou pode ser
tratado como isotrépico. Um exemplo conhecido de transmisséao difusa € a oximetria
de pulso, onde o dedo, na maioria dos casos, é tratado como um unico material para
detectar a relagao entre a presenga dos cromoforos Hb e HbO2, medindo a absorgao
em seus respectivos picos de absor¢ao (SANTOS, 2018; YAMASHITA, 2013).

3.3.5 Glicose d-Anidra (Dextrose)

Duas formas de glicose existem: L-glicose e D-glicose (ou dextrose), Figura
10. Embora compartilhem a formula CeH120s, suas estruturas moleculares variam. Em
organismos complexos como o sangue humano, a quantidade de L-glicose é
insignificante (na ordem de nm/dL), contrastando com a presenga mais substancial de
D-glicose (na ordem de mg/dL) (SHOKREKHODAEI et al., 2021). Dispositivos de
glicose disponiveis comercialmente focalizam a medicdo dos niveis de D-glicose no
sangue (STEFAN-VAN STADEN; MITROFAN, 2018).

Figura 10: Projecao Fischer L-Glicose E D-Glicose
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Fonte: Construgao do préprio autor (2023).

Segundo (VAN ENTER; VON HAUFF, 2018), a cadeia y-D-glicose atua como

intermediaria na conversdo entre as formas ciclicas, embora ndo seja
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termodinamicamente estavel. Ela pode fechar em dois angulos distintos, formando os
anbmeros a-D-glicose ou B-D-glicose com centros quirais R ou S. A mudanga entre
essas formas ocorre por meio da forma linear y-D-glicose. Os anémeros a e 3 tém
diferentes orientagdes de grupos OH e propriedades quimicas, sendo a a-D-glicose
mais estavel devido ao efeito anémero. A preferéncia pela posi¢do equatorial na p-D-
glicose é influenciada pela polaridade do solvente e grupos substituintes, sendo mais
prevalente em condigdes fisiologicas. A conformagéo em cadeira estabiliza o grupo
OH no centro anomérico do B-andmero, minimizando impedimentos estéricos e

repulsdes elétricas, conforme Figura 11.

Figura 11: Esquema da mutarrotagado da D-glicose. A interconversao entre as formas
em anel a-D-glicose e (3-D-glicose ocorre por meio da forma linear y-D-glicose.
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Fonte: Modificada de (VAN ENTER; VON HAUFF, 2018)

Conforme (VAN ENTER; VON HAUFF, 2018), a maioria dos sensores de
glicose usa enzimas como a glicose oxidase (GOx) e a glicose desidrogenase (GDH)
para medir a glicose indiretamente. A GOx mede apenas o andbmero [(3-D-glicose,
enquanto a GDH mede ambos os an6meros. A propor¢ao entre eles deve ser
conhecida para calcular a concentragdo total de glicose. Sensores comerciais
detectam mudancas eletronicas ou Opticas causadas pelas reacdes enzimaticas. O
centro catalitico da GOx é o FAD, que é oxidado e reduzido para medir a glicose. As
diferentes geracdes de biossensores usam métodos variados, como peréxido de
hidrogénio e mediadores, para converter FADH2 de volta em FAD. Em ambientes
corporais estaveis, as propor¢cdes de anoméricos sao consistentes, facilitando o
calculo da concentragédo de glicose. No entanto, em fluidos com variagbées de pH e

temperatura, esse calculo é mais complexo.
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3.3.6 Absorcdo Luz pela Glicose e Agua

As moléculas mais abundantes nos fluidos biolégicos no corpo humano séo a
agua, enquanto a glicose compreende apenas 0,07-0,1% do plasma sanguineo,
moléculas de agua absorvem uma porcentagem significativa da luz incidente,
especialmente dentro do intervalo de comprimentos de onda do MIR. Quando isso
ocorre, a absorgéo de luz pela agua é independente e adicional a absorg¢ao de luz
pelas moléculas de glicose e, portanto, diminui a sensibilidade as moléculas de
glicose. Diante disto, € necessario identificar uma janela de comprimento de onda que
minimize a absorgao de luz pela agua e maximize a absorgao de luz pelas moléculas
de glicose (SHOKREKHODAEI; QUINONES, 2020).

A Figura 12, exibe o coeficiente de absorcdo molar de trés tipos de

hemoglobina em relagdo ao comprimento de onda.

Figura 12: Coeficiente de absor¢cao molar (hemoglobinas).
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Fonte: Modificada de (SILVA; LUIZ, 2017).

Segundo, (KOZMA et al., 2014)(MARUO; YAMADA, 2015)(TURGUL; KALE,
2018)(VURAL; YOLERI; TORUN, 2019), existem dois picos de absorgéo para agua
na faixa NIR, localizado entre 1350 e 1520 nm e outro entre 1790 e 2000 nm, A

absorcao de luz pela glicose é maior na faixa de comprimento de onda entre 2000 e
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2400 nm em comparagao com as faixas mais curtas (700-1100 nm). Assim, o uso de
comprimentos de onda mais curtos pode resultar em maior seletividade para as
moléculas de glicose, minimizando o efeito interferente da agua.

A abordagem de multiplos comprimentos de onda foi aplicada em um
dispositivo de medicdo de glicose ndo invasivo chamado TensorTip Combo
Glucometer. Projetado pela Cnoga Medical Ltd (Caesarea, Israel) e o processo de
aprovacgao do conceito comegou em 2006. O dispositivo é capaz de medir glicose na
faixa entre 70 e 440 mg/dL (SHOKREKHODAEI; QUINONES, 2020).

Conforme (PFUTZNER et al., 2018; SEGMAN, 2018), o TensorTip Combo
Glucometer utiliza quatro LEDs com comprimentos de onda entre 600 e 1000 nm,
juntamente com uma camera de sensor de imagem em cores, para capturar a luz
transmitida através da ponta do dedo e obter a leitura de glicose. Essa leitura é
baseada em um sinal de seis dimensdes que inclui posi¢ao (x, y), tempo (t) e cor
(vermelho, verde e azul), que estédo correlacionados com a concentracéo de glicose
no sangue. Para avaliar o desempenho do dispositivo, um estudo foi realizado com 14
individuos saudaveis, seis pacientes com diabetes tipo 1 e 16 pacientes com diabetes
tipo 2, e a analise dos resultados utilizando a grade de erro de consenso mostrou que

todos os dados estavam na zona A (96,6%) e B (3,4%).

3.3.7 Bandas de Absorc¢ao da Glicose

A glicose € um monossacarideo, um tipo de carboidrato simples, que € uma
das principais fontes de energia para o corpo humano. Ela pertence ao grupo dos
agucares, mais especificamente ao grupo das hexoses, pois possui seis atomos de
carbono em sua molécula. Sua férmula quimica é CsH120s. Conforme podemos ver

na Figura 13.
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Figura 13: Estruturas Quimicas da Glicose
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Fonte: (SILVA; LUIZ, 2017)

As bandas de absorgdo da glicose na regido do infravermelho proximo
consideradas sdo a banda de sobretom de segunda ou maior ordem (750 a 1400 nm),
a banda de primeiro sobretom (1400 a 2000 nm) (YADAV et al., 2014).

3.3.8 Absorcao de Luz por Componentes Sanguineos e Tecidos

A dispersao da luz devido a multiplos componentes dos tecidos resulta em
desvio da lei de Beer-Lambert de absorg¢do, o que resulta em erro de medicido. Na
verdade, tanto os componentes dos tecidos quanto os componentes do sangue
causam dispersdao da luz, o que atenua a intensidade da Iluz medida
(SHOKREKHODAEI; QUINONES, 2020). A atenuacao total da luz depende do
coeficiente de atenuacao total, u;,:q; (1/cm), que é a soma do coeficiente de absorgao
das espécies absorventes, u,, € do coeficiente de espalhamento reduzido das
espécies que causam espalhamento, u; (Equacao (2)). O coeficiente de atenuagao
total representa o quao fortemente a luz é atenuada por espécies moleculares para
um comprimento de onda especifico. O coeficiente de espalhamento reduzido € uma
contribuigcao do coeficiente de espalhamento, i, € da anisotropia da propagacao da
luz no tecido bioldgico, g, que € a média do cosseno do angulo de espalhamento
(ROGERS et al., 2014).
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Htotal = Ha T ,u; = Ug + us(1—g) (2)

Se g estiver proximo de 1, uma maior quantidade de luz é espalhada na
diregdo para frente em comparagdo com a dispersao para tras. O valor de g para
tecido biolégico encontra-se entre 0,65 e 0,95 (ROGERS et al., 2014).

Isso indica que quando a luz interage com os componentes dos tecidos, tende
a se dispersar na diregao frontal durante um unico evento de dispersao. No entanto,
apos multiplos eventos de dispersao, a dispersao geral da luz pode resultar em uma
disperséao posterior. A dispersao da luz devido a interferéncia dos tecidos causa erros
na medigdo da glicose, ja que a dispersao da luz varia entre individuos devido a
variedade de gordura nos tecidos. Além disso, as variagdes na dispersdo da luz
podem ocorrer devido a diferengas no colageno, proteina, fluxo sanguineo e estado
de hidratacdo de uma pessoa (ZIRK; POETZSCHKE, 2004).

Segundo (CHUNG et al., 2012; JONASSON et al., 2018), é importante reduzir
o espalhamento de luz, selecionando o comprimento de onda da fonte de luz que
tenha menos espalhamento. A intensidade da luz dispersa devido aos componentes
do tecido €& negativamente correlacionada com o comprimento de onda da luz
incidente, e é reduzida aumentando o comprimento de onda da luz incidente. Como
resultado, a luz NIR resulta em mais espalhamento pelo tecido em comparagao com
a luz MIR (CHUNG et al., 2012). No entanto, a luz NIR resulta em maior profundidade
de penetracao através do tecido, em comparacdo com a luz MIR.

De acordo com, (TANG, W. et al., 2019; WAN et al., 2020), a presenca de
componentes de espalhamento em uma amostra causa uma relagdo multivariada nao
linear entre os espectros de absorgdo e a concentracdo dos componentes
absorventes. Varios métodos de calibragdo, como regressio local, redes neurais
artificiais (ANN) e maquina de vetor de suporte (SVM), foram desenvolvidos para
modelar essa n&o linearidade e melhorar a precisao da leitura de glicose no sangue.

A ndo linearidade pode ser minimizada por 1) identificar o comprimento de
caminho étimo seguido pelo feixe de luz; 2) combinagao de multiplas aquisi¢des e 3)
aplicagcao de algoritmos de pré-processamento nas informagdes espectrais, como
corregao de espalhamento multiplicativo (MSC), corregao de sinal ortogonal (OSC) e
pré-processamento de analito liquido (TANG, W. et al., 2019; WAN et al., 2020).
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3.4 ESPECTROMETRO

Segundo (SONG, H. et al., 2020), A primeira deteccéo espectral foi feita por
Isaac Newton em 1665., utilizando um prisma triangular para dividir a luz solar em um
padrao colorido de arco-iris. No entanto, a medicdo quantitativa do espectro so foi
possivel em 1859, quando o primeiro espectrémetro pratico foi desenvolvido por
Kirchhoff e Bunsen (1861). Na década de 1960, com o desenvolvimento de
dispositivos semicondutores e fotoeletronicos, o espectrometro de leitura direta surgiu,
tornando mais conveniente o armazenamento e processamento de dados espectrais.

Os espectrdmetros convencionais geralmente consistem em trés partes: uma
fonte de luz, componentes de divisdo de luz e detecgdo. Conforme (WANG, J.;
ZHENG; WANG, 2021), Espectrometros compactos, leves e de tamanho reduzido séo
extremamente necessarios para uma ampla variedade de aplicagbes. Por exemplo,
dispositivos portateis e aplicativos de analise quimica baseados em smartphones no
setor ambiental (e.g., analise de agua e alimentos), aplica¢gdes biomédicas (e.g.,
analise de sangue, plasma, urina etc.), operagdes industriais, seguranga nacional,

entre outros.
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Figura 14: Diferentes estratégias subjacentes para sistemas de espectrémetros
miniaturizados surgiram nos ultimos 30 anos. (A) Optica dispersiva miniaturizada. (B)
Filtros sintonizaveis ou em matriz de banda estreita. (C) Sistemas baseados em
transformada de Four
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Fonte: Modificada de (YANG, Z. et al., 2021)

A Figura 14 é dividida em quatro partes, rotuladas A, B, C e D, cada uma
representando uma estratégia subjacente diferente para caracterizagao especitral.

A parte A demonstra optica dispersiva miniaturizada, que usa versdes em
pequena escala dos mesmos componentes encontrados em espectrbmetros de
bancada convencionais. A luz interage com essas 6pticas dispersivas miniaturizadas
e diferentes componentes espectrais sdo separadas espacialmente ao chegar a um
conjunto de detectores.

A parte B demonstra filtros de banda estreita ajustaveis ou dispostos, que
podem ser usados para transmitir luz seletivamente com comprimentos de onda
especificos. A analise de espectros completos pode ser realizada com um unico filtro
(cujas propriedades transmissivas podem variar ao longo do tempo) ou passando a
luz por uma série de varios filtros exclusivos de banda estreita, cada um montado em
seu proprio detector.

A parte C demonstra sistemas baseados na transformada de Fourier, onde
interferdbmetros integrados (como aqueles baseados em componentes de sistemas
micro eletromecanicos (MEMS) podem ser usados para produzir interferogramas
temporais ou espaciais, que sdo entdo convertidos computacionalmente em um

espectro legivel.
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A parte D demonstra sistemas baseados em reconstrugdo espectral
computacional, que aproveitam o poder de processamento de computador mais
facilmente disponivel e as redugcdes no tamanho e no custo do microprocessador.
Esses sistemas normalmente apresentam um conjunto de detectores codificados com
caracteristicas distintas de resposta espectral que, quando medidos em paralelo,
podem ser combinados usando algoritmos complexos para aproximar ou “reconstruir”
um espectro de luz incidente. Esses sistemas podem aproveitar ndo apenas os
avancgos tecnologicos em hardware, mas também o desenvolvimento de novas
abordagens computacionais, em particular, aquelas baseadas em sensoriamento
compressivo e aprendizado de maquina.

Conforme, (BEC; GRABSKA; HUCK, 2021), a instrumentagéo de bancada
baseada nesse esquema foi amplamente marginalizada por dispositivos de
transformada de Fourier (FT) com o interferdbmetro de Michelson, o mais popular, ou
interferdmetro de polarizagdo, menos comum. Espectrometros FT permitem que toda
a regiao de comprimento de onda alcance o detector na forma de um interferograma,
uma quantidade dependente de frequéncia. Em principio, isso proporciona um
aumento direto na capacidade 6ptica do espectrémetro, resultando em uma relagao
sinal-ruido (SNR) melhor. No entanto, deve-se observar que a maioria dos
espectrometros NIR portateis utiliza tecnologias e elementos espectroscopicos
distintamente diferentes para adquirir espectros.

Existem dois tipos de fontes de luz comumente utilizadas em espectrémetros
miniaturizados. O primeiro € uma lampada de tungsténio halégena, conhecida por sua
radiacao térmica e alta intensidade luminosa. Ela requer temperaturas mais elevadas
para a emisséo no infravermelho proximo (NIR), mas apresenta desafios em termos
de estabilidade térmica. A segunda opg¢éo s&o os diodos emissores de luz (LEDs), que
oferecem tamanho compacto, baixo consumo de energia e preco acessivel. No
entanto, sua largura de banda de emissao € limitada, especialmente na regido do NIR.
A escolha da fonte de luz depende dos requisitos especificos do espectrédmetro. (BEC;
GRABSKA; HUCK, 2021).

A selecdo de comprimento de onda € essencial em um espectrometro.
Diferentes técnicas estao disponiveis, como interferémetro de Fabry-Pérot, mascara
de Hadamard, filtro linear variavel (LVF) e matriz de microespelhos digitais (DMD).
Esses mecanismos podem ser miniaturizados por meio de tecnologias como MEMS e

microssistemas optoeletrbnicos (MOEMS). Cada técnica possui vantagens e
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limitagbes, como custo, tamanho, resolu¢céo e capacidade de processamento de luz.
O LVF é altamente compacto e econbmico, mas requer um detector de matriz
complexo, enquanto o DMD permite a obtengao de espectrometros de varredura sem
partes méveis em macro escala. A escolha da técnica depende das necessidades
especificas do espectrémetro miniaturizado (BEC; GRABSKA; HUCK, 2021).

Dois tipos de detectores sdo comumente usados em espectrémetros
miniaturizados. Diodos fotovoltaicos de silicio s&o adequados para regides visiveis e
SW-NIR, porém possuem baixa relagao sinal/ruido. Para as regides de onda média e
longa do NIR, os fotodetectores de InGaAs s&o indispensaveis devido a alta relagao
sinal/ruido, tempo de resposta rapido e boa eficiéncia quantica. Existe uma variante
estendida de InGaAs para comprimentos de onda acima de 1700 nm, porém com
menor relacdo sinal/ruido e necessidade de resfriamento (BEC; GRABSKA; HUCK,
2021).

Segundo (WANG, J.; ZHENG; WANG, 2021),0 uso de arranjos de orificios
subwavelength como filtros plasménicos oferece uma rota mais simples para a
producao de filtros de cor de banda estreita. Esses arranjos metalicos plasménicos
podem ser integrados a espectrometros miniaturizados devido ao seu tamanho
reduzido.

A NanolLambda desenvolveu um sensor de espectro em escala de chip com
base nessa tecnologia de arranjo de filtros plasmoénicos, juntamente com um método
de reconstrugéo de espectro usando regularizagado adaptativa. O sensor de espectro
baseado em filtro dptico nano-plasmdnico possui um arranjo de filtros nano-6pticos
integrado a um imager CMOS regular. Ao introduzir estruturas nanométricas em filmes
metalicos, esses dispositivos plasmdnicos oferecem controle sobre a polarizagao e
comprimento de onda da luz transmitida. O processo de reconstrucdo do espectro
emprega técnicas de regularizagdao e métodos de otimizacdo para uma estimativa
precisa do espectro. A tecnologia de arranjo de filtros plasménicos da NanoLambda

tem potencial para sensores de espectro compactos e eficientes.
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3.5 CALIBRACAO

O aprendizado de maquina € uma subarea da inteligéncia artificial que se
concentra no desenvolvimento de algoritmos e modelos que podem aprender a partir
de dados, sem serem explicitamente programados para fazé-lo (ZHANG et al., 2021).

Isso é feito através da construgdo de modelos matematicos e estatisticos que
podem ser usados para fazer previsées ou tomar decisdes com base nos dados
disponiveis.

Podendo ser usado para ensinar computadores a realizar tarefas uteis,
incluindo deteccao de objetos, reconhecimento de fala, descoberta de conhecimento
médico e analise preditiva. (WATT; BORHANI; KATSAGGELOQOS, 2016).

A modelagem, por sua vez, é o processo de criar um modelo matematico ou
estatistico que pode ser usado para descrever o comportamento de um sistema ou
processo. Isso envolve identificar variaveis importantes, selecionar o tipo de modelo a
ser usado e ajustar seus parametros para otimizar o desempenho do modelo em
relagado aos dados observados. O aprendizado de maquinas consiste em 4 principais
etapas sao elas, segundo (WATT; BORHANI; KATSAGGELOQOS, 2016).

I. Coleta dos Dados: Assim como os humanos, o modelo precisa ser treinado
para reconhecer a diferenga entre os dados, (e.g., a diferenga entre cachorros
e gatos). Esses dados sé&o tipicamente chamados de dados de treinamento,
onde devemos ter uma quantidade de dados homogénea. Intuitivamente,
quanto maior e mais diversos os dados de treinamento, melhor sera a
performance na tarefa de aprendizado.

Il. Importancia de Atributos: Isso geralmente ndo é uma tarefa simples, pois
projetar recursos de qualidade pode depender muito da aplicagéo, e.g., um
recurso como "numero de pernas" seria inutil para discriminar entre gatos e
caes (ja que ambos tém quatro pernas!), mas seria muito util para diferenciar
gatos e cobras. Além disso, extrair os recursos de um conjunto de dados de
treinamento também pode ser desafiador. E.g, se algumas de nossas imagens
de treinamento estivessem borradas ou tiradas de um angulo em que nao
pudéssemos ver a cabega do animal, 0s recursos que projetamos podem nao

ser extraidos adequadamente.
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lll. Treinamento do Modelo: Apds definir os atributos mais importantes para a
tarefa, dos dados de treinamento, o passo final para ensinar um computador a
diferenciar entre gatos e cachorros é um problema geométrico simples: fazer
com que o computador encontre uma linha ou modelo linear que separe
claramente gatos e cachorros em nosso espago de recursos cuidadosamente
criado. Ja que uma linha (em um espago de duas dimensdes) tem dois
parametros, uma inclinacdo e uma interceptagao, isso significa encontrar os
valores apropriados para ambos.

IV. Testando o Modelo: Para testar a eficacia do aprendizado do modelo, sera
mostrado para o modelo dados inéditos de caes e gatos, este conjunto de
dados inéditos ao modelo é comumente chamado de dados de teste, e a
avaliacdo de métricas é feita em cima destes dados. Caso as métricas nao
sejam satisfatérias, € necessario, coletar mais dados, com maior diversidade,
avaliar novos atributos e novos modelos, e testar novamente com os dados de

teste.

3.5.1 Aprendizado Supervisionado
Nesta secdo sera discutido as duas classes de aprendizado supervisionado,

o qual é o tipo de aprendizado de maquina mais utilizado na pratica.

3.5.1.1 Classificagdo

Segundo (BOROVCNIK; BENTZ; KAPADIA, 2012), o objetivo é aprender um
mapeamento das entradas X para as saidas, onde € {1, ...,C}, sendo C o numero de
classes. Se C = 2, é definido como classificagao binaria (y € {0,1)), se C > 2, entdo é
definido como classificagdo multiclasse. Na Figura 15 temos a representacao de uma

classificacao binaria.
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Figura 15: (Figura a esquerda) Pequeno Conjunto de treinamento bidimensional
composto por duas classes distintas, vermelha e azul. (Figura direita) Um modelo
linear é treinado para separar as duas classes.
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Fonte: Modificada de (WATT; BORHANI; KATSAGGELOS, 2016).

I.  Extremely randomized trees classifier (Extra tree)

Conforme (SHARMA; KUMAR; JAIN, 2022), o aprendizado neste método é
realizado por meio da agregacéo das saidas recebidas de varias arvores de decisao
nao correlacionadas montadas em uma floresta para obter os resultados de
segregacao. A forma como ele opera é sinbnimo do acaso da floresta. No entanto, se
diferencia especificamente disso na maneira como as arvores de decisdo séao
construidas na floresta. A arvore de decis&o é construida na Floresta de Extra Arvores,
onde é gerada a partir do treinamento em suas fases iniciais.

O algoritmo utiliza o processo de construgao de arvores de decisao, onde cada
no é dividido em subconjuntos com base em critérios como Gini impurity equacéo 3
ou entropia equacao 4. A diferenca chave do Extra Tree esta na selecdo dos pontos
de corte para essas divisdes. Em vez de escolher o ponto de corte 6timo, ele escolhe
os pontos de corte aleatoriamente dentro de um intervalo definido. A aleatoriedade
introduzida pelo método de construgdo e amostragem de recursos ajuda a reduzir o
overfitting, tornando o Extra Tree menos sensivel a ruidos nos dados de treinamento
e melhorando sua capacidade de generalizacdo para novos dados. Fj é a frequéncia

do rétulo j em um né e 0 € o numero de rétulos Unicos.

Gini Impurity = Z?zlfj(l - f) (3)
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Entropy = ¥}, — f;log (f)) (4)
3.5.1.11 Métricas Modelos de Classificacéo
Onde TP = verdadeiro positivo, FP = falso positivo, TN = verdadeiro negativo
e FN = falso negativo, e esses valores sdo derivados da matriz de confuséo
(SHARMA; KUMAR; JAIN, 2022).

3.5.1.1.2 Acuracia
A acuracia refere-se a quanto o algoritmo treinado prevé as classes corretas.

A acuracia pode ser definida pela equacgao 5.

TP+TN

ACURACIA = ———
TP+TN+FP+FN

(5)
3.51.1.3 Recall

A Recall também é conhecida como a completude de um classificador. Recall
também pode ser definido como o numero de verdadeiros positivos dividido pelo

numero de verdadeiros positivos e o numero de falsos negativos, definido pela

equacao 6.

TP

RECALL = (6)
TP+FN

3.5.1.14 Precisao
A precisdo também é conhecida como a exatiddo dos classificadores. A
precisdo também pode ser definida como o niumero de verdadeiros positivos dividido

pelo numero de verdadeiros positivos e falsos positivos, definido pela equagao 7.

TP
TP+FP

PRECISAO = (7)
3.5.1.1.5 F1-Score

A F1-score refere-se ao equilibrio entre a precisdo e a Recall. A F1-score
também pode ser definida como a média harménica de precisdo e Recall, definida

pela equacgao 8.

PRECISAO*RECALL
F1 —SCORE =2 * PRECISAO+RECALL ©
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35116 Matriz de Confusao

Uma matriz de confusdo € uma matriz bidimensional onde sua as linhas
mostram os rotulos verdadeiros e suas colunas mostram os rotulos previstos por um
classificador. Criando uma matriz de confusdo para um classificador multiclasse é

simples e direto, como mostra na equacéao 9.

M(r,c) = 22U = 1) I(h(x) = ©)),
vr,c € {0,...,q — 1} (9)

Onde M é a matriz de confusao, r e ¢ sdo a linha e a coluna da matriz de
confusdo, m € o numero de instancias no conjunto de dados de teste, I(.) € a fungao
indicadora, xi € a i-ésima entrada para o classificador h(.), yi € o rétulo verdadeiro

atribuido a entrada xi, e g € o numero de classes.

3.5.1.2 Regressao

Segundo (BOROVCNIK; BENTZ; KAPADIA, 2012), a regressao € como a
classificagdo, com a excecao que a variavel de resposta se trara de um valor continuo.
A Figura 16 demonstra um simples exemplo. H& uma unica entrada de valor real X; €
R e uma unica resposta de valor real. Varias extensdes desse problema basico podem

surgir, y; € R.

Figura 16: (Esquerda) Conjunto de dados de treinamento de brinquedo de dez
corporagdes com seus precos de agdes e valores de receita associados. (Direita)
Modelo linear é ajustado aos dados.
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.
Prego da agio

Receita Receita

Fonte: Modificada de (WATT; BORHANI; KATSAGGELOS, 2016).
Conforme BOROVCNIK; BENTZ; KAPADIA (2012), modelos de regresséo

podem ser utilizados nas seguintes tarefas, previsdo da idade do individuo que vai
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assistir um video no Youtube, previsdo da localizagdo no espacgo 3D de um vetor final
do brago do robd, dados os sinais de controle (torques) enviados para seus varios
motores, dentre outras ocasides.

WATT; BORHANI; KATSAGGELOS (2016), apresenta a aplicacdo de
regressao, no estudo de associacdo ampla do genoma, visando compreender as
conexdes entre dezenas de milhares de marcadores genético, obtidos de todo o
genoma humano de varios individuos, com doengas como pressao alta, problemas
cardiacos, diabetes, diferentes formas de cancer, com o objetivo de no futuro, produzir

terapias direcionadas a genes, conforme podemos visualizar na Figura 17.

Figura 17: llustragdo conceitual de um estudo associagdo ampla do genoma
empregando regressao.
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Fonte: Modificada de (WATT; BORHANI; KATSAGGELOS, 2016).

. Maquinas de Vetores de Suporte

Segundo (GERON, 2021)(DEISS et al., 2020), Maquinas de Vetores de
Suporte (SVM), € um modelo robusto e versatil, capaz de fazer classificagbes lineares
ou nao lineares, e de regresséao, geralmente tem equilibrio adequado entre preciséo
preditiva e a capacidade de generalizar modelos treinados para dados n&o vistos.

Modelos de regressdo SVM possuem duas features principais, que podem ser
otimizadas, a primeira € a selegao do Kernel e a segunda € a tolerancia ao ruido na

funcao de perda insensivel ao epsilon () para cada kernel.
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As funcdes de kernel retornam o produto interno entre dois pontos em um
espaco de recursos adequado, definindo assim uma nog¢ao de similaridade em
espacos de alta dimens&o (Karatzoglou et al., 2006).

Conforme, (DEISS et al., 2020) , na regressao SVM, existem quatro familias
principais de kernels: linear, polinomial, radial e sigmoide, e cada kernel tem seus
proprios parametros de otimizagao e possiveis cenarios de adequacao. Na Figura 18,

temos uma representacao da utilizagao de regressédo SVM.

Figura 18: Representacao de regressao por SVM.
=15

Fonte: Producgéo do préprio autor (2023).

I.  Decision Tree Regressor

Segundo, (AMASYALI; EL-GOHARY, 2018), os algoritmos de Arvore de
decisao (DT) usam uma arvore para mapear instancias em previsées, em um modelo
de arvore de decisdo, cada no representa um recurso, cada ramificagado da arvore
representa um valor diferente para um recurso e cada no folha representa uma classe
de predicao.

As arvores de decisdao sao um algoritmo flexivel que pode crescer com uma
quantidade maior de dados de treinamento. As arvores de classificagdo e regressao
floresta aleatéria (RF) e arvores de reforgo (BT) sédo os métodos de arvore de deciséo
mais amplamente utilizados na area de previséo.

Segundo, (SHOKREKHODAEI et al., 2021) , O processo de divisdo de um nd

continua até atingir um critério de parada. Exemplos desses critérios sdo quando a
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entropia de um n6 € menor que um limite pré-especificado ou quando a profundidade
de uma arvore atinge um nivel pré-especificado. Quando isso ocorre, 0os nés tornam-
se folhas, ou nos terminais de uma arvore.

O desempenho preditivo de um modelo DT também depende dos valores dos
hiperparametros DT. Estes incluem a profundidade maxima de uma arvore, denotada
como max_depth, o numero minimo de amostras necessarias para dividir um no6 de
decisdo, denotado como min_samples_split € o numero maximo de folhas em uma
arvore, denotado como max_leaf _nodes, conforme demonstra (YANG, L.; SHAMI,

2020). Na figura 19 temos uma representacao da utilizagao de regressao por DT.

Figura 19: Representacdo de uma regressao por DT.
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Fonte: Produgéo do préprio autor (2023).

Il.  Random Forest Regressor

A Regressao por Floresta Aleatdria (RF) € um método de aprendizado em
conjunto que utiliza o método de bagging para combinar varias arvores de decisao
(YANG, L.; SHAMI, 2020). Cada arvore é amostrada de forma independente e
aleatodria, e seus resultados sdo combinados usando a regra da maioria (INJADAT et
al., 2018). O algoritmo RF opera da seguinte forma: escolhe-se T numero de arvores
para crescer em numero de variaveis para dividir cada nd, onde m € menor ou igual a
M, o numero de variaveis de entrada (MALIK; SHAHZAD; KHAN, 2011). Durante o
crescimento de cada arvore, uma amostra de tamanho N é construida a partir dos N
casos de treinamento com reposigao, e uma arvore € desenvolvida a partir dessa nova
amostra. Em cada nd, m varidveis sdo selecionadas aleatoriamente dentre as M

disponiveis para encontrar a melhor divisdo. As arvores crescem até o tamanho
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maximo sem poda. Para fazer previsdes para um ponto X, os votos de cada arvore na

floresta sdo coletados e a decisao final € tomada por meio de votagdo majoritaria

. Artificial Neural Network

Redes neurais artificiais sdo um subconjunto de aprendizado de maquina e
utilizam um grupo de algoritmos para resolver problemas tanto lineares quanto n&o
lineares (SHOKREKHODAEI et al., 2021).

Existem diferentes tipos de redes neurais, e cada uma possui sua propria
estrutura e aplicacdo, como a rede neural de alimentacao direta (FFNN), a rede neural

recorrente (RNN), a rede neural convolucional (CNN), a rede neural hibrida etc.

Figura 20: Exemplificagdo Rede neural feedforward com uma camada oculta.
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Fonte: Modificada de (SHOKREKHODAEI et al., 2021).

Segundo (SHOKREKHODAEI et al., 2021), FFNN consiste em varias
unidades de processamento chamadas neurénios, que sao organizados em diferentes
camadas. A rede geralmente € composta por uma camada de entrada, uma ou mais

camadas ocultas e uma camada de saida. Cada camada contém neurdnios que sao
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conectados para modelar os dados e fazer uma previsdo na camada de saida,

conforme ilustrado na Figura 20.
3.5.1.2.1 Métricas Modelos de Regressao
3.5.1.2.2 Coeficiente de Determinacéao (R2)

O R2 é uma medida de quao bem os resultados observados sdo reproduzidos
pelo modelo, com base na propor¢ao da variagao total explicada pelo modelo (DEISS
et al., 2020), o R2 mede a porcentagem de variagdo nos dados de saida que é
explicada pela variavel independente. O R2 varia de 0 a 1, onde um valor mais préximo
de 1 indica um ajuste melhor do modelo aos dados observados.

Conforme a equacao 10 desta medida abaixo, na qual y representa o valor

predito, y representa o valor médio das amostras e yirepresenta o valor real.

Y i—1)?

R? =1— £&
Vi  i—¥)?

(10)

3.5.1.23 Erro Quadratico Médio (RMSE)

O RMSE ¢ a diferenca entre os valores observados e os valores previstos
(DEISS et al., 2020).

Conforme equacédo 11, o RMSE ¢€ calculado como a média dos erros
quadraticos e, em seguida, é tirada a raiz quadrada para obter a mesma unidade de
medida dos valores originais. O RMSE fornece uma medida da dispersao dos erros
entre os valores observados e os valores previstos. Quanto menor o valor do RMSE,
melhor é o ajuste do modelo aos dados, 0 que a torna uma métrica de avaliagao
excelente para problemas nos quais grandes erros nao sao tolerados, como € o caso

de exames médicos e projecdes de pregos.

RMSE = \/% Z:lzl(?i - ¥i)? (11)
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3.51.24 Erro Absoluto Médio (MAE)

De acordo com a equacao 5, o MAE consiste na média das distancias entre
valores preditos e reais. Diferentemente do RMSE, essa métrica ndo “pune” téo

severamente os outliers do modelo.

1 n
MAE = X 37 [%; -y (12)

3.5.1.25 Erro Percentual Médio Absoluto (MAPE)

Em contraste com as métricas anteriores, essa medida exprime uma
porcentagem, obtida por meio da equacao 13, pela divisdo da diferenca entre predito
(y) e real pelo valor real (yi).

Assim como o RMSE e o MAE, quanto menor o valor, mais preciso seria o
modelo de regresséao.

Devido a sua formulacdo, essa métrica nao lida tdo bem se tratando de
problemas com um grande alcance de numeros, como uma regressao que prevé uma
variavel que vai e 10 a 20.000.

=1y |l
MAPE = = ¥ | (13)

=1 Vi

3.5.2 Requisitos Para Desempenho In Vitro e ISO 15197

Os testes usando o limite de deteccao sao baseados na experiéncia empirica
da espectroscopia. Tecidos vivos sdo mais complexos que solugdes de glicose em
agua pura e meios liquidos turvos. Considerando a precisdo requerida para
dispositivos de glicemia (20 mg/dL), limites de detecgao sdo obtidos: agua pura (1
mg/dL) e meio liquido turvo (5 mg/dL).

A Organizagao Internacional de Normalizagdo (ISO) é uma organizagao
independente e ndo governamental que define e desenvolve especificacbes para
procedimentos, servicos e produgao de produtos de alta qualidade, confiaveis e
seguros em diversas industrias, incluindo dispositivos médicos (GONZALES;
MOBASHSHER; ABBOSH, 2019).
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De acordo com a ISO 15197:2013, os critérios minimos de acuracia requerem
que:
— 95% dos resultados inferiores a 100 mg/dL estejam dentro de £ 15 mg/dL
do valor de referéncia;
— 95% dos resultados iguais ou acima de 100 mg/dL estejam dentro de +
15% do valor de referéncia;

— 99% dos resultados estejam dentro das zonas A ou B da grade.

3.5.3 Conjuntos de Treinamento, Validacao e Teste

Avaliar um modelo sempre se resume a dividir os dados disponiveis em trés
conjuntos:

Treinamento, validagdo e teste. A calibragdo é feita com os dados de
treinamento e avaliagdo do algoritmo é realizada com os dados de validacéo. Apos a
verificagdo das métricas do algoritmo, é realizado o teste do modelo com os dados de

teste, este conjunto ndo deve ser conhecido pelo algoritmo.

3.5.3.1 Hold-out

Hold-out € quando é dividido o conjunto de dados em um conjunto treino e
'teste’. O conjunto de treinamento é o qual o modelo é treinado e o conjunto de teste
€ utilizado para avaliar o desempenho desse modelo em dados n&o vistos. Uma
divisdo comum ao usar o método hold-out € usar 80% dos dados para treinamento e

0s 20% restantes dos dados para teste, conforme podemos ver na Figura 21.
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Figura 21: Divisao Hold-out.

Total de dados rotulado disponiveis
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Conjunto de treinamento Gnn]_untc: oo
validagao
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Treine feito com este conjunto Validagéo feita com

esse conjunto

Fonte: Modificada de (SVYATKOVSKIY; KATES-HARBECK; TANG, 2017).

Validacéo Cruzada

Validacao cruzada (CV) é uma técnica comumente utilizada para avaliagéo de

desempenho de modelos de aprendizado de maquina. O CV consiste em particionar

os dados em conjuntos(partes), onde um conjunto & utilizado para treino e outro

conjunto € utilizado para teste e avaliagcdo do desempenho do modelo.

Segundo, (Drokow et al., 2021; Parraga et al., 2021), na técnica de validagao

cruzada CV, a avaliagdo pode diferir grandemente dependendo de como é feita a

divisdo entre o conjunto de treinamento e o conjunto de teste. Assim, o CV com K-fold

€ um dos métodos preferencialmente usados e eficientes que se destacam na CV.

A maior vantagem de usar a técnica de K-Fold CV é que ela nao se preocupa

com como os dados sado divididos (PRUSTY; PATNAIK; DASH, 2022). Conforme

podemos na Figura 22.
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Figura 22: Divisdo dos dados utilizando Validagao Cruzada, 3 camadas.
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Fonte: Modificada de (SVYATKOVSKIY; KATES-HARBECK; TANG, 2017).

Conforme, (BERRAR, 2019), sdo criados k subconjuntos disjuntos de
tamanho aproximadamente igual. Aonde, "fold" se refere ao numero de subconjuntos
resultantes. Essa divisao é realizada amostrando aleatoriamente os casos do conjunto
de aprendizado sem reposi¢cao. O modelo é treinado usando k - 1 subconjuntos, que
juntos representam o conjunto de treinamento. Em seguida, o algoritmo € aplicado ao
subconjunto restante, que € denominado conjunto de validacdo, e o desempenho é
medido. Esse procedimento € repetido até que cada um dos k subconjuntos tenha
servido como conjunto de validacdo. A média das k medi¢gdes de desempenho nos k
conjuntos de validagao é o desempenho validado cruzada.

A validagdo cruzada frequentemente envolve amostragem aleatdria
estratificada, o que significa que a amostragem ¢é realizada de tal forma que as
propor¢cdes de classes nos subconjuntos individuais reflitam as proporgées no
conjunto de aprendizado (BERRAR, 2019).

Por exemplo, suponha que o conjunto de aprendizado contenha n = 100 casos
de duas classes, a classe positiva e a classe negativa, com n+ = 80 e n- = 20. Se a
amostragem aleatéria for feita sem estratificacdo, € bastante possivel que alguns
conjuntos de validagdo contenham apenas casos positivos (ou apenas casos
negativos). No entanto, com a estratificagcdo, cada conjunto de validagao na validagao
cruzada com 5 folds é garantido de conter aproximadamente dezesseis casos
positivos e quatro casos negativos, refletindo assim a proporcdo de classes no
conjunto de aprendizado.
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4 MATERIAIS E METODOS

Inicialmente, propds-se o diagrama de blocos para o sistema de predigdo da
concentracdo de glicose, de uma amostra in-vitro, com base em dispositivos

semelhantes apresentados na revisao literatura, conforme podemos ver na Figura 23.

Figura 23: Diagrama de blocos do sistema proposto para predigao de concentragéo
de glicose em meio in-vitro.

Predigdo por Aprendizado

de Maquina
Emissor de Infravermelho ‘ Processamento
Externo
Amaostra In-Vitro Sensores —* Processamento Digital
‘ Médulo Digital
Espectrémetro Processamento Analdgico

Médulo Receptor

Fonte: Produgao do préprio autor (2023).

4.1 EMISSOR DE INFRAVERMELHO

O méddulo emissor consiste em um conjunto de diodos emissores de luz (LED),
que abrangem o comprimento de onda da luz visivel (400 a 700nm) e infravermelho
(750nm a 1000nm).

O emprego da tecnologia LED é crescente nos mercados médicos e de
eletrdbnica comerciais de oximetria de pulso, além de aplicacdes em nivel de pesquisa

como medidor de glicemia.
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Tabela 1: Principais caracteristicas dos emissores

Modelo Comprimento Poténcia Corrente HPBW
(Fabricante) (nm) (mW) (mA) (°)
KEL5002A 940 £ 22,5 57 50 -100 20
(Kodenshi)
L-7113SF6C 860 + 25 3,8 20-50 20
(Kingbright)
LED750-03AU 750 25 20-50 20
(Roithner)
OS5RBA5111A 660 3,3 20-70 15
(OptoSupply)

Fonte: Producao do préprio autor (2023).

O principal aspecto considerado na escolha dos LEDs foi o comprimento de
onda. A Tabela 1, indica os valores de comprimento de onda dominante. Neste
aspecto é possivel escolher entre duas abordagens, para a medi¢cao de glicose, os
LEDs de infravermelho proximo na banda de combinagdo (2000 a 2500 nm),
apresentam 6tima resposta a glicose, porém além de serem afetados com o ruido da
agua, possuem cotagdes elevadas, deste modo ndo foram empregados neste projeto.

Sendo assim, optou-se pelo uso de trés LEDs de infravermelho para a banda
de sobretom de segunda ou maior ordem (750 a 1000 nm). E o LED complementar na
cor vermelha (660 nm), os comprimentos de onda foram definidos baseados na

literatura, como podemos ver em Tabela 1.

42 MODULO RECEPTOR

O moddulo receptor de infravermelho, se trata de um espectrometro da
empresa nanolambda, o qual possui uma faixa do espectro eletromagnético sensivel
de 600 a 1000 nm.

Segundo (CHEN; CHUANG; CHANG, 2020), o espectrdmetro NSP32
(nanolambda, Daejeon, Coreia), tem como sua tecnologia central do sensor filtros
plasmobnicos, que podem ser integrados a um fotodetector regular, como um 6éxido
metalico complementar de metal (CMOS). Em resumo, pode-se considerar que o
sensor € composto por muitos fotodetectores de espectro estreito. A vantagem desse

sensor é seu tamanho pequeno em escala de chip e sua capacidade de detectar o



64

espectro em uma ampla faixa de 600 a 1000 nm. Com um intervalo de medida de 5

nm.

Figura 24 : Pinout NSP32m DBK Development Board Kit.
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Fonte: Modificada de Datasheet DBK (2018).

De acordo com (SARKAR; ASSAAD, 2022), CMOS significa Complementary
Metal-Oxide-Semiconductor, que € um tipo de sensor de imagem usado em cameras
digitais e outros dispositivos de imagem. E caracterizado por baixo consumo de
energia, alta velocidade e alta densidade de integrac¢ao, tornando-o adequado para

dispositivos portateis e compactos.
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Figura 25: Estrutura do chip-scale espectrometro.

Fonte: Modificada de (CHEN; CHUANG; CHANG, 2020).

De acordo com, (CHEN; CHUANG; CHANG, 2020)(CHANG et al., 2019)(HE
et al., 2015)(SARKAR; ASSAAD, 2022)(LEE et al., 2016)(LEE et al., 2017), O sensor
MW-PPG foi projetado usando filtros plasmodnicos que podem ser integrados a um
fotodetector comum, como um gerador de imagens semicondutor CMOS. Os filtros
plasmdnicos introduzem estruturas em nanoescala em filmes metalicos, que fornecem
uma maneira unica de controlar a polarizacdo e o comprimento de onda da luz que
passa pelas estruturas. O comprimento de onda de transmissdao s6 pode ser
controlado pelas estruturas laterais em uma unica camada, o que possibilita a
producao de um dispositivo contendo diferentes canais de filtro de maneira
econdmica.

O sensor MW-PPG foi projetado para detectar sinais MW-PPG de forma
sincrona na faixa de 600 a 1000 nm em um intervalo de 5nm. A integracao dos filtros
plasmoénicos com o sensor CMOS permite o controle da polarizagédo e comprimento
de onda da luz, o que é essencial para a medigao precisa da saturagao de oxigénio

no sangue periférico (SpO2) e da pressao arterial.
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4.3  MODULO DIGITAL

O mdédulo digital consiste em duas partes: sensores digitais e unidade de
processamento digital de sinal.

Sensores digitais de temperatura e umidade foram considerados, pela
influéncia desses parametros em sistemas de instrumentagao eletrénica de medigao
de glicemia (SMITH, 2020), com objetivo do aumento de acuracia na predigdo. O
modelo optado, foi o circuito integrado modelo HDC1080, do fabricante Texas

Instruments, cujas caracteristicas sao apresentadas na Tabela 2:

Tabela 2: Principais caracteristicas do sensor digital (HDC1080).

Caracteristicas Descricao Observacao
Faixa de temperatura -40 a 120 °C Valores recomendaveis
Acuracia de temperatura +0,2°C Tipica
Faixa de umidade 0 a 100% N&o condensante
Acuracia de umidade + 2% Tipica
Tensao de alimentacéo 27a5V Valores recomendaveis
Frequéncia de comunicagao 10 a 400 kHz Via I°C
Encapsulamento PWSON DMB SMD

Fonte: Producao do préprio autor (2023).

O HDC1080 é um sensor digital de umidade com sensor de temperatura
integrado que fornece excelente precisdao de medigdo com consumo de energia muito
baixo. ("HDC1080 LOW POWER, HIGH ACCURACY DIGITAL HUMIDITY SENSOR
WITH TEMPERATURE SENSOR", 2016). Com aplicagbes em sensores vestiveis e
dispositivos médicos.

Optou-se pelo uso da plataforma Portenta H7 Lite, do fabricante Arduino,
cujas principais caracteristicas sdo apresentadas na Tabela 3:



67

Tabela 3: Principais caracteristicas da plataforma (Portenta H7 Lite)

Caracteristicas Descrigao
Microcontrolador Arm® Cortex®-M7 480 MHz + Arm® 32-bit Cortex®-M4
240 MHz
Memodria Interna 8 Mb SDRAM / 16 MB QSPI Flash
Interface de Comunicacgéao 4x I12C, 6x SPIs, 4x UARTs, USB-C
Compilador Online ou Instalavel (C/ C++/ Micropython)
Tensao de alimentacao 3,3V

Fonte: Produgao do préprio autor (2023)

O Portenta H7 Lite é capaz de realizar de forma simultanea a execugao de
cédigo de alto nivel e tarefas em tempo real, gracas a presenca de seus dois
processadores. Um exemplo disso € a capacidade de executar tanto o codigo
compilado pelo Arduino quanto o cddigo MicroPython simultaneamente, permitindo a
comunicagao entre os dois nucleos. Com o H7 Lite, é possivel facilmente executar
processos criados com o TensorFlow™ Lite, onde um dos nucleos pode ser dedicado
ao processamento de algoritmos de visdo computacional em tempo real, enquanto o
outro nucleo se encarrega de operagdes de baixo nivel, como o controle de um motor

ou o desempenho de fungdes de interface com o usuario.

5 DESENVOLVIMENTO

A etapa de desenvolvimento teve inicio tomando-se as partes individuais do
sistema em implementacdo concomitante de hardware e software. Apds isso,
integraram-se as partes individuais no sistema como todo. Nos tdpicos subsequentes,
apresentam-se os detalhes das partes individuais, bem como a montagem integrada

final.
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5.1 MODULO EMISSOR
O circuito do moédulo emissor consiste em conexdes entre os LEDs e a
plataforma Portenta H7 Lite. As conexdes séo divididas em: Sinais de comunicagao

(PORTAS INPUT), e sinais de alimentagdo (GND). Conforme Figura 26.

Figura 26: Circuito Modulo emissor.
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Fonte: Produgéo do préprio autor (2023).

Para a alimentacgao positiva dos LEDs, utilizaram-se os pinos de comunicagao
do Portenta H7 Lite de tensao de 3,3 V (VOUT). Utilizou-se um resistor externo de 150

Q) para o ajuste da tenséao.

52 MODULO RECEPTOR

O circuito do médulo receptor consiste em conexdes entre o Nano
espectdmetro NSP32m e a plataforma Portenta H7 Lite.

Utilizou-se o pino o pino de tensdo 3 V (VOUT) para alimentagdo do
espectbmetro, para a alimentagcédo positiva. Foram utilizadas as portas digitais da

plataforma Portenta H7 Lite, para a comunicagao por SPI, conforme Figura 27.



Figura 27: Circuito modulo receptor
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Fonte: Producéo do préprio autor (2023).
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5.3 MODULO DIGITAL

O circuito do modulo digital consiste em conexdes entre o sensor HDC1080 e
a plataforma Portenta H7 Lite. Essas conexdes s&o divididas em: alimentagdo do
HDC1080 (GND e VDD) e sinais de comunicacado (SDA e SCL), conforme a Figura
28.

Figura 28: Circuito modulo digital.
Portenta H7 Lite

GND Ad A5 VCC
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Fonte: Produgéo do préprio autor (2023).

Para a alimentagdo positiva do sensor, utilizou-se o pino da plataforma
Portenta H7 Lite de tensdo de 5 V. Para comunicagao foram utilizadas as portas
analdgicas (A4 e A5) I°C.

6 METODOLOGIA DA AMOSTRA
Nesta sec¢ao serao debatidos os materiais para o desenvolvimento da solugao

da amostra e as etapas de obtengao das amostras utilizadas no projeto.
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6.1 MATERIAIS
Os materiais utilizados para a produgcdo da amostra foram, D-(+) - Glicose
Anidra teor 99.7% (Neon), glicosimetro Guide Me (Accu Chek®), agua de alta pureza

(Millig®) e vortex mixer (KASVIbasic®) utilizado para a solubilizagdo da amostra.

6.2 PREPARO DA SOLUGAO PADRAO

A metodologia utilizada para a produgcédo da amostra foi adaptada e otimizada
de (SHOKREKHODAEI et al., 2021), onde foram pesados 250mg para 100mL de agua
Millig e solubilizados em vértex mixer durante 10 minutos, a qual foi mantida em

temperatura ambiente (24°C) durante 1 hora.

6.3 LINEARIDADE

A linearidade foi determinada por meio da equacao da reta. A partir da solugao
padrao descrita no item 6.2, a reta foi construida nas concentracdes de 9 a 0,5 mL,
conforme descrito na Tabela 4. O diluente utilizado para o preparo das diluicbes foi
agua millig e solubilizadas em vortex mixer durante 1 minuto e mantida em descanso

por 1 minuto.

Tabela 4: Dilui¢gdes a partir da solugdo padrio.

Amostra Concentragdao de Concentragao de Glicosimetro
padrao (mL) agua millig (mL) (mg/dL)

1 9 1 382
2 8,5 1,5 324
3 8 2 309
4 7,5 2,5 310
5 7 3 258
6 6,5 3,5 240
7 5,5 4,5 218
8 5 5 200
9 25 7,5 100
10 1,5 8,5 81

11 0,5 9,5 24

Fonte: Producéo do préprio autor (2023).

A equagao da reta foi determinada por meio do estudo de regresséo linear,
pelos métodos de minimos quadrados. Os valores experimentais foram tratados

estatisticamente, utilizando o software Statistica®.
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Figura 29: Grafico equacéao da reta, realizado no Statistica.
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Fonte: Produgao do proprio Autor (2023).

6.4 PREPARAGAO DAS DILUIGOES PARA PREDIGAO

Para as diluicbes procedeu-se da seguinte forma:

9 mL da solugdo padrao foi pipetado em um baldo volumétrico de 10 mL,
completando-se o volume com agua millig, e levados ao vértex mixer durante 1 minuto
e mantido em descanso durante 1 minuto. O mesmo processo seguiu-se para as

demais diluicbes conforme Tabela 5.

Tabela 5: Preparacao das amostras.

Amostra Concentragao Concentracao de Equacao da
de padrao agua millig (mL) reta (mg/dL)
(mL)
1 9 1 353
2 8,7 1,3 342
3 8,5 1,5 334
4 8,2 1,8 323
5 8 2 315
6 7,7 2,3 303
7 7,5 2,5 296
8 7,2 2,8 284
9 7 3 276
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33 1 9 46
34 0,7 9,3 34
35 0,5 9,5 27
36 0,2 9,8 15

Fonte: Produgdo do préprio autor (2023).

6.5 MEDICAO IN VITRO

Para a realizagao do experimento, fixou-se uma cubeta no interior de um bloco
de plastico, o qual possui orificios para o posicionamento dos LEDs e do
espectdmetro, conforme Figura 30. A cubeta utilizada € de quartzo, que possui
formato retangular, com 2 faces polidas e 2 faces foscas, caminho éptico de 10mm e
3,5mL de volume interno. A cubeta foi posicionada de forma que a face polida fosse

mantida perpendicular a incidéncia dos LEDs e leitura do espectdmetro.

Figura 30: Bloco de plastico para medigao in vitro.

Fonte: Producg&o do préprio autor (2023).

Apds posicionar a cubeta dentro do bloco de plastico, foram feitas leituras com
0 modulo emissor, e armazenadas em um banco de dados. Apdés o término das
leituras, a cubeta era retirada e lavada com agua milliq, para eliminar qualquer residuo
da amostra anterior, e entao inserida a amostra seguinte, contendo a proxima diluigéo.

Esse processo se seguiu até ser completado as dilui¢des.
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O mdédulo receptor, obtém resposta do espectro na faixa de 600 a 1000 nm, em
um intervalo de 5 nm, sendo assim temos 81 intervalos de respostas, para cada
emissdo do conjunto de LED do mddulo emissor. Foram usados 4 LEDs, com isso,
temos 81 respostas para cada LED. Também foram obtidos 3 repostas do espaco de
cores CIE 1931, o qual retorna os valores de X, Y e Z, as quais representam a cor em
um determinado ponto no espaco, esses valores sao utilizados para descrever a cor
de maneira objetiva e sdo obtidos a partir de medi¢des espectrofotométricas. Por fim
teremos duas leituras do modulo digital, as quais s&o a temperatura ambiente e
humidade. Logo, ao final de uma leitura teremos 336 respostas do modulo receptor,
mais 2 repostas do modulo digital, totalizando 338 as quais serao caracterizadas como
features, no momento da predi¢ao dos valores.

Foram feitas 243 leituras, destas 197 foram utilizadas para o conjunto de teste,
46 foram utilizadas para o conjunto de treino. Em outro momento foram realizadas 20
leituras apenas com objetivo de teste do modelo, servindo como “Novas Leituras”, a

Tabela 6 representa o banco de dados produzido neste estudo.

Tabela 6: Resumo do banco de dados.

LED_660_600n LED_660_605n LED_660_610n - TEMP HUMIDAD mg/d
m m m ’ E L
0.00000000e+0 0.00000000e+0 2.96968380e+0
23.70 84.70 353
0 0 7
0.00000000e+0 0.00000000e+0 2.76083160e+0
23.63 82.62 353
0 0 7
0.00000000e+0 6.92990500e+0 3.66356310e+0
0 5 - 23.78 83.21 353

0.00000000e+0 3.70103800e+0 4.88348310e+0
0 6 7

24 .84 71.18 15

0.00000000e+0 1.66541360e+0 5.81976280e+0
0 7 7

25.03 77.91 15
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0.00000000e+0 3.45914700e+0 4.51200860e+0
0 6 7

25.21 74.03 15

Fonte: Producgéo do préprio autor (2023).

6.6 PREPARAGAO DOS DADOS

O banco de dados ¢é dividido em dois conjuntos, conjunto de treino/validagéo
e conjunto de teste. O conjunto de treinamento/validagao é usado para criar, ajustar e
medir o desempenho do modelo. Quando o modelo esta pronto, ele é testado usando
o conjunto de teste, o qual ndo foi submetido na fase de criagdo do modelo, néo
havendo vazamento de informacgdes deste conjunto. Normalmente o conjunto de
treinamento/validagcdo é dividido em dois conjuntos independentes: conjunto de
treinamento e conjunto de validagdo. Neste caso esta divisdo ndo € produzida porque
o0 processo de validagdo é realizado através da validagdo cruzada fundindo os
processos de treinamento e validagdo. Por fim o modelo também foi submetido ao

conjunto “Novas Medidas”, o qual produzido em separado.

7  PREDIGAO

Nesta secao, esta exposta a etapa de criacdo de modelos e a avaliagao da
capacidade do instrumento na predigdo da glicose in vitro. Os dados foram divididos
em um conjunto de treinamento/validagdo e um conjunto de teste. Para cada modelo
estabelecido, na abordagem de regressao, foram calculados o R2 e o RMSE. Ja na
abordagem de classificagéo, foi calculada a acuracia e o F1-Score para a avaliagéo

dos modelos.

7.1 CRIAGAO E TESTE DOS MODELOS

Para a criacao e avaliagao dos modelos foi utilizado, jupyter notebook, que se
trata de uma aplicagdo que permite a criagdo e compartiihamento de documentos
interativos contendo cédigo executavel, compativel com diversas linguagens de

programacao, incluindo Python. Sendo possivel importar as bibliotecas de cada
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algoritmo, e métricas para avaliagaéo. Todos os cédigos em python e c++ usados neste
trabalho, podem ser encontrados neste repositério online’.

Também foram testadas diferentes abordagens de normalizagdo de dados,
sendo estas, Standart scaler, minmax scaler e robust scaler. Standard Scaler ajusta
os dados para ter uma média zero e um desvio padrdo de um, MinMax Scaler
dimensiona os dados para um intervalo especifico, geralmente entre 0 e 1 e Robust
Scaler € uma transformacao resistente a outliers, escalando os dados com base nos
quartis.

A Figura 31 mostra o processo de criagao e teste dos modelos da esquerda
para a direita. E possivel dividir esse processo em duas partes. A primeira parte
envolve a criagdo do melhor modelo possivel, com o melhor ajuste aos dados possivel.
Foram selecionados 6 modelos de regressédo e 1 modelo de classificagdo para a

predicao do nivel de glicose por meio nao invasivo durante o teste in vitro:

Figura 31: Fluxograma de criagdo de modelo e processo de teste de modelo.

Treino do modelo
utilizando

O modelo é Teste do modelo

L < ; bom o > usando conjunto

i normalizagdo e ' i

i Jrma i bastante? P de teste

i validacdo cruzada | .

' | Ajuste de : ‘w - .
o hiperparametros do E No w : i
P modelo : L i
e '?u_scf"f"l _G_r_a_df_: Fase de Criag3o | ! Fase de teste '
i t domodelo do modelo i

Fonte: Produgéo do préprio autor (2023).

7.2 DEFINIGAO DE ALGORITMOS PARA A CRIAGAO DOS MODELOS

O modelo de Ensemble Voting (Voting), utilizando os algoritmos Random
Forest e Gradient Boosting, € uma técnica eficaz para problemas de regressao. O
Random Forest € um método que combina multiplas arvores de decisao

independentes, e suas previsbes sdo agregadas por meio de votagdo ou média,

" Repositério Online: https://github.com/Henriquerezer/Dissertacao
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proporcionando uma estimativa robusta. Por outro lado, o Gradient Boosting € uma
abordagem sequencial que constréi um conjunto de modelos fracos, geralmente
arvores de decisdo simples, onde cada modelo é ajustado aos residuos do modelo
anterior, resultando em um refinamento iterativo das previsées. Ao combinar esses
dois algoritmos em um modelo de Ensemble Voting, € possivel aproveitar a
diversidade e as capacidades de aprendizado de ambos, resultando em uma previsao
final mais precisa e confiavel para problemas de regresséo.

O KNN (K-Nearest Neighbors) € um modelo de aprendizado de maquina
amplamente utilizado tanto para problemas de regressao quanto de classificagdo. Em
problemas de regressao, esse modelo prevé os valores de saida com base nas
variaveis de entrada e na proximidade com os K vizinhos mais proximos no conjunto
de dados de treinamento. O KNN para regressao é apreciado por sua simplicidade e
capacidade de lidar com dados nao lineares. No entanto, € importante mencionar que
o0 KNN pode ser sensivel a outliers e requer a escolha adequada do valor de K, que
representa o numero de vizinhos considerados para a predicdo. Além disso, o KNN
também é aplicavel a problemas de classificagdo, onde ele atribui rétulos de classe
com base na maioria dos K vizinhos mais proximos.

O Random Forest (RF) pertence a categoria de algoritmos baseados em
arvores de decisdo, mas se destaca por criar um conjunto de arvores de decisao
independentes e combina-las para obter uma predicao final. Nesse modelo, varias
arvores de deciséo sao treinadas com amostras aleatérias dos dados de treinamento
e com uma selecao aleatoria de recursos em cada arvore. Essa abordagem assegura
a diversidade entre as arvores, o que ajuda a evitar o overfitting e, ao mesmo tempo,
aumenta a capacidade de generalizagdo do modelo. Além disso, € importante
destacar que o Random Forest também é aplicavel a problemas de classificacdo, onde
ele combina as previsdes das arvores para atribuir rotulos de classe.

O Gradient Boosting (GB) € um modelo de aprendizado de maquina
amplamente utilizado tanto para problemas de regressao quanto de classificagdo. Em
problemas de regresséao, ele constréi um conjunto de arvores de deciséo de forma
sequencial, onde cada arvore € ajustada para corrigir os erros residuais das arvores
anteriores. Isso permite que o modelo melhore gradativamente suas previsdes,
combinando as contribui¢cdes de varias arvores. O GB é altamente eficaz em lidar com
relagbes complexas entre variaveis, capturando interagdes néao lineares e fornecendo

previsdes precisas. Além disso, quando aplicado a problemas de classificacdo, o GB
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segue a mesma estratégia de construgao sequencial de arvores, mas para atribuir
rotulos de classe em vez de valores continuos. Portanto, o GB é uma ferramenta
versatil e poderosa que pode ser usada tanto para problemas de regressédo quanto de
classificacdo, com adaptagdes apropriadas para cada aplicagao.

O XGB (Extreme Gradient Boosting Regressor) € um modelo de aprendizado
de maquina baseado em gradient boosting que utiliza a biblioteca XGBoost.
Compartilhando muitas semelhangas com o Gradient Boosting Regressor, mas possui
algumas caracteristicas adicionais. O XGB aprimora o gradient boosting tradicional
com técnicas avangadas, como amostragem estocastica, regularizagao e otimizagao
eficiente. Essas técnicas melhoram o desempenho, a estabilidade e a velocidade do
treinamento do modelo. Suportando também a utilizacdo de funcbes de perda
personalizadas e possui op¢des para lidar com dados ausentes de forma mais
eficiente.

O LightGBM Regressor € um modelo de aprendizado de maquina baseado
em gradient boosting, que faz parte da familia de algoritmos de boosting de arvores,
utiliza uma abordagem "leaf-wise" para construir as arvores de decis&o. Nesse caso,
a divisao ocorre na direcao que mais reduz a fungao de perda, em vez de expandir
em todas as diregdes. Isso permite que o LightGBM atinja uma maior profundidade
com menos divisdes, tornando-o mais eficiente e capaz de lidar com conjuntos de
dados grandes.

O algoritmo Extra Trees é uma extensdo das Arvores de Decisdo que se
destaca em tarefas de classificagdo multiclasses. Suas principais vantagens incluem
a reducgao de overfitting, a robustez a dados ruidosos, eficiéncia computacional e a
capacidade de lidar com conjuntos de dados desbalanceados. Isso € alcangado por
meio da introducao de aleatoriedade na selecédo de dados e caracteristicas, tornando-
0 uma escolha solida em muitos cenarios. No entanto, ele pode apresentar maior
varidncia nas previsdes e ser menos interpretavel do que alguns outros métodos
devido a sua natureza de ensemble. A escolha do algoritmo depende das

necessidades especificas do problema em questao.

7.3 CRIAGAO DO MODELO

Normalmente modelos sao treinados primeiro e depois validados, porém no

caso da CV, ambas as etapas sao realizadas ao mesmo tempo, grid search, ou busca
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em grade, € uma técnica amplamente utilizada na otimizagao de hiperparametros em
modelos de aprendizado de maquina. Consiste em definir um conjunto de valores
possiveis para cada hiperparametro do modelo e, em seguida, realizar uma busca
exaustiva por combinagdes desses valores.

Durante essa busca, o modelo € treinado e avaliado com cada conjunto de
hiperparametros, geralmente usando uma métrica de desempenho, como a acuracia
ou o RMSE. O objetivo € encontrar a combinagéo de hiperparametros que resulta no
melhor desempenho do modelo. E uma abordagem sistematica e confiavel para a
selecao de hiperparametros, porém, pode ser computacionalmente custoso devido ao
numero de combinagdes a serem testadas. No entanto, sua utilidade na obtencao de
um desempenho otimizado do modelo o torna uma ferramenta valiosa na construgao
de modelos de aprendizado de maquina.

Além da definicao de diversos hiperparametros do modelo, é possivel incluir
um conjunto de combinacdes, de técnicas de normalizacdo, filtrando diferentes
abordagens de importancia de atributos e de diferentes divisdes da validagao cruzada,
buscando assim o melhor desempenho do modelo.

Uma parte importante do ajuste do modelo € chamada de seleg¢ao de recursos.
Contrariando o senso comum, usar mais preditores do que o estritamente necessario
para criar um modelo pode n&o levar a um modelo melhor. Alguns preditores podem
ser considerados como "ruido". Reduzir o numero de preditores diminui a
complexidade dos modelos, reduz o tempo de treinamento e diminui possiveis

problemas de sobreajuste do modelo.

74 TESTE DO MODELO

Essa etapa €& de suma importancia para avaliar a capacidade de
generalizacdao do modelo. Uma capacidade adequada de generalizacdo implica na
habilidade do modelo em realizar previsdes precisas com base em novas medidas.
Os modelos sao ajustados visando obter o melhor desempenho durante o processo
de validagao cruzada. Contudo, um baixo valor do RMSE obtido durante a validagao
cruzada ndo garante um desempenho similar com novos dados. Com o intuito de
verificar essa capacidade, o0 modelo é testado com medidas que nao foram utilizadas

no processo de treinamento.
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Por isso, o conjunto de teste € separado no inicio e posteriormente utilizado
para avaliar a capacidade de generalizagdo dos modelos. Caso o RMSE do conjunto
de teste seja significativamente maior do que o obtido na validagao cruzada, significa
que o modelo esta super-ajustado, sendo necessario reiniciar a fase de criagcdo do
modelo desde o inicio. E importante que os valores do RMSE obtidos durante a
previsdo no conjunto de teste e durante a validagao cruzada sejam semelhantes.

Caso contrario, uma das possiveis razdes é que o conjunto de teste é
pequeno, sendo necessario um banco de dados mais abrangente. A fase de teste é
obrigatéria, uma vez que a sua negligéncia impossibilita a verificagdo do
funcionamento adequado do modelo na realidade, quando utilizado para prever novos

dados, mesmo que as métricas da validagao cruzada sejam promissoras.

7.5 VALIDAGAO DOS MODELOS DE REGRESSAO

A Figura 32 mostra as predi¢des geradas em fungdo da concentragcdo de
glicose nas amostras in vitro, utilizando validagao cruzada com 10 divisdées (numero
de dados do conjunto de treinamento), onde os dados de treinamento foram divididos
em dois conjuntos de treino e validagao, na proporc¢ao de 70% e 30%, esta abordagem
visa trazer maior generalizagdo nas predi¢ées do modelo.

Apos a frase de criagdo do modelo, foi obtido como as 3 melhores métricas
de RMSE, os modelos LGBM, XGB e GB, com RMSE correspondentes de 41.74,
49.20 e 50.30. A reta representa os pontos referéncia de glicose, e os pontos em azul

representam os valores preditos pelo modelo.



Figura 32: Predicdo modelos com melhores hiperparametros.
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Fonte: Producéo do préprio autor (2023).

A Tabela 7, expbe as métricas de avaliagdo dos modelos durante a validacao
cruzada, onde os modelos estdo organizados frente ao valor do RMSE, em ordem
decrescente. Os dados sao divididos entre predicao gerada sem normalizagao (SN)
dos dados, utilizando como normaliza¢ao a abordagem standard scaler (SS), minmax

scaler (MS) e robust scaler (RS).
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Tabela 7: Métricas de Validagao.

Modelo RMSE R? RMSE R2 RMSE R2 RMSE R2
(SN)  (SN) (SS) (S§) (M§) (MS) (RS) (RS)
LGBM 41.74 082 4580 0.78 45.01 0.79 48.10 0.76
XGB 4920 0.75 5049 0.74 50.14 0.74 50.09 0.74
GB 50.25 0.74 5109 0.73 5282 0.72 5150 0.72
Voting 50.68 0.74 50.13 0.74 5031 0.74 5222 0.72
RF 5497 069 55.02 069 5530 0.70 55.05 0.69
KNN 7149 047 76.86 074 7544 041 82.09 0.30

Fonte: Producao do préprio autor (2023).

Os modelos computacionais tém a capacidade de explorar as relagdes entre
diversos preditores, conferindo maior valor aos preditores de baixa correlacdo do que
quando considerados individualmente no modelo final. Para avaliar a importancia de
cada preditor, € empregado um método que consiste em treinar o modelo excluindo
um preditor por vez. Quanto mais significativo for o aumento do RMSE maior sera a
relevancia desse preditor para o modelo. Com o objetivo de obter uma perspectiva
geral da importancia dos preditores, sdo aplicadas normalizacdes através da divisao
dos incrementos do RMSE pelo maior incremento observado. Essa abordagem
permite tirar conclusdes relevantes a partir do grafico gerado.

Na Figura 33, temos os 22 atributos que possuem maior impacto frente a
adequacao do modelo aos dados, os atributos foram escolhidos por meio do método
importancia de atributos de uma RF.

O principio é transformar o valor de um parametro de caracteristica em um
numero aleatdrio, calcular seu impacto na precisdo do modelo e mensurar a
importancia desse parametro com base no valor médio da diminuicdo da precisao
obtida a partir de multiplos calculos. Quanto maior o valor, maior € a importancia da
variavel (ZHAO et al., 2022).

Nota-se que o atributo com maior impacto é a temperatura, em seguida a de

duas leituras do LED de 940 nm, no comprimento de onda de 945nm e 895nm.



Figura 33
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: Atributos com maiores relevancia frente aos modelos.
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A Tabela 8, expde as métricas de avaliagdo dos modelos durante a validagao

cruzada, onde os modelos estdo organizados frente ao valor do RMSE, em ordem

decrescente. Os dados sao divididos entre predicdo gerada sem normalizacéo (SN)

dos dados, utilizando como normalizagéo a abordagem (SS), (MS) e (RS), utilizando

como os 22 atributos na Figura 33, como atributos preditores.

Tabela 8: Métricas de Validagao para 22 atributos.

Modelo RMSE R? RMSE R2 RMSE R2 RMSE R2
(SN) (SN) (Ss) (S§) (M§)  (MS) (RS) (RS)
Voting 39.30 0.84 4025 084 3896 084 3943 0.83
GB 3937 0.84 3948 084 38.76 0.84 40 0.93
XGB 4011 0.83 40.11 0.83 40.11 0.83 4011 0.83
RF 4509 0.79 4480 0.79 43.62 0.80 4537 0.78
LGBM 4545 0.78 46.55 0.77 43.84 0.80 47 0.75
KNN 7517 041 6209 060 56.88 0.67 57.01 0.66

Fonte: Produgao do préprio autor (2023).

A Figura 34 mostra as predi¢cdes geradas para os 22 melhores atributos em

funcdo da concentragdo de glicose nas amostras in vitro, utilizando CV com 10

divisbes, onde os dados de treinamento foram divididos em dois conjuntos de treino e
validagdo, na propor¢do de 70% e 30%, esta abordagem visa trazer maior

generalizagao nas predigdes do modelo.
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Figura 34: Predicdo modelos com melhores hiperparametros e 22 atributos.
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Fonte: Produgao do préprio autor (2023).

Apoés a frase de criagao do modelo, foi obtido como as 3 melhores métricas
de RMSE, os modelos Esemble Voting, GB e XGB, com RMSE correspondentes de
38.96, 38,76 e 40,11. A reta representa os pontos referéncia de glicose, e os pontos
em azul representam os valores preditos pelo modelo.

Na tabela 9, encontram-se os hiperparametros estabelecidos apds a
conclusado da busca em grade para cada modelo. A busca em grade foi conduzida
para ambas as abordagens: a primeira englobando todos os atributos e a segunda
com apenas 22 atributos.
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Tabela 9: Hiperparametros definidos apds busca em grade e validagdo cruzada com

10-Fold.
Min Min
Learning Max _
Modelo N_estimators samples samples ) Weights
rate depth Neighbors
split leaf
Voting 0.1 3 100 - - - R
GBoosting 0.1 3 100 - - - -
XGBRegressor 0.1 3 300 - - - -
RF - None 100 5 1 - -
LGBM 0.1 3 300 - - - -
KNN - - - - - 5 distance

Fonte: Produgao do préprio autor (2023).
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7.6 TESTE DO MODELO

No contexto de avaliagdo da capacidade de generalizagdo dos modelos,
procede-se a um teste utilizando o conjunto de teste. O comportamento das previsdes
de glicose na amostra em relagao aos valores de referéncia de glicose na amostra
para o conjunto de teste € ilustrado na Figura 35. Observa-se que o RMSE obtido no
conjunto de teste apresenta semelhangca com o RMSE do modelo durante a fase de
criagdo. E possivel observar que o modelo que melhor generalizou os dados de
treinamento, foi o modelo LGBM, sendo o modelo que obteve uma menor variagao do
RMSE, em comparagdo com os dados de validagao.

Figura 35: Predicdo do conjunto de teste.
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RandomForestRegressor Conjunto de Teste

RMSE: 59.09
R2: 0.65
MAPE: 67.32%

KNeighborsRegressor Conjunto de Teste

RMSE: 91.35
R2: 0.16
MAPE: 34.22%

350 4
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250

Valor predito de Glicose (mg/dL)
Valor predito de Glicose (mg/dL)

0 50 100 150 200 250 300 350 0

50 100 150 200 250 300 350
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Valor referéncia de Glicose (mg/dL)

Fonte: Produgao do préprio autor (2023).

LGBM RMSE na fase de validacao foi de 41.74, na fase de teste foi de 47.89.
Voting RMSE na fase de validac&o foi de 49.20, na fase de teste foi de 53.35. GB
RMSE na fase de validagao foi de 50.30, na fase de teste foi de 53.68. XGB RMSE na
fase de validagao foi de 49.20, na fase de teste foi de 53.93. RF RMSE na fase de
validacao foi de 54.97, na fase de teste foi de 59.09. KNN RMSE na fase de validagao
foi de 71.49, na fase de teste foi de 91.35. Valores para ambas as fases foram
semelhantes, com énfase para o modelo BG, o qual possui menor variacdo entre os
dados de validagao e os dados de teste.

Na figura 36 observa-se a diferenga entre o0 RMSE da fase de criacdo e o
RMSE da fase de teste, foi maior que em comparagdo com os todos os atributos. E
possivel observar que o modelo que melhor generalizou os dados de treinamento, foi
o modelo LGBM, sendo o modelo que obteve uma menor variagdo do RMSE, em

comparagao com os dados de validacao.

Figura 36: Predicdo do conjunto de teste com 22 atributos.
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Fonte: Produgao do préprio autor (2023).
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LGBM RMSE na fase de validacao foi de 43.84, na fase de teste foi de 34.03.

Voting RMSE na fase de validacao foi de 38.96, na fase de teste foi de 40.89. GB
RMSE na fase de validacao foi de 38.16, na fase de teste foi de 41.64. XGB RMSE na
fase de validagao foi de 40.11, na fase de teste foi de 41.99. RF RMSE na fase de
validacao foi de 43.62, na fase de teste foi de 43.43. KNN RMSE na fase de validagao

foi de 56.88 na fase de teste foi de 72.77.
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intuito de apenas validar a metodologia de preparacdo das amostras de glicose, e
comprovar a capacidade de generalizagdo dos modelos propostos neste estudo, A

Figura 37, representa as predi¢gdes do conjunto de novas leituras para a abordagem

NOVAS LEITURAS

Nesta etapa final, foram realizadas 20 leituras de amostras in vitro, com o

com todos os atributos, em ordem crescente da métrica de RMSE.
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Figura 37: Predigao do conjunto de Novas Leituras.
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Fonte: Producgéo do préprio autor (2023).
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O modelo KNN foi o qual obteve melhor generalizagdo para a abordagem com
todos os atributos, obtendo um RMSE de 22.88, um R2 de 0.93 e um MAPE de 10%,
seguido pelo modelo LGBM o qual obteve um RMSE de 32.71, R2 de 0.86 e MAPE
de 17.99%. O modelo com pior generalizagdo para esta abordagem foi o modelo de
Voting o qual obteve um RMSE de 87.98 R2 de -0.02 e MAPE de 40%.

A Figura 38, temos as predigdes do conjunto de Novas leituras para a

abordagem de apenas 22 atributos, em ordem crescente da métrica de RMSE.

Figura 38: Predigao do conjunto de Novas Leituras abordagem de 22 atributos.
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Fonte: Producéo do préprio autor (2023).
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Na Figura 38 temos as predicbes para o conjunto de novas leituras, e
utilizando modelos treinados na abordagem de 22 atributos, nos quais foram obtidas
as seguintes métricas, para o modelo XGB foi obtido um RMSE de 11.41, R2 de 0.98
e MAPE de 6.29%, para o modelo LGBM foi obtido um RMSE de 16.24, R2 de 0.97e
MAPE de 9.82, o modelo com pior generalizagao foi o modelo Voting obtendo um
RMSE de 75.96, R2 de 0.24 e MAPE de 57.68%.

7.8 GRADE DE ERRO DE CLARKE E ANALISE ESTATISTICA DO
DESEMPENHO

Apesar da validagéo, teste e aplicagdes em novas medidas ja realizados nos
modelos, ainda é possivel realizar testes adicionais para determinar seu desempenho
de forma conclusiva. As analises suplementares propostas incluem a utilizacdo da
grade de erro de Clarke e a analise estatistica de desempenho. Essas analises finais
sao conduzidas utilizando os resultados das previsées obtidas por meio das previsoes
de teste e novas medidas, a fim de obter um conjunto de dados de resultados mais

abrangente.

7.8.1 Assinatura Optica

Nesta secdo temos a distribuicdo da resposta do spetrum do nano
espectrometro para cada LED utilizado no estudo, segmentados em 3 regides,
hipoglicemia, normoglicemia e hiperglicemia. E possivel perceber que temos picos
evidentes na regiao de 650 e 940 nm, regides que segundo a literatura séo regides de

resposta da glicose, como podemos ver na Figura 39.
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Figura 39: Resposta espectral para LED 640, 750, 860 e 940 nm, para 3 regides de
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Fonte: Produgéo do préprio autor (2023).
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7.8.2 Grade de Erro de Clarke

O Error Grid Analysis (EGA) foi desenvolvido na década de 1970 para
quantificar a precisao clinica das estimativas do paciente de sua glicemia atual em
comparagao com o valor de glicemia obtido em seu medidor

Tendo como referéncia o analisador de Beckman, a grade é subdividida em
cinco zonas: A, B, C, D e E (Figura 40). Os valores nas Zonas A e B representam
resultados de glicose precisos ou aceitaveis. Valores na Zona C podem levar a
corregdes desnecessarias que podem levar a um mau resultado. Os valores na Zona
D representam uma falha perigosa de detectar e tratar. Os valores na Zona E
representam “tratamento erréneo”. Resumindo, quanto mais valores aparecerem nas

Zonas A e B, mais preciso é o dispositivo em termos de utilidade clinica.

Figura 40: Grade de Erro de Clarke.
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Fonte: Modificada de (CLARKE, 2005).

A Figura 41, mostra as predigbes da do conjunto de teste, frente os valores
reais de glicose, expostos na grade de erro de Clarke. A primeira figura, € o melhor
caso, até a ultima sendo o pior caso. O modelo com melhor generalizagao foi o modelo
LGBM, com RMSE de 47.89 e R2 de 0.77, é possivel visualizar que maioria dos pontos

entdo na regido A+B, com cerca de 89%.
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Figura 41: Predigdes conjunto de teste, aplicados na Grade de erro de Clarke.

LGBMRegressor Conjunto de Teste Grade de Erro de Clarke w00 Esemble Voting Conjunto de Teste Grade de Erro de Clarke

350 4

300 4

2501

200 4

Valores Preditos (mgidL)
Valores Preditos (mg/dL)

150 4

100

50

C

L} 50 100 150 200 250 300 350 400
o 50 100 150 200 250 300 350 400

" Valores Referéncia (mg/dL)
Valores Referéncia (mg/dL}

m%rad|EntEuostlngRegressur Conjunto de Teste Grade de Erro de Clarke XGBRegressor Conjunto de Teste Grade de Erro de Clarke

E

valores Preditos (mgydL)
valores Preditos (mg/dL)

C E

0 50 100 150 200 250 300 350 400 0 50

100 150 200 250 300 30 400
Valores Referéncia (mgfdL)

Valores Referéncia (mg/dL)

muRandcmForestHegressm Conjunto de Teste Grade de Erro de Clarke 00 KNeighborsRegressor Conjunto de Teste Grade de Erro de Clarke
E C B
350 350
300 300
. B g
3 250 . B 250
5 g 2
E £
;:‘ 200 3 200
H %
i . g
5
5 2 150
§ 150 D* W 3
. D
100 g 100
& 50
50 .
c E A C E
ok
0+ [ 50 100 150 200 250 300 350 400
0 s0 100 150 200 250 300 350 400

» valores Referéncia (mo/dL)
Valores Referéncia (mg/dL)

Fonte: Producéo do préprio autor (2023).

Na tabela 10 temos a distribuicdo nas previsbes em cada zona da grade de
erro de Clarke, para cada modelo correspondente, no total sdo apresentadas 45

previsdes e suas respectivas porcentagens estao expostas abaixo.
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Tabela 10: Distribuicdo das predi¢cdes na grade de erro de Clarke.

Modelo Zona A Zona B Zona C Zona D Zona E Zona
A+B

LGBM 51% 38% 0% 11% 0% 89%
Voting 51% 33% 0% 16% 0% 84%
GB 49% 38% 0% 13% 0% 87%
XGB 49% 38% 0% 13% 0% 87%
RF 42% 40% 0% 18% 0% 82%
KNN 56% 20% 0% 24% 0% 76%

Fonte: Produgao do préprio autor (2023).

E possivel visualizar na Figura 42 que o modelo com menor RMSE no
conjunto de teste, para apenas 22 atributos, foi o modelo LGBM, e que 0 mesmo

apresentou cerca de 92% das predigdes dentro da Regiao A+B.

Figura 42: Conjunto de Teste com 22 Atributos - Representacao nas Grades de Erro

LGBM Regressor Conjunto de Teste Grade de Erro de Clarke Esemble Voting Conjunto de Teste Grade de Erro de Clarke
400 ,
E C B
350
300
2 250 g
5 g
= E
g 8
g 2o 3
& &
i £
5 k-
g 10 g
100
50 . -
A C E - C
] . . : - v v 04
o 50 100 150 200 250 300 0 400 0 50 100 150 200 250 300 50 400
Valores Referéncia (majdL) Valores Referéncia (mg/dL)
GradientBoostingRegressor Conjunto de Teste Grade de Erro de Clarke XGBRegressor Conjunto de Teste Grade de Erro de Clarke
400 : 01 -
E
50 3sa
300 300
z B ~
g 250 3 250
o El
E E
E E
£ 200 £ 200
g B
& &
3 150 2
3 § 10 D
D
100 100 :
e N
50 0] o« o
<A s E A C E |
0 50 100 10 200 250 300 350 400 o 50 100 150 200 250 300 0 00
Valores Referéncia (mg/dL) Valores Referéncia (mg/dL)



96

o 2ndomForestRegressor Conjunto de Teste Grade de Erro de Clarke KNeighborsRegressor Conjunto de Teste Grade de Erro de Clarke
400

E C B

8
2

9
g

Valores Freditos (mg/dL)
] B )

es Preditas (mg/dL)

g 150 D-

» A C E

150 200 250 300 50 400
Valores Referéncia (mg/dL)

Fonte: Producao do préprio autor (2023).

Na Tabela 11 temos a distribuicdo nas previsdes de apenas 22 atributos em
cada zona da grade de erro de Clarke, para cada modelo correspondente, no total sdo

apresentadas 45 previsdes e suas respectivas porcentagens estdo expostas abaixo.

Tabela 11: Distribuicdo das predicbes para 22 atributos na grade de erro de Clarke.
Modelo Zona A Zona B Zona C Zona D Zona E Zona

A+B

LGBM 76% 16% 0% 8% 0% 92%
Voting 67% 22% 0% 11% 0% 89%
GB 69% 24% 0% 7% 0% 93%
XGB 69% 22% 0% 9% 0% 91%
RF 60% 27% 0% 13% 0% 87%
KNN 55% 29% 0% 13% 3% 84%

Fonte: Producéo do préprio autor (2023).

Na Figura 43 temos a representacao das predigcdes do conjunto de Novas
Leituras na grande de erro de Clarke, ordenadas pelo menor RMSE obtido pelo
modelo para a abordagem com todas os atributos, em seguida € exposto a tabela 12

onde temos a distribuicdo das predicdes em cada zona.
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Figura 43: Conjunto de Novas Leituras com todos os atributos: Representagao nas
Grades de Erro de Clarke.
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Fonte: Produgéo do préprio autor (2023).
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Tabela 12: Distribuicao das predi¢cdes do conjunto de Novas Leituras para todos os
atributos na grade de erro de Clarke.

Modelo Zona A Zona B Zona C Zona D Zona E Zona
A+B

KNN 94% 6% 0% 0% 0% 100%
LGBM 63% 37% 0% 0% 0% 100%
XGB 63% 37% 0% 0% 0% 100%
GB 68% 32% 0% 0% 0% 100%
RF 42% 53% 0% 5% 0% 95%
Voting 21% 53% 0% 26% 3% 74%

Fonte: Produgdo do préprio autor (2023).

Na Figura 44 temos a representacao das predigdes do conjunto de Novas
Leituras na grande de erro de Clarke, ordenadas pelo menor RMSE obtido pelo
modelo para a abordagem com 22 atributos, em seguida € exposto a tabela 13 onde

temos a distribuicdo das predicbes em cada zona.

Figura 44: Conjunto de Novas Leituras com 22 atributos: Representagao nas Grades
de Erro de Clarke.
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Fonte: Producao do préprio autor (2023).

Tabela 13: Distribuicdo das predi¢cdes do conjunto de Novas Leituras para 22
atributos na grade de erro de Clarke.
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Modelo

Zona A

Zona B Zona C Zona D

Zona E

Zona
A+B

XGB
LGBM
GB
KNN
RF
Voting

94%
89%
79%
84%
63%
31%

6% 0% 0%
11% 0% 0%
21% 0% 0%
26% 0% 0%
37% 0% 0%
58% 0% 11%

0%
0%
0%
0%
0%
0%

100%
100%
100%
100%
100%
89%

Fonte: Producéo do préprio autor (2023).
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7.8.3 Analise Estatistica do Desempenho e Distribuicado dos Erros

Na figura 45, temos a grade de erro de Clarke para o modelo de regressao
com melhor desempenho no conjunto de teste (LGBM) com 22 atributos, é possivel

observar que 76% das predigdes estao na zona A, 16% na zona B e 8% na zona D.

Figura 45: Grade de Erro de Clarke Modelo de Regressao LGBM abordagem com 22

atributos.
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Fonte: Produgéo do préprio autor (2023).

Bland e Altman introduziram o grafico de Bland-Altman (B&A) para descrever
a concordancia entre duas medigdes quantitativas (DAVIDE, 2015). Idealmente, os
pontos no grafico de Bland-Altman devem estar espalhados de forma homogénea em
torno de uma linha horizontal que representa a diferenca média entre os métodos. E
possivel identificar viés, imprecisdao ou padrdes sistematicos pela disposi¢cdo dos
pontos no gréfico.

Esse grafico também costuma incluir linhas de referéncia para mostrar limites
de concordancia aceitaveis, o que facilita a interpretacao dos resultados. O grafico de
(B&A) é uma ferramenta valiosa para avaliar a concordancia entre métodos de
medi¢cdo e pode ser util em varias areas, incluindo medicina, ciéncias ambientais,
bioquimica e muitas outras disciplinas que envolvam medicdo e comparacao de
dados.
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A Figura 41 apresenta o grafico de Bland-Altman, que ilustra os dados
previstos do conjunto de teste para o modelo LGBM, o qual obteve a métrica RMSE
mais favoravel. Observa-se no grafico que uma parcela significativa dos dados possui

diferencgas de predicéo superiores aos limites superiores e inferiores.

Figura 46: Grafico de B&A para o Modelo de Regressdo LGBM no Conjunto de

Teste.
Grafico de Bland-Altman (LGBM abordagem 22 features)
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Fonte: Producéo do préprio autor (2023).

A distribuicdo normal das diferengas deve sempre ser verificada, por exemplo,
desenhando um histograma. Se isso for assimétrico ou tiver caudas muito longas, a
suposicao de normalidade pode nao ser valida (DAVIDE, 2015).

O teste de Shapiro-Wilk (valor-p) € um teste estatistico usado para verificar se
uma amostra de dados segue uma distribuicdo normal. A hipétese nula (HO) do teste
de Shapiro-Wilk € que os dados seguem uma distribuicido normal. A hipdtese
alternativa (H1) é que os dados ndo seguem uma distribuicdo normal.

Se o valor-p for maior que o nivel de significancia escolhido (geralmente 0,05),
nao temos evidéncias suficientes para rejeitar a hipotese nula e concluimos que os

dados podem ser considerados como tendo uma distribuigdo normal.
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Figura 47: Histograma dos Residuos das Predigcdes do Modelo XGB no Conjunto de
Teste.
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Fonte: Produgao do préprio autor (2023).

No caso particular em que o valor-p é calculado como 0.7469 (Figura 47),
constata-se que este valor é superior a 0.05 (nivel de significAncia comum). Em virtude
dessa constatacao, ndo ha fundamentos para rejeitar a hipotese nula, permitindo-nos
concluir que os dados podem ser considerados como possuindo uma distribuicdo

normal.
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7.9 MODELO DE CLASSIFICACAO

Nesta secdo sera exposto uma proposta de abordagem para predicdo de
glicose em amostra in vitro. Afim de fundamentar a proposta da utilizagcdo de modelos
de classificagédo para a predi¢ao da concentragao de glicose, foi utilizado como base
nos estudos de (ALORAYNAN et al, 2022; HABIBULLAH et al., 2019;
SHOKREKHODAEI et al., 2021).

Os estudos realizados por (ALORAYNAN et al., 2022; HABIBULLAH et al.,
2019; SHOKREKHODAEI et al., 2021) empregaram dados continuos para categorizar
classes com valores discretos, utilizando principalmente modelos de classificagao
baseados em arvores de decisdo. Os resultados obtidos foram altamente significativos
para a literatura, demonstrando uma elevada acuracia e precisdo, conforme

apresentado na Tabela 14.

Tabela 14: Estudos que utilizaram modelos de classificacdo para predi¢gado do nivel
de glicose em meio in vitro.

Artigo Acuracia F1-SCORE
SHOKREKHODAEI et al., 86% 99%
2021
ALORAYNAN et al., 2022 90.5% 94.5%
HABIBULLAH et al., 2019 82% 76%

Fonte: Producéo do préprio autor (2023).

Modelos de classificacdo sao utilizados para a predicdo de classes, sendo
problemas de apenas duas classes ou problemas com multiclasse. Desta forma se
torna necessario a criagaéo de classes, devido a baixa diversidade dos dados deste
estudo, optou-se pela criagao de classes em um intervalo de 15 mg/dL, sendo assim
todos as leituras dos dados de treinamento que continham leituras entre 0 mg/dL e 15
mg/dL, foram inseridas em uma Unica classe, seguindo essa sequéncia até 360
mg/dL, As 5 primeiras classes (1-5) contém pontos com concentragdo de glicose
inferiores a 70 mg/dL (hipoglicemia), as proximas 7 classes incluem as concentragoes
de glicose entre os valores de 70 mg/dL e 180 mg/dL (normoglicemia), e as ultimas
10 classes contém valores acima de 180 mg/dL (hiperglicemia) . O valor da classe foi
definido como a média entre o intervalo inferior e o intervalo superior da classe,

resultando em 23 classes, um resumo das classes esta exposto da Tabela 15.
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Tabela 15: Definicdo das 23 Classes continuas para Modelo de Classificacéo.

Intervalo de glicose original Classe Definida (valor continuo)
15 > valor >= 0 7
30 > valor >= 15 22
345 > valor >= 330 337
360 > valor >= 345 352

Fonte: Producgéo do préprio autor (2023).

A dimenséo deste intervalo foi definida levando em consideracao dois fatores,
quantidade de dados, o intervalo possibilita abranger uma quantidade minima de
dados, e levando em consideragcdo a ISO 15197:2013 a qual considera um erro
aceitavel de 15 mg/dL para dispositivos comerciais.

O modelo de classificagdo seguiu os mesmos processos dos modelos de
regressao descritos no item 7.3, utilizando dados de treinamento, validacéo e teste,
além de busca em grande, para a definigdo dos melhores hiperparamentros.

A abordagem utilizada que difere dos modelos de regressao foi a técnica
SMOTE, a qual tem o objetivo de balancear as classes de dados, adicionando dados
sintéticos ao conjunto de treinamento. Este processo ndo € aplicado nos dados de
validagdo, assim como nao foi aplicado nos dados de teste.

O modelo escolhido para realizacéo a predicao, foi Extra tree classifier, pois
durantes os testes, foi o qual apresentou melhores resultados. O Extra Tree Classifier
faz parte da familia de algoritmos de "ensemble learning", que combina multiplos
modelos de aprendizado de maquina para melhorar o desempenho e a generalizagao
do modelo. Especificamente, o Extra Tree é uma variacdo do algoritmo de Arvores de
Decisdao e ¢é considerado como uma das técnicas de "bagging" (bootstrap
aggregating).

Na Tabela 16, encontram-se os hiperparametros estabelecidos apds a
conclusao da busca em grade para o modelo Extra Tree. A busca em grade foi

conduzida para ambas as abordagens.
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Tabela 16: Hiperparametros definidos apds busca em grade e validagao cruzada

com 10-Fold.
Min samples Min samples
Modelo Max depth N_estimators
split leaf
Extra Tree 10 200 2 1

Fonte: Producgéo do préprio autor (2023).

7.9.1 Conjunto de Treinamento e Validagao Classes Continuas

Nesta secdo sdo expostas as métricas de acuracia, precisdao, F1-score e
matriz de confusdo, para os dados de validacao.

Na Figura 48, é exposto as classificagdes de glicose in vitro, o eixo y séo as
classes preditas e o eixo x sdo as classes originais. E possivel perceber que o valor
de acuracia de 0.94 e F1-score de 0.93.

Figura 48: Predicdo dados de validacéo.
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Fonte: Producéo do préprio autor (2023).

Na Figura 49, temos a matriz de confusao para a predi¢gdes dos dados de

validagao, uma matriz de confusao € uma tabela usada para avaliar o desempenho
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de um modelo de classificagdo em problemas de aprendizado de maquina
supervisionado. Essa matriz mostra a quantidade de acertos e erros que o modelo

cometeu em cada classe prevista em relacéo a classe real.

Figura 49: Matriz de confusao predigdo dos dados de validagao.
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Fonte: Producéo do préprio autor (2023).

7.9.2 Conjunto de Teste

Com o objetivo de prever os dados frente os dados de teste, em seus valores
originais (comparando com valores nao transformados em classes), na Figura 50,
temos os dados expostos da grade de erro de Clarke. Comparando com os dados
sem a transformacao para classes, € possivel compreender com mais clareza, como
o modelo esta errando as predigdes. Na figura 50 A, temos as de RMSE e R2, entédo
temos o erro quadratico médio, entre o valor predito (classe) e o valor real, entdo deste
modo temos um valor média de diferenca de glicose igual a 8,88 mg/dL. Na Figura 50

B, temos a matriz de confusao para as predi¢gées do conjunto de teste.
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Figura 50: Predigdes conjunto de teste. (A) Predigdes com métricas de RMSE e R2.
(B) Matriz de confus&o para o conjunto de teste.
A)
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Fonte: Producéo do préprio autor (2023).

E possivel analisar que as predi¢des de classes incorretas, sdo em predicdes
em classes vizinhas, o que minimiza o intervalo de erro, por exemplo a classe predita
em 245 mg/dL, porém seu valor real seria de 260 mg/dL, consequentemente temos

um erro de 30 mg/dL
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7.9.2.1 Analise Estatistica do Desempenho e Distribuicdo dos Erros

Na Figura 51, encontra-se a grade de erro de Clarke, no qual sdo expostas as
predicoes frente aos dados de referéncia, para o modelo de classificacdo utilizando

valores continuos, tivemos 100% das predi¢des na zona A.

Figura 51: Grade de Erro de Clarke (valores continuos).
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Fonte: Producéo do préprio autor (2023).

Na Tabela 17 temos a distribuicdo das predi¢cdes na grade de erro de Clarke,
lembrando que ao total sao 45 predicdes.

Tabela 17: Distribuicdo das predicdes para modelo Extra Tree modelo Extra Tree

Modelo Zona A Zona B Zona C Zona D Zona E Zona

A+B

Extra 100% 0% 0% 0% 0% 100%
Tree

Fonte: Producéo do préprio autor (2023).

Na Figura 52, encontra-se o grafico de Bland-Altman, no qual séo
representadas as predi¢des das classes previamente definidas (valores discretos) em
relacdo aos dados de referéncia (valores continuos). Observa-se que todos os pontos
se encontram dentro dos limites estabelecidos no grafico.
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Figura 52: Grafico de Bland-Altman para o Modelo Extra Tree no Conjunto de Teste.
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Fonte: Produgao do préprio autor (2023).

No caso especifico em que o valor-p € calculado como 0.0125 (Figura 53),

verifica-se que esse valor € inferior a 0.05 (nivel de significancia comum). Com base

nessa constatacao, temos fundamentos para rejeitar a hipétese nula, o que nos leva

a concluir que os dados n&o podem ser considerados como possuindo uma

distribuicdo normal.

Figura 53: Histograma dos Residuos das Predicbes do Modelo Extra Tree no

Conjunto de Teste.
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Fonte: Producgéo do préprio autor (2023).
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7.9.3 Utilizando 23 Classes (Valores Discretos)

A segunda abordagem segue a seguinte logica de definicdo das classes,
todas as leituras dos dados de treinamento que continham leituras entre 0 mg/dL e 15
mg/dL, foram inseridas em uma unica classe, seguindo essa sequéncia até 360
mg/dL, As 5 primeiras classes (1-4) contém pontos com concentragdo de glicose
inferiores a 70 mg/dL (hipoglicemia), as préximas 7 classes incluem as concentracoes
de glicose entre os valores de 70 mg/dL e 180 mg/dL (glicemia normal), e as ultimas
10 classes contém valores acima de 180 mg/dL (hiperglicemia) . O valor da classe foi
definido como um intervalo e.g 0 — 15 mg/dL, sendo 0 e 15 os limites inferior e superior

da classe, como é possivel observar na Tabela 18.

Tabela 18: Definicdo das 23 Classes discretas para Modelo de Classificagao.

Intervalo de glicose original Classe Definida (valor discreto)
15 > valor >= 0 0-15
30 > valor >= 15 15-30
345 > valor >= 330 330 - 345
360 > valor >= 345 345 - 360

Fonte: Producéo do préprio autor (2023).

Na Figura 54 temos a matriz de confusao para os dados de teste, para as 23
classes discretas para os dados de teste. E possivel visualizar que apenas 4 predicdes

foram feitas em classes vizinhas.
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Figura 54: Matriz de confusao para o conjunto de teste.
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Fonte: Producao do préprio autor (2023).

Na Tabela 19 temos as métricas de acuracia, f1-score e recall, para o modelo

de extra tree.

Tabela 19: Métricas modelo de classificagdo Extra tree valores discretos.
Modelo Acuracia F1-score Recall
Extra Tree 0.89 0.89 0.86

Fonte: Producéo do préprio autor (2023).

7.9.4 Utilizando Apenas 3 Classes

Uma terceira abordagem neste estudo, tem como objetivo definir apenas 3
classes, com base nos valores de glicose, dessa forma sera obtido como classes alvos
(Hiperglicemia, normoglicemia, Hipoglicemia). A definicdo de cada classe segue na
Tabela 20.

Tabela 20: Definicdo de 3 Classes para modelo de Classificacao.
Intervalo de glicose original Classe Definida
70 >=valor>=0 Hipoglicemia
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71 >=valor >= 180 Normoglicemia
353 >= valor >= 181 Hiperglicemia
Fonte: Produgéo do préprio autor (2023).

Na Figura 55 temos a matriz de confusao para os dados de teste, para apenas
3 classes definidas como (hipoglicemia, glicemia normal e hiperglicemia). E possivel
perceber que temos apenas 1 classificagdo incorreta, aonde a classe verdadeira
deveria ser glicemia normal e a classe predita foi hiperglicemia. Na tabela 21 temos

as métricas de acuracia, f1-score e recall, para o modelo de Extra tree e utilizando 3

classes.
Tabela 21: Métricas modelo de classificacdo Extra tree.
Modelo Acuracia F1-score Recall
Extra Tree 0.95 0.95 0.95

Fonte: Producao do préprio autor (2023).

Figura 55: Matriz de confuséo para 3 classes para o conjunto de teste.
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Fonte: Produgéo do préprio autor (2023).
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8 Discussao

O presente estudo teve como objetivo desenvolver uma metodologia para a
determinacdo de um composto especifico em uma amostra usando uma técnica
espectrofotométrica. Expondo com detalhes os passos a serem seguidos para a
obtencao de amostras de glicose para testes in-vitro, algo que se mostra faltante na
literatura, ndo sendo possivel compreender com clareza, quais foram os passos para
a obtencdo da amostra, e qual a qualidade do procedimento, como podemos consultar
em alguns trabalhos (FOUAD; MAHMOUD; ABD EL GHANY, 2018; GENG et al.,
2017; HOTMARTUA et al., 2015; PRIYOTI et al., 2019; SONG, K. et al., 2015b;
WANG, Z. et al., 2022; YADAV et al., 2014).

O que acaba sendo um impeditivo na evolucdo na pesquisa de
desenvolvimentos de glicosimetros ndo invasivos, por meio de NIRS, ndo sendo
possivel compreender a técnica e metodologia utilizada na avaliagao do dispositivo,
os resultados encontrados ao final da pesquisa acabam por serem de dificil
reproducdo por demais pesquisadores.

Durante o processo de validagao do modelo, pode observar-se a importancia
dos atributos, e o atributo que mais afetou o modelo foi o atributo de temperatura,
como é possivel ver na Figura 33. O que demonstra a importancia do controle
ambiente e descricdo das condi¢des dos testes in-vitro.

Nos primeiros testes em laboratério foi observado que as concentragoes de
glicose, possuiam alta variagdo, caso a medida fosse feita logo apods a diluicdo da
glicose em agua Milliq. Partindo disto, optou-se por solubilizar uma solugéo padrao,
com alto indice de concentracgdo de glicose, e realizar a solubilizagdo em vortex mixer,
para maior solubilidade do soluto (glicose), e para comprovar a ndo variabilidade da
concentracao de glicose, a solucao padrao foi colocada em repouso em temperatura
ambiente de 24°C por 1 hora. A concentracao de glicose foi medida novamente e
observou-se uma pequena variagao menor que 10 mg/dL.

Partindo deste ponto, foram produzidas 3 solucbes padroes em diferentes
periodos do dia e diferentes dias, seguindo a metodologia desenvolvida neste
trabalho. Para a realizagao das leituras com o protétipo proposto neste trabalho, foram
realizadas diluicbes com agua millig Tabela 5, para cada amostra, desta forma é
evitado qualquer variagido de glicose, caso a amostra permanega um longo tempo em

repouso apos a diluigao.
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No item 7.5 e 7.6, sdo expostas as métricas das predicdes dos modelos
propostos, no item 7.5 temos as métricas para o subconjunto de validagao, que algum
momento foi visto pelo modelo durante o treinamento, no item 8.6 temos as métricas
para o conjunto de teste, conjunto o qual ndo foi visualizado pelo modelo, no item 7.7
temos as métricas para o conjunto de Novas Leituras, o qual foi realizado em um dia
em separado com objetivo de apenas testar a metodologia proposta. O modelo com
melhor ajuste aos dados de treinamento foi o modelo Voting, o qual é baseado,
também foi utilizado a base de dados com apenas 22 atributos, possuindo RMSE de
38.96 apods a validagao, porém as métricas para o conjunto de testes foram piores,
retornando um RMSE de 40.89, o que mostra que ao reduzir a quantidade de atributos,
melhorou o ajuste do modelo aos dados de treinamento, mas afetou negativamente a
generalizagdo do modelo, afetando a predigdo de novos valores.

Os dois melhores modelos com melhores generalizagbes para o conjunto de
teste, foram LGBM com todos os atributos e LGBM com apenas 22 atributos. Na figura
56, temos as predigdes do subconjunto de validagéo e para o conjunto de teste, para
ambos os modelos.

Figura 56: Melhores modelos ajustados aos dados de teste.

LGBMRegressor Validacao Cruzada k-Fold = 10 LGBMRegressor Conjunto de Teste

1 RMSE: 41.74 RMSE: 47.89
R2: 0.82 R2: 0.77
MAPE: 34.27% MAPE: 44.22%

300 4

350

=1
8

N
I}
=

Valor predito de Glicose (mg/dL)
Valor predito de Glicose (ma/dL)

[ s0 100 150 200 250 300 350 o 50 100 150 200 250 300 350
Valor referéncia de Glicose (mg/dL) Valor referéncia de Glicose (ma/dL)

LGBMRegressor Validagao Cruzada k-Fold = 10 LGBMRegressor Conjunto de Teste

4 RMSE: 43.84 RMSE: 34.03
R2: 0.80 R2: 0.88
MAPE: 30.63% MAPE: 24.18%

350

300

250

Valor predito de Glicose (ma/dL)
5
8

Valor predito de Glicose (mg/dL)

[ 50 100 150 200 250 300 350 (1] 50 100 150 200 250 300 350
Valor referéncia de Glicose (mg/dL) Valor referéncia de Glicose {mg/dL)

Fonte: Producgéo do préprio autor (2023)
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LGBM utiliza abordagem “leaf-wise”, a divisdo ocorre na dire¢do que mais
reduz a fungao perda. O menor RMSE obtido apés a predicdo do conjunto de teste,
foi de 34.03 e um R?de 0.88. Isso significa que o modelo erra em média 34.03 mg/dL.

E possivel perceber que a diminuicdo da quantidade de atributos por meio da
selecao de atributos utilizando RF e o método de importancia de atributos,
selecionando apenas os 22 atributos que possuiam maior peso para as predigdes,
houve um ganho de 40,70% no valor do RMSE, indo de um RSME 47.89 (todos os
atributos), para um RMSE de 34.03 (abordagem com 22 atributos)

A pouca quantidade de dados, para treinamento pode ser uma das razdes
para o valor alto desta métrica, além da pouca quantidade de dados, uma maior
variabilidade dos dados, também contribui para melhores ajustes dos modelos aos
dados. Um processo mais completo e exaustivo de diversas leituras de diferentes
concentracgdes de glicose em amostras, em um intervalo menor, por exemplo 5 mg/dL,
sera benéfico para o ajuste do modelo. Na Figura 57, temos os dados previstos do

modelo LGBM para o conjunto de teste.

Figura 57: Modelo LGBM predi¢ées conjunto de teste, grade de erro de Clarke.
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Fonte: Producéo do préprio autor (2023).

O modelo LGBM foi o modelo que obteve maior percentual de dados dentro

da regido A, cerca de 76%, 16% dos dados na zona B, 8% na zona D. E de suma
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importancia ressaltar que os dados preditos neste modelo, possuem erros em regides
criticas, como na regido de hipoglicemia (glicemia menor que 80 mg/dL), onde o
modelo prediz valores acima da referéncia. E na regido de hiperglicemia (glicemia
acima de 200 mg/dL), onde o modelo prediz valores abaixo da referéncia.

Sao erros que possuem potencial impactante para o individuo, ja que prever
valores acima, na regiao de hipoglicemia, pode acabar por trazer riscos ao paciente,
nao o informando de uma queda importante nos valores de sua glicemia. Da mesma
forma na regido de hiperglicemia, onde o individuo possui altos valores de glicose, e
0 modelo prevé valores menores, ndo demostrando a importancia da diminuigao
destes valores.

Na Tabela 22, temos as métricas RMSE e R? para cada regido da grade de
erro de Clarke, a grade foi dividida entre valores menores que 70 mg/dL (hipoglicemia),
valores entre 80 e 200 mg/dL (normoglicemia) e valores acima de 200 mg/dL
(hiperglicemia). Com o objetivo de entender em qual regido o modelo se ajusta melhor,

e demostrar como erros nas extremidades da grade de erro de Clarke, sdo perigosos.

Tabela 22: Métricas para as 3 regides definidas.

Regido RMSE R2
Hipoglicemia 35.71 -2.36
Normoglicemia 26.41 -0,27
Hiperglicemia 36.29 0,61

Fonte: Producao do préprio autor (2023).

E possivel visualizar na Figura 58, que os maiores erros nas predicdes do
modelo, estdo na regido de hipoglicemia e hiperglicemia. Onde na regido de
hipoglicemia 50 % das predicbes estao localizadas a Regido D. Na regido de
hiperglicemia cerca de 85% das predi¢gbes estdo dentro da regido A. Na regido de

normoglicemia, cerca de 73% das predi¢des estao dentro da regido A.



Figura 58: Grade de Erro de Clarke divindade em 3 regides. Esquerda superior
(Hipoglicemia), direita superior (Normoglicemia) e inferior (Hiperglicemia).
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Neste estudo, foram apresentadas as predigcdes abrangendo uma ampla faixa

de glicemia, variando de 15 mg/dL até 350 mg/dL. Essas predi¢des evidenciaram a

precisdo do modelo em cada intervalo. No entanto, € importante ressaltar que em

alguns estudos anteriores na literatura, os dados de teste foram limitados a um

intervalo reduzido, o que pode comprometer a avaliagdo adequada das predicdes.

Isso pode ser observado na Figura 40, onde € possivel notar que, se considerassemos
a avaliagao das predi¢des entre 140 mg/dL e 300 mg/dL (Figura 59), o erro quadratico
médio (RMSE) seria de 35,43 e 82% das predi¢des estdo na zona A. Por outro lado,
ao avaliar apenas as predi¢cdes abaixo de 80 mg/dL, constatamos que 77% delas
estdo localizadas na regido B da grade de erro de Clarke.



Figura 59: Glicemia entre de 140 mg/dL e 300 mg/dL.
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evidenciado por varios estudos anteriores
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(GUEVARA;

GONZALEZ, 2010; PATHIRAGE et al., 2019; SANTOS, 2018; SILVA; LUIZ, 2017;
SONG, K. et al., 2015b; WANG, Z. et al., 2022), os dados de teste utilizados na grade

de erro de Clarke apresentam intervalos restritos (por exemplo, de 100 mg/dL a 180

mg/dL), o que limita a capacidade de generalizagao do modelo para toda a faixa de

glicemia, incluindo valores de hipoglicemia e hiperglicemia.

No capitulo 7.8 deste estudo, € discutida a aplicagdo do modelo de

classificagdo para a predigdo de niveis de glicose, em substituicdo a abordagem de

regressao que prevé valores numéricos continuos. A classificacdo, por sua vez,

possibilita a previsao de valores numéricos categoricos, tais como intervalos definidos

para os niveis de glicose. Mediante a utilizacdo dessa abordagem, calculamos o

RMSE para o conjunto de teste, cujos resultados sao apresentados na tabela 23.

Tabela 23: RMSE abordagem de classificacdo vs abordagem de regressao para o

conjunto de teste.

Abordagem RMSE
Classificagao 8.88
Regressao 34.03

Fonte: Producéo do préprio autor (2023).
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Na Figura 60(esquerda) € possivel observar a grade erro de clarke para as
predicdes com o modelo de regressao e na Figura 60(direita) temos a grade de erro

de clarke para as predigbes com o modelo de regresséo, utilizando valores numéricos

continuos.

Figura 60: Comparativo grade de erro de Clarke Modelos de Regressao(esquerda) e
Classificagao (Direita).
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Fonte: Produgao do préprio autor (2023).

E importante destacar que, embora o RMSE n3o seja comumente empregado
como métrica para modelos de classificagdo, neste caso, procede-se a comparagao
entre o valor previsto pela abordagem e o valor original de glicemia (caracterizado
como uma variavel continua). Tal procedimento viabiliza o célculo do RMSE,
possibilitando uma analise mais aprofundada do desempenho do modelo.

O modelo de classificagcdo empregado no estudo produziu previsbes com
valores discretos, limitados a intervalos especificos, o que pode resultar em algumas
predicdes situadas dentro dos limites aceitaveis, enquanto outras podem estar além
desses limites, especialmente nos casos em que os valores de glicemia se aproximam
dos limites dos intervalos.

Para aprimorar a precisao e a confiabilidade do modelo, tal como mencionado
no texto, € recomendavel adotar uma abordagem que empregue uma diversidade
mais ampla de dados e reduza a amplitude dos intervalos de classes utilizados. Ao
estabelecer faixas de valores menores, como por exemplo, intervalos de 10 mg/dL a
5 mg/dL, seria possivel obter previsbes mais aproximadas aos dados continuos em

analise, resultando em um aumento da precisao das estimativas.
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Nesse sentido, a utilizacdo de um intervalo menor de valores discretos no
modelo de classificagdo propiciaria uma maior probabilidade de cumprimento dos
critérios minimos de acuracia estabelecidos pela norma ISO 15197. Todavia, para
alcancar os niveis de acuracia requeridos, seria imprescindivel coletar uma
quantidade substancialmente maior de dados representativos e diversificados,
visando o adequado treinamento do modelo, a fim de lidar com a complexidade e a
variabilidade dos niveis de glicose. Apenas mediante uma abordagem mais
abrangente e robusta seria possivel obter os resultados almejados e estar em
conformidade com os padrbes de acuracia estipulados pelas normas vigentes para
medi¢des de glicemia.

Por fim foi aplicado ao modelo o conjunto de Novas leituras, a fim de
comprovar a capacidade de generalizagdo do modelo, no total foram feitas 20
predicdes, com foco na regido de normoglicemia (71 >= valor >= 140 mg/dL), foi
aplicado no modelo de regressao com a abordagem com todos os atributos e com 22
atributos, o melhor modelo com todos os atributos foi 0 KNN as métricas estdo na
Tabela 24, e o melhor modelo com 22 atributos foi 0 XGB as métricas estdo na Tabela
24,

Tabela 24: Métricas para o conjunto de Novas Leituras Modelos de regressao.

MODELO RMSE R2 MAPE
KNN 22.88 0.93 10%
XGB 11.41 0.98 6.29%

Fonte: Producao do préprio autor (2023).

Pode-se observar que ambos os modelos apresentaram métricas superiores
as obtidas com o conjunto de treinamento e teste. Isso sugere que ambos os modelos
possuem uma capacidade de generalizacao, o que € desejavel. No entanto, dado que
ambas as métricas sdo melhores do que as métricas do conjunto de treinamento e
teste, € importante considerar a possibilidade de subajuste (underfitting) durante o
treinamento de ambos os modelos. A Figura 61 mostra as previsdes geradas por
ambos os modelos no grafico de erro de Clarke, e é evidente que todas as previsdes

se encontram dentro das zonas A e B, representando 100% de preciséo.
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Figura 61: Grade de Erro de Clarke predigdes conjunto Novas Leituras. (Esquerda)
Modelo KNN. (Direita) Modelo XGB abordagem de 22 atributos.

Valores Preditos (mg/dL)

qu}l)giqhborsllegressor Conjunto de ‘Novas Leituras' Grade de Erro de Clarke

mOXGBRegresscr Conjunto de 'Novas Leituras' Grade de Erro de Clarke
E C B
350 350
300 300
250 3 250
5
E
»
2
200 £ 200
v
&
»
g
]
150 S 1504
D g
100 100 4
s0 N 50 4
A C E A C E
0+ ol
[ 50 100 150 200 250 300 350 400 o 50 100 150 200 250 300 350 400

Valores Referéncia (mg/dL) Valores Referéncia (mg/dL)

Fonte: Produgao do préprio autor (2023).



122

9 CONCLUSAO

A contribuigdo para o desenvolvimento de um sistema de medigdo nao
invasiva de glicose e metodologia de obtengdo das amostras in vitro, capaz de
fornecer medidas com acuracia, consistiu no objetivo principal deste trabalho.

A metodologia proposta foi constituida pelas etapas de obtengdo da amostra
in vitro, desenvolvimento do protétipo de NIRS e espectrometria, construcdo do
modelo de aprendizado de maquina, validacéo, testes e novas medidas. A obtencao
das amostras in vitro, foram feitas diluindo glicose em agua millig. O desenvolvimento
do protétipo, foi feito em duas partes separadas, hardware e software. A criagdo dos
modelos foi feita com foco em modelos de arvore de decisdo, e a avaliagdo das
predigdes do conjunto de validagdo e conjunto de testes, foram feitas utilizando como
métricas RMSE E R2.

A pesquisa deve ser destacada devido a busca por uma metodologia
reprodutivel e as descobertas realizadas, mesmo n&o tendo sido encontrados valores
de RMSE inferiores. O instrumento demonstrou efetivamente a capacidade de medir
glicose in vitro de forma n&o invasiva por meio transdérmico, confirmando assim o seu
principio de funcionamento basico. No entanto, em relagdo aos requisitos de
desempenho in vitro, os critérios de limite de quantificagdo nao foram completamente
cumpridos. Em termos de predicdo, os resultados mais satisfatérios obtidos pelo
instrumento foram os valores de RMSE, R2 e MAPE, sao expostos na Tabela 25, para

as etapas de teste e novas leituras.

Tabela 25: Métricas para o conjunto de teste e Novas Leituras Modelos de

regressao.
MODELO RMSE (mg/dL) R2 MAPE
Conjunto de Teste
LGBM 47.89 0.77 44.22%
LGBM (22 Atributos) 34.03 0.88 24.18%
Conjunto de Novas Medidas
KNN 22.88 0.93 10%
XGB (22 atributos) 11.41 0.98 6.29%

Fonte: Producéo do préprio autor (2023).

Segundo a menor de todas as estimativas do limite do branco e o melhor
resultado em predigao in vitro, os desvios do instrumento em termos de concentragao

sdo de, ao menos, 11,0 mg/dL de glicose. Esses erros de concentragdo sao
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decorrentes, provavelmente, dos desvios intrinsecos ao proprio instrumento e,
possivelmente, de fatores externos relacionados a execugéao dos experimentos.

De forma geral, atingiu-se o objetivo do trabalho, haja vista que foram
descritos os aspectos fundamentais da técnica de espectroscopia(com potencial
aplicacdo em outras areas da engenharia biomédica), foi desenvolvido uma
metodologia para o desenvolvimento de amostras para teste in vitro, para servir como
suporte para futuros trabalhos, e desenvolvido um protétipo para medigéo de glicose
por meio nao invasivo, utilizando como receptor um nano espectémetro, algo que néao
ha na literatura com para essa aplicagao em especifico. Entretanto, aperfeicoamentos
técnicos sao ainda necessarios o desempenho adequado do instrumento na medi¢ao
nao invasiva da glicemia. Como o controle da temperatura dos LEDs, o que pode
acabar por afetar as condicdes da amostra, o controle de fatores ambientais, como
grandes variagoes de temperatura e umidade.

No ambito metodoldgico, € recomendavel que estudos futuros adotem a
metodologia empregada neste trabalho para a obtengdo das amostras, utilizando um
modelo simplificado, e avancem para modelos mais complexos, como fantomas que
simulem as propriedades do sangue humano, incluindo glicose em suspensao de
lipideos, proteinas e sais minerais. Somente apds a demonstracao de resultados em
modelos in vitro € aconselhavel prosseguir para testes em pacientes, levando em
consideragao que, em medicdes in vivo, as variagdes nas medidas sdo ainda mais
significativas.

No desfecho deste estudo, o capitulo 7.8 apresentou a aplicagdo do modelo
de classificacdo como alternativa a abordagem de regressao, com o objetivo de
predizer os niveis de glicose. A classificagdo, ao possibilitar a previsdo de valores
numéricos categoricos, como intervalos definidos para os niveis de glicose, revelou-
se uma estratégia promissora. Ao calcular RMSE para o conjunto de teste,
constatamos que a abordagem de classificagdo demonstrou um desempenho superior
(RMSE=8.88) conforme tabela 23 em comparagdo com a abordagem de regresséo
(RMSE=11.41), conforme exibido na Tabela 24. Embora o RMSE néo seja
tradicionalmente empregado como métrica para modelos de classificagdo, sua
utilizagdo neste contexto permitiu a comparagcdo entre os valores previstos pela
abordagem e os valores originais de glicemia, caracterizados como uma variavel
continua. Essa abordagem de predi¢gdo com valores discretos e intervalos especificos

demonstrou ser uma estratégia valiosa, porém, vislumbra-se que resultados ainda
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mais precisos e confiaveis poderiam ser alcangados por meio do emprego de uma
ampla diversidade de dados e reducéo dos intervalos de classes, o que possibilitaria
uma melhor aproximagao entre os valores preditos e os valores continuos reais em
analise. Como um desdobramento natural deste estudo, futuras pesquisas poderiam
explorar essas recomendagdes para aprimorar a precisao da predicao dos niveis de
glicose e contribuir para avangos significativos na area médica e de analise preditiva.

A abordagem baseada na NIRS tem demonstrado potencial na literatura
cientifica. No entanto, é recomendavel explorar novas abordagens hibridas, como a
combinagado da NIRS com a técnica de bioimpedancia. Alguns estudos na literatura
utilizam exclusivamente a bioimpedancia para a medigdo nao invasiva da glicemia,
enquanto outros adotam abordagens hibridas envolvendo tanto a NIRS quanto a
bioimpedancia, e apresentam resultados promissores (ANDERSEN et al., 2019; DO
AMARAL, 2008; FOUAD; MAHMOUD; ABD EL GHANY, 2018; PATHIRAGE et al.,
2019; SANTOS, 2018). Portanto, € encorajador investigar essas alternativas hibridas
e sua viabilidade para a medigédo ndo invasiva da glicemia.

De qualquer forma, acredita-se que o desenvolvimento de dispositivos ndo
invasivos seja uma tendéncia tecnoldgica e, com o interesse de empresas que
possuam recursos financeiros e humanos adequados, essas tecnologias serao
implementadas com éxito no futuro, substituindo os métodos de medicao invasiva de
glicose atualmente em uso. Essas tecnologias oferecem diversas vantagens, e

espera-se que, em um prazo razoavel, possam se tornar amplamente adotadas.
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