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RESUMO

O termo “machine learning”, especialmente sob a forma de redes neu-
rais, tem ganhado especial notoriedade nas tltimas décadas, com uma
miriade de aplicacdes. Neste trabalho, primeiro buscamos descrever
matematicamente uma classe de redes neurais, através da composicao
de certas fungoes. Cada fungao componente depende de certos pardme-
tros que devem ser ajustados para que a discrepancia (fungao perda)
entre a previsdo do modelo (rede neural) e o resultado de observagoes
seja minimizada. Este processo, chamado de treinamento, pode ser for-
mulado como um problema de otimizagao. Como na prética, o niimero
de observagdes/amostras é muito grande, métodos deterministicos de
otimizacao nao se aplicam, e uma alternativa sdo os métodos de gra-
diente estocastico (MGE). Seguimos entdo para uma andlise tedrica
deste tipo de método, e revisitamos resultados de convergéncia sob
certas hipéteses de suavidade e convexidade da fungao perda. Mais
especificamente, foram estudados resultados de convergéncia em valor
esperado para a fungao objetivo, no caso de fungoes fortemente con-
vexas, e da norma do gradiente no caso de fungdes mais gerais. Feito
isso, ilustramos tais resultados tedricos através da aplicacdo do MGE
em alguns problemas teste especificos. Por fim, o MGE foi aplicado
no treinamento de duas redes neurais profundas para um problema
de classificagdo multiclasse, de reconhecimento de digitos manuscritos.
As medidas de acuracia das redes apds o treinamento foram considera-
das satisfatorias e competitivas, quando comparadas com resultados
prévios da literatura, e parecem indicar a eficadcia do método.

Palavras-chave: Redes neurais. Treinamento de redes neurais. Gra-
diente estocastico. Problemas de classificacdo. Deep learning.
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1 INTRODUCAO

O termo “rede neural” (RN) denota uma grande classe de mode-
los estatisticos ndo-lineares e métodos de aprendizado [4, Capitulo 11].
Em geral, utilizamos uma rede neural para fazer predigdes sobre o
output de um certo conjunto de dados/caracteristicas observados. O
procedimento, a grosso modo, dé-se da seguinte maneira: tomamos
um conjunto de amostras com seus respectivos outputs previamente
registrados (chamado conjunto de treino). Em seguida, “treinamos”
uma dada rede neural sobre esse conjunto — neste ponto, limitemo-nos
a dizer que tal treinamento consiste em ajustar o modelo aos dados
observados. Feito isso, queremos ser capazes de aplicar a rede neural
sobre um novo conjunto de amostras com caracteristicas semelhan-
tes ao conjunto de treino, mas cujos outputs desconhecemos, com a
intencao de, como ja mencionado, prever tais outputs para esse novo
conjunto [4, Capitulo 11].

Dentre as muitas areas em que vemos aplicagoes para RNs,
citamos algumas: reconhecimento de imagens e sons; predi¢ao de tran-
sito e transporte; andlise preditiva e decision-making inteligente para
negocios; auxilio em diagnoéstico médico por exames de imagem. Para
mais alguns exemplos, recomendamos a leitura de [11].

Como objetivo geral, o presente trabalho tem por fim estudar e
expor os aspectos matematicos envolvidos neste processo. Mais espe-
cificamente, descrever matematicamente o modelo representado por
uma rede neural, explicitar o problema de otimizacdo envolvido na
fase de treinamento, ou ajuste de pardmetros, desta rede, e o estudo
tedrico (andlise de convergéncia) de métodos de gradiente estocéstico
(MGE) usados na resolugao de tal problema de otimizacdo. Para cum-
prir tal tarefa, estabelecemos alguns objetivos especificos, estruturados

e desenvolvidos no texto da seguinte maneira.
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No Capitulo 2, nos propomos a apresentar a caracterizacio
matematica de um tipo de rede neural, a saber, de uma rede neural
profunda. Tal caracterizacdo é baseada majoritariamente em [4, Capi-
tulo 11]. Além disso, formulamos o treinamento de uma RN como um
problema de otimizacao.

A fim de lidar com tal problema de otimizacdo, no Capitulo
3, nosso foco é apresentar e expor alguns resultados de convergéncia
para métodos de gradiente estocdstico. Com base na referéncia [2],
sao considerados resultados de convergéncia em valor esperado para a
funcédo objetivo, no caso de fungdes fortemente convexas, e da norma
do gradiente no caso de fungoes mais gerais.

No Capitulo 4, formulamos experimentos numéricos simples,
enolvendo minimizacao de quadraticas, para ilustrar o comportamento
do método e alguns resultados tedricos do capitulo anterior.

Por fim, no Capitulo 5, um MGE foi aplicado no treinamento
de duas redes neurais profundas para resolver um problema de classi-
ficacdo sobre reconhecimento de algarismos numéricos escritos a mao;
para tal, utilizamos o dataset MNIST bem conhecido na literatura [4,
Capitulo 11].

Também incluimos um Apéndice A com alguns conceitos de
Estatistica que julgamos necessarios para o entendimento do texto; e
outro, Apéndice B, com uma discussao sobre backpropagation, impor-
tante para o célculo eficiente de derivadas parciais da funcéo perda.
Pressupomos que o leitor tenha familiaridade com alguns conceitos de

Algebra Linear, Célculo Vetorial e/ou Anélise, e Probabilidade.
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2 BREVE INTRODUGCAO A REDES NEURAIS

Como dissemos anteriormente, o termo “rede neural” denota
uma grande classe de modelos estatisticos ndo-lineares e métodos
de aprendizado (ver Apéndice A). Neste capitulo apresentaremos a

formulagao matematica precisa de uma rede neural profunda.

2.1 CARACTERIZACAO DO MODELO

Vamos comegar descrevendo um tipo especifico de rede neural,
a rede neural de uma camada oculta [4, Capitulo 11]. Trata-se de
um modelo de regressao ou classificagdo (ver apéndice A) em dois
estagios representado por um diagrama de redes como o da Figura 1
[4, Capitulo 11].

O vetor y € RX ¢ o vetor de saida (output) fornecido pelo
modelo. Em um problema de classificacdo de K classes disjuntas, por
exemplo, a k-ésima unidade (ou coordenada) yy do vetor y representa
a probabilidade do vetor z = (z1,...,xx) € RY, vetor de input, ser
da classe k, com k =1, ..., K. Assim, como trata-se de probabilidades,
cada yr >0 e Zszl yr = L.

J& o vetor a € RM é chamado de camada oculta (hidden layer).
As entradas de tal vetor resultam de uma transformagao sobre o vetor
de entrada. Cada coordenada a,, é comumente chamada de neurénio
[4, Capitulo 11], e é caracterizada pela composi¢do de uma fungéo
hm @ R — R, chamada aqui de func¢do de ativac¢do, com uma fungao

afim do vetor x, da seguinte forma:

A = hm (w’rnTx + b’m)7

com w, € RN eb, € R, m = 1,...,M, em que M representa o
numero de neurdnios na camada oculta.

Por sua vez, o vetor de output y tem coordenadas da forma:
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mput  camada oculta output

Z1 aj U1
T2 as Y2
T a Yk

Figura 1 — Rede neural com uma camada oculta

Yk = gr(wr" a4+ by)
sendo g : R = R, com wy e RM e b, € R, k=1,...,K, em que K é
o nimero de neurdénios na camada de output.
Note que temos duas matrizes e dois vetores imediatamente

associados ao problema, sendo as matrizes

w11 w12 ... W N w11  wWi2 ... WM
w21 w22 ... W N _ w21 W22 ... W2 \f
W = . . ) . , W=
WALl WM,2 e WM N WK1 WK2 - WK M
e os vetores b = (by,...,by)T e b= (by,...,bx)T. Chamaremos uma

matriz e um vetor desse tipo, no contexto de camadas de uma rede
neural, de matriz de pesos e vetor de viés, respectivamente. Tais pesos
estao representados pelas linhas na Figura 1.

Para o caso geral, em um modelo com L camadas ocultas,
chamado de Rede Neural Profunda (RNP), temos a seguinte forma

para as coordenadas dos vetores intermediarios:

aé- = hé((wé»)TaFl + bé)
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emquel=1,...L,j=1,...,N;, e N; ¢ o nimero de coordenadas da
l-ésima camada. Naturalmente, associa-se um viés b' = (b}, ..., by ) e

uma matriz de pesos a tal camada:

l l l
Wiy Wig e Wi,
l l
'UJ2’1 w2)2 'LU2 N,
W=
'LUl 'LUl ’l,Ul
Ny, 1 N2 Ni,Ni—1

Sendo assim, podemos enxergar uma rede neural como uma
composicio de funcionais da forma T'(z) = W'z + b, com “funcées
de ativacdo” especificas h! aplicadas coordenada a coordenada sobre

o vetor imagem de T":

H(x)= RE(TE(. .. RA(T*(WY(TH(2)))))) = hroTlo---ohlo T (),

com uma aplicacdo final g : RE — RX sobre um funcional T(H (x)) =
W H (x) +b. Tal aplicagio pode servir, por exemplo, para transformar
T(H(x)) em um vetor de probabilidades, como discutido no inicio da

se¢do. Em suma, uma rede neural f(x) é dada por:

f(a) = g(T(H(x)) = goToH(z),

com T' : RNi-1 5 RN e T: RNt 5 RE ¢ f: RN — RXK,

2.2 O TREINO

Uma vez definido o modelo da rede neural, nés passamos para
a etapa chamada de treinamento [4]. Vamos caracterizd-la ao longo
da presente secao.

Dados os seguintes conjuntos:
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o X ={z! ....,2"} C R¥, em que cada z é um vetor de entrada de
caracteristicas observadas (input) em um determinado conjunto

de n amostras;

e Y ={y' ...,y"} C RE em que cada y* é um vetor de dados de
saida observados associado a z?;

o f(X)={f(z1),...,f(z™)} C RE em que f(z%) é a imagem de

2 pelo modelo.

O conjunto de pares (z%,y") é chamado de conjunto de treino.
A presenga desses dados/classificages observados associados aos ve-
tores 2 é o que caracteriza nosso treinamento como um aprendizado
supervisionado [5, Capitulo 2].

Equipados com esse conjunto, usamos entdao alguma medida
para avaliar o fitting do nosso modelo em rela¢do ao conjunto Y. Ou
seja, queremos avaliar a discrepancia entre o conjunto f(X) gerado
pelo modelo e os dados observados. Uma medida comumente usada
em problemas de regressao é a média da soma dos quadrados dos erros
[3, Capitulo 9]:

R= 315G vl (1)
i=1

Note que se alteramos os pesos e os vieses de uma rede neural,
nds consequentemente alteramos a imagem de X por esse modelo;
em outras palavras, o conjunto imagem f(X) estd em fungdo desses
pardmetros. A partir de agora agruparemos os pesos wé e vieses bé- em
um unico vetor de pardmetros 6, e reescreveremos a equagio acima

em funcao de 6:

RO) =~ S IFG6) ~ 1B )
i=1
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O treinamento de uma rede neural consiste precisamente em
achar 6, tal que o erro, ou discrepancia, entre o modelo e os dados
observados seja 0 menor possivel.

Escrevendo de forma geral, queremos resolver o seguinte pro-

blema de otimizagao:

n

> U(f(',0),y") (3)

i=1

mein R(0) =

3=

em que ¢ é uma fungdo nao-negativa que mede a discrepancia en-
tre f(z%,0) e y* — aqui nesse contexto chamada de funcio de perda
(loss function). A funcdo R em (3) é comumente chamada de risco
empiricot.

Como dito no inicio do capitulo, uma vez em posse de uma
solugdo 6 para o problema (3), e por conseguinte do modelo (rede
neural) resultante, aplicamo-lo a um novo conjunto de amostras a
fim de classificd-las e/ou fazer predigbes sobre esse novo conjunto de
dados.

Em resumo, o treinamento consiste em determinar os parame-
tros # com base em um conjunto de dados observados, de modo a
minimizar “a diferenca” entre os outputs observados e os fornecidos
pela rede neural.

No préximo capitulo, apresentaremos um método comum na
pratica de machine learning para resolver o problema (3), e exporemos

alguns resultados teéricos de convergéncia sobre tal.

1 Idealmente, gostarfamos de minizar o risco esperado

R(0) = // (f(z,0),y) dP(z,y)
RN xRE

para quaisquer pares (z,y) € RN xR de input/output, em que P : RN xRK —
[0, 1] é a distribuigdo de probabilidade que representa a verdadeira relacdo entre
estes. Como desconhecemos P, e s6 temos um conjunto de amostras & disposigao,
acabamos resolvendo (3). Para uma discuss@o mais detalhada, ver [8, Capitulo
6].
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3 METODOS DE GRADIENTE ESTOCASTICO

Neste capitulo, passaremos a apresentacdo e andlise de uma
escolha comum na prética de machine learning (ver A.1 no Apéndice
A) para atacar o problema (3), a saber, métodos de gradiente esto-
castico. Tal método foi primeiramente proposto por Robbins e Monro,
no ano de 1951 [2]. A principal referéncia deste capitulo foi [2], que

considera o seguinte problema de otimizagao:
1 n
in F(0):=— 1G
min  F(6) nz;pz( )
=

com F,p; : RP — R. Nesse contexto, chamaremos F de fungio
objetivo.

Perceba que se p;(0) = £(f(2%,0),y"), para i = 1,...,n, entdo
F(6) = R(#) e o problema acima coincide com (3).

Como, com frequéncia, o nimero de amostras n e a dimensao
do vetor de parametros livres § € R” em (3) sdo significativamente
grandes, encontramos dificuldades na implementacao de métodos clas-
sicos de otimizacao para sua resolugdo, pois a maioria destes demanda
a avaliagdo do “gradiente completo”, VF(6), o que representa um alto
custo computacional por iteragao (aplicando um método de Gradiente
(ver [1, Capitulol]) para resolver (3), terfamos um custo proporcional
a n). Por exemplo, no caso do problema que serd tratado no Capitulo
5 (classificagdo de algarismos manuscritos), n = 60.000 e D = 164.013.

3.1 UM PROTOTIPO DE METODO

Vamos comegar apresentando a forma geral do algoritmo MGE
[2]. Pressupomos que: (i) temos a disposigio um mecanismo para
gerar uma realizacdo da varidvel aleatéria Ag, com espaco amostral

{1,2,...,n}, e que a sequéncia {\;} de varidveis aleatdrias é con-
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juntamente independente; (4) dado o iterado 6 € R, temos como
calcular o vetor estocastico g(x, \r) € RP; (i) temos como escolher

um escalar o > 0 como tamanho de passo [2].

Algorithm 1 Protétipo de método de gradiente estocastico (MGE)

Escolha um iterado inicial ; € RP
for k=1,2,... do
Gere uma realizagio da varidvel aleatdria Ag
Compute um vetor estocéstico g(6x, Ax)
Escolha um tamanho de passo ax > 0
Atualize o novo iterado como 611 = 0 — arg(Ok, \k)
end for

Dado o protétipo, vamos discutir como ele se traduz e se aplica

para o nosso problema em questao:

1. escolha um vetor inicial §; € R de pesos e viéses do modelo.

Agora, para k = 1,2... faga:

2. gere uma escolha aleatéria de indice Ay € {1,...,n}, em que n
é o niimero total de amostras, e selecione a respectiva amostra

2 do conjunto de amostras;

3. compute o vetor g(fx, ) como um estimador nao viesado do
gradiente da funcio de perda - isto significa dizer que o valor
esperado de g(f, x**) é igual ao gradiente da funcdo perda (ver
[5, Capitulo 3]);

4. escolha um tamanho de passo o > 0 (também chamado de

learning rate);

5. atualize o novo iterado como 041 = 0r — arg(Ok, \i), d la

gradiente deterministico (ver [1, Capitulo 1]).
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Vale notar que ¢é o item 2 que caracteriza nosso algoritmo como
um método estocdstico (ver apéndice A). Além disso, hd a possivel
abordagem de tomar mais de um indice aleatério por iteracao; tal

abordagem é conhecida na literatura como mini-batch [2].

3.2 ANALISE DE CONVERGENCIA DO MGE

Para a analise de convergéncia do MGE, vamos assumir algumas
hipéteses sobre a fungdo objetivo. Além disso, introduziremos aqui a
notagéo Ey, [.] para denotar o valor esperado do argumento em relagao

a >\k~

z

Hipé6tese 3.1. A funcdo objetivo F é suave, e o gradiente VF é

L-Lipschitz, ou seja, existe um escalar L > 0 tal que

[[VE() —VF(@)||2 < L||6 — 0|2, V0,0 cRP.

De tal hipétese, e como consequéncia do teorema do valor médio

para integrais, ganhamos o seguinte resultado:

F(6) < F(8)+ VF(@)"(6—0) + %LHH _0|2, VoeRP. (4)

Com efeito,

F(0) = F(6) +/O Wdt

=F(0) + /1 VF(@+t0—6)"(0—0)dt
= F(0)+VF@)" (6 —-0)+ / [VF(@+t6—0))—VF®)"(6—6)

< F(0)+ VF@) (0 —0)+ / LI(0 — )]0 — B)]|odt,
0
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de onde segue (4).

Lema 3.2. Sob a hipdtese 3.1, os iterados do MGE satisfazem a

sequinte inequacdo para todo k € N:
Ex [F(O+1)] = F (1) < —axVF(0r) Ex[g(0k, b)) (5)
+ LB o000 M)
sendo By, [F(0k+1)] o valor esperado de F(0ry1) em relagio a Ay.

Demonstragao. De (3.1), e de 041 = 0 — arg(Ok, \i.), temos

1
F(Ors1) — F(0x) < VF(0r)" (—owg(Or, Ak)) + §L|\ — arg(Ok, Me)|[3

2
«
= —apVF(0r)" g0k, A) + 7’%”9(91@7 )l

Tomando o valor esperado dos dois lados com relagao a Mg, e
notando que somente ;11 e g(0x, \r) dependem de A, obtemos o

resultado desejado. O

Hipé6tese 3.3. A fungdo objetivo e o MGE satisfazem as sequintes

propriedades:

1. a sequéncia de iterados {0y} estd contida num conjunto aberto

no qual F' ¢ limitada inferiormente por um escalar Fi,y;
2. existem escalares pug > > 0 tais que, para todo k € N

VEO0r) Ex 90k, M\e)] > pl[VE (0|3 (6)
Ex, [9(0k, Ar)]l|2 < ua||VE(Or)||2 (7)

3. existem escalares M > 0 e My > 0 tais que, para todo k € N

Voo [9(0k, Ak)] < M + My ||[VF(0)|]3 (8)
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A primeira condigdo pede que F'(0y) seja limitada inferiormente.
A segunda nos diz que as dire¢oes de busca adotadas sdo, em valor
esperado, dire¢oes de descida - tais condigbes sao bem conhecidas em
literatura de otimizagdo [1]. A terceira é uma limitagdo superior da

“varidncia” definida por [2]:

Va9, M) = Ex, [[lg 0k, A)l13] = [Exc[g(0x, An)]l13

em fun¢do da norma do gradiente de F'. Com estas hipdteses é possivel

deduzir a seguinte propriedade:

Ex,[I9(0r, M) [3] < M + Mcl[VF(6)]5, (9)
com Mg ::Mv—i—,u%;Z/ﬁ > 0.

Com efeito, da inequagdo (8), temos:
Ex. {1190, Mo)lI3] = [1Ex, 90k, Mo)Ill3 < M + My |[VE(65)]13
implicando em

Ex (19001, Ae)[13] < M + My ||[VE ()13 + ||Ex, [9(0k, M)l 13
< M+ My||[VFE(0u)|[5 + &l VF (0113
=M + (Mv + 1) ||VF(0r)|3

Lema 3.4. O iterado do MGE satisfaz o sequinte, para k € N:

1 1
Ex, [F(Ok41)] — F(Or) < —(p — §akLMG)ak||VF(9k)H§ + §OfiLM
(10)
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Demonstragao. Do Lema 3.2 e da inequagao (6), temos:
Ex [F(0r11)] = F(61) < —axVF(0r) Ex, [9(0k, Ar)]
+ 502 LEx, o605, M3
< [T F O + 503 LEx, [lg(x, M) 3

Aplicando a inequagdo (9) sobre Ey, [||lg(0k, Ax)]||3], e rearran-

jando os termos, obtemos o resultado desejado. O

Nas sec¢Oes a seguir, prosseguiremos nossa andlise do MGE;,
primeiro para fungées objetivo fortemente convexas e depois para

casos mais gerais.

3.2.1 Analise para objetivos fortemente convexos

Em alguns cenérios importantes de redes neurais, o objetivo
a ser minimizado é fortemente convexo - com frequéncia, via uma
funcdo de regularizacdo ou uma reformulacdo do problema original a
fim de torné-lo convexo [2]. Sendo assim, a andlise do MGE, quando
aplicado para problemas dessa classe, faz-se importante.

Comecemos com a hipétese que d4 nome a secao:
Hipétese 3.5 (Convexidade forte). A funcdo objetivo F : RP — R
é fortemente convexa se existe uma constante ¢ > 0 tal que
_ _ 1 -
F(0) > F(0)+ VF(0)" (6 —0) + 5ellf - 013
para todo (0,0) € RP x RP.

Uma consequéncia desta hipdtese é que F possui um tnico mi-
nimizador, denotado por 6, € R” com F, := F(6.). De tal, podemos

tirar o seguinte:
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2¢(F(0) — F,) < ||[VF()]|3, V0eR” (11)
Pois dado 6 € R?, 0 modelo quadratico

_ _ 1 -

q(0) == F(0) + VF(O)T (0 - 0) + §C\|0 — 0|2

tem minimizador tnico 0, = w — 2VF(0) com ¢(6*) = F(0) —

LIVE@)3 )
Assim, da nossa hip6tese, para qualquer § € R”, fazendo 6 = 6,,

temos

1 1
F, > F(0) + VF(0)" (0. — 0) + 5ell0- = 0|13 > F(0) = o [[VF ()13

Teorema 3.6 (Objetivo fortemente convexo, tamanho de passo
fixo). Sob as hipdteses 8.1, 8.8 ¢ 3.5 (com Fy,y = F), supondo
que o método MGE seja executado com tamanho de passo fixo oy = &

para todo k € N, satisfazendo

(12)

temos que o valor esperado do gap de otimalidade satisfaz a sequinte
desigualdade para todo k € N:

aLM aLM
E[F(6;,) — F.] < 1—acu)*"YF(0,) — F, —
[F'(0h) ] < 2 + (1 — acp)™ *(F(01) 20#)
koo LM
—
2cp

Demonstraggo. Usando o Lema 3.4 e as inequagbes (11) e (12),

temos, para todo k € N, que
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17 _ 1_
Ex, [F(Or+1)] — F(0r) < —(p — §Of Myg)al|VF (0513 + §a2LM
1 , 1,
< (g — - -
< —(u 2LM LMg)a||VE(6k)|l5 + 2a LM

1
~LallVE@OL)I[3+ ;a’LM

< —go&c( (0r) — F.) + QazLM

= —acu(F(0y) — F,) + %&2LM

Subtraindo F dos dois lados e manipulando as expressoes, temos:

1
Ex, [F(0k11)] — F(0r) — Fu < —acu(F(0;) — F.) + ic‘szM—F*
= B [F(Ok41) — Fi] < —acp(F (k) — FL)
+ F(0) — Fi + %&QLM
1
= By [F(Ors1) — F] < (1 — acp)(F(0) — F.) + §(SPLM

Agora, subtraindo aLM /2cu dos dois lados e prosseguindo, temos:

alLM _
Exe [F(Ok41) — Fi] — 2o = (1 — acp)(F(6k) — Fi)
+ lazpy - OEM
2 2cp

alLM
2cp

= (1 —acu)([F(0x) — F] - )
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Tomando o respectivo valor esperado da iteragdo em questao, temos

aLM
E)\k—lE)\k [F(0k+1) - F*] - 2CM
i aLM
< (]- - ac/"‘)(EAk—l[F(ek) - F*] - 2ep )
alLM

< (1 —acu)(1 — acu)(F(0k—1) — Fe — )-

2cp

Repetindo o processo, de modo a iterar a desigualdade, obtemos
aLM
2cp

Ex, . Ex, [F(Ogt1) — Fi] —
aLM
2cu

< (1= acp)* (B, [F(02) — F] — )-

E por fim concluimos que
aLM
2cu
aLM
2cp

Ey, .. Ex, [F(0rs1) — F.] —

< (1—aep)*(F(01) - F. - )-

Note que ]E>\1 ...]E)\k [F(@l)} = E)\Fl [F(Hl)] = E[F(Ql)], pOiS F(@l)
s6 depende de \;_1. Escreveremos tal encadeamento de valores espe-
rados Ey,...Ey, como E, a fim de melhor denotar esse processo de
tomar valores esperados em sequéncia.

Agora, observando que:

cu?

LM,

0<acu < <1

~l o

2
< S
=72
concluimos que (1 — acp)* E2%, 0 ¢ assim obtemos o limite almejado.
O
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Se g(0k, Ar) é um estimador nao viesado de VF(6y), entdo
@ = 1. E se ndo existe ruido em g(0, \x) entdo Mg = 1 [2]. Se isso
acontece, entdo a condi¢do sobre & se reduz a a € (0,1/L). Note
também que o gap de otimalidade e o termo de contragdo (1 — acp)
dependem do tamanho de passo.

Partimos agora para a andlise de uma outra escolha possivel em
relacdo ao tamanho de passo, a saber, tomar uma sequéncia decres-

cente {ay} de tamanhos de passo satisfazendo as seguintes condigoes:

iak:oo e ia%<oo (13)
k=1

k=1
Teorema 3.7 (Objetivo fortemente convexo, tamanho de passo
decrescente). Sob as hipdteses 3.1, 3.3 e 3.5 (com Finy = F),
suponha que o MGE é iterado com uma sequéncia de tamanho de

passos tal que Vk € N,

1
ap = m7 para algum 3 > @ ey >0 tal que o < LJl\LéfG' (14)

Entdo o valor esperado do gap de otimalidade é

v
E[F(0) — F.] < ——,
(O~ Pl <

B2LM
m, ('Y + 1)(F(01) - F*)} .

Demonstragao. Assumindo (14), temos que a desigualdade ap LMg <

comv = max{

a1 LMg < p para todo k € N. Do Lema 3.4 e da hipétese de conve-

xidade forte, temos:
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1 1
Ex, [F(Or+1)] — F(Or) < —(p — SakLM, Ja| [VF (65|15 + *a%LM

1 %
(- ST, LM,)or||VF (0|3 + O‘kLM

1
~LallVFO)I3+ FaiLM
< —gakzc( (0) — F.) + 2oszM

1
= —opep(F(0) — Fi) + akLM

Subtraindo F dos dois lados e manipulando as expressoes, temos:

Ea, [F(0s1)] — F(6y) — Fu < —agen(F(0x) — F.) + éakLM F.
= Ex[F(Ok41) — Fi] < —onep(F(0k) — Fi) + F(0r) —

+ %aiLM

— B [F(By41) — ] < (1 - ogen)(F() — F.) + 3o LM

Tomando o valor esperado E, ficamos com:

E[F(Ok+1) — Fi] < (1 — apep)E[F(0k) — F.] + 2%LM

Seguiremos agora por indugdo. A definicdo de v nos garante
que a inequacdo é satisfeita para k = 1. Assuma que vale para algum

k > 1. Entao temos, da inequagao acima, e denotando k= v+ k, que
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5) v B2LM
E[F(6 —F]<(l—-%)x+—
P - Rl < (1-2) 1+ 22
k — Bep B2LM
= = v+ —=
k2 2k2
7. 2
= k/\/BCM Z/+V_V+/BI:M
k2 2k?2
k—1 (Bcu—l) B2LM
= = v = + —=
k2 2 2k2
Da defini¢ao de v, temos:
_ 2
() v g =0
k2 2k2
Disso, notando que k > (k + 1)(k — 1), concluimos que
k-1 (k—1) v
= v < — = V= x
k2 (k+1)(k-1) k+1
O

3.2.2 Analise para objetivos gerais

Para muitos modelos de redes neurais, o problema de otimizagao
apresentado é nao-convexo. Por essa razao, passaremos a andlise do

MGE quando aplicado a esses casos, a fim de descobrir quais sao as

garantias tedricas nos sao fornecidas - note que, para objetivos nao-

convexos, alguns desafios se apresentam, como, por exemplo, a possivel

existéncia de miltiplos minimos locais e demais pontos estacionarios

[2].
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Teorema 3.8 (Objetivo ndo-convexo, tamanho de passo fixo).
Sob as hipoteses 3.1 e 3.3, suponha que o MGE ¢é executado com

tamanho de passo fixro a, = & para todo k € N, satisfazendo

n
0 <
<a_LMG

Entao, o valor esperado da soma dos quadrados da norma do

gradiente de F e sua média, correspondente ao iterado atual do MGE,

satisfazem as sequintes inequacoes para todo K € N :

K _
KaLM  2(F(6,) — Fi,
E anwkm%] <2, X (fba )

A

K _
LM  2(F(0 Fin
Pt I Kua

= \

K—oo aLM
—_—
yz

Demonstragio. pelo Lema 3.4 e a condigdo (3.8) sobre o tamanho

de passo, tomando os valores esperados, obtemos:

IN

EF(6111)] ~ E[F(00)] < — (1 — 5aLM,)aE][VE@B,)|3] + 5" LM

1 1
= _iﬂ&E[HVF(ek)”%] + 5@2LM

Agora, prosseguimos iterando essa desigualdade para k € {1, ..., K},

para obter:

K
E[F(0xc+1)] — EIF(61)] < ;ua;mvmkm%} + S Ka’LM



Capitulo 3. Métodos de Gradiente Estocdstico 31

Notando que E[F(0;)] = F(01), pois 0 é o ponto inicial, e
lembrando da hipétese da existéncia de um limitante inferior Fj, ¢

para F', temos:

K

1 _
Fing = F(01) <E[F (05 41)] — F(61) < —guaZEHIVF(@k)H%]
k=1
1 =2

Agora, da desigualdade entre o primeiro termo a esquerda e
o ultimo termo a direita, isolamos o somatoério, dividimos por K e

tomamos o limite K — oo a fim de obter o resultado desejado. O

No capitulo seguinte, iremos desenvolver e expor experimentos
numéricos com o MGE a fim de ilustrar alguns dos resultados tedricos

estudados neste capitulo.
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4 EXPERIMENTOS NUMERICOS

Para este capitulo, selecionamos alguns problemas de teste (toy
problems) sobre os quais aplicaremos alguma versao do MGE. Espera-
mos que tais experimentos sejam capazes de dar ao leitor uma intuicao
sobre a natureza estocastica do método em questao, bem como ilustrar
alguns resultados teéricos do Capitulo 3.

Todos os scripts a partir desse ponto foram implementados na
linguagem de programacao Python; e inteiramente desenvolvidos pelo
autor. Além disso, para os problemas dessa secdo, foram usados os
pacotes Math, NumPy e Matplotlib; todos estes abertamente disponi-
veis (open source) em: https://github.com/andrey-lolobrigida/

tcc—mtm-mge.

4.1 SOMATORIO DE QUADRATICAS

Para o primeiro experimento, queremos resolver o seguinte pro-

blema de otimizacao:

1 n
— — 15
nipfe) =5 2l —al 1)
em que f é uma funcdo real de uma variavel real, n = 1000 e

0s a; pertencem a um conjunto de mil pontos igualmente espaca-
dos no intervalo [—1,1] (ver a funcdo linspace do NumPy). Ou seja,
a; € {—1,-0.997998, ...,0.997998, 1}. Chamaremos cada parcela do
somatoério de fi(z) = (x — a;)?.

A aplicacdo do algoritmo 1 se traduz para nosso problema da
seguinte maneira: escolha xy € R ponto inicial.

Agora, para k =1,2... faca:

1. tome um indice i aleatério no conjunto {1,2,...,999,1000};


https://github.com/andrey-lolobrigida/tcc-mtm-mge
https://github.com/andrey-lolobrigida/tcc-mtm-mge
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2. compute a derivada f; (z1) = 2(x — ag);
3. escolha um tamanho de passo aj > 0;

. . /
4. atualize o novo iterado como zyy1 = T — o f; (Tr).

Para o item 3, iremos considerar duas versoes: uma com tamanho de
passo fixo, e outra com tamanho de passo decrescente.

Note que, do fato dos a;’s se distribuirem simetricamente em
torno da origem, ou seja, Z?:l a; = 0, a fungdo f pode ser expandida

e escrita como

f(x) =2 +a, (16)

2

em que a = 137" a?.

Como f é uma quadratica, ela trivialmente satisfaz nossa con-
digdo (3.5) de convexidade. Disto, temos que f possui minimizador
global [1, Capitulo 3]. Além disso, como z? > 0 para todo z real, é
facil notar que o ponto z, = 0 é tal minimizador global de (16), cujo
valor funcional nesse ponto é dado por f(z.) = a.

Com o objetivo de ilustrar a natureza estocédstica do método,
nao utilizaremos um critério de parada especifico (mais sera discutido
sobre isso no capitulo seguinte). Ademais, conjuntamente com o MGE,
foi implementado um método de gradiente deterministico para fins de

comparacao.

4.1.1 Resultados - Tamanho de Passo Fixo

Aqui, foram empregados tamanhos de passo @ € {0,1;0,05;0,01}.
Como ponto inicial, tomamos zg = 1 em todos os experimentos. Nas
préximas figuras 2, 3, 4 e 5, plotamos o erro Ey = f(zx) — a contra

o nimero de iteragdes. Vale notar o comportamento “erratico” em
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Figura 2 — Tamanho de passo a@ =0, 1.

torno do ponto de otimalidade (ponto em que Ej, = 0), enquanto o
método de gradiente deterministico se mantém préximo do ponto.
Nas figuras 6, 7, 8 e 9, plotamos o a média dos erros Ej =
f(xk) — a na k-ésima iteragao contra o nimero de iteragoes, a fim de
ilustrar o Teorema 3.6. Note que, de fato, a média parece convergir
para um valor assintotico conforme se dao as iteragoes; além disso, tais
valores assintOticos parecem diminuir em dependéncia do tamanho de
passo, o que acontece de acordo com o previsto por nossos estudos

tedricos (ver Teorema 3.6).

4.1.2 Resultados - Tamanho de Passo decrescente

Para variante com tamanho de passo decrescente, comegamos

com ay = % e seguimos com oy = 2%@

{a}} satisfaz as condigbes requeridas em (13). Os resultados estdo

Note que a sequéncia dos

expostos nas figuras 10 e 11.
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Figura 11 — Tamanho de passo decrescente.

Note que a erraticidade do MGE fica controlada conforme se
passam as iteracoes, e consequentemente o tamanho de passo diminui.
Tal fato pode ser visualizado no grafico da média dos erros. Vale
lembrar que o Teorema 3.7 nos diz que o valor esperado fica limitado

por um escalar de ordem O(%) conforme k — oo.

4.2 SOMATORIO DE QUADRATICAS EM DUAS DIMENSOES

Para melhor ilustrar o comportamento do MGE em torno do
ponto de otimalidade de um objetivo fortemente convexo, vamos es-

tender o problema (15) da seguinte maneira:

min f(a,1) = (Z«x — )+ (- bn?)) .oan

i=1
com f : R? — R, n = 1000 e os a; e b; pertencentes ao mesmo conjunto

descrito no problema anterior.
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Procedendo analogamente ao exemplo da Se¢do 4.1, é facil
ver que o ponto p, = (0,0) é minimizador global de (17) com valor
funcional dado por f(p.) = 2a = 2b.

4.2.1 Curvas de Nivel

Plotamos aqui as curvas de nivel da fun¢do f juntamente com
o caminho percorrido pelo método, ao longo das iteragoes, a fim de,
como ja mencionado, observar o comportamento deste em torno do
ponto p, (Figuras 12, 13 e 14). Usamos dois tamanhos de passo
fixos, e tamanho de passo decrescente, com a mesma especificaio do
problema anterior. Para todos os casos, iniciamos o algoritmo com o
valor inicial py = (1,1).

Mais uma vez, nota-se a erraticidade do método em torno do
ponto 6timo. Tal fato ilustra muito bem a natureza estocastica do
MGE. Além disso, como previsto pelos Teoremas 3.6 ¢ 3.7, os pon-
tos atingidos pelo MGE parecem estar distribuidos dentro de uma
drea mais ou menos delimitada em torno da origem (pontos em que
observa-se o gap de otimalidade da maneira descrita pelos menciona-
dos Teoremas).

Para o proximo capitulo, implementamos uma RNP from scratch
e a treinamos para um problema de classificacdo de algarismos ma-
nuscritos. Resultados e detalhes da implementagao serao discutidos

adiante.
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Figura 13 — Tamanho de passo fixo a = 0,01.
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Figura 14 — Tamanho de passo decrescente.
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5 IMPLEMENTACAO DE UMA REDE NEURAL PROFUNDA

Neste capitulo, nos propusemos a resolver um problema de clas-
sificacao de algarismos manuscritos usando uma RNP. Tal problema
é um benchmark comum na literatura de machine learning e redes

neurais [4, Capitulo 11].

5.1 CONJUNTO DE TREINO

Como conjunto de treino para nossa RNP, usaremos o dataset
MNIST, que consiste em um conjunto de 60.000 imagens de algarismos
numéricos escritos a mao previamente classificados; cada imagem tem
dimensao 28 x 28 pixels, todas em escalas de cinzas. Neste dataset,
ha também mais um conjunto de 10.000 imagens deste tipo, com
o intuito de servir de conjunto de teste (mais serd dito sobre isso).
Mais informagdes sobre o dataset podem ser encontradas em https:
//keras.io/api/datasets/mnist/.

Licenca: o conjunto de dados MNIST ¢ disponibilizado sob a
licenga Creative Commons Attribution-Share Alike 3.0 e é protegido
por direitos autorais detidos por Yann LeCun e Corinna Cortes. Para
mais informagoes sobre a licenca e o uso do dataset, consulte https:

//creativecommons.org/licenses/by-sa/3.0/.
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Figura 15 — Exemplo de imagens no MNIST.


https://keras.io/api/datasets/mnist/
https://keras.io/api/datasets/mnist/
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https://creativecommons.org/licenses/by-sa/3.0/
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52 IMPLEMENTACAO

Os codigos da RNP e seu treinamento sobre o MNIST foram
escritos em Python; e inteiramente desenvolvidos pelo autor. Além
disso, foram usados os ja mencionados pacotes NumPy e Matplo-
tlib. Para acessar o dataset, utilizamos a API publica Keras; tam-
bém citamos o uso do pacote Alive Progress na implementacio de
barras de progresso. Todos os cédigos desenvolvidos para este capi-
tulo estdo abertamente disponiveis no repositorio: https://github.com/

andrey-lolobrigida/Neural-Network-MNIST-Training/.

5.2.1 Transformacoes sobre o conjunto de treino

No nosso caso particular, temos o seguinte:

e numero total de amostras n = 60.000;

o as amostras z* sdo vetores com 784 coordenadas (as entradas

da matriz 28 x 28 que representa cada imagem);

o a classificacdo 2* € {0,1...,8,9} é o digito correspondente &

imagem.

Para o treino da RNP, operamos algumas transformagoes pré-
vias sobre o conjunto de dados. Primeiro, como os valores das coorde-
nadas dos vetores x’ se encontram no intervalo real [0, 255], dividimos
tais vetores por 255, a fim de deixa-las com valores entre 0 e 1. Tam-
bém transformamos a classificacdo da amostra em um vetor canénico
y' =¢; € R em que j = 2* + 1. Ambas as transformagdes sao

comuns na pratica de machine learning [4, Capitulo 11].


https://github.com/andrey-lolobrigida/Neural-Network-MNIST-Training/
https://github.com/andrey-lolobrigida/Neural-Network-MNIST-Training/
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5.2.2 Funcodes de Ativacao e Perda

Como fungoes de ativagdo para as camadas intermedidrias, uti-

lizamos a funcgao sigmdide o0 : R — R,

1
o(s) = Ttes

aplicada a cada neurdnio individualmente. Para fins de simplicidade,
usamos tal funcdo também para a camada de output. Note que a
imagem da sigmdide é o intervalo real (0,1). Tal fungdo é usada em
regressao logistica a fim de converter funcionais lineares em probabi-
lidades entre 0 e 1 [5, Capitulo 10]. Tangente hiperbdlica e a ReLU
(rectified linear unit) também sdo comumente usadas como fungoes de
ativagdo [3, Capitulo 5].

Como fungio de perda, utilizamos a fungdo squared error. Isto

nos dé, como fungdo objetivo, a chamada Mean Squared Error (MSE):

n

1 ) )
MSE =~ || f(".0) = 'll3. (18)

i=1

em que, no nosso contexto, n é o nimero total de amostras, z* € R34
é uma amostra, y° € R'? a sua classificacio correspondente (como
descrito na Secdo 5.2.1), # € RP o vetor de parametros livres da RNP,
e f(z%,0) o output da amostra pelo modelo. Vale notar que, dada esta
forma para nossa RNP, a fungdo objetivo de (18) é ndo-convexa [4,
Capitulo 11].

5.2.3 Algoritmo de Treino

A forma que o MGE (algoritmo 1) assume para nosso problema,
a grosso modo, dé-se da seguinte maneira: escolha p € R” vetor inicial
de pesos e vieses da RNP.

Agora, para k =1,2...,60.000 faga:
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1. selecione aleatoriamente, e sem reposi¢io, uma amostra (z°, y*)

no dataset;

2. compute o gradiente da fungdo ¢; no ponto 0, em que ¢; =
1f (2", 0k) — y'lI3;

3. atualize o novo iterado como Ox11 = 0, — aV{;(0y), sendo @

tamanho de passo fixo.

Cada procedimento completo deste é comumente chamado de
época (epoch). Tipicamente, o treino de uma rede neural é feito em
um ntmero pré-estabelecido de épocas [4, Capitulo 11].

Para a escolha de 6y, geramos valores aleatérios entre -1 e 1
para as matrizes de pesos, e comegamos com todas as coordenadas dos
vetores de vieses iguais a 0. Tal escolha de valores iniciais é discutida
em [4, Capitulo 11].

No item 3, para o computo do gradiente V¥¢;, implementamos
uma técnica chamada de backpropagation, técnica esta que permite o
célculo eficiente das derivadas parciais de ¢;. Para néo interromper o
andamento do presente texto, delegamos uma discussao sobre isso ao
apéndice B.

Neste ponto, vale notar que, assim como no capitulo anterior,
nao utilizamos aqui nenhum critério de parada tipico na literatura de
otimizagdo, como, por exemplo, parar as iteragdes quando a norma
do gradiente no iterado ficar menor que uma certa tolerdncia ¢ > 0
[1, Capitulo 1]. Isso se deve ao fato de que, na prética de machine
learning, nem sempre estamos interessados em atingir um minimo local;
atingir tal ponto pode levar a um problema chamado de overfitting [4,
Capitulo 11].

Em linhas gerais, isso significa dizer que, mesmo que tenhamos
minimizado a fun¢do de perda sobre o conjunto de treino, o modelo

resultante pode ter um desempenho insatisfatério ao fazer predi¢oes
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sobre dados futuros; como colocado no Capitulo 2, isto é o que quere-

mos cumprir com uma rede neural. Isto nos leva ao préximo ponto.

5.2.4 Meétrica de Avaliacao do Modelo

Assim como o conjunto de treino, o conjunto de teste também
conta com imagens previamente classificadas. Dito isto, para avaliar a
perfomance do modelo apés o treino, aplicaremo-lo sobre o conjunto
de teste e avaliaremos sua acurdcia sobre tal conjunto, definida aqui

como

numero de predicoes corretas

acurdcia = - —
numero total de predicoes

Para computar a predicdo do modelo sobre uma amostra 2 €
R™* do conjunto de teste, tomamos o primeiro indice j dentre as
coordenadas de f(z') € R'® com maior valor (sendo f(z') o output
da amostra pelo modelo resultante do treino), e comparamos com o
respectivo digito classificado 2% € {0, 1,...,8,9} da amostra. Se z' +1 =

j, entao dizemos que o modelo fez a predigdo correta.

5.3 RESULTADOS

Para nossos experimentos, utilizamos duas redes neurais dife-

rentes, com as seguintes formas:
o Arquitetura I - [784,32,32,10];

o Arquitetura II - [784,196,49,10];

em que o primeiro e ultimo parametros sdo os niimeros de coordenadas
do vetor de entrada e de saida, respectivamente, e os dois do meio
sdo os nimeros de neurénios de cada uma das camadas intermediarias

(duas camadas para esse caso).
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Modelo Learning Rate Epocas Acuricia
Arquitetura I 0,1 1 92,23%
Arq. T 0,1 5 95,30%
Arq. 1 0,01 5 91,80%
Arq. T 0,1 20 95,45%
Arquitetura II 0,1 1 93,94%
Arq. II 0,1 5 96,60%
Arq. II 0,01 5 93,39%
Arq. 11 0,1 20 97,45%

Tabela 1 — Resultados

Com respeito ao tamanho de passo (learning rate), usamos a
variante fixa, com dois valores @ = 0,1 e @ = 0,01. Reportamos os
valores de acuracia para diferentes ntimeros de épocas na Tabela 1.
Também incluimos uma segunda tabela (Tabela 2) de alguns bench-
marks registrados na literatura; retirados de [4, Capitulo 11] e [7]. Vale
notar que o ultimo modelo da Tabela 2 é similar aos implementados
aqui - duas camadas intermedidrias totalizando 300 neurdénios, e com
MSE como fungao de perda.

No script “mnist_training.py” do repositério, o usuario pode
alterar a arquitetura de camadas, niimero de épocas e a learning rate;
tais valores estao codificados nas variaveis layers_list, epochs_number
e learning rate respectivamente.

Também ilustramos aqui o processo de treinamento com um
grafico de erro contra nimero de iteracgoes, para a Arquitetura I.

E interessante notar, na Figura 16, o quao rapidamente o erro
diminui antes mesmo de completar uma época (60.000 iteracdes), em
comparacao com o restante do procedimento.

Por fim, geramos visualiza¢oes de acurdcia - Arquitetura I com
treinamento em 5 épocas e learning rate 0,1 - sobre um conjunto de

100 amostras, e sobre o conjunto de teste todo. Nas figuras 17 e 18,
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Modelo Acurécia
Net-1: Single layer network 80,00%
Net-2: Two layer network 87,00%
Net-3: Locally connected 88,50%
Net-4: Constrained network 1 94,00%
Net-5: Constrained network 2 98,40%
2-layer NN, 300 hidden units, mean square error  95,30%

Tabela 2 — Benchmarks externos: [4, Capitulo 11] e [7]

3.5
3.0 4
2.5
2.0
151
104

0.0 1

) 50000 100000 150000 200000 250000 300000

Figura 16 — Tamanho de passo fixo & = 0, 1.

Figura 17 — Conjunto de 100 amostras.
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Figura 18 — Todo o conjunto de testes.

os quadrados verdes representam um acerto do modelo, enquanto os
vermelhos representam um erro de predi¢do. Dada a comparagdo com
os benchmarks externos, consideramos satisfatérios os resultados aqui
obtidos.
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6 CONCLUSAO

Neste trabalho fizemos a apresentacio e caracterizacdo mate-
matica de uma RN e do problema de treinamento associado. Logo a
seguir fizemos a analise de convergéncia do MGE para fungdes objeti-
vos fortemente convexos e mais gerais. Desta anélise, obtivemos trés
importantes resultados de convergéncia: para func¢oes objetivos forte-
mente convexos, temos garantia de convergéncia, em valor esperado,
do gap de otimalidade para tamanhos de passo fixos e decrescente;
para fungoes objetivos gerais, temos convergéncia, em valor esperado,
da média dos quadrados das normas dos gradientes para tamanho de
passo fixo.

Em momento seguinte, os resultados da aplicacdo do MGE em
problemas de teste ilustraram, e parecem ter corroborado, os resul-
tados para objetivos convexos. Disto, passamos a implementagao de
duas RNPs, feita segundo os moldes por nés apresentados, e aplica-
mos uma versdo do MGE no treino destas sobre o dataset MNIST —
conjunto de imagens de digitos manuscritos previamente classificados.
As medidas de acuricia das RNPs, quando aplicadas sobre um con-
junto de testes, foram consideradas satisfatorias quando comparadas
a benchmarks externos. Tomamos tais resultados como um atestado
da eficacia do MGE na realizagdo da tarefa proposta — o treino de
redes neurais.

Para possiveis investigagoes e trabalhos futuros, gostariamos
de continuar estudando variantes de métodos de gradiente estocas-
tico; para citar um exemplo, temos particular interesse no método
Adam, um método de otimizagdo estocastica recentemente desenvol-
vido (2014) [6]. Além disso, para o problema especifico de classificagéo
de imagens, também gostarfamos de investigar um tipo particular de

rede neural desenvolvido nos tultimos anos para esse fim: as chamadas
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redes convolucionais [7].
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APENDICE A - CONCEITOS E DEFINICOES

Vamos aqui registrar alguns conceitos de Estatistica necessérios

para o entendimento do texto.

1. Aprendizado estatistico - de modo geral, em um problema de
estatisica, temos uma variavel dependente Y e uma variavel inde-
pendente X = (X1, Xs, ..., X,,), ambas observadas e registradas.

Além disso, assumimos que existe a relagao

Y= F(X)+e

em que € é um termo aleatério de erro, e f é uma funcao desco-

nhecida.

Nesse contexto, aprendizado estatistico se refere a um conjunto
de técnicas, métodos e ferramentas usadas para estimar f [5,
Capitulo 2].

Divide-se tal problema em duas grandes classes, em relacao a

sua natureza:

e predicio - quando queremos estimar f a fim de aplicé-la
a um novo conjunto de variaveis independentes X e fazer

predigoes sobre sua respectiva saida Y

e infereréncia - quando estamos interessados em obter in-
sights e conhecer relagbes entre as varidveis X e Y [5, Ca-

pitulo 2].

2. Regressao e Classificagao - em um problema de predicao,
temos dois casos diferentes em relagao a natureza da variavel

alvo Y a ser predita:
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e regressdo - quando Y é uma varidvel numérica (quantita-

tiva);

e classificagio - quando Y é uma varidvel categérica (quali-
tativa) [5, Capitulo 2].

3. Processo estocastico - entendemos como processo estocastico,
ou stochastic process, qualquer conjunto de variaveis aleatérias
indexadas por um conjunto numérico. Para o caso em que tal
conjunto é Z, um processo estocastico é uma sequéncia de varia-

veis aleatdrias [10, Capitulo 9].
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APENDICE B - BACKPROPAGATION

O backpropagation é uma maneira de calcular as derivadas par-
ciais da funcao de perda em relagdao aos pesos e vieses do modelo.

Sejam W e b! as matrizes de pesos e os vetores de vieses, respec-
tivamente, associadas a cada camada intermediaria l € {1,..., L —1}.
Sejam W e b as matrizes de pesos e o vetor de vieses associadas &
camada de output. Entdao, dado o problema (3) na forma descrita no
Capitulo 6 (MSE para a funcao de perda e sigméides para as ativa-
goes), e seguindo por diferenciagio por cadeia, temos a seguinte forma

para as derivadas parciais dos pesos e vieses da camada de output:

ol; ; iy o\ O0Zn,
awmn - 2(fWL(I aak) - ym)a (Zm)aw;@n
= 2(fm (@', 0) = Yi)0 (Zm)ay;
= Smay;
aa::n = 2(fm(xia ek) - yin)al(gm)

= Sm;

em que [; é a fungdo descrita na se¢do 5.2.3, z,; é a m-ésima coorde-
nada da combinacdo afim do vetor de ativacdo a” € RPL da camada
imediatamente anterior; ou seja z = W'al + b.

E possivel mostrar que, para a camada intermedigria imediata-

mente anterior, as parciais assumem a forma

ot L L-1
o, 5L

7 m»
oL,
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_ , _
em que 6L = WTsoo (2L) com 2L = Wlal=1 4+ bl Aqui, ‘©’ denota
o produto coordenada a coordenada.

De maneira similar, as derivadas parciais para a l-ésima camada

intermediaria ficam

oL Lot
m = 0,0y, s
ov;
i 51 .
ab’fn m?

em que 8' = WL, 6" @ o' (2)).

Tal discussdo nos d4 uma forma conveninente para o calculo de
todas as parciais, reduzindo os computos a multiplicagdes de matrizes
por vetores.

A grosso modo, o procedimento funciona da seguinte maneira:
a cada iteragao, calculamos todas os vetores de ativagao da RNP -
um procedimento chamado de forward pass. Tal procedimento nos
d4 todas as quantidades necesséarias para calcular os vetores s e ¢
associados a cada camada (note que o =1- o). Assim, em posse
desses valores, voltamos calculando ‘de tras pra frente’ tais vetores
(por isso o nome backpropagation).

Por fim, tendo uma férmula fechada para todas as derivadas
parciais, somos capazes de calcular V/{; e atualizar o iterado atual
como descrito na secao 5.2.3.

Para uma exposi¢cdo mais detalhada, encorajamos o leitor a

olhar mais em [4, Capitulo 11], e principalmente [9, Capitulo 2].
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