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RESUMO

A analise do sinal de eletroencefalograma (EEG) pode ser uma importante
ferramenta de auxilio a comprovacéo clinica do diagnostico de epilepsia.
Esta analise € uma verificacdo visual criteriosa de registros de EEG na
busca por uma atividade eletrografica especifica denominada descarga ou
padrdo epileptiformes. Essa atividade, quando encontrada com determinada
frequéncia, pode corroborar o diagndstico de epilepsia. No entanto, como os
registros analisados normalmente sdo resultado de longos periodos de
monitoramento, a analise do EEG pode ser um processo demorado.
Diversos estudos propuseram metodologias ou sistemas para automatizar
este tipo de analise, mas apesar dos esforcos e relativo sucesso ainda ndo
existe um algoritmo ou sistema para este reconhecimento automético que
seja amplamente difundido no ambiente clinico, possua um desempenho de
acordo com as necessidades dos especialistas na area e, do ponto de vista
técnico, ndo possua restricdo quanto aos dados de entrada. Desta forma,
com o intuito de contribuir para o estudo do reconhecimento automatico de
padrbes epileptiformes o presente trabalho descreve uma proposta de
metodologia baseada em analise morfoldgica e inspirada no comportamento
dos especialistas humanos. A analise morfoldgica é realizada utilizando um
conjunto de descritores morfologicos extraidos de sinais de EEG
processados digitalmente. A avaliagdo da metodologia € realizada utilizando
um grupo de classificadores computacionais e diferentes bases de dados de
EEG. O desempenho da metodologia é analisado por métricas consolidadas
na literatura e por uma comparagdo pareada com o desempenho de
sensibilidade, especificidade e concordancia de quatro neurofisiologistas
clinicos. Resultados obtidos mostraram que o classificador que apresentou o
melhor desempenho geral foi uma rede neural combinada com a Analise de
Componentes Principais. A sensibilidade e a especificidade média atingida
por essa rede foram, respectivamente 58,6 e 87,2%. A eficiéncia média
obtida pela rede nas bases de dados foi de 89%. E a concordancia dessa rede
com o0s quatro especialistas foi de 45,7%. Os resultados obtidos para a
especificidade mostraram-se satisfatorios, uma vez que os valores médios
obtidos foram compativeis aqueles dos especialistas. Apesar da
sensibilidade e da concordancia com os especialistas terem apresentado
valores baixos, pode-se considerar que a metodologia proposta apresenta
resultados promissores considerando a quantidade e natureza dos testes
realizados.

Palavras-chave: eletroencefalograma, padrdo epileptiforme, descritores
morfologicos, processamento digital de sinais, reconhecimento de padrdes.






ABSTRACT

The analysis of the EEG signal (EEG) can be an important support tool to
the clinical confirmation of the diagnosis of epilepsy. This analysis is a
thorough visual inspection of EEG recordings in the search for a specific
electrographic activity called epileptiform pattern or discharge. This
activity, when found with a certain frequency, can corroborate the diagnosis
of epilepsy. However, as the analyzed recordings are usually the result of
long term monitoring, the EEG analysis can be a time consuming process.
Several studies have proposed methodologies and/or systems to automate
this type of analysis however despite the efforts and relative success, there
is still no solution for the automatic recognition that is widely disseminated
in the clinical environment, has a performance according to the needs of
specialists in the field and, from a technical point of view has no restriction
about the input data. Thus, in order to contribute to the study of automatic
recognition of epileptiform patterns this work describes a methodology
proposal based on morphological analysis and inspired by the behavior of
human experts. The morphological analysis is performed using a set of
morphological descriptors extracted from digitally processed EEG signals.
The evaluation of the methodology is performed using a group of
computational classifiers and different EEG databases. The methodology’s
performance is analyzed by metrics consolidated in the literature and by a
pairwise comparison of the sensitivity, specificity and agreement of four
clinical neurophysiologists. Obtained results show that the classifier that
presented the best overall performance was a neural network combined with
the Principal Component Analysis. The average sensitivity and specificity
achieved by this network were respectively 58.6 and 87.2%. The network’s
average efficiency obtained in the databases was 89%. And the agreement
of the network with four experts was 45.7%. The results for specificity were
satisfactory, since the average values obtained were consistent to those of
the experts. Despite the low values of sensitivity and agreement with the
experts presented by the classifiers, it can be considered that the proposed
methodology shows promising results considering the amount and nature of
the tests performed in this work.

Keywords: electroencephalogram, epileptiform pattern, morphological
descriptors, digital signal processing, pattern recognition.
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1 INTRODUCAO

A Epilepsia é uma condicdo cronica, ou um grupo de doengas, de
alta prevaléncia, ainda pouco explicada pela ciéncia e cujo diagndstico
ainda é predominantemente clinico (MORMANN et al., 2007). Apesar
dos neurologistas poderem realizar o diagndstico de epilepsia atraves da
anamnese, a andlise do eletroencefalograma (EEG) é uma importante
ferramenta que pode ser utilizada para a confirmacdo clinica do
diagndstico, auxilio na definicdo do tipo de sindrome, apoio no
planejamento de terapia medicamentosa e auxilio na decisdo sobre a
viabilidade cirdrgica (ASKAMP; VAN PUTTEN, 2014; FERNANDEZ-
TORRE, 2010; SANEI; CHAMBERS, 2007).

A confirmagéo clinica do diagndstico da epilepsia é realizada por
uma criteriosa andlise visual dos registros de EEG obtidos de um
individuo com suspeita de possuir esta doenga. Esta andlise é realizada
por um especialista na area com a finalidade de encontrar padrdes
especificos na atividade eletroencefalografica registrada. Estes padrdes
sdo denominados padrdes epileptiformes (PILLAI; SPERLING, 2006).

De acordo com a literatura, os padrfes epileptiformes sdo sinais
eletrograficos caracteristicos com amplitude em torno de 200 uV e
duragdo entre 20 e 200ms. Estes padrbes normalmente, séo
morfologicamente caracterizados por um pico (espicula ou onda aguda)
imediatamente seguidos por atividade de baixa frequéncia (onda lenta).
Quando os padrdes epileptiformes sdo encontrados nos registros de EEG
com determinada frequéncia eles podem indicar clinicamente que o
individuo possui epilepsia (SCHOMER; SILVA, 2011).

Os registros analisados na investigacdo da epilepsia geralmente
sdo resultados de longos periodos de monitoramento do individuo. Desta
forma, a analise dos registros pode ser um processo demorado e
desgastante para o especialista. Comumente, este tipo de anlise requer
do especialista a verificagdo criteriosa de registros de, no minimo, 24
horas de EEG obtidos a partir de 24 a 64 canais’ simultaneos e que,
geralmente, sdo apresentados em telas de 10 a 15 segundos
(AMERICAN CLINICAL NEUROPHYSIOLOGY SOCIETY, 2008;
PILLAI; SPERLING, 2006). Em outras palavras, 0 processo exige que,
para algumas horas de registro, o especialista analise visualmente
milhares de telas nas quais é preciso reconhecer padrdes de atividade

! canal pelo qual os potenciais elétricos provenientes dos neurdnios sio obtidos pela
utilizagdo de um equipamento de aquisigdo de sinal eletrofisioldgico.
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gue possuem amplitude de alguns microvolts e, no maximo, 200 ms de
duracéo.

Por exemplo, considerando a revisdo de um registro de EEG de
longa durag&o obtido com as configuragfes minimas exigidas (24 canais
e 24 horas continuas de registro) e analisado utilizando telas de 10
segundos ter-se-ia 8.640 telas para analise ou 576 horas de sinal
continuo (24 h - 24 canais = 576 h). Porém, considerando que o tempo
médio de monitoramento é de sete dias chega-se a um valor de 60.480
telas de EEG que sdo analisadas pelo especialista para cada individuo.
Este monitoramento demanda muito tempo além de ser uma tarefa
cansativa e suscetivel a interpretacGes errdneas se ndo realizada com
méaxima atenc&o.

No estudo de Wilson et al. (1996) os especialistas participantes
relataram ter gasto em média 60 horas para realizar a marcacdo dos
primeiros 50 padrdes epileptiformes encontrados em cada um dos
50 registros de EEG de curta duracdo analisados no estudo. O grande
tempo despendido para realizar uma analise meticulosa, que requer do
revisor um alto nivel de atencdo, pode ser uma das razdes pela qual a
grande parte dos centros de andlise ndo identificam todos os padrfes
epileptiformes presentes nos registros. Mas realizam a marcagdo de um
subconjunto representativo das morfologias e das origens observadas
(WILSON et al., 2003).

Nas Ultimas décadas, inUmeros estudos propuseram metodologias
ou algoritmos para automatizar este tipo de analise e facilitar o trabalho
dos especialistas, reduzindo o tempo necessario para realizar a revisao
desses registros, além de aumentar a confiabilidade do processo. No
entanto, apesar dos esforcos e relativo sucesso de alguns trabalhos, ainda
ndao foi consolidada uma metodologia ou algoritmo para esse
reconhecimento automatico que demonstre desempenho adequado as
necessidades dos especialistas da area (ASKAMP; VAN PUTTEN,
2014; HALFORD et al., 2013; HARNER, 2009; SCHOMER; SILVA,
2011).

Os trabalhos existentes tém seu desempenho prejudicado,
fundamentalmente, porque grande parte ndo passou por um pProcesso
adequado de validagdo estatistica ou entdo apresentaram algumas
limitagBes vinculadas a metodologia empregada, que dificultam, e por
vezes até impossibilitam a sua aplicacdo em registros de EEG diferentes
daqueles utilizados durante o desenvolvimento metodoldgico
(HALFORD, 2009; WILSON; EMERSON, 2002). Um dos motivos
para a resisténcia a aplicacdo dos processos automatizados no ambiente
clinico pode ser a insuficiéncia de testes das metodologias formuladas,
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uma vez que os trabalhos desenvolvidos e publicados, apesar de
demonstrarem resultados relativamente bons, s&o realizados testes
utilizando constantemente bases de dados muito restritas (ASKAMP;
VAN PUTTEN, 2014; GUERRERO-MOSQUERA; TRIGUEROS;
NAVIA-VAZQUEZ, 2012; WILSON; EMERSON, 2002). As bases de
dados usadas nos estudos descritos na literatura sdo pequenas quando
comparadas com a quantidade de registros de EEG analisados pelos
especialistas durante seu treinamento. E ainda, a avaliacdo realizada
para que os especialistas sejam considerados aptos a analisar registros de
EEG sem supervisdo é muito mais rigorosa do que os testes realizados
com os sistemas automatizados.

Outro aspecto negativo relativo ao desempenho de sistemas ou
metodologias de revisdo automatica de EEG é devido a elevada
ocorréncia de resultados equivocados (falsos positivos) que,
consequentemente, remetem a baixos valores de especificidade da
classificacdo dos padrdes. Além disso, a baixa especificidade implica
em pouca, ou até mesmo nenhuma, economia efetiva de tempo, pois a
marcagdo realizada de forma automatizada precisa ser revisada pelo
especialista com a finalidade de eliminar os falsos positivos que podem
prejudicar a andlise clinica (ANDERSON; DOOLITTLE, 2010;
HALFORD et al., 2013; HARNER, 2009; LODDER; VAN PUTTEN,
2014; WILSON; EMERSON, 2002).

Por outro lado, alguns estudos mostraram que o0 grau de
concordancia no processo de revisdo dos registros de EEG, entre
diferentes especialistas, também pode ser considerado baixo, na faixa de
50% a 80%. Este fato pode ocorrer por varios motivos, com destaque
para a fadiga do profissional que a realiza, pois o0 processo de andlise €
extenuante. Contribui, ainda, diferentes niveis de experiéncia ou tipo de
treinamento dos especialistas envolvidos ou, ainda, a falta de tempo
disponivel para a realizacdo do processo de revisdo (ANDERSON;
DOOLITTLE, 2010; BARKMEIER et al., 2012; DUMPELMANN;
ELGER, 1999; HALFORD et al., 2013; SCHOMER; SILVA, 2011,
WILSON et al., 1996).

Além dos motivos citados anteriormente, a falta de concordancia
entre 0s especialistas pode ocorrer também em funcdo da alta
variabilidade do sinal de EEG tanto entre individuos diferentes, quanto
no mesmo individuo quando este se encontra em diferentes estados
comportamentais e de consciéncia (SHIBASAKI et al., 2014).

Associada a baixa concordancia entre os especialistas, a alta
variabilidade do sinal de EEG e as variagbes morfoldgicas dos padrdes
epileptiformes resultam na auséncia de um “padrdo-ouro” que possa ser
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utilizado no desenvolvimento, avaliacdo e validagdo das metodologias e
dos processos de revisdo automatizada (ASKAMP; VAN PUTTEN,
2014; GRANT et al., 2014).

Outra dificuldade encontrada no desenvolvimento da
automatizacdo do processo de revisdo dos registros de EEG € a
inexisténcia de limites minimos para o desempenho do processo
automatizado para que este seja clinicamente aceito.

Assim, a probleméatica inerente ao desenvolvimento e
implementacdo das metodologias para o processamento automatico dos
sinais de EEG e a posterior classificagdo de padrdes eletrogréficos
requer estudos mais aprofundados, no sentido de superar as limitagdes
encontradas, motivou a elaboragéo deste trabalho.

Além disso, a identificacdo automatica dos padrBes
epileptiformes e a analise morfoldgica dos paroxismos podem ser
aplicadas em estudos relacionados & determinagdo de um prognostico
cirdrgico (KRENDL; LURGER; BAUMGARTNER, 2008), na
determinacdo da severidade das crises epilépticas (SELVITELLI et al.,
2010), na analise da correlacdo entre a frequéncia dos paroxismos e
disfungdes cognitivas (NICOLAI; KASTELEIIN-NOLST TRENITE,
2011; RODIN et al., 2009), na anlise da frequéncia de paroxismos em
individuos sem historico de crises epilépticas (SO, 2010) e em
investigacdo da epilepsia (HARNER, 2009; LODDER; VAN PUTTEN,
2014; MILLER; GOTMAN, 2008; SCHOMER; SILVA, 2011).

Desta forma, justifica-se a realizacdo de novos estudos, como o
proposto neste trabalho, devido a necessidade de identificar uma
metodologia que auxilie no processo de revisao dos registros de EEG de
longa duragdo e que possibilite que as deficiéncias e as limitagdes
apresentadas por métodos existentes sejam superadas e atinjam um
desempenho aceitavel para sua implementacdo e a sua utilizacdo em um
ambiente clinico.
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1.1 OBJETIVOS
O presente trabalho norteia-se pelos seguintes objetivos.
1.1.1 Objetivo geral

Contribuir para o reconhecimento automatico de padrdes
epileptiformes em sinais de eletroencefalograma através do
desenvolvimento e avaliacdo de uma metodologia baseada em anélise
morfoldgica.

1.1.2 Objetivos especificos

e Determinar as bases de dados de registros de EEG que serao
utilizadas;

e Definir o conjunto de caracteristicas morfolégicas da
metodologia proposta;

e Desenvolver um algoritmo para a extracdo automatica do
conjunto de caracteristicas;

e Definir as técnicas de Processamento Digital de Sinais
aplicadas na metodologia proposta;

e Definir os classificadores computacionais utilizados nos
testes da metodologia proposta;

e Determinar as métricas para a avaliacdo do desempenho dos
classificadores.






2 PESQUISA BIBLIOGRAFICA

Esse capitulo aborda os principais conceitos que fornecem
sustentacdo a este trabalho. Esses conceitos permitem fundamentar a
metodologia proposta nesta tese.

2.1 SINAL DE ELETROENCEFALOGRAFIA E A EPILEPSIA

O primeiro registro de atividade cerebral na forma de sinais
elétricos foi realizado em 1875 pelo cientista inglés Richard Caton
utilizando um galvanémetro e inserindo dois eletrodos sob o escalpo de
um individuo. Desde entdo, o eletroencefalograma (EEG) tem sido
usado para denotar a atividade neural elétrica do cérebro (Sanei e
Chambers, 2007).

A aquisicdo do sinal de EEG pode ser realizada introduzindo
eletrodos no interior do tecido cerebral (registro de profundidade),
posicionando eletrodos diretamente na superficie exposta do cortex
cerebral (Eletrocorticograma — ECoG) ou posicionando eletrodos, de
forma ndo invasiva, na superficie do couro cabeludo
(Eletroencefalograma de superficie — SEEG).

De acordo com algumas indicacdes da Federagdo Internacional de
Neurofisiologia Clinica (DEUSCH; EISEN, 1999) e diretrizes da
Sociedade Americana de Neurofisiologia Clinica (AMERICAN
CLINICAL NEUROPHYSIOLOGY SOCIETY, 2006a, 2006b, 2006c,
2008), o EEG superficial é o mais indicado para a realizacdo da
aquisicdo tanto do EEG de rotina, que é um registro ambulatorial com
duracdo média de 20 minutos, como do EEG de longo periodo, que
consiste em um registro normalmente adquirido quando o individuo
encontra-se em observacdo de, no minimo, 24 horas para confirmacéao
clinica de diagnéstico de epilepsia (PANAYIOTOPOULOS, 2010).

Outras importantes recomendagdes realizadas referem-se a
utilizacdo de no minimo 21 eletrodos para a aquisicéo registros de EEG
de rotina e 24 ou 32 eletrodos para a aquisicdo de registros de longo
periodo. Em ambos os casos ¢ indicado que os eletrodos sejam dispostos
de acordo com o sistema 10/20, ilustrado na Figura 1, e que a montagem
utilizada na aquisicao dos registros deve ser do tipo referencial. Este tipo
de montagem, ilustrada na Figura 2, é indicada para a aquisi¢do desses
registros, pois o processo de aquisicdo dos potenciais elétricos de cada
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um dos eletrodos é realizado em relacdo a um mesmo ponto referencial.
Desta forma, permite-se que os registros possam ser visualizados
posteriormente em diferentes tipos de montagem como, por exemplo, a
montagem bipolar, também ilustrada na Figura 2, na qual o potencial
elétrico do sinal adquirido é resultado da diferenca de potencial entre
pares de eletrodos.

Figura 1 — Sistema 10/20 para o posicionamento de eletrodos.
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Fonte: Adaptado de Malmivuo e Plonsey (1995).

Figura 2 — Diferencas do sinal de EEG quando em (A) montagem bipolar e (B)
unipolar ou referencial.

>
Tempo Tempo
Fonte: Adaptado de Malmivuo e Plonsey (1995).

O EEG superficial (de escalpo) em seres humanos, em relagéo as
suas caracteristicas, ocupa uma banda em frequéncia de 0 a 100 Hz e
uma faixa de amplitudes e 2 a 200 pV. No entanto, de forma geral, o
sinal concentra-se entre 0,5 e 60 Hz com amplitude média de 50 uV
(SCHOMER; SILVA, 2011).

Estas caracteristicas de amplitude e frequéncia do sinal sdo
influenciadas pela localizacdo em relacdo ao cortex cerebral a partir da
qual foi adquirido o registro, bem como da idade, do estado fisico (sono,
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vigilia, coma, e outros) e do estado comportamental (depressdo,
excitacdo, euforia, stress, entre outros) do individuo.

Além disso, o sinal também pode ser distorcido por interferéncias
originadas das mais diversas fontes como, por exemplo, dos potenciais
elétricos extra cerebrais do préprio paciente, dos eletrodos e do sistema
de aquisicdo do sinal e de interferéncias eletromagnéticas externas. Isto
significa que os registros podem apresentar variabilidade entre os
individuos sob circunstancias idénticas e também apresentar variaces
em um mesmo individuo ao logo do tempo. Isso contribui para dificultar
muito uma possivel modelagem matematica dos padrdes eletrograficos
comumente presentes no EEG.

Por outro lado, estes padrdes possuem uma relativa regularidade
em frequéncia, morfologia e amplitude, ou seja, 0 espectro de
frequéncias do EEG é normalmente subdividido em faixas de frequéncia
gue podem estar relacionadas a diversos estados fisicos e
comportamentais. De acordo com Sanei e Chambers (2007), esses
padrdes sdo:

e Banda Alfa (a) — 8 a 13 Hz — Ritmo comum em pacientes
normais e mais facilmente observavel no individuo
acordado, relaxado e com os olhos fechados;

e Banda Beta () — 13 a 22 Hz — Ritmo comum em pacientes
adultos normais, durante o estado de vigilia. Dominante na
regido pré-central do cérebro, mas aparecendo também em
outras regibes cerebrais;

e Banda Teta (0) — 4 a 8 Hz — Ritmo frequente em criangas,
nas regides central e temporal. Tipico de estagios iniciais do
sono. Alguns transientes de componentes deste ritmo tém
sido encontrados em pacientes adultos normais;

e Banda Delta (6) — 0,5 a 4 Hz — Ritmo comum em criancas,
principalmente em recém-nascidos, em estado de sono
profundo. Pode-se ressaltar que a presenca desta onda em
adultos sob estado de alerta pode indicar anormalidades.

O registro de EEG é usado, entre outros, no monitoramento do
estado de vigilia, coma e morte encefalica, na localizacdo de areas
danificadas ap6s traumatismo craniano, em acidente vascular cerebral e
tumor, na realizacdo de testes de vias aferentes, no monitoramento da
profundidade anestésica, em investigacdo da fisiologia e dos distlrbios
do sono e na investigacdo de epilepsia e localizagdo do foco das crises
epilépticas (SANEI; CHAMBERS, 2007).
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Dentre todas essas aplicagcbes, a investigacdo da epilepsia
representa uma das principais possiveis aplicacdes finais da metodologia
proposta nesse trabalho, razdo pela qual é selecionada como campo de
aplicacdo nessa tese.

A epilepsia € uma doenca caracterizada por uma persistente
predisposicdo a gerar crises epilépticas e pelas consequéncias
neurobioldgicas, cognitivas, psicolégicas e sociais desta condicdo
(FISHER et al., 2005). A definicdo de epilepsia requer a ocorréncia de
pelo menos uma crise epiléptica, ou seja, uma ocorréncia transitoria de
sinais ou sintomas devidos & atividade anormal excessiva ou sincrona de
neurdnios no cérebro com ou sem fatores desencadeantes conhecidos
(BERG, 2010).

Apesar dos neurologistas poderem realizar um diagndéstico de
epilepsia pela anamnese, a analise do sinal de EEG é uma ferramenta
comumente utilizada e importante que pode ser usada para a
confirmacao clinica do diagnostico, no auxilio para a defini¢do do tipo
de sindrome epiléptica, para fornecer informacdo necessaria ao
planejamento da terapia medicamentosa e, ainda, para auxiliar a tomada
de decisdo sobre viabilidade de intervencéo cirdrgica (ASKAMP; VAN
PUTTEN, 2014; FERNANDEZ-TORRE, 2010; SANEI; CHAMBERS,
2007).

A ocorréncia de certas manifestacbes eletrograficas no sinal de
EEG, denominadas padrdes epileptiformes, € um forte indicador da
presenca desta patologia. Um padrdo epileptiforme, cujas diferentes
morfologias e denominacBes sdo apresentadas na Figura 3, tem suas
caracteristicas morfologicas basicas relacionadas a sua amplitude e
duragdo. As espiculas possuem uma duracdo de 20 a 70 ms, enquanto
gue uma onda aguda possui duracéo de 70 a 200 ms, mas como ambas
podem ser um padrdo epileptiforme, uma distin¢do entre elas ndo tem
aplicacdo do ponto de vista clinico na deteccdo automatica de padrdes.
Por isso, considera-se que a duragdo de um paroxismo pode variar de 20
a 200 ms. Os valores das amplitudes de ambas (espiculas e ondas
agudas) sdo variados, porém, considerando os padrdes epileptiformes, o
valor da amplitude (em modulo) geralmente encontra-se entre 20 uV e
200 uV (SCHOMER; SILVA, 2011).



31

Figura 3 — Morfologia e respectiva denominagdo dos padrdes epileptiformes
mais encontrados em registros de EEG.

e

Ponta ou espicula Polipontas ou Onda aguda
poliespiculas

ALl

Complexo espicula- Polipontas-onda lenta ou Complexo onda
onda lenta poliespicula-onda lenta aguda-onda lenta
Fonte: Montenegro et al. (2012).

Um especialista na leitura de registros de EEG, denominado
eletroencefalografista, emprega tempo consideravel para analisar cada
registro, especialmente quando eles sdo adquiridos por longos periodos
de tempo (mais de 24 horas) e utilizando muitos canais, entre
24 e 128 canais simultaneos (HARNER, 2009; PILLAI; SPERLING,
2006). Por exemplo, considerando a revisdo de um registro de EEG de
monitoramento continuo de um individuo por trés dias completos
(72 horas) usando telas de 15 segundos ter-se-ia 17.280 telas para
andlise, o que demanda tempo, além de ser uma tarefa cansativa e
suscetivel a interpretacdes incompletas se ndo realizada com a maxima
atencdo. Estudos que avaliaram e analisaram a concordéncia entre 0s
especialistas na tarefa de revisdo de registros de EEG para a
identificacdo de padrdes epileptiformes indicam que o tempo
despendido para a revisdo de cada hora de registro pode ser no melhor
caso, de 40 minutos (NONCLERCQ et al., 2012) ou variar entre
3,6 e 10 horas (HALFORD, 2009; WILSON et al., 1996), dependendo
do nivel de exigéncia empregado na identificacdo dos padrdes.

2.2 DETECCAO AUTOMATICA DE PADROES EPILEPTIFORMES

Nas Ultimas décadas, estudos propuseram metodologias ou
sistemas automatizados, na tentativa de facilitar a tarefa de reviséo dos
registros de EEG. De forma geral, o funcionamento das metodologias e
algoritmos desenvolvidos pode ser dividido em duas etapas: analise
digital e classificacdo do sinal de EEG. Quanto a etapa de analise do
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sinal, os métodos utilizados podem ser divididos em duas grandes
classes, ilustradas na Figura 4:
e métodos que utilizam segmentos dos sinais de EEG, com ou
sem processamento digital adicional;
e métodos que utilizam caracteristicas dos sinais de EEG.

Figura 4 — Classificacdo dos métodos de deteccdo automatica de paroxismos.

Caracteristicas do sinal
> (andlise mimética
morfolégica ou contextual)

Y
Registro de EEG Classificagdo
(aplicagdo de regras,
limiares ou tipos de
classificadores)

A

Segmentos de sinal
> sem ou com
processamento digital

Fonte: proprio autor.

Os métodos que utilizam segmentos do sinal de EEG funcionam,
basicamente, aplicando o sinal de EEG diretamente a etapa de
classificacdo. Os sinais podem ser utilizados da mesma forma como
foram adquiridos (WEBBER et al., 1994) ou ap0s terem passado por
alguma técnica de processamento digital mais especifico. Os principais
tipos de processamento digital utilizado nesses métodos sdo a
Transformada Wavelet, a Analise de Componentes Independentes, 0s
filtros morfoldgicos, os modelos paramétricos e o Template Matching.

O processamento com a Transformada Wavelet (TW) é utilizado
para isolar componentes de frequéncia no sinal com uma melhor
resolucdo temporal. Além disso, os diferentes tipos de funcdo Wavelet e
a quantidade de escalas que sdo utilizados na analise permitem que
sejam realgadas diferentes caracteristicas dos padrbes presentes no sinal
de EEG (ARGOUD et al., 2006; INDIRADEVI et al., 2008;
SCOLARO, 2014).

A Anélise de Componentes Independentes (ICA) realiza a
separacdo das diferentes formas de onda presentes no sinal de acordo
com a sua fonte. Esta analise é muito empregada para a eliminacdo de
artefatos ruidosos, uma vez que o sinal resultante é composto apenas
pelos padroes de interesse. E utilizada também para aplicacdes de
localizacdo do foco das descargas epileptiformes (DE LUCIA et al.,
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2008; OSSADTCHI et al., 2004). Quando a TW e a ICA sdo utilizadas,
a maioria dos métodos aplica os resultados do processamento, ou seja, 0
sinal de EEG, a ferramentas de inteligéncia computacional para que seja
realizada a classificagdo dos padroes.

Os modelos paramétricos, em sua maioria modelos auto-
regressivos, e os filtros morfoldgicos sdo utilizados para destacar os
padrdes epileptiformes e atenuar a quase zero as demais formas de onda
presentes. Nesses casos, a identificacdo dos padrbes epileptiformes é
realizada utilizando um limiar que, se for ultrapassado, indica a presenca
de um padréo epileptiforme (FLANAGAN et al., 2003; LIU; ZHANG;
YANG, 2002; OIKONOMOU; TZALLAS; FOTIADIS, 2007; XU et
al., 2007).

O método denominado Template Matching funciona através da
sele¢do de um modelo de forma de onda para o padréo epileptiforme que
é utilizado como um gabarito para a classificagdo dos padrdes presentes
no sinal analisado (EL-GOHARY; MCNAMES; ELSAS, 2008;
LARSSON; WILSON; EEG-OLOFSSON, 2009; LODDER; ASKAMP;
VAN PUTTEN, 2013; LODDER; VAN PUTTEN, 2014;
NONCLERCQ et al., 2009). A escolha desse modelo de padréo pode ser
realizada pela simples promediacdo das varias formas de onda dos
padrdes epileptiformes ou 0 modelo pode ser obtido utilizando técnicas
mais avangadas como, por exemplo, a Transformada Wavelet.

Os métodos que utilizam as caracteristicas dos sinais de EEG sdo
aqueles que extraem informagfes do sinal de EEG e utilizam esse
conjunto de informagdes, normalmente valores numéricos, para a
classificacdo dos padrdes presentes no sinal. Segundo Tzallas et al.
(2012), as caracteristicas extraidas, que neste trabalho s&o denominados
descritores, podem ser: morfoldgicas ou contextuais.

Os descritores morfol6gicos sdo valores numéricos referentes a
morfologia do sinal como, por exemplo, amplitude, duracdo e angulacéo
dos picos. O estudo de Gotman e Gloor (1976) é considerado um dos
pioneiros na utilizacdo desses descritores que sdo obtidos, inicialmente,
pela decomposi¢do do sinal em segmentos e sequéncias para, entdo
serem calculados os valores de amplitude, duracdo e inclinagéo entre os
pontos referenciais determinados pela decomposicdo inicial. Esses
pontos referencias sdo ilustrados na Figura5. O conjunto gerado é
formado pelos seguintes descritores:

e duracdo do intervalo entre os pontos A e C;

¢ duracdo do intervalo entre os pontos C e D;

¢ diferenca de amplitude entre os pontos A e C;
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o diferenca de amplitude entre os pontos C e D;
e inclinagdo do segmento de reta B-C;
e inclinagdo do segmento de reta C-D.

Figura 5 — Pontos referenciais utilizados para o calculo dos descritores de
Gotman (1980), com base em um exemplo de uma espicula e uma onda aguda.
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Fonte: proprio autor.

Uma série de métodos de deteccdo automatica de eventos
epileptiformes, como os utilizados por Guedes de Oliveira, Queiroz e
Lopes da Silva (1983), Webber et al. (1994), Walczak e Nowack (2001),
Acir et al. (2005), Tzallas et al. (2006), Kutlu, Kuntalp e Kuntalp (2009)
e Shibasaki et al. (2014), foram desenvolvidos com base nos seis
descritores de Gotman e Gloor (1976), ou ainda, adicionando alguns
outros descritores morfolégicos derivados deles.

Além dos descritores referentes as caracteristicas morfolégicas,
outro tipo de descritor também muito empregado é o chamado descritor
contextual. Este tipo de descritor representa caracteristicas referentes ao
contexto do sinal em analise como, por exemplo, o valor da variancia, o
valor da entropia, a localizacdo no tempo e a identificacdo do canal onde
ocorreu o padrao, os coeficientes extraidos da Transformada Wavelet, as
informac®es sobre a densidade do espectro de frequéncia e a quantidade
de cruzamentos pela linha de base (HALFORD et al., 2013; PEREIRA,
2003; SOVIERZOSKI, 2009; UBEY'LI, 2009).

Os métodos de deteccdo automatica de padrdes epileptiformes
podem empregar conjuntos de descritores morfolégicos, contextuais ou
ainda um conjunto hibrido mesclando os dois tipos. No entanto, um
ponto em comum entre todos esses métodos que utilizam descritores é a
aplicacdo de métodos estatisticos de analise multivariada ou ferramentas
de inteligéncia artificial para realizar a classificacdo dos padrdes.
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2.3 CLASSIFICADORES COMPUTACIONAIS

Uma etapa importante de qualquer sistema de identificacdo
automatica de padrdes é a sua classificacdo, comumente representada
por um conjunto de regras, algum método estatistico ou uma ferramenta
de Inteligéncia Artificial.

Alguns dos métodos e ferramentas mais aplicados em processos
de automatizacédo de processos de auxilio ao diagndstico séo os Sistemas
Especialistas, as Maquinas de Vetores de Suporte, a Andlise de Fatores,
a Analise de Discriminantes, a Analise de Componentes Principais e as
Redes Neurais Artificiais.

2.3.1 Redes Neurais Artificiais

As Redes Neurais Artificiais (RNA) sdo uma ferramenta de
Inteligéncia Artificial (ou Computacional) de abordagem conexionista
gue procura imitar o discernimento humano, mas sem o estabelecimento
de alguma regra.

As redes neurais, de forma geral, sio um modelo matematico
inspirado na estrutura neural de organismos inteligentes que adquirem
conhecimento por experiéncia. Elas sdo compostas por diversas
unidades de processamento, denominadas neurdnios artificiais e
ilustradas na Figura 6, que se encontram conectadas entre si por
conexdes sindpticas.

Figura 6 — Modelo geral do neurdnio artificial.

Fonte: adaptado de Zurada (1992).

Ao longo dos anos foram desenvolvidos alguns modelos de
neurdnios, com respectivas regras de aprendizado. Alguns exemplos dos
mais comuns e populares sdo o McCulloch-Pitts, o Adaptive Linear
Neuron (ADALINE) e o Perceptron.
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A partir da definicdo da rede como uma associagao de neurdnios
em grupos denominados camadas, é preciso definir como todos esses
neurdnios sdo conectados e como eles se comportardo para que a rede
possa adquirir conhecimento.

Segundo Zurada (1992), de acordo com a associacdo dos seus
neurdnios, uma rede pode ser classificada em direta (feedforward) ou
recursiva (feedback). E, de acordo com a quantidade de camadas de
neurdnios, as redes podem ser de uma Unica camada (single layer) ou de
maltiplas camadas (multilayer).

Outra definicdo importante € 0 modo como a rede neural adquire
o0 conhecimento. Isso é determinado pelo tipo de treinamento da rede € a
regra de aprendizado aplicada. Os tipos de treinamento da rede,
ilustrados na Figura 7, sdo o supervisionado e o ndo supervisionado.

Figura 7 — Tipos de treinamento de redes neurais.

o [ entrada Rede . saida
= [x] adaptativa T oIy]
5 )
£
W
Y Distancia saida desejada
3 - <
| f(d) [d]
< r
S entrada Rede . saida
S 5 [x] adaptativa [¥]
s =
A
: L]
S

Fonte: adaptado de Zurada (1992).

O treinamento supervisionado € aquele no qual para cada padrdo
de entrada utilizado no treinamento é apresentada a rede a resposta
desejada correspondente a classe a qual pertence o padrdo apresentado.
O ftreinamento ndo supervisionado é aquele em que os padrdes de
treinamento séo apresentados sem indicacdo de um valor correspondente
para que a prépria rede se encarregue de agrupar os padrfes de entrada
em classes de acordo com a semelhanca de caracteristicas entre os
padrdes de entrada.
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As regras de aprendizagem utilizadas no treinamento das redes
indicam de que forma os pesos sinapticos das conexdes devem ter seus
valores modificados para que ao final do treinamento a rede tenha
obtido conhecimento suficiente para aprender a classificar corretamente
os padrdes de entrada utilizados no treinamento e também o0s novos
padrGes que sejam a ela apresentados. Existem vérias regras de
aprendizado como, por exemplo, a regra de Hebb, do Perceptron, de
Widrow-Hoff, Delta e Error Backpropagation que estdo descritas em
detalhe na literatura.

Considerando o contexto deste trabalho, no qual os sistemas e
algoritmos de automatizacdo de deteccdo de padrdes epileptiformes
normalmente utilizam métodos de Inteligéncia Artificial para realizar os
processos de classificacdo ou reconhecimento dos padrdes, as redes
neurais sdo uma ferramenta frequentemente utilizada (ADELI; GHOSH-
DASTIDAR; DADMEHR, 2010; BOOS et al., 2013; CASSON; LUNA,
RODRIGUEZ-VILLEGAS, 2009; CHAVAKULA et al., 2013).

2.3.2 Analise de Componentes Principais

A Andlise de Componentes Principais (PCA) é um método
estatistico que pode ser empregado com o objetivo de extrair novas
informacgGes acerca de um conjunto de dados especifico ou minimizar a
dimensdo de um conjunto de dados sem resultar em perda significativa
de informacdo (RAYKOV; MARCOULIDES, 2008).

No contexto deste trabalho, este método pode ser utilizado para,
entre outros, reduzir o volume de informag&o apresentado as ferramentas
de inteligéncia artificial empregadas na construgdo de sistemas de
deteccdo automatica (BOOS; AZEVEDO, 2012). Alguns exemplos das
aplicacdes de PCA neste contexto sdo os trabalhos relacionados na
sequéncia:

e Ghosh-Dastidar, Adeli e Dadmehr (2008), utilizaram a PCA

para, além da reducdo de dimensionalidade, realizar o
aprimoramento das nove caracteristicas baseadas na
Transformada Wavelet e na Teoria do Caos que séo
apresentadas a um classificador com a finalidade de
melhorar o desempenho deste classificador;

e Wang et al. (2010), aplicaram a PCA com o objetivo de

reduzir o tamanho dos sinais de EEG utilizados na pesquisa e
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também realizaram a extracdo de caracteristicas desses
sinais;

e Sezer, Isik e Saracoglu (2012), empregaram a PCA para
reduzir a dimensdo dos vetores de coeficientes da
Transformada Wavelet que, neste caso, foi utilizada para
extrair as caracteristicas dos sinais de EEG que
posteriormente serdo classificados;

e Subasi e Gursoy (2010), apresentaram uma comparacao
entre os classificadores, chamados Maquinas de Vetor
Suporte  (Support Vector Machines), utilizando a
Transformada Wavelet em combina¢do com a Anélise de
Discriminantes Linear (LDA), a Analise de Componentes
Independentes (ICA) e a Analise de Componentes Principais
(PCA) para a extracdo de caracteristicas e reducdo de
dimensionalidade dos  dados apresentados  aos
classificadores.

Em termos gerais, conforme Myatt e Johnson (2009), a Analise
de Componentes Principais € uma combinacdo linear de pesos das
variaveis originalmente observadas no problema em analise. A PCA
possibilita um melhor entendimento do conjunto de dados observados e
a reducdo do nimero de variaveis apresentadas.

A descricdo e 0 desenvolvimento matematico detalhado do
funcionamento e da obtencdo das componentes principais podem ser
observados em diversas bibliografias, como Bilodeau e Brenner (1999),
Hérdle e Simar (2007), Raykov e Marcoulides (2008). No entanto, a
sintese de como é utilizada a PCA pode ser exemplificada, de acordo
com a aplicacdo desejada nesse trabalho, nos seguintes termos:

e a partir de uma matriz de dados inicias “X” formada por “p”

descritores obtidos de “n” sinais de EEG e representada pela

Equacéo 1:
Y11 X1z X1p
X21  X22 X2
x= ", Wy (1)
Xn1 Xn2 e Xnp

e considera-se que o vetor aleatorio “x” apresentado na
Equacdo 2 representa o conjunto de varidveis selecionadas
para a analise:
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X = [xl, Xy, ...,xp] (2)

e calcula-se a matriz de covaridncia ou de correlacdo para
todas as variaveis;

¢ e desenvolvendo matematicamente a matriz de covariancia
ou correlagdo calculada obtém-se, como mostrado na
Equacdo 3, os autovalores “A” e autovetores “a” de “k”
componentes principais:

a, a3 Q2 Gip
g a a a
S a 21 Q22 2p
/1 = [2.1,/12,...,2.](] e a= '2 = : . : (3)
dy A1 gz - Ay

e 0S autovetores sdo vetores com 0s pesos das combinagdes
lineares utilizadas para calcular o valor das componentes
principais “y” e os autovalores sdo o valor da variancia de
cada componente, ou seja, indicam a representatividade de
cada componente principal calculada. A Equacdo 4

[3F 3]

representa o valor das componentes principais “y

Y1 = ax = aq1X1 + Aq12Xy + ... + alpxp
Y2 = aAX = d0dy1Xq + Ar0Xy + ... + aszp (4)
Ve = QX = QpiXpt QpaXo + o+ QrpXp

Neste exemplo descrito pelas Equacfes 1 a 4, apés realizar a PCA
em um determinado conjunto de variaveis, obtém-se um novo conjunto
de variaveis composto de “k” elementos. Estes elementos sdo as “k”
componentes principais, também denominadas fatores, cujo autovalor
“Ax” € o valor da variancia apresentada pelo fator “y,” e o somatorio
dos autovalores, representado por Y¥ ,;, € utilizado para indicar a
representatividade do conjunto obtido.

Em alguns casos, os valores dos pesos obtidos usando a PCA séo
muito semelhantes para todas as variaveis. Isso pode dificultar a
observacdo e a interpretacdo das componentes principais resultantes.
Para simplificar e facilitar a anlise, uma solu¢do muito utilizada ¢é a
rotacdo das componentes, que pode ser realizada de diferentes formas. O
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método chamado Varimax é o mais aplicado popularmente. Este método
maximiza o valor dos pesos de algumas variaveis enquanto minimiza, a
valores proximos de zero, 0s pesos das variaveis restantes. I1sso resulta
em componentes mais simplificadas e facilita a interpretagdo da
associacdo entre as variaveis.

2.3.3 Anédlise de Discriminantes Linear

A Andlise de Discriminantes (DA) é um método estatistico
multivariado comumente utilizado em aplicagdes onde se almeja a
classificacdo de uma observacao entre duas ou mais categorias, reducao
de dimensionalidade ou ainda a extracdo de informacdo acerca de um
conjunto de dados conhecido (MYATT; JOHNSON, 2009; RAYKOV;
MARCOULIDES, 2008).

Os exemplos de aplicacdo desta analise para a classificacdo sdo
os estudos de Chapman et al. (2007), Boostani, Sadatnezhad e Sabeti
(2009) e Romo Vézquez et al. (2012), onde a DA ¢ utilizada como
classificador para, respectivamente, o diagnostico precoce de Alzheimer,
o0 diagnéstico de Esquizofrenia e a identificacdo de padrdes ruidosos em
sinais de EEG. Na reducdo de dimensionalidade, a DA é empregada
para reduzir a quantidade de parametros necessarios para que um
classificador computacional possa realizar, por exemplo, o diagndstico
de Doenca Arterial Coronariana, o diagndstico de Diabetes ou a
detecgdo de crises epilépticas, conforme descrito nos estudos de Giri et
al. (2013), Calisir e Dogantekin (2011) e Subasi e Gursoy (2010). A
outra aplicacdo dessa andlise pode ser exemplificada pelo estudo de
Palaniappan (2006), que a emprega para extrair as caracteristicas do
sinal de EEG de individuos durante a simulacdo de atividades, com a
finalidade de que estas caracteristicas extraidas sejam posteriormente
utilizadas como identificadores biométricos de individuos em interfaces
homem-maquina (Brain Computer Interfaces).

No contexto desse trabalho, a Anéalise de Discriminantes é
utilizada para a classificacdo de padrbes em sinais de EEG e, como séo
analisadas duas classes de padrdes, o0 método estatistico denomina-se
Analise de Discriminantes Linear (LDA). O objetivo ao utilizar este
recurso é a geracdo de uma funcdo que separe linearmente as duas
classes de padrdes (HARDLE; SIMAR, 2007).

A LDA utiliza um conjunto de variaveis independentes, cujos
valores numéricos sao obtidos para um grupo de observagdes, ou casos,
sobre os quais & conhecida a classe categ6rica a qual pertencem.
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Segundo Hérdle e Simar (2007), as varidveis independentes em conjunto
com uma variavel dependente, que indica a classe a qual as observacdes
pertencem, sdo utilizadas na obtencdo de uma fungdo chamada Funcéo
Discriminante (FD), que além de classificar os dados analisados, pode
também ser utilizada como um preditor na classificacdo de novas
observagoes.

De forma geral, e conforme a Equagdo 5, essa funcédo
discriminante (FD) é apresentada na forma de uma combinacdo linear
das n variaveis independentes, representadas pela letra v, cada uma com
um peso correspondente, representado por w, cujo valor é obtido no
final da analise. Além disso, a funcdo possui uma constante,
representada por ¢, que pode ser ocultada da funcdo pelo processo de
normalizacdo da equacéo obtida.

FD=C+W1'U1+W2'172+W3'U3+...+Wn'vn (5)

A obtencdo da FD é realizada fundamentalmente com base nos
valores da variancia das classes e a quantidade de fungdes obtidas
depende da quantidade de classes analisadas (GARSON, 2012). Neste
caso, como sao analisadas apenas duas classes de padr@es, no final da
analise é obtida uma Unica funcg&o.

Um ponto interessante neste tipo de analise é que grande parte
dos softwares de andlise estatistica utilizada permitem que a funcéo seja
obtida pela analise das variaveis independentes em conjunto ou
gradualmente.

Quando analisadas em conjunto, as variaveis independentes sdo
testadas primeiro contra um referencial de tolerancia, cujo valor
normalmente € muito préximo de zero e as varidveis aprovadas no teste
sdo incluidas na fungdo (RAYKOV; MARCOULIDES, 2008). A analise
gradual das varidveis independentes é realizada pela da adi¢do e
remocdo das varidveis na FD de acordo com dois valores de referéncia
definidos no inicio da analise. Esses valores sdo correspondentes ao
resultado do Teste F utilizado para identificar o desempenho da FD a
cada etapa. E, para a grande maioria dos softwares utilizados para LDA
é permitida a escolha entre a utilizacdo do valor real (fi, e fo,) ou do
valor da significancia (pin € pou) do resultado deste Teste F.

Além disso, essa analise gradual pode ser realizada usando alguns
métodos distintos como, por exemplo, a variancia ndo explicada, a
distancia de Mahalanobis e o Lambda de Wilks. De acordo com Garson
(2012) e Maesschalck, Jouan-Rimbaud e Massart (2000), a distancia de
Mahalanobis é uma métrica utilizada para calcular a distancia entre o
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valor médio de duas distribuicdes, também chamado de centroide das
distribuicGes, ou entre um ponto e o centroide de uma distribuicdo.
Quando aplicado a LDA, este método torna-se interessante pois, por
definicdo, ele aceita a utilizagdo de varidveis independentes cuja
distribuicdo ndo € totalmente normal.

Assim, de forma geral, a obtencdo da funcdo discriminante de
modo gradual e utilizando a distancia de Mahalanobis ocorre da seguinte
maneira: a cada etapa da analise é adicionada a variavel independente
gue maximiza essa distancia entre os centroides da distribuicdo das
classes em andlise.

2.4 METRICAS DE ANALISE DE DESEMPENHO

A definicdo detalhada de todos os pardmetros que fazem parte da
metodologia de processamento dos dados e no classificador utilizado
para automatizar a identificacdo de padrdes epileptiformes em sinais de
EEG é de extrema importancia para possibilitar um bom funcionamento
do processo.

Do mesmo modo, a determinagdo das métricas utilizadas para a
avaliacdo do desempenho da classificacdo também é de extrema
importancia, pois algumas delas podem mascarar o real desempenho,
prejudicando a realizacdo de possiveis analises comparativas com outros
processos de classificagdo e dificultando a andlise da validagdo do
método desenvolvido (CASSON; LUNA; RODRIGUEZ-VILLEGAS,
2009).

Um dos métodos mais comuns e simples de analisar o resultado
de um classificador é a extracdo dos indices da chamada Tabela de
Contingéncia ou Teste Diagnéstico (MYATT; JOHNSON, 2009). A
denominag&o deste ultimo é utilizada na literatura da area da saude, uma
vez que os dados do classificador aplicados na tabela séo referentes ao
diagndstico de alguma patologia (VAN BELLE et al., 2004).

Pela insercdo dos dados esperados do classificador e dos dados
realmente obtidos do classificador, conforme ilustra a Figura 8, é
possivel a extracdo dos indices listados na sequencia, cujas definicdes
foram feitas conforme o contexto desse trabalho:

e Verdadeiro Positivo (VP), indica a quantidade de

identificacOes corretas de padrdes epileptiformes;

e Verdadeiro Negativo (VN), representa a quantidade de

identificacOes corretas de padrdes nao-epileptiformes;
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e Falso Positivo (FP), corresponde a quantidade de padrdes
ndo-epileptiformes identificados incorretamente como
epileptiformes;

e Falso Negativo (FN), representa a quantidade de padrdes
epileptiformes que foram identificados como néo-
epileptiformes.

Figura 8 — Tabela de Contingéncia de um classificador genérico.

RESPOSTA ESPERADA
+ —
+ Verdadeiro Positivo Falso Positivo
RESPOSTA | | (VP) (FP)
REAL _ Falso Negativo | Verdadeiro Negativo
(FN) (VN)

Fonte: proprio autor.

Segundo Myatt e Johnson (2009), partir destes indices, podem ser
calculados os valores da sensibilidade, da especificidade e da eficiéncia
do classificador. A sensibilidade, também chamada de taxa de
verdadeiros positivos, foi definida por Casson, Luna e Rodriguez-
Villegas (2009) como a probabilidade de um padrdo epileptiforme ser
identificado corretamente. A Equagao 6 define a sensibilidade.

VP

. __r 6
Sensibilidade VPTFN (6)

A especificidade ou taxa de verdadeiros negativos é definida
como a probabilidade de um padrdo nao-epileptiforme ser identificado
corretamente. Conforme a Equacdo 7, ela é calculada utilizando os
valores de verdadeiros negativos e falsos positivos.

Especificidade = —— )
specificidade = VN T FP

Segundo Myatt e Johnson (2009), a eficiéncia de um classificador
descrita na Equacéo 8 pode ser definida como a taxa de acertos, uma vez
gue ela é calculada com base na razdo entre o nimero de padrfes
classificados corretamente e o nimero total de padrfes analisados.
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I VP + VN ®
fictencia = & N T FP 4 FN

Outras duas importantes métricas de andlise do desempenho séo o
Valor Preditivo Positivo (VPP), que equivale a precisao do classificador,
e 0 Valor Preditivo Negativo (VPN). Esses valores preditivos sao
definidos, respectivamente, como a proporcao de padrdes epileptiformes
identificados corretamente e a proporcdo de padrbes nao-epileptiformes
identificados corretamente. Os valores de VPP e VPN sdo obtidos
utilizando as Equacdes 9 e 10, respectivamente.

vp
- 9
vpp VP + FP (9)
VN
_ 10
VPN TN EN (10)

2.5 ESTUDO COMPARATIVO

Em complementacdo a fundamentacdo tedrica apresentada nos
itens anteriores, esta se¢do apresenta um quadro comparativo de
metodologias e sistemas descritos na literatura do estado da arte no qual
se insere este trabalho.

Para sua elaboracéo foram selecionados, inicialmente, 32 estudos
sendo 30 deles publicados em periddicos internacionais indexados e dois
publicados em anais da conferéncia mundial do Institute of Electrical
and Electronics Engineers (IEEE) na &rea de Engenharia Biomédica.

Dentre os estudos analisados, 13 foram excluidos devido a
inexisténcia de informacdes técnicas necessarias a analise, como, por
exemplo, a base de dados utilizada, ou por ndo apresentarem resultados
gue pudessem ser comparados com os demais trabalhos, isto é, os
resultados foram apresentados apenas na forma grafica (GUEDES DE
OLIVEIRA; QUEIROZ; LOPES DA SILVA, 1983) ou porcentagem de
falsas deteccdes (GOTMAN; GLOOR, 1976).

Desta forma, as caracteristicas gerais dos 19 estudos analisados e
0s respectivos resultados sdo apresentados no Quadro 1. Destaca-se que
as células em branco no quadro correspondem a informagdo nao
disponibilizada no estudo.



Quadro 1 — Caracteristicas e desempenho de metodologias ou sistemas descritos na literatura sobre automatizagdo reconhecimento de padrdes epileptiformes.
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Estudo Esp® Base de dados FA® [Hz] | Montagem® | FPA® | FPB Metodologia Classificagdo® Sef Es’ Eff | vPPf

Webber et al. (1994) 1|10 EEGs (4min) 200 | bipolar 0,30 70 | descritores MLP 73,6%| 73,6%| 73,6%

Webber et al. (1994) 1|10 EEGs (4min) 200 | bipolar 0,30 70 | filtragem MLP 45, 7% | 45,7% | 45,7%

Wilson et al. (1999) 1|15 segmentos (222s) 256 | referencial 1,00 90 | descritores MMNN 89,9% | 99,5% 80,8%
Pereira (2003) 3| 45 segmentos (1s) 100 | bipolar 0,50 40 | sinal MLP 90,0% | 80,0%| 84,4% | 78,3%
Acir et al. (2005) 2|10 EEGs (19min 48s) 256 | referencial 1,00 70 | descritores RBF e SVM 89,1% 85,9%
Argoud et al. (2006) 3| 270 segmentos (15s) 100 | bipolar Wavelet MLP e SE 70,9% | 100,0%

Exarchos et al. (2006) 2|25 EEGs (15min) 256 | bipolar 1,60 70 | descritores conjunto de regras 86,1% | 91,8% 83,1%
Oikonomou; Tzallas; Fotiadis (2007) 1|13 segmentos (7min 30s) 256 | bipolar 1,60 70 | modelo AR aplicacéo de threshold | 85,3% 29,5%
De Lucia et al. (2008) 1|7 EEGs (17min 42s) 256 | referencial 0,50 70| ICA - 65,0% | 80,0%

Indiradevi et al. (2008) 2|20 EEGs 256 | referencial 0,50| 100 | Wavelet aplicagéo de threshold | 91,7%| 89,3%| 90,5% | 78,1%
Sovierzoski; Schwarz; Azevedo (2009) 1200 segmentos (1s) 100 | bipolar 0,50 40 | sinal MLP 859% | 87,1% 86,7%
Kutlu; Kuntalp; Kuntalp (2009) 2| 119 segmentos (160ms) 256 | referencial 1,00 70 | descritores MLP 90,8% | 94,9%

Sovierzoski (2009) 1200 segmentos (1s) 100 | bipolar 0,50 40 | descritores MLP 92,9% | 90,1% 90,2%
Ubeyli (2009) 500 segmentos (23,6s) 173,61 | referencial 0,53 40 | descritores MLP 95,5% | 96,5% | 96,3%

Scolaro; Boos; Azevedo (2011) 1285 segmentos (1s) 512 | referencial 0,50 40 | Wavelet MLP 97,1% | 94,6% | 96,1%
Barkmeier et al. (2012) 3|9 ECoGs (10min) 200 | referencial filtragem e descritores |aplicacdo de threshold | 50,1% 33,6%

Sezer; Isik; Saracoglu (2012) 200 segmentos (23,6s) 173,61 | referencial 0,53 40 | Wavelet MLP 92,9% | 100,0% | 96,5% | 100,0%
Chavakula et al., 2013) 2| 11 segmentos (6min 30s) 256 | referencial Wavelet e descritores | RNB 77,6%| 87,6%

Chavakula et al. (2013) 2 | 4 segmentos (5min) 256 | referencial Wavelet e descritores | RNB 43,0%| 89,0%

Chavakula et al. (2013) 2 | 11 segmentos (6min 30s) 256 | referencial Wavelet e descritores | SVM 69,6% | 95,7%

Chavakula et al. (2013) 2 | 4 segmentos (5min) 256 | referencial Wavelet e descritores | SVM 75,0%| 82,0%

Halford et al. (2013) 7 a 11 | 100 segmentos (30s) 256 | referencial 1,00 70 | descritores MLP e RNB 58,5% | 68,3%

Halford et al. (2013) 4 a 7100 segmentos (30s) 256 | referencial 1,00 70 | descritores MLP e RNB 60,1% | 66,5%

Halford et al. (2013) 6 ou 7 | 100 segmentos (30s) 256 | referencial 1,00 70 | descritores MLP e RNB 54,0%| 72,8%

Zhou et al. (2013) 7 | 100 segmentos (30s) 256 | referencial 1,00 70 | Wavelet e descritores | andlise de clusters 84,7% | 76,3%

Zhou et al. (2013) 7 | 100 segmentos (30s) 256 | referencial 1,00 70 | Wavelet e descritores | andlise de clusters 83,2% | 759%

Zhou et al. (2013) 7| 100 segmentos (30s) 256 | referencial 1,00 70 | Wavelet e descritores | andlise de clusters 85,6% | 75,6%

Zhou et al. (2013) 7| 100 segmentos (30s) 256 | referencial 1,00 70 | Wavelet e descritores | andlise de clusters 83,9% | 759%

Zhou et al. (2013) 7| 100 segmentos (30s) 256 | referencial 1,00 70 | Wavelet e descritores | andlise de clusters 81,1% | 74,8%

a

Quantidade de especialistas que realizaram a marcag&o dos registros de EEG utilizados.

b Valor da frequéncia de amostragem dos sinais de EEG utilizados.

Indicacéo o tipo de montagem de eletrodos utilizada para a aquisicéo do EEG.
Indicacéo da frequéncia de corte dos filtros passa-alta (FPA) e filtro passa-baixa (FPB) aplicados na aquisicéo do sinal de EEG.
Tipo de classificador utilizado na metodologia ou sistema: rede neural Perceptron Multicamadas (MLP), rede neural de base radial (RBF), support vector machine (SVM), rede neural monotonica (MMNN), sistema especialista (SE), rede

C
d

e

f

neural Bayesiana (RNB).

Métrica de analise do desempenho: sensibilidade (Se), especificidade (Es), eficiéncia (Ef) e valor preditivo positivo (VPP).
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A andlise do Quadro 1 permite observar que grande parte dos
estudos (76%) utiliza segmentos de EEG em suas analises. Os trabalhos
com EEG completo também poderiam ser considerados segmentos, pois
a duracdo dos registros é de apenas alguns minutos. A escassez de
métodos testados com registros de longa duracgdo, ou seja, de no minimo
24 horas, é devido a dificuldade de encontrar tais registros que ja
tenham sido analisados e marcados por especialistas.

Em relacdo as marcacdes dos registros de EEG constatou-se que
todos os estudos avaliaram seus métodos e classificadores utilizando
marcagdes provenientes da concordancia absoluta ou majoritaria de um
grupo de especialistas ou a marcagdo de apenas um especialista. Esta é
uma questdo relevante para a analise do desempenho alcancado porque
0s bons resultados obtidos podem ter sido resultado de influéncia da
forma de marcacao dos registros.

Considerando que os estudos realizaram testes com registros de
EEG extraidos da mesma base de dados utilizada para o treinamento dos
classificadores, e que um mesmo grupo de especialistas realiza as
marcagdes na base de dados, deve-se levar em conta que o desempenho
pode ter sido polarizado ao conhecimento apenas da base de dados.
Entretanto, ndo é possivel corroborar esta hipdtese uma vez que nao
foram realizados testes com novas marcagdes e bases de dados. Apenas
0 estudo de Wilson et al. (1999), menciona o uso do sistema
desenvolvido em ambiente clinico. Ndo foi mencionado nenhum valor
do desempenho atingindo neste periodo de utilizacdo clinica mas €
descrita uma queda no desempenho do método.

Ainda em relacdo a base de dados e conforme pode-se observar
no Quadro 1, 50% dos estudos utiliza a frequéncia de 256 Hz como
amostragem na aquisi¢do dos registros de EEG. Apesar das diferentes
amostragens, ndo houve mencdo se as metodologias ou 0s sistemas
podiam ter sido utilizados com registros amostrados com frequéncias
diferentes como, por exemplo, 128 ou 512 Hz. Além disso pode-se
destacar trés trabalhos que foram excluidos do estudo comparativo, mas
gue apresentaram um diferencial em relacdo a frequéncia de
amostragem dos registros. Os trabalhos de Lodder, Askamp e Van
Putten (2013) e Lodder e Van Putten (2014) mencionaram a realizacdo
da diminuicdo da frequéncia de amostragem de 256 Hz para 100 Hz e o
trabalho de EI-Gohary, McNames e Elsas (2008) indicou a realiza¢do de
interpolacdo da frequéncia de amostragem de 200 Hz para 1000 Hz.
Entretanto, ndo ficou evidente a razdo da realizacdo dessas operacdes de
alteracdo do valor da frequéncia ou se elas permitiram que quaisquer
registros de EEG poderiam ter sido utilizados.
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A andlise do desempenho da grande maioria (90%) dos estudos
apresentados no Quadro 1l foi realizada avaliando os valores de
sensibilidade e especificidade dos classificadores implementados. Em
alguns casos a avaliacdo do desempenho também considerou o valor da
concordancia entre o0s especialistas colaboradores do estudo ou
comparou os resultados obtidos em outros estudos. Neste Gltimo caso, a
analise foi indireta em funcdo das diferentes bases de dados utilizadas.
Entretanto, em nenhum dos estudos analisados, nem mesmo aqueles
avaliados ao longo da pesquisa bibliografica realizada ao longo desse
trabalho, foi definido ou utilizado um limite minimo para o desempenho.
Em outras palavras, a avaliagio ¢ realizada de forma quantitativa, porém
ndo existe uma indicacdo clara do limite minimo a ser usado para
considerar um desempenho aceitavel. Desta forma, apesar de 38% dos
estudos terem apresentado valores de sensibilidade e especificidade
superiores a 80%, ndo é possivel afirmar se os resultados podem ser
considerados bons no contexto de aplicacdo dos trabalhos.

Ao considerar a metodologia utilizada para a deteccdo dos
padrdes epileptiformes, constatou-se que 62% dos estudos analisados
utilizaram descritores morfolégicos e contextuais. O tipo de
classificador implementado é a rede neural artificial em pouco mais da
metade dos estudos analisados, inclusive aqueles que foram excluidos
do estudo comparativo. E dentre as redes neurais implementadas, a mais
comum foi a Perceptron de multiplas camadas.

A realizacdo da pesquisa bibliografica, complementada por este
estudo comparativo, possibilitou a constatagdo de algumas limitagcdes
técnicas. Os aspectos referentes a escassez de marcacles e bases de
dados para a realizacdo de testes, assim como a questdo da frequéncia de
amostragem e da analise de desempenho sdo abordados e considerados
neste trabalho, quando da apresentacdo da metodologia e da discussao
dos resultados.






3 METODOLOGIA

Este capitulo apresenta os dados, técnicas e ferramentas utilizadas neste trabalho, tanto para o calculo do conjunto de descritores, quanto para a realizacdo das
simulag0es e testes utilizados como ferramenta de avaliacdo da metodologia proposta. A figura Figura 9 apresenta uma viséo geral da metodologia proposta neste trabalho.

Figura 9 — Visdo geral da metodologia proposta e as simulagdes realizadas neste trabalho.
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3.1 BASE DE DADOS - SINAIS DE EEG

Uma caracteristica comum nos métodos de deteccdo automatica
de padr@es epileptiformes é a utilizagdo de apenas uma base de dados,
ou seja, um Unico grupo de registros de EEG para o desenvolvimento e 0
teste dos métodos. A utilizacdo de dados de uma populagdo pequena e
restrita € uma limitacdo importante para a completa aceitacdo destes
métodos dentro do ambiente clinico pois os padrdes analisados, e 0s
sinais nos quais estdo presentes, apresentam uma grande variabilidade.

Teoricamente, a amostragem dos dados utilizados tanto no
desenvolvimento como nos testes das metodologias, deveria refletir, ao
méaximo, a populacdo do problema, ou seja, os individuos com epilepsia.
No entanto, existe uma grande dificuldade para a aquisicdo de registros
de EEG de longa duracdo pertencentes a diferentes grupos de
individuos, bem como para a realizacdo da revisdo e da marcagdo
meticulosa desses registros por parte de um grupo minimo de
especialistas.

Essas duas situacGes implicam o aparecimento de limitagdes
presentes nos métodos desenvolvidos até 0 momento e que este trabalho
pretende minimizar utilizando quatro bases de dados® diferentes. As
bases a serem usadas sdo compostas por registros de EEG de diferentes
individuos e foram adquiridas por dois equipamentos distintos, com
frequéncia de amostragem, montagem de eletrodos e quantidade de
canais distintos.

Uma das bases de dados, denominada base A, foi selecionada
para a utilizacdo no desenvolvimento da metodologia proposta, ou seja,
nos testes e na implementacdo dos filtros, no desenvolvimento do
algoritmo para o calculo dos descritores, no treinamento e nos testes
preliminares dos classificadores. As trés bases restantes — base B, C e D
— sdo usadas apenas para a realizacdo dos testes da metodologia
proposta. O objetivo desta divisdo de dados foi possibilitar a verificacdo
da generalidade do método proposto quanto ao tipo e a caracteristica dos
dados analisados.

A base utilizada no desenvolvimento da metodologia (base A) é
composta por nove registros de individuos comprovadamente
epilépticos. Os registros de EEG, totalizando 12 horas de sinais, foram
adquiridos pelo sistema Harmonie® usando 24 canais (um registro) e

ZA utilizagdo dos registros de EEG contidos nas bases de dados foi aprovada pelo Comité
de Etica em Pesquisa com Seres Humanos (CEPSH) da Universidade Federal de Santa
Catarina (UFSC) conforme parecer consubstanciado nimero 144469 e 243001.



51

32 canais (oito registros), utilizando a frequéncia de amostragem de
100 Hz. E ainda, como parte do processo de aquisicdo, 0s sinais
passaram por uma filtragem analdgica para isolamento da faixa de
frequéncia de 0,5 a 40 Hz.

A montagem dos eletrodos usados foi a bipolar do tipo
zigomatica-temporal, com 25 eletrodos nas posicdes Zyl, Zy2, Fpl,
Fp2, F3, F4, F7, F8, F9, F10, CZ, C3, C4, T3, T4, T5, T6, T9, T10, P3,
P4, P9, P10, O1, O2 do sistema 10/20 e dois eletrodos posicionados para
aquisicao do eletrooculograma (EOG).

As trés bases utilizadas para os testes de metodologia fazem parte
do banco de registros de EEG do Centro de Epilepsia de Santa Catarina
(CEPESC). Este banco é composto por registros de EEG de
221 individuos monitorados continuamente por trés dias para a
avaliacdo da viabilidade cirargica. Pelo protocolo adotado no CEPESC,
apenas seis horas de EEG de cada individuo sdo armazenadas, das quais
trés horas correspondem a primeira hora de sono de cada dia e trés horas
correspondem a primeira hora de vigilia de cada um dos dias de
monitoramento.

Do total de aproximadamente 1.200 registros de EEG, cada um
com duragdo de uma hora, apenas 53 EEGs puderam ser utilizados, pois
estes possuiam marcagdo digital do instante de tempo no qual ocorreram
os padrdes epileptiformes. Os demais registros do banco do CEPESC
possuiam apenas a informacao da quantidade de paroxismos.

Os 53 registros selecionados foram divididos nas trés bases de
dados de teste de acordo com as caracteristicas de frequéncia de
amostragem e montagem de eletrodos.

A base B possui 19 registros adquiridos no sistema 10-10, com
frequéncia de amostragem de 512 Hz, usando 28 canais com montagem
referencial de eletrodos e referéncia no eletrodo Pz.

A base C possui quatro registros com a mesma montagem e
quantidade de eletrodos da Base B, porém os registros foram adquiridos
com uma frequéncia de amostragem de 256 Hz.

Finalmente, a base D é composta de 30 registros adquiridos no
sistema 10-20, com frequéncia de amostragem de 512 Hz e utilizando 27
canais, sendo 26 canais com sinal de EEG na montagem referencial no
eletrodo Pz e um canal com o sinal de eletrocardiograma.
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3.1.1 Selecéo dos dados

A selecdo dos segmentos de EEG utilizados no desenvolvimento
da metodologia de deteccdo e nos testes iniciais foi realizada de forma
aleatoria, usando um algoritmo que selecionou quantidades iguais de
segmentos de sinal com padrdes epileptiformes e ndo-epileptiformes. A
identificacdo dos padrdes na base A foi realizada por trés especialistas
gue analisaram todos os registros e a marcagdo final contida no EEG foi
fruto do consenso entre esses especialistas.

Para as analises e as simulagdes relativas ao desenvolvimento da
metodologia e aos testes iniciais, foram selecionados, dos registros da
base A, um total de 802 segmentos de sinal, cada um com duracdo de
trés segundos. Uma vez selecionados, os segmentos foram divididos em
dois conjuntos. O primeiro conjunto de sinais, denominados “padrdes de
exemplo”, é composto de oito segmentos de trés segundos. Cada
segmento desse subconjunto exemplifica um dos padr@es tipicos e de
interesse, encontrados na base de dados:

e espicula com pico maximo positivo;
espicula com pico maximo negativo;
onda aguda com pico maximo positivo;
onda aguda com pico maximo negativo;
onda alfa;
atividade normal de fundo;
piscada;
artefato ruidoso.

O segundo conjunto foi formado para a utilizacdo nas simulagdes
dos classificadores computacionais e foi subdividido em conjunto de
treinamento, teste e validagdo. Os conjuntos de treinamento e validacao
possuem, cada um, 60 segmentos de EEG escolhidos manualmente por
apresentarem caracteristicas morfoldgicas bem definidas, enquanto que
0 conjunto de teste possui 200 segmentos escolhidos aleatoriamente.
Todos o0s trés conjuntos sdo balanceados, contendo quantidades iguais
de padrdes epileptiformes e ndo-epileptiformes.

Na base B foi possivel selecionar 1.398 segmentos de sinal com
trés segundos de duracdo, com 657 segmentos contendo padrdes néo
epileptiformes e 741 segmentos com padrbes epileptiformes. Esses
segmentos foram selecionados para serem usados nos testes de escolha
dos classificadores para a realizagdo das simulagBes com registros
completos.
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A Dbase B, em conjunto com as bases C e D, foi utilizada nos
testes com os registros de EEG completos, ou seja, a duracdo total dos
registros € analisada e os canais de EEG adquiridos sdo analisados em
paralelo. Neste caso, apds consulta a neurofisiologistas clinicos, a
identificacdo de um padrdo epileptiforme ficou vinculada a presenca de
paroxismos em, no minimo, trés canais adjacentes.

A marcacdo dos padrdes epileptiformes de cada um dos registros
de EEG das bases B e C foi realizada por dois especialistas, diferentes
dos que analisaram a base A, porém cada registro da base foi analisado
apenas por um deles. Como a identificacdo dos padrdes epileptiformes é
feita de forma subjetiva, a marcacdo dos paroxismos em cada um dos
registros da base D foi realizada por dois especialistas para que 0s
resultados das simulagfes dos classificadores pudessem ser comparados
com o parecer de mais de um especialista.

Além da falta de um “padrdo-ouro” que possa ser utilizado como
referéncia na andlise do desempenho dos classificadores
computacionais, os padrdes epileptiformes duvidosos normalmente ndo
sdo identificados nas marcacOes. A inser¢do dos padrdes duvidosos
como certeza negativa na comparacdo dos resultados de classificacdo
gera falsos positivos que interferem no valor da especificidade e
consequentemente mascaram o0 real desempenho (eficiéncia) do
classificador.

A solucdo encontrada e aplicada no presente trabalho é uma
adaptacdo do estudo de Wilson et al. (1996), no qual os especialistas
realizaram a marcacdo de todos os padrfes epileptiformes presentes nos
registros de EEG utilizando um indice de percepcao, no qual os padrdes
duvidosos recebem um peso menor na marcacao.

Assim, para a avaliagdo final dos classificadores, foram
selecionadas 180 telas de EEG com duracdo de 10 segundos. As telas
foram escolhidas aleatoriamente a partir dos registros das bases de teste
(B, C e D) e quatro especialistas foram instruidos a marcar todos os
padrdes epileptiformes presentes no EEG sem se preocuparem em
indicar o padrdo de maxima eletronegatividade, identificando as certezas
com uma caneta verde e as ddvidas com uma caneta vermelha. O
protocolo de marcagdo apresentado aos especialistas pode ser observado
no Apéndice A.
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3.2 CONJUNTO DE DESCRITORES

O conjunto de descritores escolhido neste trabalho para o
desenvolvimento da metodologia de deteccdo dos padrdes
epileptiformes foi proposto por Pereira (2003). A justificativa dessa
escolna é que o conjunto apresenta descritores que ilustram
matematicamente a lista de caracteristicas da atividade epileptiforme
utilizada pelos especialistas, na préatica clinica, para a identificacdo de
um padrdo epileptiforme. Este fato converge com o objetivo da
metodologia proposta neste trabalho, que é o de reproduzir o
procedimento de analise de um especialista.

O conjunto selecionado é composto por 43 descritores divididos
entre aqueles existentes na literatura e outros propostos apds uma
extensa analise das caracteristicas dos padrdes apresentados pelos sinais
de EEG.

Os elementos do conjunto extraidos da literatura sdo a amplitude
maxima do padrdo, a duracdo do padrdo, o coeficiente de variacdo, o
fator de crista e a entropia. A amplitude maxima e a duracdo do padréo
sdo consideradas na sua definicdo cléssica. O coeficiente de variacgao,
utilizado para medir a regularidade do sinal, é a razdo entre o desvio
padrao e o valor da média do sinal.

O fator de crista é a diferenca entre as amplitudes méxima e
minima dividida pelo desvio padrdo (WEBBER et al., 1994). Por sua
vez, a entropia, relatada em diversos estudos, como os de Srinivasan,
Eswaran e Sriraam (2007) e Naghsh-Nilchi e Aghashahi (2010), fornece
um valor para a complexidade do sinal em analise.

Os elementos do conjunto propostos por Pereira (2003) sédo
descritores baseados nas caracteristicas fisicas ou morfol6gicas dos
sinais em andlise, levando em consideracdo as particularidades
correspondentes ao tipo de montagem dos eletrodos utilizada e com o
objetivo de realcar ainda mais os padrdes epileptiformes dos outros tipos
de padres presentes nos registros.

As particularidades devido ao tipo de montagem referem-se ao
fato de que, observando os registros adquiridos, pode-se notar que 0s
padrbes epileptiformes (espiculas ou ondas agudas), devido a utilizacdo
da montagem bipolar, podem aparecer de quatro formas diferentes. Em
outras palavras, em razdo do tipo de montagem, as espiculas e as ondas
agudas podem aparecer com picos de amplitude tanto eletronegativos
como eletropositivos.
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Como ilustrado na Figura 10, os descritores relacionados a
amplitude e a duracdo do padréo séao:

e amplitude maxima (Amax) e minima (Bmin);

e intervalo de tempo entre Amax e Bmin (Tdif);

o diferenca de amplitude entre Amax e Bmin (DifAB).

Figura 10 — Descritores relacionados & amplitude e duracéo do padrdo.
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Fonte: proprio autor.

Ainda em relacdo as amplitudes, determina-se um segmento de
300 ms centralizado no padrdo contido nessa época e, analisando este
segmento, identificam-se 0s seguintes descritores:
amplitude maxima (Amax_pts);

o amplitude minima (Bmin_pts);

o diferenca de amplitude (DifAB_pts) entre os extremos;

e intervalo de tempo (Tdif pts) entre os extremos de
amplitude.

Além dos descritores relacionados a amplitude e a duracdo, o
conjunto contém elementos referentes ao angulo do vértice dos picos do
padrdo (8p e On). Esses vértices sdo formados pelas amplitudes maxima,
minima e os pontos de cruzamento por zero adjacentes no inicio e fim
do padrdo. Derivados destes angulos, como ilustrado na Figura 11,
identificam-se os seguintes descritores:

e cateto oposto dos angulos — representando a base dos
tridngulos formados com as respectivas retas de inclinacao e
amplitudes maximas (dpos e dneg);

¢ angulo do vértice do pico do padréo analisado (6);

¢ tangentes dos angulos de picos (tgp e tgn);



56

e retas de inclinacdo inicial e final do padréo (trp e trn);
¢ base do padrédo (dbase).

Figura 11 — Descritores relacionados ao angulo de vértice dos picos positivo e
negativo de um padré&o.
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Pereira (2003) prop6s tambem descritores baseados em relacfes
de distancias (intervalos de tempo) e diferencas de amplitude do sinal.
Estes descritores sdo obtidos pela divisdo do sinal contido na época sob
andlise em duas regides (inicial e final), a partir do ponto de maxima
amplitude absoluta do sinal. Uma vez determinadas estas regides, tém-
se, como ilustrado na Figural2, respectivamente, 0s seguintes
descritores:

e amplitude mé&xima e minima da regido inicial e final

(Amax_i, Bmin_i, Amax_f, Bmin_f);

e diferenca de amplitude e intervalo de tempo entre Amax e
Amax_i (DifA_i, tA-i) e entre Amax e Amax_f (DifA_f,
tA_f);

e diferenca de amplitude e intervalo de tempo entre Bmin e
Bmin_i (DifB_i, tB-i) e entre Bmin e Bmin_f (DifB_f, tB-f).
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Figura 12 — Descritores utilizados para a diferenciagdo entre padrdes
epileptiformes e artefatos de alta frequéncia presentes nos sinais.

100 tA i
80
60
404
20

0

-20

-40

-60

-80

-10 . 1B_i X

0 0,1 0,2 0,3 0,4 0,5 0,6 0,7 0,8 09 1,0

Tempo [s]

Fonte: proprio autor.

i )

T
;

Bmin_f

Amplitude (uV)

DifB_f

I B
I |
I |
I |
I |
| |
| G
|
I |
|
[ |
I |
1 1
| |
| |
| |
| |
| |
1 I
1 1
1 1

Completando o conjunto de descritores estdo os elementos com
base nos indices estatisticos classicos de média, desvio padrdo e
variancia. Todos os descritores referentes aos indices estatisticos, o
coeficiente de variacdo, o fator de crista e a entropia sdo calculados para
a época sob analise (um segundo do sinal de EEG) e para o segmento de
300 ms centrado no padrdo. O conjunto completo de 43 descritores
encontra-se descrito resumidamente no quadro apresentado no
Apéndice B.

3.2.1 Processamento dos sinais de EEG

Durante as etapas iniciais de desenvolvimento do algoritmo para
0 célculo automéatico dos descritores, constatou-se a necessidade da
realizacdo do processamento do EEG adicionalmente a aplicagdo dos
filtros realizada durante a aquisi¢do dos sinais. Este processamento
adicional é necessario para eliminar alguns problemas que podem
prejudicar o funcionamento do algoritmo e limitar sua aplicacdo. Os
problemas identificados nos sinais foram:

¢ baixa frequéncia de amostragem;

e desvios da linha de base do sinal;

e ruido caracterizado pela frequéncia de 60 Hz;

e interferéncia da atividade de baixa frequéncia (<5 Hz).

A baixa frequéncia de amostragem origina uma quantidade muito
pequena de amostras para a representacdo dos padrdes do sinal em
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analise. Isso impossibilita a realizacdo do calculo de alguns descritores e
diminui a precisdo dos valores calculados. A solugdo encontrada para a
baixa frequéncia de amostragem é a mesma encontrada para inserir na
metodologia de deteccdo proposta, a independéncia da resolucdo
temporal do sinal de EEG, ou seja, uma operacao de interpolagéo.

A utilizacdo da interpolacdo foi testada para garantir a auséncia
de possiveis prejuizos a morfologia do sinal ocasionados pela adi¢do de
amostras. Para o teste da interpolacgdo foi utilizado o diagrama de Bland-
Altman (ALTMAN; BLAND, 1983; BLAND; ALTMAN, 1986;
MYLES; CUI, 2007; ZAKI et al., 2012). Este diagrama é uma
representacdo grafica utilizada para a analise da concordancia entre dois
métodos diferentes de medi¢do de um mesmo pardmetro. Esse diagrama
apresenta a relacdo entre a diferenca (eixo das ordenadas) e a média
(eixo das abscissas) entre dois valores de um mesmo parametro obtidos
de dois métodos distintos. Além disso, sdo apresentados os limites de
concordancia referentes ao intervalo de confianga (95%) dos valores dos
pardmetros obtidos.

No contexto deste trabalho, como ilustra a Figura 13, o parametro
analisado no diagrama é o valor da amplitude méxima e minima dos
segmentos de sinal obtido dos sinais original e interpolado.

Figura 13 — Primeira parte do teste da interpolacéo dos sinais de EEG, na qual
sdo extraidas a amplitude maxima e minima de todos os segmentos de sinal
selecionados, tanto para o sinal original quanto para o interpolado.
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Os valores de amplitude maxima e minima foram escolhidos
como parametros para a analise porque a grande maioria dos descritores
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pertencentes ao conjunto selecionado utiliza de forma direta ou indireta,
estes valores de amplitude para a obtencdo dos valores dos demais
descritores. Ou seja, qualquer imprecisdo inserida nestes valores de
amplitude seria propagada para 0s demais descritores.

Estudos recentes como, por exemplo, o de Gotman (2010), Jacobs
et al. (2012), Mari et al. (2012) e Zijlmans et al. (2012), apontaram que
as chamadas oscilagBes de alta frequéncia (entre 80 e 500 Hz) podem
fornecer informacdo clinicamente Util para a interpretacdo classica do
EEG na epilepsia. O interesse clinico em oscilagfes de alta frequéncia
no EEG implica na necessidade de aumento da frequéncia de
amostragem para, no minimo, 1 kHz.

Considerando essa indicacdo de aumento da amostragem, a
frequéncia de interpolacdo escolhida foi de 1 kHz. Com este valor a
aplicacdo da interpolagdo na metodologia equivale a resolucdo temporal
dos registros mais antigos e prepara a metodologia para ser utilizada nos
novos registros de EEG.

Assim, o Diagrama de Bland-Altman foi utilizado para verificar a
concordancia entre o valor da amplitude maxima, e minima, obtidas do
sinal de 100 Hz e do sinal de 1 kHz, com a finalidade de determinar se o
primeiro sinal poderia ser substituido pelo Gltimo sem que houvesse
prejuizo no calculo do conjunto de descritores morfoldgicos.

Para a geragdo do diagrama foi necessério realizar a adequagéo
dos valores de amplitude, utilizando a transformacéo logaritmica, com a
finalidade de desvincular a magnitude das diferengas de amplitude
usadas no diagrama. Os diagramas gerados para analise das amplitudes
podem ser observados na Figura 14 e Figura 15.

Figura 14 — Diagrama de Bland-Altman gerado para a analise da concordancia
entre os valores da amplitude minima para o sinal original, amostrado a 100 Hz,
e para o sinal interpolado, amostrado a 1 kHz.
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Figura 15 — Diagrama de Bland-Altman gerado para a analise da concordancia
entre os valores da amplitude méxima para o sinal original, amostrado a 100 Hz,
e para o sinal interpolado, amostrado a 1 kHz.
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Analisando os diagramas, nota-se que os limites de concordancia
sdo relativamente pequenos e, conforme esperado, 95% das observacoes
encontram-se dentro desses limites.

Além disso, foi possivel extrair os fatores para a concordancia
entre as medidas, sendo que o fator para as medidas da amplitude
méaxima foi de 0,91903 e 1,0414, enquanto que, para a amplitude
minima, obteve-se 0,92042 e 1,0441.

Esses valores significam que, para a finalidade de substituir um
sinal de baixa amostragem por um sinal interpolado com frequéncia de
amostragem superior, as pequenas diferencas de amplitude apresentadas
ndo resultariam em prejuizo para as analises posteriores. Em outras
palavras, o sinal interpolado pode ser utilizado em substituicdo ao sinal
amostrado a 100 Hz.

A interferéncia do ruido de 60 Hz e os desvios da linha de base
do sinal, foram eliminados aplicando filtros notch de 42 ordem. As
respostas em frequéncia desses filtros podem ser observadas na
Figura 16.

O filtro notch para linha de base possui frequéncia de corte de
0 Hz e largura de banda de 0,5 Hz e o filtro notch para ruido de 60 Hz
possui frequéncia de corte de 60 Hz e largura de banda de 2 Hz para que
as possiveis pequenas oscilagdes na frequéncia da rede elétrica também
sejam incorporadas na faixa de rejei¢do do filtro, ainda que neste caso a
atenuacdo seja mais leve.
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Figura 16 — Resposta em frequéncia dos filtros notch utilizados para a remogéo
de ruido de 60 Hz e desvios da linha de base.
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Conforme as orientacbes da American Clinical Neurophysiology
Society (2008) e da International Federation of Clinical
Neurophysiology (NUWER et al., 1999) os filtros para a aquisi¢do dos
registros de EEG devem ser configurados para adquirir a maior
guantidade de frequéncias possivel ao invés de tracados limpos e a
visualizacdo do EEG registrado deve permitir a remocdo das baixas
frequéncias até 5 Hz.

Alguns testes utilizando uma interface grafica desenvolvida neste
trabalho (Apéndice C) demonstraram que a eliminacdo das frequéncias
até 5Hz utilizando os métodos de filtragem — filtros passa-baixa e
passa-banda, bancos de filtros Wavelet, entre outros — descritos na
literatura, distorcem consideravelmente a morfologia de alguns padrdes
ndo-epileptiformes, em especial as piscadas.

Conforme ilustrado na Figural7, a eliminacdo das baixas
frequéncias até 5 Hz pode distorcer padrdes como as piscadas de tal
forma que o sinal filtrado se assemelha muito a um paroxismo.

Essa distorcdo morfoldgica, especialmente em uma metodologia
baseada em morfologia do sinal, implica no aparecimento de padrbes
geradores de confusdo no treinamento dos classificadores que tentaréo,
erroneamente, agrupar paroxismos e piscadas em uma mesma classe.
Consequentemente, a confusdo gerada durante o treinamento implica no



62

aparecimento de padrfes classificados falsamente como paroxismos e
diminuicéo da especificidade do classificador.

Figura 17 — Comportamento de um padrao epileptiforme (paroxismo) e um
padrdo ndo-epileptiforme (piscada) quando submetidos a um filtro passa alta de
52 ordem com frequéncia de corte de 5 Hz.
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Para resolver o problema da distor¢do morfoldgica causada pela
remocdo das frequéncias inferiores a 5 Hz seria necessario que esta
banda do espectro sofresse uma atenuagdo leve de aproximadamente
4,5 dB. No entanto, essa diminui¢do da atenuacdo aplicada na banda de
rejeicdo dos filtros é muito complexa, pois os filtros resultantes possuem
pouca estabilidade e uma grande quantidade de coeficientes, deixando o
processamento da filtragem muito pesado.

Como o conjunto de descritores implementado possui descritores
desenvolvidos para diferenciar os padrdes epileptiformes dos padrdes
mais lentos, tais como as piscadas e os ritmos alfa, e dos padrdes
ruidosos de alta frequéncia, ndo existia a necessidade de aplicar filtros
para a reducdo da faixa de frequéncia analisada. A necessidade era
apenas atenuar levemente as frequéncias até 5 Hz.

Assim, a solugdo encontrada e desenvolvida neste trabalho, foi a
realizacdo de uma adequacdo do espectro de frequéncia utilizando
curvas, que foram denominadas de curvas de conformacéo.
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As curvas de conformacgdo foram obtidas em um processo com
trés etapas. A primeira consistiu na criacdo de uma curva degrau que
descrevesse a situacdo ideal de atenuacdo do sinal, isto é, 40% de
atenuacdo nas frequéncias até 5Hz e nenhuma atenuagdo nas
frequéncias superiores. A segunda etapa consistiu em suavizar esse
degrau usando o método Savitzky-Golay (MADDEN, 1978;
SAVITZKY; GOLAY, 1964; SCHAFER, 2011) e a terceira etapa foi
obtencdo das curvas de conformacdo utilizando o método dos Minimos
Quadrados N4o Lineares e algoritmo Trust-Region.

Todas as curvas obtidas séo representadas por fungdes racionais
de 42 ordem e as trés melhores funcGes estdo ilustradas na Figura 18. A
curva escolhida para ser usada no processamento do sinal foi a curva
modelo 2, que apresenta um erro médio quadratico de 0,001155 e o
coeficiente de determinagéo de 0,998994.

Figura 18 — Funcdo degrau (atenuagdo ideal 1), a suavizagdo do degrau
(atenuacéo ideal I1) utilizado e as curvas de conformacdo (curva modelo 1, 2 e
3) representadas pelas funcdes de 42 ordem.
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Finalmente, ao aplicar a solugdo da curva de conformacdo, nos
mesmos sinais utilizados na Figura 17 é possivel observar, conforme
ilustrado na Figura 19, que a morfologia do paroxismo continua bem
caracteristica. E a conformacdo do espectro ndo causou a distorcao
morfoldgica da piscada de modo que a mesma se assemelha ao padréo
epileptiforme.

Pode-se observar na Figura 19 que ao conformar o espectro, a
piscada foi distorcida sem que a sua morfologia caracteristica fosse
alterada significativamente, ou seja, a piscada parece ter sido apenas
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“achatada” mantendo sua caracteristica eletrografica de ser uma
atividade lenta.

Figura 19 — Comportamento de um padrao epileptiforme (paroxismo) e um
padrédo nao-epileptiforme (piscada) quando submetidos a curva de conformacéo
de espectro para a atenuagdo de 4,5 dB nas frequéncias até 5 Hz.
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3.2.2 Célculo e analise dos descritores

Uma vez escolhido o conjunto de descritores e determinado o
processamento digital necessario para preparacdo dos sinais, foi
desenvolvido um algoritmo para o calculo automatico dos descritores. O
Apéndice D apresenta o fluxograma da visdo geral do funcionamento do
algoritmo desenvolvido.

O algoritmo inicia com a selecdo dos segmentos de trés segundos
dos sinais que serdo analisados. O préximo passo consistiu em realizar o
processamento digital descrito no item 3.2.1 deste capitulo. Na
sequéncia, o algoritmo inicia o calculo dos descritores para cada época
de sinal, que neste caso corresponde a um segmento de 1 segundo. A
época de sinal foi selecionada da seguinte forma: dos trés segundos do
sinal coletado apenas o segundo central foi analisado (época) e os dois
segundos adicionais funcionaram como margem de seguranga para 0
tratamento das bordas realizado.
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Os primeiros calculos realizados pelo algoritmo sdo as amplitudes
méxima (Amax) e minima (Bmin) da época de sinal. Este dois valores
devem ocorrer pela necessidade dos calculos realizados para os demais
descritores, entre os pontos de 150 e 850 ms da época analisada. Se as
amplitudes ocorrerem fora desta faixa, como ilustra a Figura 20, é
necessaria a aplicacdo de um tratamento de bordas.

O tratamento das bordas é o simples deslocamento da época em
alguns milissegundos com a finalidade de centralizar as amplitudes
méaximas e minimas do padrdo contidas na época. Caso este tratamento
seja realizado, o algoritmo calcula novamente os valores de Amax e
Bmin, e segue calculando os demais descritores do conjunto.

Figura 20 — Exemplo da aplicacdo do tratamento das bordas.
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Fonte: proprio autor

Para a determinacdo do segmento de 300ms centralizado no
padrdo, e consequente o calculo dos descritores referentes a ele, o pico
de maior amplitude absoluta é utilizado como ponto central do
segmento. Isto é, a partir do médulo do pico com maior valor de
amplitude sdo contados 150ms para cada lado.

Considerando como referéncia o conjunto de descritores
desenvolvido por Pereira (2003), a duracdo do padrdo é obtida
calculando a diferenca entre o primeiro ponto de cruzamento pelo eixo
das abscissas adjacente & Amax e Bmin no sentido do inicio e final do
sinal, conforme a ordem em que as amplitudes aparecem.
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No entanto, como este calculo apresenta dificuldades devido a
caracteristica bipolar dos sinais, foi necessario a utilizacdo da
Transformada Wavelet Continua (Continuous Wavelet Transform —
CWT) para possibilitar o célculo da duracdo do padrdo tanto para
espiculas e ondas agudas isoladas quanto para os complexos spike-and-
slow-wave e sharp-and-slow-wave. A funcdo wavelet escolhida para a
implementacdo no algoritmo foi a 12 derivada da Funcdo Gaussiana com
escala 5. A Figura 21 apresenta a forma de onda dessa funcéo.

Figura 21 — Funcgdo Gaussiana (a) e funcdo wavelet (b), 12 derivada da Fun¢éo
Gaussiana utilizada para o calculo dos descritores.

08

04

0,0

04

(a)

(b)

00
-1,0 -08 -06 -04 02 00 02 04 06 08 10

X

08
1,0 -08

Fonte: proprio autor

-06 -04 -02 00 02 04 06 08 10
X

Figura 22 — Funcdo wavelet, 12 derivada da funcdo Gaussiana, aplicada a um
sinal senoidal de frequéncias 5 e 50 Hz.
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Esta escolha foi baseada nos estudos de Sahambi, Tandon e Bhatt
(1997), Garcia (2005) e Palodeto (2006). Esses estudos mostraram que
esta funcdo fornece informagdes singulares a respeito do sinal. Como
pode ser observado na Figura 22, os pontos maximos e minimos da
CWT correspondem a pontos de cruzamento por zero do sinal e os
cruzamentos da CWT por zero podem indicar os pontos de inflexdo do
sinal.

Para o calculo do préximo grupo de descritores a época de sinal €
dividida, a partir da duragdo do padrdo, em duas regides: inicial e final.
A determinacdo destas duas regides foi realizada de modo que o padréo
analisado ndo pertencesse a nenhuma delas, ou seja, a regido inicial é
aquela entre o inicio da época e o inicio do padrdo e a regido final se
estende do final do padréo ao final da época.

O célculo do ultimo grupo de descritores, relacionados a indices
estatisticos e a entropia, é realizado com duas referéncias. Sao
calculados a média, o desvio padrdo, a variancia, o fator de crista e a
entropia do sinal tanto para o sinal presente na época em analise como
para os 300ms de sinal contidos no segmento determinado
anteriormente.

Uma vez calculados todos os descritores, o algoritmo é finalizado
com o armazenamento de todos os valores para a utilizagdo dos mesmos
em anélises e simulagdes posteriores.

Como algoritmo foi desenvolvido com base nos padrdes de
exemplo, descritos no item 3.1.1 deste capitulo, foi realizada a
conferéncia visual dos descritores calculados para 300 segmentos de
sinal escolhidos, de forma aleatdria, entre os conjuntos de treinamento,
teste e validacdo. Apoés a realizacdo desta conferéncia, constatou-se o
funcionamento correto dos procedimentos instituidos, uma vez que
houve concordéncia entre os valores de amplitude e duracdo calculados
e as marcagdes dos registros de EEG.

Apos o calculo do conjunto de descritores foi realizada uma breve
andlise da correlacdo entre os descritores calculados a partir dos padrfes
de interesse (epileptiformes) e a partir dos demais padrbes analisados. A
andlise da matriz de correlacéo foi realizada com a finalidade de excluir
do conjunto os descritores que apresentassem correlagdo, positiva ou
negativa, superior a 35%. Assim, os valores da correlagdo foram
divididos em cinco faixas qualitativas:

e -0,05 e 0,05: valores 6timos — correlagdo com valor no

intervalo [-0,05 ; 0,05];
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+ (0,05 e 0,1): valores bons — correlagdo com valor no

intervalo ]-0,05 ; -0,10] ou ]0,05 ; 0,10];

e + (0,10 e 0,20): valores regulares — correlagdo com valor no
intervalo ]-0,10 ; -0,20] ou ]0,10 ; 0,20];

e + (0,20 e 0,30): valores altos — correlacdo com valor no
intervalo ]-0,20 ; -0,30] ou 10,20 ; 0,30];

e + (0,30 e 0,35): valores criticos — correlagdo com valor no
intervalo ]-0,30 ; -0,35[ ou 0,30 ; 0,35[;

e + (0,35 e 1,00): valores excluidos — correlagdo com valor no

intervalo [-0,35 ; -1,00] ou [0,35 ; 1,00].

3.3 CLASSIFICADORES

Uma parte importante das metodologias de reconhecimento de
padrbes epileptiformes em sinais de EEG é a etapa de classifica¢do dos
padrdes. Neste trabalho, com o objetivo de verificar a generalidade da
metodologia proposta, utilizou-se alguns classificadores para analisar a
existéncia da equivaléncia dos resultados obtidos da classificagao.

Para as simulagdes necessarias para a analise da metodologia
proposta foram desenvolvidos quatro conjuntos de classificadores,
baseados principalmente em Redes Neurais Artificiais. Esses
classificadores séo:

o Redes Perceptron Multicamadas (RNA);

¢ Redes Perceptron Multicamadas combinadas com a Analise

de Componentes Principais (RPCA);

e Funcbes Discriminantes (FD) obtidas pela Anélise de

Discriminantes Linear;

e Redes Perceptron Multicamadas combinadas com a Analise

de Discriminantes Linear (RLDA).

Para todos os classificadores foram utilizados os mesmos
conjuntos de padrfes para desenvolvimento — treinamento e validacédo
das redes neurais e modelagem das fungfes discriminantes — e teste de
cada um dos classificadores.

Além disso, para cada tipo de classificador foi aplicada uma
espécie de protocolo de simulagdo com a finalidade de garantir que o
desenvolvimento dos classificadores fosse sempre igual, dentro das
especificidades e as necessidades provenientes de cada um deles. Este
protocolo de simulagdo foi implementado para que 0s pontos iniciais das
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simulaces e as variagcdes nos parametros de configuragcdo de um mesmo
tipo de classificador fossem na medida do possivel padronizados para
cada simulacdo realizada.

3.3.1 Redes Neurais Artificiais

Para a implementacdo das Redes Perceptron Multicamadas foi
desenvolvida uma interface gréfica, ilustrada no Apéndice E. Nessa
interface todas as simulagdes para a implementacdo das redes foram
realizadas e os parametros de configuracdo e os resultados dos testes
puderam ser armazenados para as analises posteriores.

O treinamento das redes foi supervisionado e realizado utilizando
o0 algoritmo de Retropropagacdo de Erro (Error Backpropagation) com
atualizacdo de pesos sinapticos a cada nova época do treinamento. Além
disso, foi utilizada a validagdo cruzada para determinacdo do ponto
otimo de parada do treinamento da rede. O Apéndice F apresenta um
fluxograma do processo de treinamento das redes.

As trés camadas da rede foram configuradas com 43 neurdnios de
entrada correspondendo ao tamanho do conjunto de descritores. Apenas
um neurdnio de saida para facilitar as comparagfes dos resultados e um
nimero varidvel de neurdnios na camada oculta. A variacdo dos
neurdnios ocultos, em uma faixa entre 6 e 14 neurdnios, foi utilizada
para possibilitar a determinagéo da melhor configuracdo possivel.

Os critérios adotados para a parada do treinamento das redes foi o
nlimero maximo de épocas de treinamento (100.000 épocas) e 0 maximo
erro médio quadratico da época de treinamento (definido em 0,0001).

O restante dos pardmetros de configuracdo das redes — pesos
sinapticos iniciais, taxa de aprendizado, funcbes de ativacdo e
coeficiente de momento — foram variados de forma a obter a melhor
configuragdo possivel para as redes.

3.3.2 Redes Neurais combinadas com PCA

A utilizacdo da Analise de Componentes Principais (PCA) em
conjunto com as redes foi idealizada neste trabalho com a finalidade de
reduzir a dimensionalidade dos classificadores sem que houvesse uma
perda significativa na informacdo contida no conjunto de descritores.
Sendo assim, as componentes geradas pela anélise substituem os
descritores como estimulo de entrada das redes e, sendo escolhidas
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corretamente, a diminuigdo da entrada da rede ndo resulta em prejuizo
significativo para o desempenho final da classificac&o.

Para a obtencdo das componentes principais foram agrupados 0s
dados dos conjuntos de treinamento e de validagéo da rede, que, por sua
vez, foram divididos de acordo com o tipo de padrdo de sinal que
representam, e foi utilizada a matriz de correlagdo dos dados. Uma vez
obtido um conjunto de componentes, como parte das simulagdes
realizadas, também foi aplicada a rotacéo do tipo Varimax.

Os critérios de selecdo das componentes principais, com ou sem
rotagdo, sdo:

e analise dos autovalores — na qual sdo selecionadas todas as

componentes com autovalor, no maximo, unitario;

e variancia explicada — na qual é calculada a variancia
explicada acumulada para as componentes dispostas em
ordem decrescente de autovalor, e selecionado o conjunto de
componentes com variancia acumulada de 95%, ou 0 mais
préximo possivel desse valor.

Finalizada a obtencdo das componentes, as simulagdes realizadas
com as redes neurais foram feitas com Perceptron Multicamadas,
utilizando o mesmo algoritmo, interface de usuério, pardmetros de
configuragdo e protocolo de simulagéo. As duas modificacGes realizadas
foram o tipo de estimulo de entrada, componentes principais em
substituicdo aos descritores, e a quantidade de neurdnios na camada de
entrada, que foi sempre correspondente a quantidade de componentes.

3.3.3 Analise de Discriminantes

Neste trabalho, a Analise de Discriminantes foi utilizada para
criar fungbes discriminantes, derivadas do conjunto de descritores, para
diferenciar os padrfes do sinal de EEG. As simulac¢des foram realizadas
com o auxilio de um software de analise estatistica (IBM® SPSS
Statistics).

A obtencdo das fungbes discriminantes foi feita utilizando a
distancia de Mahalanobis e adicionando os descritores gradualmente a
funcéo discriminante — que no software utilizado corresponde ao método
stepwise. Este método consiste em adicionar e remover os descritores na
funcdo discriminante, gradualmente, de acordo com dois valores de
referéncia definidos no inicio da andlise. Esses valores sdo constantes
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relacionadas ao resultado do Teste F utilizado para identificar a fungéo
qgue melhor se adapta ao conjunto de padrbes analisados. O software
utilizado permite a escolha entre utilizar o valor real (fi, e fou) Ou 0 valor
da significancia (pi, € pout) do resultado do Teste F. Com o objetivo de
simplificar as simulagdes, optou-se por utilizar o valor da significancia
do teste, uma vez que os valores possiveis para pin € Pout Variam apenas
entre zero e um.

Tabela 1 — Valores de p;, e poy Utilizados para obtencédo das fungoes.

Pin Pout

0,01 0,25 0,50 0,75 1,00

0,05 0,10 0,25 0,50 0,55 0,75 1,00
0,08 0,10

0,09 0,10

0,10 0,20 0,25 0,50 0,75 1,00

0,15 0,75

0,25 0,45 0,50 0,75 0,85 0,95 1,00
0,45 0,60

0,50 0,75 1,00

0,75 0,95 1,00

0,95 1,00

Durante as simulagdes da Analise de Discriminantes os valores de
Pin € Pout determinados pelo software (pi, =0,05 e poy = 0,10) foram
alterados para que fosse possivel a obtencdo de fungdes com diferentes
tamanhos, ou seja, constituidas por diferentes grupos de descritores. Os
valores utilizados nas simula¢@es podem ser observados na Tabela 1.

3.3.4 Redes Neurais combinadas com LDA

As simulacbes das redes neurais em combinagdo com a Andlise
de Discriminantes foram realizadas utilizando os mesmos algoritmos,
métodos e configuracdes das simulagdes descritas nos itens 3.3.1 e 3.3.3
deste capitulo. A Anélise de Discriminantes foi usada como um critério
de selecdo dos descritores que sdo utilizados como entrada das redes
neurais.

Foram utilizadas as redes Perceptron Multicamadas com
algoritmo de retropropagacédo do erro e atualizacdo dos pesos sinapticos
a cada nova época de treinamento. Foi utilizada, também, a mesma
interface para as simulagdes, assim como 0s mesmos critérios de parada
do treinamento das redes e a mesma l6gica de variagdo dos pardmetros
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iniciais de configuracdo a fim de identificar um conjunto de pardmetros
6timos.

A quantidade de neurdnios na camada de saida permaneceu igual,
isto é, um neur6nio, mas o nimero de neurdnios de entrada e ocultos
variou conforme as funcfes discriminantes utilizadas. O ndmero de
neurdnios ocultos é alterado de tal forma que a camada oculta tenha
aproximadamente a metade da dimensdo da camada de entrada da rede e
a quantidade de neurbnios de entrada corresponde diretamente ao
numero de descritores presentes em cada uma das funcgdes
discriminantes utilizadas.

As fungdes discriminantes sdo as mesmas obtidas como resultado
das simulagfes descritas anteriormente, isto é, as fun¢des obtidas usando
a distancia de Mahalanobis, 0 método stepwise e variando os valores de

Pin e Pout-

3.4 ANALISE E SELECAO DOS CLASSIFICADORES

A andlise do desempenho dos classificadores é feita utilizando os
indices extraidos da Tabela de Contingéncia e das taxas de
sensibilidade, especificidade e eficiéncia. A descri¢do e equacionamento
dessas métricas de analise estdo descritos no item 2.4. As simulacfes
para teste e selecdo dos classificadores sdo realizadas utilizando uma
interface grafica (Apéndice G) desenvolvida neste trabalho para
permitir:

¢ aselecdo do conjunto de segmentos de sinal para analise;

¢ aselecdo de qualquer um dos classificadores desenvolvidos;

e a visualizacdo dos parametros relativos ao processamento do
sinal aplicado e as caracteristicas de configuragdo do
classificador em teste;

e a visualizacdo grafica dos segmentos de sinal analisados e o
respectivo resultado da classificagdo;

o realizacdo da andlise dos valores de threshold das redes
neurais;

o realizac8o da analise e do armazenamento dos resultados dos
testes dos classificadores.

A andlise dos classificadores é realizada de forma a obter valores
de falsos negativos minimos, mantendo valores semelhantes para a
sensibilidade e a especificidade para atingir uma eficiéncia 6tima.
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Né&o foi encontrado na literatura, uma definicdo clara de qual é o
valor minimo aceitdvel para o desempenho de um classificador
computacional utilizado para o reconhecimento automatico de padrdes
epileptiformes. Ainda que se pudesse argumentar, de forma l6gica, que
guanto mais proximo de 100% for o desempenho, melhor é o
classificador computacional, esta indicagdo é incompleta no contexto
deste trabalho. Como nfo existe um “padrdo ouro” absoluto para a
identificacdo dos paroxismos devido & natureza subjetiva da anélise, a
avaliagio desses classificadores ¢ mais complexa. E necessario
considerar que o classificador deve atingir a eficiéncia maxima levando
em consideragdo que o valor de referéncia utilizado na analise néo é
uma unanimidade e que dificilmente serd uma representagdo que se
assemelhe a um consenso da maioria dos especialistas.

Desta forma, a sele¢do dos classificadores utilizados na analise
comparativa entre as diferentes bases de dados é realizada de acordo
com um limite minimo de 85% de desempenho nas taxas de
sensibilidade, especificidade e eficiéncia. ldealmente todas as taxas
precisariam superar este limite para o classificador ser selecionado,
entretanto, se isto ndo for possivel, o limite de 85% é considerado
apenas para o valor da eficiéncia.

Esse limite minimo de desempenho foi inspirado nos valores da
concordancia entre os especialistas reportados por Wilson et al. (1996),
Dumpelmann e Elger (1999), Brown et al. (2007), Halford et al. (2011),
Schomer e Silva (2011), Barkmeier et al. (2012) e Halford et al. (2013).
A literatura descreve que, nos melhores casos estudados, os especialistas
concordam em 81% das marcacgdes. Considerando que a metodologia ou
sistema desenvolvido deve auxiliar o especialista na tarefa de revisao
dos registros de EEG, este trabalho considera que o desempenho
minimo do classificador computacional deve ser maior ou igual a 85%.

Para cada grupo de classificadores, o melhor deles é selecionado
para a utilizacdo na anélise do desempenho da metodologia com as
bases de dados de teste (bases B, C e D). Para analisar esse desempenho,
conforme mencionado no item 3.1.1 deste capitulo, foi aplicada uma
adaptacdo da metodologia desenvolvida e aplicada, respectivamente, nos
estudos de Wilson et al. (1996) e Wilson et al. (1999), no qual a
classificacdo computacional ¢ comparada a um conjunto de marcacoes
considerando a opinido de diferentes especialistas.






4 RESULTADOS E DISCUSSAO

Neste capitulo, os resultados obtidos com as simulagdes e testes
realizados s&o apresentados inicialmente e comentados brevemente para,
no final, serem discutidos considerando todo o contexto das simulagdes
realizadas.

Os resultados da analise da matriz de correlagdo para a base de
dados de desenvolvimento (Base A) encontram-se detalhados na tabela
apresentada no Apéndice H. Os resultados da analise da correlacdo para
a Base A podem ser considerados satisfatorios. Com a finalidade de
verificar se a correlacdo continuaria satisfatéria entre descritores
extraidos de sinais com uma montagem de eletrodos diferente a analise
da matriz de correlagdo foi repetida na Base B. Os resultados obtidos
com esta base, apresentados na Figura 23 podem ser considerados bons.
Essa qualificacdo dos resultados é porque, como pode ser observado na
Figura 23, respectivamente 95,3% e 100% dos valores de correlacdo
para a Base A e B estdo nas categorias 6timo, bom e regular.

Figura 23 — Anélise qualitativa dos valores da matriz de correlacéo.

60%
54,2% OBase A

50% T OBase B

40% + 37,3%| 37,0%

29,3% 28,7%

30% +

20%

8,8%
10% + i

4,7%
|_|0,0% 0,1% 0,0% 0,0% 0,0%

Quantidade de elementos nos intervalos

0% t t t t
’ 6timo bom regular ruim critico excluséo
(-0,05e0,05)+(0,05e0,1) £(0,1e0,2) +(0,2e0,3) +(0,3¢0,35)*(0,35€ 1,0)

Intervalo de valores das correlacdes
Fonte: proprio autor.

Assim, como a base dados de desenvolvimento (Base A)
apresentou valores de correlacdo baixos e nenhum elemento com
correlacdo na faixa indicada para exclusdo, ndo foi necessario excluir
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nenhum dos descritores do conjunto. Além disso, com a andlise
realizada na Base B, utilizada para os testes de classificadores, obteve-se
valores de correlacdo ainda mais baixos.

Terminada a andlise dos descritores, o préximo passo foi o de
realizar as simulacdes com os classificadores. Apo6s a realizacdo de
muitas simulagdes sdo apresentados os dez melhores resultados obtidos
com cada grupo de classificadores.

O primeiro grupo analisado foi o das redes Perceptron
Multicamadas. Pode-se observar na Tabela 2 que os valores de falsos
positivos e negativos foram baixos, com nove falsos negativos (4,5%)
apresentados pela rede rna_04 e oito falsos positivos (4%) apresentados
pelas redes rna_06 e rna_09.

Os valores de sensibilidade e especificidade obtidos e
apresentados na Tabela 2, foram todos iguais ou superiores a 84%. O
melhor valor de sensibilidade foi 91% e a melhor especificidade foi de
92%. A menor eficiéncia obtida foi 87% e os melhores resultados foram
das redes rna_08, rna_09 e rna_10, que obtiverem uma eficiéncia de
aproximadamente 89%.

Tabela 2 — Valores da tabela de contingéncia, sensibilidade, especificidade e
eficiéncia obtidos nas simulag¢des com as redes neurais.

Classificador VP VN FP FN Sensibilidade Especificidade Eficiéncia

rna_01 89 85 15 11 89,00% 85,00% 87,00%
rna_02 85 90 10 15 85,00% 90,00% 87,50%
rna_03 89 86 14 11 89,00% 86,00% 87,50%
rna_04 91 84 16 9 91,00% 84,00% 87,50%
rna_05 89 87 13 11 89,00% 87,00% 88,00%
rna_06 84 92 8 16 84,00% 92,00% 88,00%
rna_07 88 88 12 12 88,00% 88,00% 88,00%
rna_08 88 89 11 12 88,00% 89,00% 88,50%
rna_09 85 92 8 15 85,00% 92,00% 88,50%
rna_10 87 90 10 13 87,00% 90,00% 88,50%

Utilizando a Anélise de Componentes Principais, de acordo com
0 que foi proposto na metodologia, o conjunto de 43 descritores foi
transformado em 43 componentes principais. A analise dessas
componentes foi baseada nos dois pontos definidos no item 3.3.2 do
capitulo anterior: autovalor e variancia explicada acumulada.
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Figura 24 — Resultados da Analise de Componentes Principais: autovalores para
as componentes com e sem rotagdo, identificando com marcador preenchido a
maxima componente a ser selecionada.
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Figura 25 — Resultados da Analise de Componentes Principais: variancia
explicada acumulada para as componentes com e sem rotacéo, identificando
com marcador preenchido a maxima componente a ser selecionada.
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Analisando os resultados das componentes principais com base
no autovalor, que podem ser observados na Figura24, foram
selecionadas as primeiras 9 e 16 componentes. Com base nos valores
acumulados da variancia explicada, ilustrados na Figura 25, foram
selecionadas apenas as primeiras 19 e 24 componentes.

Os resultados obtidos com as componentes selecionadas aplicadas
como estimulo de entrada de rede Perceptron Multicamadas sdo
apresentados na Tabela 3. Pode-se observar nessa tabela que os valores
dos falsos positivos e negativos também foram baixos, porém superiores
aos atingidos pelas redes neurais com o conjunto de descritores como
estimulo de entrada.

Todos os valores de sensibilidade, especificidade e eficiéncia
obtidos foram superiores a 80%. Os melhores valores correspondentes a
estas taxas foram 90, 89 e 88%, obtidos, respectivamente, pelas redes
rna_07, rna_10 e rna_07. Considerando o desempenho médio da rede,
pode ser considerado que a rede rpca_07 apresentou os melhores
resultados dentre as redes com componentes principais como estimulo
de entrada.

Tabela 3 — Valores da tabela de contingéncia, sensibilidade, especificidade e
eficiéncia obtida nas simulacfes das redes neurais utilizando componentes
principais como estimulo de entrada das redes.

Classificador® VP VN FP FN Sensibilidade  Especificidade  Eficiéncia

rpca_01 85 86 14 15 85,00% 86,00% 85,50%
rpca_02 86 85 15 14 86,00% 85,00% 85,50%
rpca_03 84 86 14 16 84,00% 86,00% 85,00%
rpca_04 90 80 20 10 90,00% 80,00% 85,00%
rpca_05 87 88 12 13 88,00 % 87,00 % 87,50 %
rpca_06 87 87 13 13 87,00 % 87,00 % 87,00 %
rpca_07 90 86 14 10 90,00% 86,00% 88,00%
rpca_08 87 87 13 13 87,00% 87,00% 87,00%
rpca_09 87 88 12 13 87,00% 88,00% 87,50%
rpca_10 86 89 11 14 86,00% 89,00% 87,50%

§ Asredes1a4 possuem 9 componentes como estimulo de entrada, as redes 5e 6, 7e 8,e 9e 10
possuem respectivamente 23, 19 e 16 componentes como estimulo de entrada.

Sequencialmente, foram realizados testes utilizando as Fungbes
Discriminantes. Os resultados das simula¢fes podem ser observados na
Tabela 4 e Tabela 5. O tamanho das func¢Ges obtidas apds as simulagdes,
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isto é, a quantidade de descritores incluidos na fun¢éo, variou entre 3 e
36. Os valores dos pesos das varidveis de cada funcéo discriminante sao
apresentados no Apéndice I.

Tabela 4 — Tamanho das fungdes obtidas com a Anélise de Discriminantes, da
correspondente reducdo no tamanho do conjunto de descritores utilizados na
classificacdo e apresentacéo dos indices de desempenho das fungbes (variancia
explicada e significancia estatistica).

Classificador ~ Tamanho® Centroides :}/Xagliiécr;%i: Sg;;ftiiz i\irga
Ida_01 3 +1,0899 54,71% 7,00x10%
Ida_02 7 +1,2963 63,08% 1,29x10%
Ida_03 7 +1,2963 62,94% 1,59x10%
Ida_04 7 +1,2924 66,87% 1,12x10%
Ida_05 9 +1,3591 65,26% 1,34x10%
Ida_06 12 +1,4087 71,15% 7,18x10™8
Ida_07 22 +1,5572 54,71% 7,00x10%
Ida_08 24 +1,5707 71,50% 4,31x10™
Ida_09 31 +1,6076 72,44% 1,92x10™
Ida_10 36 +1,6105 54,71% 7,00x10%°

§ O tamanho corresponde & quantidade de descritores incluidos na funco discriminante.

A variancia explicada pelas fungbes discriminantes apresentou
valor médio de 63% e todas as funcbes obtidas apresentaram valores de
significancia estatistica validos com valores de p muito pequenos. O
menor valor de variancia foi obtido pela funcdo Ida_10 (54%).

Um aspecto que pode ser destacado é a existéncia de simetria nos
valores dos centroides de todas as funcBes que, segundo a literatura,
pode favorecer a classificacdo dos padrfes apresentados. No entanto, a
distribuicdo dos padrfes em torno do centroide foi bastante dispersa,
devido & alta variancia apresentada pelos sinais de EEG, e
consequentemente pelos valores dos descritores. Essa dispersdo e a
pequena distancia entre os centroides das funcdes obtidas fez com que a
simetria do valor dos centroides ndo influenciasse na classificagdo dos
padrdes.
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Tabela 5 — Valores da tabela de contingéncia, sensibilidade, especificidade e
eficiéncia obtida nas simulagdes utilizando as fun¢@es discriminantes.

Classificador VP VN FP FN Sensibilidade  Especificidade  Eficiéncia

Ida_01 85 84 16 15 85,00% 84,00% 84,50%
Ida_02 89 77 23 11 89,00% 77,00% 83,00%
Ida_03 90 80 20 10 90,00% 80,00% 85,00%
Ida_04 90 74 26 10 90,00% 74,00% 82,00%
Ida_05 85 75 25 15 85,00% 75,00% 80,00%
Ida_06 83 81 19 17 83,00% 81,00% 82,00%
Ida_07 88 77 23 12 88,00% 77,00% 82,50%
Ida_08 90 81 19 10 90,00% 81,00% 85,50%
Ida_09 89 77 23 11 89,00% 77,00% 83,00%
Ida_10 86 77 23 14 86,00% 77,00% 81,50%

Analisando os resultados obtidos na Tabela 5, pode-se observar
gue os valores de falsos positivos e negativos foram maiores do que 0s
outros dois tipos de classificadores utilizados anteriormente. Os valores
médios foram de 22 falsos positivos e 13 falsos negativos.

O melhor valor de falsos positivos foi obtido pela Ida_01 e trés
fungdes — Ida_03, Ida_04 e Ida_08 — apresentaram o menor valor de
falsos negativos. O valor médio da sensibilidade, de 87,5%. Esse valor
foi semelhante aos valores observados na Tabela2 e Tabela 3, com
destaque para as funcdes Ida_03, Ida_04 e Ida_08, que apresentaram
90% de sensibilidade.

Por outro lado, o valor médio de 78,3% de especificidade foi
inferior as meédias de 88,3 e 85,5% observados nos classificadores
anteriores. Como consequéncia da baixa especificidade, a eficiéncia
média de 82,9% também foi mais baixa que os valores apresentados na
Tabela 2 e Tabela 3. O melhor valor de eficiéncia, de 85,5%, foi obtido
pela funcdo Ida_07. Esse pode ser considerado um valor bom quando
comparado aos 88% atingidos na Tabela 2 e aos 88,5% apresentados na
Tabela 3.

O ultimo grupo de classificadores analisado neste trabalho foi
uma combinacdo das funcBes discriminantes e das redes neurais. Os
conjuntos de descritores de todas as 10 fun¢des obtidas foram utilizados
como estimulo de entrada e os resultados obtidos com as 10 melhores
redes sdo apresentados na Tabela 6.
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Tabela 6 — Valores da tabela de contingéncia, sensibilidade, especificidade e
eficiéncia obtida nas simulagdes das redes neurais utilizando as variaveis das
fungdes discriminantes como estimulo de entrada das redes.

Classificador VP VN FP FN Sensibilidade  Especificidade  Eficiéncia

rlda_01 85 85 15 15 85,00% 85,00% 85,00%
rlda_02 85 86 14 15 85,00% 86,00% 85,50%
rlda_03 85 81 19 15 85,00% 81,00% 83,00%
rlda_04 85 86 14 15 85,00% 86,00% 85,50%
rlda_05 82 90 10 18 82,00% 90,00% 86,00%
rlda_06 83 84 16 17 83,00% 84,00% 83,50%
rlda_07 87 85 15 13 87,00% 85,00% 86,00%
rlda_08 90 83 17 10 90,00% 83,00% 86,50%
rlda_09 88 88 12 12 88,00% 88,00% 88,00%
rlda_10 80 91 9 20 80,00% 91,00% 85,50%

Os valores dos falsos positivos e negativos obtidos pelas
melhores redes foram relativamente baixos, com média de 14 falsos
positivos (7%) e 15 falsos negativos (7,5%). Os melhores valores foram
obtidos pela rede rlda_10, com nove falsos positivos (4,5%) e rlda_08
com dez falsos negativos (5%).

Os valores de sensibilidade e especificidade obtidos foram todos
iguais ou maiores que 80%, com média de 85% de sensibilidade e
85,9% de especificidade. Podem ser destacadas as redes rlda_08 com
90% de sensibilidade, rlda_10 com 91% de especificidade e rlda_09
com eficiéncia de 88%.

Finalizada esta primeira etapa de testes, o proximo passo foi a
escolha dos melhores classificadores. Foram selecionados rna_08,
rpca_07, Ida_08 e rlda_09.

As primeiras simulages com a base de dados Base B foram
realizadas apenas com o0s segmentos de sinais de EEG - com
741 padrdes epileptiformes e 657 padroes ndo epileptiformes. A
finalidade dessas simulacGes foi verificar a adequacdo do critério de
escolha definido.

Os resultados obtidos nessas simulagdes podem ser observados na
Tabela 7. Nessa tabela sdo apresentados, além dos valores da tabela de
contingéncia, sensibilidade, especificidade e eficiéncia, o valor do limiar
(threshold) de classificacdo utilizado em cada classificador e a variagdo
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(aumento ou diminuicdo) do valor da eficiéncia apresentado na
classificacdo dos segmentos de sinais da Base B.

Tabela 7 — Resultado da comparagdo do desempenho dos classificadores em
duas bases de dados diferentes (Base A e Base B).

ficador B¢ g VP VN FP PN S fiotiade (tmia de acrio
A 0610 88 89 11 12 88,00% 89,00% 88,50% -
ma_08 B 0,610 712 338 319 29 96,09% 51,45% 75,11% | 151%
B 0,924 630 559 98 111 85,02% 85,08% 85,05% | 3,9%
A 0560 90 86 14 10 90,00% 86,00% 88,00% -
rpca_ 07 B 0,560 700 301 356 41 94,47% 4581% 71,60% | 18,6%
B 0,900 620 540 117 121 83,67% 82,19% 82,98% |5,7%
A 0560 88 88 12 12 88,00% 88,00% 88,00% -
rlda_09 B 0,560 720 281 376 21 97,17% 42,77% 71,60% | 18,6%
B 0,850 624 553 104 117 84,21% 84,17% 84,19% | 4,3%
\da 08 A - 90 81 19 10 90,00% 81,00% 85,50% -
- B - 574 468 189 167 77,46% 7123% 7454% | 12,8%

Analisando os resultados da Tabela 7 podem ser observadas e
destacadas duas questdes: o valor do threshold e a variagdo da
eficiéncia.

Ao longo de todas as simulagdes com as redes neurais, a
determinacédo do valor do threshold foi realizada com o intuito de atingir
a méxima eficiéncia da rede. Ao realizar os testes dos classificadores
com os descritores extraidos dos 1.398 segmentos de sinais da Base B o
valor do threshold néo foi alterado.

Como observado na Tabela7, a utilizagdo do mesmo valor
resultou em diminuicdo da eficiéncia de 15,1% na rna_08 e 18,6% na
rpca_07 e rlda_09. Considerando a média de todas as redes da Tabela 2,
Tabela 3 e Tabela 6, houve uma diminuigdo de 7,22% na eficiéncia das
redes “rpca”, de 16,11% nas redes “rna” e de 16,97% nas redes “rlda”.

Ap0s observar os registros de EEG e os valores dos descritores de
cada conjunto de dados (Base A e Base B) percebeu-se que a
amplificacdo do sinal na aquisicdo da Base B foi superior aquela na
aquisicdo da Base A. Como os descritores baseiam-se na andlise
morfoldgica do EEG, a maior amplificacdo resultou em descritores com
os valores numéricos mais elevados na Base B. Consequentemente, em
muitos segmentos analisados, os valores dos descritores para os padrfes
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ndo epileptiformes se assemelharam aqueles dos paroxismos e
resultaram em erros na classificacdo dos padrbes. Desta forma, na
tentativa de recuperar o desempenho da rede, foi necessario aumentar o
valor do threshold para que a maxima eficiéncia das redes neurais fosse
atingida. O aumento desse valor resultou em uma variacéo da eficiéncia
mais aceitavel, implicando na diminui¢cdo média de 3,1% para “rna”, de
2,6% para “rpca” e de 4,0% para “rlda”.

Particularmente, como as redes neurais utilizando componentes
principais como estimulo de entrada (“rpca”) inicialmente apresentaram
uma menor reducdo da eficiéncia, em 60% das redes “rpca”, a alteragéo
no valor do threshold resultou no aumento da eficiéncia.

O melhor desempenho das redes “rpca” pode ser atribuido as
componentes principais corresponderem, por natureza, a uma
combinagdo linear das variaveis que explicam (ou representam), cada
uma, uma porcentagem da variancia do conjunto de dados inicial. Em
outras palavras, um conjunto reduzido de componentes principais
funciona como uma generalizagdo do conjunto de descritores, gerando
um bom desempenho da classificagdo, porque a rede estd “aprendendo”
um conjunto de padrdes genérico — 0 que a deixa mais robusta e
preparada para a classificacdo de novos padrGes diferentes daqueles
utilizados em seu treinamento.

Por definicdo, a Anélise de Componentes Principais pode ser
aplicada como ferramenta para extrair caracteristicas de um determinado
grupo de varidveis que aparentemente ndo possuem correlagdo entre si
(MYATT; JOHNSON, 2009). Neste contexto, a aplicagdo da PCA no
conjunto de descritores resulta em uma combinacdo deles que pode estar
realcando caracteristicas que auxiliam a classificagdo dos padrdes
realizada pelas redes neurais.

A variagdo da eficiéncia encontrada nas simulacées com a Base B
possibilitou a percepcdo de que, para a identificagdo dos padrdes
epileptiformes em sinais de EEG, a melhor rede neural ndo é
necessariamente aquela com o maior valor de eficiéncia. Também neste
caso, a determinacdo da melhor rede com a utilizagdo dos valores
preditivos ndo foi a mais adequada porque as melhores redes,
determinadas por este critério, também apresentaram uma reducao
significativa no desempenho da Base B.

Apos as simulagdes realizadas ndo foi possivel identificar um
padrdo de correlagdo entre alguma métrica de desempenho e o melhor
desempenho do classificador quando novos e diferentes padrdes sdo
apresentados a ele. Possivelmente, com um nimero maior de simulagées
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ou com a utilizagdo de conjuntos de treinamento e testes muito maiores,
a identificacdo de uma métrica mais robusta pode ser identificada.

Com o intuito de verificar a generalizacdo e avaliar a metodologia
proposta para identificar os padrdes epileptiformes, a selegdo dos quatro
melhores classificadores foi variada e baseada em um equilibrio entre
valores de desempenho com as bases A e B. Desta forma, foram
selecionados os seguintes classificadores: rna_09, rpca_04, Ida_06 e
rlda_10.

Apdbs a selecdo dos quatro classificadores foram realizadas as
simulagfes com os registros das bases B e C. Nestas simula¢fes
utilizaram-se os registros de EEG completos e considerou-se o contexto
de todos os canais adquiridos, ou seja, a propagacdo dos paroxismos
para 0s canais adjacentes. Os resultados obtidos dessas simulagdes séo
apresentados na Figura 26 a Figura 28 e na Tabela 8.



Registros de EEG (quantidade de padrdes epileptiformes)

Figura 26 — Sensibilidade dos classificadores para os registros da Base B.
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Figura 27 — Valores de especificidade dos classificadores para os registros de

EEG da Base B.
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Figura 28 — Eficiéncia dos classificadores para os registros de EEG da Base B.

Registros de EEG (quantidade de padrdes epileptiformes)
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Na Figura 26, Figura27 e Figura28 sdo apresentados o0s
resultados obtidos utilizando a Base B. O valor médio da eficiéncia para
todos os 17 registros de EEG analisados pode ser considerado bom para
as redes rpca_04, rna_09 e rlda_10 — que obtiveram valores de 90,42%,
88,21%, 88,88% de eficiéncia média, respectivamente — e ruim para
Ida_06 que obteve apenas 34,52%. E importante destacar que as redes
neurais obtiveram um desempenho “oposto” as fungfes discriminantes
uma vez que enquanto as redes obtiveram altos valores de especificidade
e baixa sensibilidade, a funcdo discriminante apresentou sensibilidade
média de 94,75% e apenas 34,40% de especificidade média.

Esse comportamento de oposicdo do desempenho das redes e da
funcdo discriminante também foi observado nas simulagbes com a
Base C. Como pode ser observado na Tabela 8, as redes obtiveram
sensibilidade e especificidade médias de 29,12 e 85,56%,
respectivamente, enquanto que a Ida_06 obteve 80,14% de sensibilidade
e 35,62% de especificidade. No entanto, os valores obtidos com essa
base de dados foram menores que aqueles obtidos com a Base B.
Considerando os quatro classificadores, houve uma diminuicdo de 46%
no valor da sensibilidade, a especificidade foi 3% menor e a eficiéncia
diminuiu aproximadamente 4%.

Tabela 8 — Valores da tabela de contingéncia, sensibilidade, especificidade e
eficiéncia obtida nas simulages com a base de dados (Base C).

Classi- Marcagéo® VP UN Fp pN Sensibi-  Especifi-

EEG ficador EEP NEP lidade  cidade

Eficiéncia

rpca_04 0 271 29 0 100,00% 90533%  90,33%
c1 rna_09 0 300 0 234 66 O 100,00%: 78,00%  78,00%
rlda_10 0 234 66 0 100,00 78,00%  78,00%
Ida_06 0 35 265 0 100,00% 1167% 11,67%
rpca_04 4 766 53 19 1739% 9353%  91,45%
c2 rna_09 23 796 1 798 21 22 435% 97,44%  94,89%
rlda_10 1 786 33 22 435% 9597% 93,47%
Ida_06 17 398 421 6  7391% 48,60%  49,29%
rpca_04 0 2650 946 3 0,00% 73,69% 73,63%
c3 rna_09 3 3503 0 2645 951 3 0,00%  7355% 73,49%
rlda_10 ' 0 2609 987 3 000% 7255% 72,49%
Ida_06 3 1487 2109 0 100,00% 41,35%  41,40%
rpca_04 2 6544 625 28 6,67% 91,28%  90,93%
ca rna_09 30 7139 2 6597 572 28 6,67% @ 92,02% 91,67%
rlda_10 ' 3 6478 691 27 10,00% 90,36%  90,03%

Ida_06 14 2,929 4.240 16 46,67% 40,86%  40,88%

8 Marcacéo refere-se a identificacdo dos paroxismos (EEP) e dos padrdes ndo-epileptiformes (NEP).
Assume-se um valor de 100% de sensibilidade tanto o especialista quanto o classificador néo
identificaram paroxismos no registro de EEG analisado.
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Os resultados obtidos apds a utilizacdo da Base D podem ser
observados na Figura 29e Figura 30, sendo que a primeira apresenta o
desempenho médio dos 30 registros de EEG marcados pelo
especialistal e a segunda apresenta o desempenho médio dos 30
registros de EEG marcados pelo especialista 2. Os resultados detalhados
da Base D podem ser observados no Apéndice J e no Apéndice K

Figura 29 — Desempenho médio dos classificadores nas simulages com 0s
registros da base D utilizando o especialista 1 como referéncia.
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Figura 30 — Desempenho médio dos classificadores nas simula¢des com os
registros da base D utilizando o especialista 2 como referéncia.
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Os valores de eficiéncia obtidos nas simulacdes da Base D
classificadas pelas trés redes neurais podem ser considerados
relativamente bons tanto para os registros de EEG marcados pelo
especialista 1, com 93,43% de eficiéncia média, quanto para os registros
marcados pelo especialista 2, com 93,20% de eficiéncia média.

Assim como o obtido nas bases B e C, a fungdo discriminante
apresentou resultados bem abaixo do que aqueles apresentados pelas
redes neurais. A eficiéncia e a especificidade média foram de
aproximadamente 45% para 0s registros marcados tanto pelo
especialista 1 como pelo especialista 2. Esse resultado é considerado um
resultado insuficiente. Novamente a funcdo Ida_06 obteve melhores
valores de sensibilidade do que as redes com média de 86,54 e 84,14%
para as marcacOes do especialista 1 e 2, respectivamente, enquanto que
as redes obtiveram 29 e 31,84% de sensibilidade média, resultado
também insuficiente.

Levando em conta estes dados, ao comparar 0s resultados da
classificacdo na Base D com os resultados da concordéncia entre 0s
especialistas, apresentados no Apéndice L e Apéndice M, é possivel
considerar que a classificagdo computacional obteve resultados
semelhantes. A média da sensibilidade e da especificidade da
classificacdo dos registros realizada pelo especialista 2 (considerando o
especialistal como referéncia) foi de 54,13% e 99,45%,
respectivamente. Analisando o0 inverso, ou seja, utilizando o
especialista 2 como referéncia, foram obtidos valores médios de 46,60%
de sensibilidade e 99,77% de especificidade. Em ambos os casos a
eficiéncia média da classificacdo foi de 99,23%. Isso representa uma
concordéncia muito boa. Realizando uma comparacéo os valores médios
considerando ambos o0s especialistas constatou-se que os valores da
eficiéncia e da especificidade das redes neurais foram 5,96 e 5,63%
menores do que os valores atingidos pelos especialistas e a sensibilidade
foi 39,6% menor. A funcdo Ida_06 atingiu aproximadamente 54% da
especificidade e eficiéncia dos especialistas mas, por outro lado, obteve
sensibilidade 69,4% maior.

E importante destacar um aspecto observado na analise dos
resultados das simulagcbes da Base D que corrobora observagdes
descritas na literatura (HARNER, 2009; SCHOMER; SILVA, 2011,
WILSON et al., 1996; WILSON; EMERSON, 2002): a alta
concordéncia entre os especialistas na definigdo dos verdadeiros
negativos.

Analisando os resultados de especificidade obtidos, é possivel
comprovar que, apesar de existirem diferencas nas marcacgdes entre 0s
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especialistas e os padrdes epileptiformes duvidosos ndo terem sido
marcados, ambos o0s especialistas concordaram muito (99%) na
identificacdo dos padrfes ndo-epileptiformes.

Além disso, apesar das diferengas de desempenho, percebeu-se
gue a tendéncia de comportamento das redes neurais desenvolvidas era
semelhante ao dos especialistas. Isto €, os valores de sensibilidade séo
muito menores que os valores de especificidade.

Finalmente, com as simula¢es usando as 180 telas de avaliagcdo
foram obtidos resultados de sensibilidade, especificidade e concordancia
na marcacdo dos padrdes epileptiformes apresentados respectivamente
na Tabela 9, na Tabela 10 e na Tabela 11. Como pode ser observado nas
tabelas, os resultados foram obtidos utilizando oito classificadores —
quatro especialistas (E1, E2, E3 e E4), trés redes neurais (rna_09,
rpca_04 e rlda_10) e uma funcdo discriminante (Ida_06) — tanto como
referéncia (Ref.) quanto como classificador (Class.).

Tabela 9 — Sensibilidade (probabilidade de marcagdo de um paroxismo) entre 0s
quatro especialistas e 0s quatro classificadores.

Class.

Ref El E2 E3 E4  rpca_04 rna_09 rida_10 Ida_06

El 1,000 1,004 0,728 0900 0,754 0,142 0,201 0,844
E2 0,276 1,000 0318 0434 0462 0092 0,126 0,735
E3 0,642 1,019 1,000 0814 0,747 0182 0,226 0,901
E4 0597 1,047 0612 1,000 0666 0128 0,175 0,866
rpca_04 0,247 0552 0,278 0329 1,000 0,212 0,240 0,860
rma_09 019 0462 028 0266 0891 1000 0,739 0,989
rlda_10 0230 0523 0,293 0,302 0,838 0,613 1,000 1,000
Ida_06 0,103 0,326 0125 0,159 0,320 0,087 0,107 1,000

Tabela 10 — Especificidade (probabilidade de marcagdo de um padrdo ndo-
epileptiforme) entre os quatro especialistas e os quatro classificadores.

ot Class. g1 B2 E3  E4 rpca 04 ma 09 rida 10 Ida 06
EL 1000 0789 095 0931 0827 095 0050 0441
E2 0997 1,000 0990 0989 0869 0963 0961 0473
E3 0980 0803 1000 0938 0834 0960 0953 0446
E4 0992 0833 0975 1000 0840 0958 0952 0452

rpca_04 0975 0810 099 0929 1,000 0,993 0,987 0,499
rna_09 0932 0742 0913 0876 0821 1000 0975 0,444
rlda_10 093 0,749 0917 0881 0,826 0986 1,000 0,449
Ida_06 098 0821 095 0930 0929 0999 1,000 1,000




93

Tabela 11 — Concordancia da marcacdo, dos padrdes epileptiformes, entre os
quatro especialistas e os quatro classificadores.

Ret Class.  gq E2 E3 E4 rpca 04 rna_09 rida 10 Ida_06
E1 1,000 0526 0665 0746 0424 0,160 0,205 0,289
E2 0526 1,000 0,544 0,652 05507 0,206 0,255 0,485
E3 0,665 0544 1,000 0,684 0436 0235 0252 0,322
E4 0746 0,652 0,684 1,000 0462 0185 0,227 0,352

rpca_04 0424 0507 0436 0462 1,000 0435 0449 0,525
rna_09 0,160 0,206 023 0,18 0435 1000 0,673 0,29
rida_10 0,205 0255 0,252 0,227 0449 0673 1,000 0,327
Ida_06 0289 048 0322 0352 0525 0294 0,327 1,000
Média® 0646 0574 0631 0694 0457 0,19 0,235 0,362

$ A média refere-se ao valor médio considerando apenas a concordancia com os especialistas.

Os resultados obtidos na Tabela 9 e na Tabela 10 sdo compativeis
com aqueles obtidos nas simulagdes com as bases de dados B, C e D. Os
valores de sensibilidade atingidos pelas redes foram menores que os de
especificidade, enquanto que a funcdo discriminante apresentou um
comportamento contrario — sensibilidade maior do que a especificidade.

Utilizando as marcacdes de quatro especialistas, que
identificaram todos os possiveis paroxismos, incluindo os duvidosos, foi
possivel obter valores de desempenho mais precisos — uma vez que um
dos problemas da avaliacdo de metodologias de identificacdo automatica
de padrdes epileptiformes € a inexisténcia de um padrdo-ouro e a baixa
concordancia entre os especialistas.

Os valores médios da sensibilidade para os quatro classificadores
computacionais (rpca_04, rna_09, rlda_10 e Ida_06) foram 0,657; 0,136;
0,182 e 0,837, respectivamente. A diferenca de sensibilidade entre as
redes neurais foi mais evidente e pode-se observar uma menor diferenca
entre a rpca_04 e a Ida_06. Esta Ultima continuou apresentando o maior
valor de sensibilidade entre os classificadores analisados.

A especificidade, que pdde ser calculada com maior precisao,
apresentou média de 0,843 para a rede rpca_04, de 0,959 para rna_09,
de 0,954 para rlda_10 e de 0,453 para Ida_06. O comportamento da
especificidade foi semelhante aos resultados anteriores, nos quais a
funclo discriminante apresentou os menores valores. Entretanto foi
observado que, ao contrario dos resultados das simulacfes anteriores, 0
valor da especificidade da rpca_04 foi menor do que o das outras duas
redes (rna_09 e rlda_10).
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Em funcdo da baixa prevaléncia e da alta especificidade
apresentadas nos resultados das bases B, C e D, o valor da concordancia
na marcacdo apresentou-se como um indice para avaliagdo do
desempenho mais robusto, uma vez que foi obtido no reconhecimento a
uma alta concordancia dos especialistas na definicdo de um padrao
epileptiforme (SCHOMER; SILVA, 2011; WILSON et al., 1996). Pode-
se observar na Tabela 11, a concordancia entre os especialistas ndo foi
superior a 0,75 e a média entre todos eles foi 0,636.

Analisando a concordancia dos classificadores computacionais
com a marcacdo dos especialistas, pdde-se verificar que os valores
atingidos foram baixos, uma vez que eram esperados valores mais
préximos ao desempenho dos especialistas.

A concordancia média dos classificadores de 0,313 é 49,13% do
valor atingido entre os especialistas (0,636). Entre os classificadores, a
maior concordancia, de 0,457, foi obtida pela rpca_04.

O desempenho abaixo do esperado € devido a baixa quantidade
de segmentos de sinais de EEG utilizados no treinamento dos
classificadores e, ainda, pelo fato das marcagbes utilizadas no
treinamento ndo considerarem os paroxismos duvidosos, o0 que pode ter
gerado falsos positivos.

Em ambos os casos, a solugdo depende da disponibilidade de um
grande numero de especialistas — quanto maior o nlmero, maior € a
qualidade do conjunto de marcacfes — para realizar exatamente a anlise
gue h& décadas tenta-se facilitar: a rigorosa identificagdo de todos os
padrdes epileptiformes presentes em um grande ndmero de registros de
EEG.

As marcaces das 180 telas utilizadas para os testes finais podem
Ser um comego, porém é necessario um banco de marcagfes muito
maior para que os classificadores possam ter uma qualidade de
treinamento minimamente semelhante aquela dos especialistas — que
chegam a analisar centenas de registros antes de serem considerados
plenamente aptos a realizar a correta identificacdo dos paroxismos.

No entanto, apesar do desempenho alcancado ter sido abaixo do
esperado, pode-se considerar que a metodologia proposta apresentou
resultados promissores, pois o0 comportamento das redes neurais
desenvolvidas, que apresentaram sensibilidade baixa e especificidade
alta, foi semelhante ao comportamento descrito na literatura sobre a
concordéancia entre os especialistas.

N&do foi possivel realizar analise comparativa dos resultados
obtidos em outros trabalhos porque nesses estudos diferentes padrdes e
segmentos de sinal de uma mesma base dados séo utilizados, tanto para
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treinamento quanto para o teste dos classificadores. Uma comparagéo
direta dos resultados significa uma reproducdo da metodologia ou do
sistema proposto e a realizacdo de testes utilizando as bases de dados
deste trabalho. Porém, a reproducéo dos trabalhos ndo é possivel porque,
por diversos motivos, 0os mesmos ndo detalham todas as informacdes
necessarias para a sua reproducao.

Dentre os trabalhos encontrados na literatura ao longo do estudo
do estado da arte da deteccdo automatica de paroxismos e aqueles
citados neste trabalho, apenas o estudo de Wilson et al. (1999) pode ser
comparado parcialmente, uma vez que este utilizou bases de dados
diferentes. Porém, enquanto Wilson et al. (1999) utilizou registros de
curta duragdo e um dos especialistas realizou a marcagdo dos registros
de treinamento e teste, este trabalho utilizou registros de longa duracdo
com caracteristicas distintas entre a base de dados de treinamento e
teste, além de especialistas diferentes para realizar a marcacdo de cada
base de dados.

A comparacdo que pode ser feita € aquela em que, conforme os
resultados e discussdo apresentados por Wilson et al. (1999), os
resultados do classificador computacional também foram menores do
gue a concordancia dos especialistas. Além disso, a utilizacdo do
sistema em um ambiente clinico ao longo de um ano mostrou que a
eficiéncia foi menor do que a obtida com os testes do sistema (ndo tendo
sido mencionado o valor dessa reducéo).






5 CONCLUSOES

O objetivo principal deste trabalho foi a apresentacdo de uma
proposta de metodologia para a deteccdo automética de padroes
epileptiformes em sinais de EEG baseada em andlise morfolégica foi. A
metodologia proposta constituiu-se por uma primeira etapa de
processamento digital do sinal, na qual foram realizadas as operages de
interpolacao, filtragem e conformacéo do espectro de frequéncias, e uma
segunda etapa de extracdo do conjunto de descritores utilizando um
algoritmo desenvolvido neste trabalho, especificamente para esta tarefa.

A interpolacdo dos sinais para uma frequéncia de amostragem de
1 kHz foi aplicada para padronizar os dados de entrada que, nesse caso,
sdo os registros de EEG que podem ser adquiridos com diferentes
frequéncias de amostragem.

O objetivo da filtragem realizada foi a remocdo de desvios da
linha de base dos sinais e a eliminacdo das interferéncias causadas pela
rede elétrica. A decisdo de ndo aplicar um filtro passa-baixa para
selecionar apenas as frequéncias até 70 Hz, que representam a faixa
considerada atualmente como faixa de trabalho para a deteccdo dso
padrdes epileptiformes, justifica-se no fato do conjunto de descritores
utilizados na metodologia proposta conseguir diferenciar os padrdes
epileptiformes dos padroes de alta frequéncia (>70 Hz).

Por sua vez, a obtencdo e a aplicacdo de uma curva para a
conformacdo do espectro de frequéncias foi a melhor solucédo
encontrada para resolver o problema da presenca das componentes de
baixa frequéncia que, se removidas do espectro, interferem de forma
prejudicial na morfologia dos padres. A remocédo dessas frequéncias,
inferiores a 5 Hz altera a morfologia de alguns tipos de padrGes nao-
epileptiformes de tal forma que a sua semelhanca com os padrfes
epileptiformes é suficiente para ocasionar ddvidas na etapa de
classificacao.

Utilizando a conformagdo, o espectro de frequéncias foi
processado de tal forma que as componentes de frequéncia inferiores a
5 Hz sdo atenuadas de forma sutil e continuam presentes no espectro,
porém sem danos & morfologia dos padrdes. Assim, a maneira como a
interpolacéo e a filtragem foram aplicadas e a obtencdo e utilizagdo da
curva de conformacdo do espectro de frequéncias podem ser
consideradas contribuic@es relevantes deste trabalho.

A segunda etapa da metodologia proposta foi sele¢éo do conjunto
de descritores selecionado. O conjunto adotado neste trabalho foi
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desenvolvido como parte de uma tese de doutorado do IEB-UFSC e
encontra-se disponivel na literatura. No entanto, o contetdo adotado no
desenvolvimento dessa metodologia ficou restrito a defini¢ao tedrica de
cada um dos descritores. A obtengédo dos valores dos descritores foi um
processo realizado por um algoritmo desenvolvido neste trabalho, com o
objetivo especifico de extrair os valores dos descritores dos sinais de
EEG. Para tanto, foram necessarias adaptacdes da teoria do conjunto de
descritores utilizada como base no desenvolvimento do algoritmo.

Para classificar os dados obtidos com a metodologia proposta,
foram selecionados dois tipos de classificadores: um matematico, na
forma de Fungbes Discriminantes, e outro computacional, na forma de
Redes Neurais Artificiais. Além disso, no que diz respeito as redes
neurais, foram aplicadas redes alimentadas pelo préprio conjunto de
descritores, por componentes principais extraidas dos descritores e por
subconjuntos dos descritores originais, formados aplicando a Analise de
Discriminantes.

Apls a realizacdo de todos os testes — nas quatro bases de
registros e nas 180 telas de EEG - foi possivel constatar que o
classificador que apresentou os melhores resultados foi o da Rede
Neural alimentada por Componentes Principais (rpca_04). A
sensibilidade atingida por essa rede nas bases de dados A, B, C, D e nas
180 telas de EEG foi, respectivamente 90, 72 31, 34 e 66%. Os valores
de especificidade obtidos pela rede rpca_04 foram 80, 90, 87, 95 e 84%
para as bases de dados e telas de EEG. A eficiéncia média obtida pela
rede nas bases de dados foi de 89%. E a concordancia dessa rede com os
quatro especialistas foi de 45,7%. Alguns aspectos observados durante o
desenvolvimento deste trabalho podem ser considerados como
contribuicBes relevantes para o contexto da deteccdo automética de
padrdes epileptiformes em sinais de EEG.

A metodologia proposta foi desenvolvida considerando o
comportamento esperado do especialista ao analisar 0s sinais e registros
de EEG em busca de padrdes epileptiformes, ou seja, o especialista é
capaz de identificar os padrbes em sinais minimamente filtrados,
adquiridos com diferentes frequéncias de amostragem e exibidos em
diferentes montagens de eletrodos. Essa motivacgao surgiu da percepcao
de que essas questBes, quando ndo incorporadas nas metodologias,
podem ser limitacbes de aplicabilidade que ndo sdo claramente
abordadas nos trabalhos descritos na literatura.

Também relacionado ao procedimento dos especialistas, mas com
foco na quantidade e diversidade dos registros analisados ao longo do
seu processo de aprendizagem e das diferentes referéncias utilizadas na
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geracdo do conhecimento basico necessario para a apta identificacdo dos
paroxismos, trés aspectos observados ao longo deste trabalho podem ser
destacados: o conjunto de treinamento, a aplicacdo do threshold e a
analise do desempenho das redes neurais.

Apbs a realizacdo dos testes da metodologia proposta em
diferentes bases de dados e a utilizagdo da marcacdo de varios
especialistas como ponto de referéncia nos testes, constatou-se a
importancia de considerar as marcagdes de varios especialistas ndo
apenas nos testes, mas também durante o treinamento da rede neural. O
conjunto de treinamento utilizado neste trabalho é resultado do consenso
absoluto entre os especialistas, 0 que pode ter sido uma das causas da
baixa eficiéncia da metodologia, uma vez que as redes ficaram
“especializadas” nas marcaces de um conjunto especifico de
especialistas. Além disso, a insercdo dos padres duvidosos que séo
identificados pelos especialistas, mas ndo sdo anotados nas bases de
dados (BARKMEIER et al., 2012; GRANT et al., 2014) podem fornecer
um conhecimento diferenciado no treinamento do classificador que
adquiriria um conhecimento mais semelhante aquele utilizado pelo
especialista no seu treinamento, possibilitando a melhora no
desempenho. Um grande obstaculo para utilizacdo de um conjunto de
treinamento com essas caracteristicas é a indisponibilidade de registros
com marcagdes suficientes para gerar o conjunto necessario. No entanto,
considerando que para marcar as 180 telas (30 minutos) de EEG
utilizadas neste trabalho os especialistas levaram, em média, cerca de
15 minutos ininterruptos. O mesmo protocolo de analise pode ser
aplicado em uma quantidade de telas maior para a geracdo do conjunto
de treinamento.

Apos o treinamento é necessério que a rede neural tenha seu
desempenho analisado, mas antes disso é necessario aplicar um limiar
de decisdo para a finalizacdo da classificacdo dos padrdes. Para o caso
especial da andlise morfoldgica a determinacdo desse limiar, chamado
threshold, ndo foi uma tarefa tdo simples quanto parece. Normalmente,
o threshold escolhido é aquele que resulta na maior eficiéncia, porém,
como os registros de EEG podem apresentar diferentes niveis de
amplificacdo do sinal, a morfologia (amplitude) do EEG sofre alteracGes
e a fixacdo de um threshold, quando se trata de analise morfoldgica,
resulta em grandes variagGes de eficiéncia. Assim, esse valor precisa ser
atualizado cada vez que o registro analisado apresentar niveis de
amplificacdo diferentes ou, assim como faz o especialista ao analisar 0s
registros, o nivel de amplificacdo do sinal (também chamada de
sensibilidade) precisa ser alterado. Neste trabalho, optou-se pela
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atualizacdo do threshold, mas isso demandou uma analise da curva de
valores de threshold que s6 foi possivel porque os registros de EEG
estavam marcados. Para a implementacdo em um sistema automatizado,
o ideal é realizar o ajuste da amplificacdo do sinal, contudo é necessaria
uma analise mais aprofundada para determinar se essa é a melhor
solucdo.

Uma vez treinada a rede e determinado o threshold, um aspecto
importante é o que diz respeito a forma de avaliacdo de desempenho da
rede. De forma geral, quanto maior a eficiéncia de classificacdo, melhor
é a rede neural, entretanto as redes implementadas para a deteccdo dos
padrdes epileptiformes podem ser consideradas como um caso especial
por dois motivos principais: ndao existe um “padrio-ouro” e a
variabilidade do sinal de EEG é muito alta, uma vez que os padrdes
eletrograficos presentes sdo diferentes entre os individuos, entre os tipos
de epilepsia e entre os estados (como sono e vigilia) de um mesmo
individuo. A grande variabilidade do sinal implica na necessidade de um
conjunto de testes composto por registros de longa duracdo ou registros
de curta duracdo que representem, minimamente, essa variabilidade.
Ainda, a inexisténcia de um ‘“padrdo-ouro” implica em analisar os
resultados utilizando marcacGes de varios especialistas. Contudo,
conforme mencionado anteriormente, existe uma grande dificuldade em
conseguir todos esses registros e marcagdes. A solugdo encontrada neste
trabalho, de utilizar telas de EEG que demandam menos tempo para sua
marcagdo e aplicar uma adaptagdo da metodologia desenvolvida por
Wilson et al. (1996), permitiu uma analise dos resultados de forma
global. Isso possibilitou uma comparagdo direta dos resultados dos
classificadores com as marcacfes de todos 0s especialistas e a
visualiza¢do da concordancia entre os especialistas.

Finalmente, além das questdes discutidas anteriormente, dois
temas devem ser estudados para continuar o trabalho realizado.

Um deles é a insercdo de uma reciclagem das redes neurais ao
longo de sua utilizacdo de forma semelhante a retroalimentacdo
implementada no sistema de Template Matching desenvolvido por
Lodder e Putten van (2014). De forma simplificada, o sistema
desenvolvido utiliza um banco de modelos de paroxismos que sao
comparados aos padrdes presentes nos registros de EEG. Os padrdes de
EEG mais correlacionados aos modelos apresentados sdo entdo
apresentados ao usuario do sistema que confirma a classificagdo com
“sim”, “nd0” ou “talvez”. O resultado da confirmacdo é entdo utilizado
para atualizar o conjunto de modelos, reforgando o treinamento e
melhorando o desempenho da classificacdo ao longo do tempo e
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personalizando-a de acordo com o conhecimento do usuario. Como os
descritores utilizados também podem ser considerados modelos dos
padrdes, a aplicacdo da retroalimentagdo em redes neurais semelhantes
aquelas utilizadas neste trabalho pode melhorar o desempenho desses
classificadores.

Outro tema considerado apropriado para aprofundar este presente
trabalho, refere-se a utilizacdo dos descritores morfolégicos como
variaveis para desenvolver um modelo matemtico que descreva 0s
paroxismos e possa ser utilizado em aplicacfes de Template Matching
ou filtragem morfoldgica. Sugere-se a utilizacdo dos descritores para o
desenvolvimento de um modelo matematico apds a observacdo de que,
ao longo das simulagBes de Andlise de Componentes Principais e
Anadlise de Discriminantes, houve uma tendéncia de alguns descritores
sempre estarem destacados ou presentes nos resultados da analise e
esses mesmos descritores representarem algumas das caracteristicas
utilizadas na literatura para a definigdo dos padrdes epileptiformes.
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Apéndice A — Protocolo para marcacao das telas de EEG
apresentado aos especialistas.

e Marcar em VERDE todos os paroxismos CERTOS (ndo ha duvida);

~ o~

T

Ponta ou espicula Polipontas ou Onda aguda
poliespiculas
Complexo espicula- Polipontas-onda lenta ou Complexo onda
onda lenta poliespicula-onda lenta aguda-onda lenta

Fonte: Montenegro et al. (2012).

e Marcar em VERMELHO os paroxismos DUVIDOSOS;
 Realizar a marcagdo de acordo com a seguinte definic&o:

Quadro 12.1. Caracteristicas da atividade epileptiforme

. Simetria versus assimetria da onda: ondas agudas e espiculas epileptiformes tém uma ascenséo aguda
e a segunda fase (descida) mais lenta, conferindo aspecto assimétrico entre dois lados da onda. Ondas
agudas nao epileptiformes s&o simétricas quanto a duragdo da fase de subida e descida.

ser da mesma polaridade ou de polaridade oposta. Ondas agudas e espiculas nao epileptiformes
raramente sao seguidas por atividade lenta.

3. Ondas agudas e espiculas epileptiformes geralmente sao bifasicas ou trifasicas, enquanto a
atividade nao epileptiforme é monofasica.

4. Ondas agudas e espiculas epileptiformes tém duragao diferente da atividade de fundo normal do
paciente, sendo mais alta ou mais baixa e, consequentemente, chamam a atencao do
eletrencefalografista.

ao redor das ondas agudas.

2. Ondas agudas e espiculas epileptiformes sao frequentemente seguidas por ondas lentas, podendo

5. A atividade de fundo préxima da atividade epileptiforme geralmente é perturbada, formando um “campo”

Fonte: Montenegro et al. (2012).






Apéndice B — Resumo dos elementos do conjunto de descritores

Identificagao

Descricéo

Amax, Bmin amplitude maxima e minima do sinal, respectivamente
Tdif intervalo de tempo entre Amax e Bmin do sinal
DifAB diferenga entre Amax e Bmin do sinal

Amax_pts amplitude maxima do segmento de 300ms

Bmin_pts amplitude minima do segmento de 300ms

Tdif_pts intervalo de tempo entre Amax_pts e Bmin_pts
DifAB_pts diferenca entre Amax_pts e Bmax_pts

T duracéo do padréo

dbase base do padréo, relativa a sua maxima amplitude absoluta
dpos lado oposto ao angulo do pico positivo

dneg lado oposto ao angulo do pico negativo

trp distancia da amplitude maxima ao extremo do padréo
trn distancia da amplitude minima ao extremo do padréo
tgp, tgn tangente do angulo positivo e negativo, respectivamente
ang_pos, ang_neg angulo do pico positivo e do pico negativo

ang_pico angulo do pico (vértice de maior amplitude absoluta)
Amax_i amplitude maxima da regido inicial do sinal

Bmin_i amplitude minima da regiéo inicial do sinal

DifA_i diferenga em amplitude entre Amax e Amax_i

tA_ i diferenga em distancia entre Amax e Amax_i

DifB_i diferenga em amplitude entre Bmin e Bmin_i

tB_i diferenga em distancia entre Amin e Amin_i

Amax_f amplitude maxima da regido final do sinal

Bmin_f amplitude minima da regiéo final do sinal

DifA_f diferenga em amplitude entre Amax e Amax_f

tA_f diferenca em distancia entre Amax e Amax_f

DifB_f diferenga em amplitude entre Bmin e Bmin_f

tB_f diferenga em distancia entre Amin e Amin_f

desvio, desvioC

desvio padrdo do sinal e do segmento de 300ms

media, mediaC

média do sinal e do segmento de 300ms

coef, coefC coeficiente de variagdo do sinal e do segmento de 300ms
vari, variC variancia do sinal e do segmento de 300ms

CF, CFC fator de crista do sinal e do segmento de 300ms
entrop_nor entropia (normalizada) do sinal

entrop_norC

entropia (normalizada) do segmento de 300ms







Apéndice C - Interface gréfica utilizada nos testes dos filtros
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Apéndice D — Fluxograma do funcionamento do algoritmo
desenvolvido para calcular o conjunto de descritores

INICIO

Selecdo de todos os segmentos de sinal de
EEG que serdo analisados

Processamento digital dos sinais
(interpolacéo, filtros e conformacéo do espectro)

Célculo da amplitude maxima
(Amax) e minima (Bmin)

[ calculo de DifAB e Tdif |

Novo célculo de
Amax e Bmin

Tratamento
de bordas ?

Determinacéo do segmento de 300ms
centralizado no padrdo

Célculo de Amax_pts, Bmin_pts,
DifAB_pts, Tdif ptse T

Célculo dos descritores relacionados
aos angulos dos picos do padrdo

Determinacdo da regido inicial e final
da época e calculo dos descritores
relacionados a essas regides

Préximo
segmento de - > -
sinal Célculo dos descritores relacionados
X aos indices estatisticos e entropia

Armazenamento dos
descritores calculados

Todos os segmentos

analisados ?

FIM






Apéndice E - Interface gréfica utilizada nas simulagdes e testes para
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Apéndice F — Fluxograma do processo de treinamento realizado nas
redes neurais artificiais desenvolvidas

| Inicializagdo dos pesos sinapticos (wji € Wij) |

Y| \ll

— >|  Apresentagdo de um padrao I(
préxima época

proximo padréo

Calculo da ativacéo (v;) e saida (y;) dos neurdnios da camada oculta:
ny
vj = Z(Wji'xi) e y= (pl(vj) ; 1<j=n,
i=0

y

Célculo da ativacdo (vi) e saida (yx) dos neurdnios da camada de saida:
n3

Vg = Z(ij'}’j) e Y= @) ; 1<k=n;
=0

y

Célculo do erro local (e), do erro da época (E) e do erro por padréo (Ep):

1
ex=dx— Yk E=E+§'(dk_)/k)2 ; 1<k=mng

n3
1 1
E, = E'Z(dpk_ yzzk)z = 5'(‘111_ Yp)z 3 1sp=P
k=1

Célculo dos erros da camada oculta (3;) e de saida (8):
Se= @) e ; 1<k=>n;
n.

3
5 = ¢'1(vj)-2(ak-wkj) S1<jzm,
k=1

y |

Calculo e acimulo das parcelas para o Validagao
ajuste dos pesos sinapticos: cruzada

Awy; = 18" y; 0<izm

0<j=n,

Awji = 185 x; 1<k=ng

NAO
p<P
SIM

Ajuste dos pesos sinapticos da camada oculta (w;;) e de saida (w):
Wiy (¢ + 1) = Wiy (6) + Bw; + @ - (wieg(8) — iyt = 1))

wji (¢ +1) = wyi (O + dwyi + @+ (wiu(®) — wyi(t — 1)

Armazenamento dos

E < Emax

parametros e fim do
treinamento







selecdo dos classificadores

Apéndice G — Interface grafica utilizada nas simulacfes para teste e
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Apéndice H — Matriz de Correlagdo dos descritores da Base A

e NEP| Amax | Bmin | Tdif | DifAB A_r;‘gx 'ig"t's” Tgt'sf D_';?SB T
Amax | 0.160] 0082 0,121] -0.144] -0.153| 0,078] 0.101] -0.146] 0178
Bmin 0.167| -0,129] -0,020| 0.181] 0.155] -0.115| 0,002 0.177] -0,040
Tdif 0.173] 0,213 0,046] 0,245 0,118] -0,209] -0,019] 0.230] -0,015
DIfAB | 0.195| 0.126] 0,083 -0.194] -0.184] 0.115| 0058 -0.194] 0.129

Amax_pts | 0,173| 0,091] 0,105 -0,157] -0,160] 0,087] 0,096| -0,158] 0,178
Bmin pts | 0.165] -0.131] -0,015| 0182 0.152| -0.118] 0,016] 0.178| -0,014
Tdif pts | 0,147 0,029] -0,030] 0,098] 0,165 -0,023] -0.135] 0,110] 0,133
DifAB pts | 20.210] 0,138] 0,074 0.211] -0.193] 0,128] 0,048] -0,209] 0.118
T 0.108| -0.063| -0.022| 0.103| 0093| -0,055 -0.064] 0.096] -0.056
dbase 0.001] -0,037| 0,028 0,027 0.020] -0,035 -0,049] 0.039] -0.025
dpos 20,071 0,048] 0,043| -0,073| -0,036] 0,049| -0,013| -0,059| 0,099
dneg 0.117| -0,092| 0,049 0.128] 0.111] -0,093| -0.116] 0.135] -0.153
trpl 20,197 0,087 0.111] -0,167| -0.174] 0.083| 0,087 -0.163] 0,207
trnl 20.124] 0.076] -0,004] -0,120] -0.122] 0,064] -0,059] -0.118| -0,030
tgp 20,072 0.072| -0.064] -0,090| -0.044] 0,067| -0.024] -0.078| -0.009
tgn 20,160 0,063| 0,089 -0,134] -0.179] 0.064| 0,045| -0.151] 0,041
ang pos | 0,138] -0,070] -0,040] 0.124] 0,142| -0,066] -0,086] 0.131] -0.078
ang neg | 0,258] -0.180| -0,022] 0,267] 0.227| -0.171] -0.111] 0.262] 0.122
ang pico | 0,207] -0,113] -0,058] 0.190] 0,205] -0,103] -0,101] 0.196] -0.128
Amax i | -0,131] 0,059] 0,001] -0.111] -0,101] 0,058] 0,097 -0,102] 0,095
Bmin i 0.090] 0.057| -0.026] 0,006 0088 0,063 -0.029] 0.000] -0.025
DIfA i | -0,089] 0054] 0,113] -0,086] -0,096] 0.051] 0,031 -0,094] 0,121
tA | 20,137 0,084] 0,019 -0.133| -0.127] 0078| 0015| -0.132] 0,037
DIt i 0.095| -0.156] 0,002 0.163] 0085| 0,148 0,033] 0.163| 0.002
B ] -0,023| 0,011] -0,034] -0,020] -0,009] 0,002| 0.035| -0.007| 0,051
Amax T | 0.135] 0,055 0,057] -0.111] -0.117] 0.049] 0016] -0,104] 0.159
Bmin f | -0.006] 0.087| 0,068] -0.066] 0.000] 0.085 -0,062] -0.067| 0,022
DIfA | -0.069] 0.050] 0,064 -0.073] -0.071] 0.052] 0,091] -0.080] 0.053
tA 0.115| -0,100| -0,068| 0.133| 0070| -0,097| 0.031] 0.116] 0,095
DifB T 0.178] -0,206] -0,070| 0.243| 0.159] -0,191] 0,066 0.239] -0,032
B 1 20,024] -0.084] 0,062] 0,048] 0,058 -0,089] 0.020] 0037 0.066
desvio | -0,166] 0097 0,052 -0,157| -0.144| 0,089| 0.016] -0.151] 0.076
desvioC | -0.118| 0,015 0,060 -0,073| -0.110] 0010 0.054| -0.069| 0.107
media | -0.169] 0,034 0,054] -0.114] -0.136] 0,020] 0.029] -0,099| 0,091
mediaC__| -0,004| -0.076| 0,032 0,005] -0,085| -0,078| 0,064 0,014| 0,104
coef 20,042 0.138] 0032 -0,122| 0.064] 0.132] 0.008] -0.140] -0.015
CoefC 20122 0.248] 0.054] -0.244] -0.109] 0.237| -0,015] -0.247] 0,013
vari 20.129] 0.115] 0.108| -0.151 -0.126] 0.106| 0.037| -0.154| 0.102
varic 20,125 0.038] 0,097 -0,093| 0.128] 0,031] 0.073] -0,097| 0.107
CF -0.181] 0,140 0,055 -0.197| -0.192] 0.128| 0.137| -0.208| 0.152
CFC 20,215 0.206] 0,058 -0.262] -0.210] 0,190 0.066] -0.267| 0.083
entrop norC | -0,097| -0.074] 0,035 0,003 -0,088] -0,076] 0,065| 0,011 0,105
entrop. nor | -0,169] 0038 0,058] -0,116] -0,137] 0,032 0.031] -0,102] 0,092




132

EEP NEP dbase | dpos | dneg | trpl | trnl tgp tgn _a;ogs _anne%
Amax 0,085 0,032| 0,055 -0,093| -0,060| -0,053| 0,013 0,181 0,158
Bmin 0,011| -0,016] 0,054| 0,067| 0,121| 0,020 -0,043| -0,164| -0,140

Tdif 0,052| -0,061] 0,072| 0,047{ 0,189| -0,021| 0,027| -0,168| -0,143
DifAB 0,043| 0,028/ 0,000 -0,095| -0,109| -0,043| 0,033| 0,206| 0,178
Amax_pts 0,080 0,043| 0,043 -0,092| -0,068| -0,051| 0,011| 0,202| 0,163
Bmin_pts 0,005 -0,021| 0,050/ 0,064| 0,116| 0,016 -0,037| -0,148| -0,139
Tdif_pts -0,135| -0,086| -0,096| 0,077| -0,013| 0,013| -0,001| -0,252| -0,146
DifAB_pts 0,046/ 0,039 -0,005| -0,096| -0,115| -0,041| 0,030| 0,217| 0,188
T -0,107| -0,088| -0,011| 0,003| 0,050| -0,007| 0,019| -0,224| -0,082
dbase -0,014| -0,021| -0,012| 0,010{ 0,018| -0,027| 0,032| -0,037| -0,069
dpos -0,021| 0,034] -0,050| -0,021| -0,062| 0,009] 0,036/ 0,109 0,009
dneg -0,049| -0,077| -0,023| 0,060{ 0,072 -0,013| -0,016| -0,206| -0,131
trpl 0,087 0,070| 0,035| -0,090| -0,069| -0,034| 0,040| 0,266| 0,153
trnl -0,014| -0,016| -0,037| -0,059| -0,063| -0,027| 0,018/ 0,081 0,082
tgp 0,006| 0,002] 0,009 -0,025| -0,055| -0,002| -0,003] 0,057 0,049
tgn 0,124| 0,095| 0,032| -0,114| -0,032| 0,006| -0,177| 0,141 0,091
ang_pos -0,051| -0,020| -0,032| 0,082 0,052| 0,077| 0,028 -0,133| -0,148
ang_neg -0,060| -0,058| -0,010| 0,142 0,144| -0,009| -0,051| -0,266| -0,225
ang_pico -0,065| -0,046| -0,036] 0,135| 0,069| -0,004| 0,007| -0,245| -0,205
Amax_i -0,005| -0,041] -0,008| -0,121| -0,084| -0,034| -0,028] 0,061 0,060
Bmin_i -0,021| 0,103 -0,087| 0,101 -0,071| 0,015| -0,019| -0,029| -0,035
DifA_i 0,091| 0,078 0,053 -0,008| -0,011| -0,029| 0,033 0,172 0,131
tAi -0,055| -0,044| 0,015| -0,105| -0,055| -0,038] 0,038/ 0,107| 0,132
DifB_i 0,018| -0,084| 0,100 -0,004| 0,151| 0,005| -0,022| -0,118| -0,107
tB_i -0,012| -0,010| 0,029| -0,036| 0,014| 0,090{ -0,030| 0,037 -0,011
Amax_f 0,058| 0,043] -0,006| -0,054| -0,041| -0,047| 0,067| 0,154 0,124
Bmin_f -0,049| -0,009| -0,020| -0,012| -0,064| 0,041]| -0,013| 0,040 0,034
DifA_f 0,036| 0,008/ 0,053| -0,053| -0,038| -0,013| -0,049| 0,083 0,068
tA_f 0,054| -0,017] 0,115 -0,005| 0,122 -0,039] 0,015| -0,111| -0,057
DifB_f 0,044| -0,014| 0,068/ 0,077{ 0,171| -0,016| -0,029| -0,187| -0,173
tB_f 0,061| 0,002| 0,020| -0,041| 0,065| -0,018| 0,085| 0,004| -0,063
desvio -0,006| -0,005| -0,023| -0,093| -0,090| -0,044| 0,028/ 0,120| 0,137
desvioC 0,036| -0,049| 0,040 -0,114| -0,003| -0,061| 0,038 0,046 0,092
media -0,007| -0,039| -0,003| -0,120| -0,045| -0,051| 0,040| 0,083 0,087
mediaC 0,058| -0,059| 0,080 -0,116] 0,077 -0,059] 0,035 0,017 0,036
coef 0,015 0,051| -0,015| 0,012 -0,095| 0,034| -0,035| 0,134 0,127
coefC -0,055| 0,024| -0,085| -0,011| -0,209| 0,003| 0,010| 0,165| 0,174
vari 0,043| 0,042| -0,017| -0,049| -0,097| -0,035] 0,033] 0,154 0,126
variC 0,058 -0,025| 0,042| -0,099| -0,026| -0,045| 0,041 0,092| 0,101
CF 0,151 0,127| 0,044| -0,062| -0,099| -0,006| 0,012| 0,317| 0,178
CFC 0,045 0,123] -0,032| -0,045| -0,183| 0,047| -0,001| 0,348 0,201
entrop_norC | 0,059 -0,060| 0,081 -0,117| 0,076 -0,058| 0,036/ 0,020/ 0,038
entrop_nor | -0,005| -0,037| -0,002| -0,119| -0,048| -0,051| 0,040 0,087 0,090
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NEP| ang | Amax | Bmin | DifA tA DifB tB | Amax | Bmin
EEP _pico i i i i i i _f _f

Amax 0,188| -0,150| 0,182| -0,062| -0,039| -0,034| 0,044| -0,158| 0,125
Bmin -0,173| 0,161| -0,158| 0,051| -0,005| -0,025| 0,035| 0,148| -0,070
Tdif -0,175| 0,139| -0,074| 0,013| -0,083| -0,189| 0,054| 0,166| -0,141
DifAB 0,216/ -0,186| 0,203| -0,067| -0,020| -0,005| 0,005| -0,183| 0,116
Amax_pts 0,196/ -0,157| 0,178| -0,065| -0,058| -0,021| 0,025| -0,172| 0,136
Bmin_pts -0,164| 0,155 -0,149| 0,053| -0,024| -0,035| 0,053| 0,145| -0,054
Tdif_pts -0,187| 0,163| -0,064| 0,067| 0,017| 0,017| -0,005| 0,096| 0,002
DifAB_pts 0,223| -0,194| 0,203| -0,073| -0,020| 0,009| -0,018| -0,197| 0,117
T -0,181| 0,098| -0,102| 0,029| -0,001| 0,005| -0,014| 0,128 -0,054
dbase -0,049| -0,004| -0,054| 0,043| 0,056| -0,004| 0,026| -0,015| -0,008
dpos 0,045| -0,067| -0,005| 0,034| 0,037| 0,060{ 0,045| -0,096| 0,064
dneg -0,145| 0,136| -0,027| 0,006| 0,028 -0,088] -0,001| 0,102| -0,070
trpl 0,212| -0,185| 0,131| -0,051| -0,014| 0,006| 0,034| -0,204| 0,121
trnl 0,100 -0,113| 0,129| -0,061| 0,027 -0,014| -0,022| -0,097| 0,005
tgp 0,053| -0,051| 0,063| -0,007{ 0,103| 0,035 -0,013| -0,083| 0,016
tgn 0,132| -0,195| 0,143| -0,044| 0,108 -0,023| 0,011| -0,139| 0,135
ang_pos -0,166| 0,123| -0,139| 0,082| 0,022| 0,018 0,031 0,109| -0,129
ang_neg -0,261| 0,248 -0,186| 0,056 -0,037| -0,070| 0,063 0,228| -0,127
ang_pico -0,236| 0,181 -0,177| 0,114| 0,021| 0,001| 0,022| 0,175| -0,118
Amax_i 0,084 -0,095| 0,160| -0,048| -0,004| -0,042| 0,099| -0,149| 0,086
Bmin_i -0,029| 0,072] -0,119| 0,057| 0,018| 0,152| -0,065| 0,096| 0,059
DifA_i 0,149| -0,098| 0,072| -0,034| -0,060| 0,010 -0,048| -0,074| 0,083
tAi 0,085 -0,139| 0,147| -0,031| 0,000 -0,011| -0,012] -0,096| 0,029
DifB_i -0,133| 0,098| -0,063| 0,013 -0,034| -0,127| 0,089 0,074| -0,086
tB_i 0,002| -0,061| -0,027| 0,074| -0,002| 0,021| -0,002| -0,009| 0,051
Amax_f 0,160| -0,109| 0,099| -0,057{ 0,026 -0,011| 0,012] -0,124| 0,127
Bmin_f 0,003| 0,023| -0,071| -0,034| 0,056| 0,146| 0,071] -0,021| 0,074
DifA_f 0,072 -0,075| 0,107| -0,020{ -0,087| -0,013| 0,016| -0,078| 0,036
tA_f -0,100{ 0,070| -0,103| 0,027 -0,118| -0,041] 0,046| 0,113] -0,183
DifB_f -0,174| 0,144 -0,100{ 0,083| -0,070| -0,151| -0,001| 0,168| -0,115
tB_f -0,014| -0,014| -0,012| -0,088| -0,047| -0,094| 0,014| -0,057| -0,007
desvio 0,144| -0,146| 0,180| -0,052| -0,018| -0,019| -0,033| -0,146] 0,078
desvioC 0,087| -0,097| 0,173| -0,062| -0,032| -0,106| 0,014| -0,103| 0,037
media 0,090| -0,134| 0,161| -0,055| -0,010| -0,076| 0,022 -0,150| 0,029
mediaC 0,023| -0,073| 0,133| -0,050{ -0,042| -0,179| 0,035| -0,078| -0,038
coef 0,155| -0,065| 0,046| -0,024| -0,077| 0,120 -0,039| -0,046| 0,110
coefC 0,207| -0,110| 0,106| -0,040| -0,011| 0,201| -0,013| -0,125| 0,204
vari 0,163| -0,129| 0,152| -0,044| -0,045| 0,019| 0,013] -0,121| 0,067
variC 0,124| -0,110{ 0,146| -0,076| -0,070| -0,063| 0,040| -0,126| 0,012
CF 0,277| -0,184| 0,113| -0,084| -0,048| 0,071| 0,036 -0,191| 0,136
CFC 0,294| -0,221| 0,103| -0,064| -0,003| 0,149| 0,002] -0,213| 0,149
entrop_norC | 0,027| -0,075/ 0,133| -0,053| -0,047| -0,177| 0,039| -0,081| -0,040
entrop_nor 0,095| -0,135| 0,162| -0,056| -0,016| -0,072| 0,026 -0,151| 0,028
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EEP NEP lefA t_'? D_'ffB t_? desvio | desvioC | media | mediaC | coef
Amax -0,026| 0,085| -0,020| 0,023| -0,102| -0,117| -0,103| -0,133| -0,004
Bmin 0,048| -0,046| -0,078| -0,005| 0,152 0,152| 0,174 0,174| -0,026
Tdif -0,052| 0,035| -0,129| 0,017| 0,242 0,246| 0,254 0,178| -0,003
DifAB -0,044| 0,078/ 0,035| 0,017| -0,152| -0,161| -0,166| -0,184| 0,014

Amax_pts | -0,017| 0,080| -0,018| 0,026| -0,116| -0,134| -0,119| -0,146| -0,004
Bmin_pts 0,047| -0,044| -0,097| 0,006/ 0,155 0,148| 0,165 0,161| -0,004
Tdif_pts 0,155| -0,031| -0,030| -0,092| 0,036 0,028/ 0,030 0,072| 0,050
DifAB_pts | -0,040| 0,076/ 0,050| 0,012| -0,169| -0,175| -0,177| -0,191| 0,000
T -0,036| 0,036| -0,019| -0,040| 0,042 0,070/ 0,074 0,137| -0,023
dbase 0,063| -0,022| -0,036] 0,043 0,032 0,010| 0,018| -0,001| 0,028
dpos 0,092| -0,061| 0,002| 0,079| -0,058| -0,075| -0,058 -0,069| 0,048
dneg 0,040| 0,023| -0,050| -0,078| 0,107 0,091 0,065 0,064| 0,022
trpl 0,009| 0,042| -0,011| 0,081} -0,109| -0,132| -0,107| -0,160| 0,014
trnl -0,070| 0,054 0,075] -0,017| -0,096| -0,093| -0,124| -0,121| 0,002
tgp 0,053| -0,080| 0,069| -0,034| -0,080| -0,076| -0,031| -0,037| -0,055
tgn -0,108| -0,114| -0,046| 0,038| -0,103| -0,094| -0,064| -0,076| -0,027
ang_pos 0,087| -0,054| 0,039| -0,005| 0,091 0,105| 0,104 0,113| 0,011
ang_neg 0,051 0,003| -0,094| -0,015| 0,213 0,213| 0,208 0,223| 0,000
ang_pico 0,098| -0,051| -0,019| 0,007 0,140 0,142| 0,158 0,166| -0,001
Amax_i 0,055| -0,033| -0,008| -0,026| -0,073| -0,109| -0,113| -0,156| 0,074
Bmin_i 0,007| -0,048| 0,023| 0,139| -0,049] -0,010| -0,025 0,055| -0,009
DifA_i -0,060| 0,112| -0,014| 0,048| -0,071| -0,063| -0,043| -0,040| -0,061
tAi -0,081| 0,024/ 0,069] 0,092| -0,091| -0,106| -0,126] -0,124| 0,073
DifB_i 0,038| -0,010| -0,104| -0,081| 0,173 0,142| 0,168 0,114| 0,001
tB_i -0,001| -0,047| -0,045| 0,094| -0,008| -0,016| -0,026| -0,011| 0,019
Amax_f -0,016| 0,024| -0,057| 0,092| -0,063] -0,071] -0,070] -0,093| 0,023
Bmin_f 0,035| 0,034| 0,037| 0,089| -0,102| -0,086| -0,079| -0,016| -0,032
DifA_f -0,004| 0,066/ 0,031| -0,054| -0,071| -0,084| -0,068| -0,076| -0,025
tA_f -0,054| 0,021 0,050| -0,113] 0,112 0,156 0,199 0,168| -0,106
DifB_f 0,021| -0,073| -0,130| -0,064| 0,243 0,223| 0,235 0,182| 0,021
tB_f -0,016| 0,104| -0,105| 0,013| 0,055 0,049| 0,057 0,022| -0,006
desvio -0,029| 0,064 0,038] -0,019| -0,117| -0,126| -0,139| -0,154| 0,013
desvioC -0,038| 0,066| -0,023| -0,022| -0,022| -0,036| -0,033| -0,093| 0,015
media -0,008| 0,021| 0,009| -0,011| -0,051| -0,078| -0,087| -0,130| 0,030
mediaC -0,031| 0,047| -0,061| -0,033] 0,076 0,048| 0,050{ -0,041| 0,025
coef -0,045| 0,104/ 0,062| 0,002| -0,153| -0,127| -0,132| -0,084| -0,023
coefC 0,001| 0,049| 0,106| 0,060| -0,281| -0,259| -0,261| -0,185| -0,017
vari -0,037| 0,052| 0,069] 0,026 -0,130| -0,120| -0,114| -0,124| -0,016
variC -0,034| 0,070{ 0,028| 0,002| -0,056| -0,054| -0,044| -0,095| -0,005
CF -0,045| 0,040| 0,033 0,093| -0,169| -0,163| -0,140| -0,153| -0,026
CFC -0,043| 0,061 0,098| 0,067| -0,256| -0,243| -0,259| -0,211| -0,018
entrop_norC | -0,031| 0,050| -0,058| -0,031| 0,073 0,046| 0,049| -0,043| 0,024
entrop_nor | -0,010| 0,024/ 0,014| -0,010| -0,055| -0,080| -0,089| -0,131| 0,028
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EEP NEP coefC vari variC CF CFC i?gfg efrt]zorp
Amax 0,031 -0,073|] -0,106] -0,125| -0,083 -0,132 -0,101
Bmin 0,020 0,092 0,122 0,009 0,049 0,170 0,170

Tdif 0,110 0,253 0,253| -0,079 0,009 0,178 0,255
DifAB 0,006 -0,099| -0,136| -0,080| -0,079 -0,181 -0,162
Amax_pts 0,022 -0,080f -0,117| -0,122| -0,081 -0,144 -0,117
Bmin_pts 0,037 0,097 0,120( -0,007 0,052 0,158 0,161
Tdif_pts -0,026| -0,023| -0,029 0,157 0,206 0,067 0,024
DifAB_pts -0,010f -0,110f -0,147| -0,069| -0,082 -0,188 -0,174
T -0,035| -0,009 0,006 0,125 0,068 0,133 0,067
dbase 0,019 0,021 0,014 0,016 0,051 -0,003 0,017
dpos -0,002| -0,055| -0,057| -0,005 0,012 -0,070 -0,058
dneg 0,031 0,077 0,053 0,063 0,111 0,061 0,062
trpl 0,032 -0,058/ -0,081| -0,136| -0,101 -0,157 -0,103
trnl -0,020{ -0,051| -0,080 0,009| -0,029 -0,119 -0,121
tgp -0,038| -0,086| -0,059 0,037 0,048 -0,035 -0,031
tgn 0,000 -0,043] -0,068| -0,060{ -0,042 -0,074 -0,062
ang_pos -0,009 0,050 0,082 0,109 0,066 0,111 0,101
ang_neg 0,014 0,144 0,163 0,062 0,120 0,218 0,203
ang_pico -0,027 0,078 0,115 0,132 0,130 0,161 0,153
Amax_i 0,104 -0,087| -0,119] -0,080] -0,012 -0,157 -0,114
Bmin_i -0,130| -0,046| -0,023 0,158 0,058 0,053 -0,026
DifA_i -0,054| -0,020{ -0,037| -0,072| -0,078 -0,037 -0,040
tAi 0,062 -0,075| -0,103] -0,091] -0,098 -0,122 -0,124
DifB_i 0,115 0,118 0,125 -0,105 0,012 0,112 0,165
tB_i -0,004| -0,073] -0,065| -0,017| -0,058 -0,014 -0,031
Amax_f 0,006 -0,022| -0,043] -0,087] -0,105 -0,091 -0,065
Bmin_f -0,098| -0,107| -0,083 0,163 0,070 -0,018 -0,080
DifA_f 0,019| -0,067| -0,089| -0,055 0,005 -0,077 -0,070
tA_f -0,002 0,115 0,186 -0,002| -0,010 0,171 0,200
DifB_f 0,116 0,186 0,192| -0,136 0,000 0,180 0,232
tB_f 0,062 0,070 0,060[ -0,044 0,010 0,023 0,058
desvio 0,008 -0,074| -0,115] -0,061] -0,075 -0,152 -0,137
desvioC 0,094 0,005 -0,029] -0,139] -0,105 -0,091 -0,032
media 0,069 -0,011] -0,061| -0,114| -0,089 -0,129 -0,086
mediaC 0,167 0,102 0,060 -0,192| -0,122 -0,039 0,051
coef -0,091| -0,123| -0,112 0,073 0,019 -0,081 -0,128
coefC -0,161| -0,258| -0,254 0,125 0,038 -0,184 -0,260
vari -0,014| -0,096| -0,110| -0,046] -0,073 -0,123 -0,112
variC 0,056 -0,027| -0,040] -0,111] -0,100 -0,093 -0,043
CF -0,025| -0,098| -0,096| -0,055| -0,068 -0,148 -0,134
CFC -0,130| -0,189| -0,199 0,055 -0,016 -0,208 -0,254
entrop_norC 0,167 0,100 0,059| -0,192| -0,123 -0,041 0,050
entrop_nor 0,068 -0,013] -0,062| -0,114| -0,090 -0,130 -0,087







Apéndice | — Valores das constantes e pesos das Func¢des
Discriminantes obtidas nas simulag6es

Variaveis Ida_1 Ida 2 Ida 3 Ida 4 Ida 5 Ida 6 Ida 7 Ida_8 Ida 9 Ida 10

Amax -1,78 -183 -253 -2,63
Bmin 0,56
Tdif -162 -1,76 -157 -1,76 -2,05 -182 -1,71 -159 -174 -172
DifAB 786 835 1241 12,75
Amax_pts 406 385 426 4,49
Bmin_pts -1,87  -1,98
Tdif_pts -0,77 -2,01 -2,23 -177 -1,78
T -1,09  -1,23
dbase 0,66
dpos 081 09 125 093 074
dneg -0,75
trp -4,04 -403 -401 -4,07
trn -155 -1,89 -0,95 -0,69
tgp 0,04
tgn -1,17 -121 -120 -1,25
ang_pos 1,88 168 237 2,57
ang_neg 1,38 137 196 537 555 560 661
ang_pico -043  -1,27
Amax_i 0,20 0,16
Bmin_i 061 041 042 038 022
DifA_i 1,10 138 154 135 138 140 133 143 161 1,63
tAi 049 051 063 0,66
DifB_i 1,35 1,11 120 120 153 141 142 124 1,12
tB_i 0,36 043
Amax_f 1,20 -0,82 -0,80 -0,73 -0,67 -0557 -0,63 -0,68
Bmin_f 0,40 0,34
DifA_f -0,15 -0,31 -0,30 -0,32
tA f 021 032 0,33
DifB_f 0,26 044 044
tB_f 033 029 029 011 019 0,19
desvio 0,65
mediaC 293 282 293 312 269 305 328 324 338
coef 398 540 4,67 540 498 476 502 486 449 410
vari -1,83 -181 -183 -158 -163 -187 -187 -1,30 -1,49
variC -160 -193 -392 -433
CF -483 -4,88

Constantes: 182 -123 205 -123 -100 -3,22 -16,96 -17,26 -18,06 -19,35







Apéndice J — Desempenho dos classificadores nas simulagdes com os
registros da base D e marcacdes do especialista 1.

s s Classi- Sensibi-  Especifi- T

EEG' EEP® NEP ficador VP VN FP FN lidade cirziade Eficiéncia
rpca_ 04 4 3474 109 13 2353% 96,96%  96,61%

DI 17 3583 rma 09 4 3423 160 13 2353% 9553%  95,19%
! rlda_ 10 5 3432 151 12 29,41% 95,79% 95,47%

Ida 06 14 1944 1.639 3 8235% 54,26% 54,39%

rpca_04 4 3500 88 7 3636% 97,55%  97,36%

ra 09 2 3516 72 9 18,18% 97,99%  97,75%

D2 11 3588 rlda_10 0 3587 1 11 0,00% 99,97%  99,67%
Ida 06 10 1.991 1597 1 90,91% 5549% 55,60%

rpca 04 0 3.363 237 0 100,00% 93,42%  93,42%

D3 0 3.600 ma_ 09 0 3378 222 0 100,00%: 93,83%  93,83%
' rlda 10 0 3.321 279 0 100,00% 92,25%  92,25%

lda 06 0 1.922 1678 0 100,00% 53,39% 53,39%

rpca 04 0 5488 171 0 100,00% 96,98%  96,98%

D4 0 5659 ra 09 0 5339 320 O 100,00%: 94,35%  94,35%
' rlda 10 0 5.266 393 0 100,00% 93,06%  93,06%

Ida 06 0 2255 3.404 0 100,00% 39,85%  39,85%

rpca_ 04 0 5.128 557 1 0,00% 90,20%  90,19%

D5 1 5685 rna 09 0 4947 738 1 0,00% 87,02%  87,00%
' rlda_10 1 4.877 808 0 100,00% 85,79%  85,79%

Ida 06 1 1.927 3.758 0 100,00% 33,90%  33,91%

rpca_ 04 0 5.922 342 2 0,00% 94,54%  94,51%

D6 > 6264 ma_09 0 5797 467 2 0,00% 92,54%  92,52%
' rlda 10 0 5.751 513 2 0,00% 91,81%  91,78%

Ida 06 1 2361 3.903 1 50,00% 37,69% 37,70%

rpca 04 2 2970 614 14 1250% 82,87%  82,56%

D7 16 3584 rna 09 2 2889 695 14 1250% 80,61% 80,31%
' rlda 10 1 2935 649 15 6,25% 81,89%  81,56%

Ida 06 15 1.378 2206 1 93,75% 38,45%  38,69%

rpca_ 04 9 3472 111 36 20,006 96,90%  95,95%

D8 45 3.583 rma_09 5 3428 155 40 11,11% 95,67%  94,63%
' rlda_10 6 3.400 183 39 13,33% 94,89%  93,88%

Ida 06 34 1591 1.992 11 7556%  44,40% 44,79%

rpca_ 04 4 3.298 283 15 21,06% 92,10% 91,72%

D9 19 3581 rma 09 1 3221 360 18 5,26% 89,95%  89,50%
' rlda_10 1 3251 330 18 5,26% 90,78%  90,33%

Ida 06 15 1.499 2.082 4 7895% 41,86% 42,06%

rpca 04 0 3481 119 0 100,00% 96,69%  96,69%

DI0 0 3.600 ma_09 0 3399 201 O 100,00%: 94,42%  94,42%
' rlda_10 0 3.423 177 0 100,00% 95,08%  95,08%

lda 06 0 1.208 2.392 0 100,00% 3356%  33,56%
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Classi-

Sensibi-

Especifi-

EEG' EEP® NEP® froador VP YN FPFN ST g Eficiencia
rpca 04 1 4056 261 1 50,00% 93,95%  93,93%

D11 2 4317 M09 0 3927 300 2 000% 90,97%  90,92%
" rlda_10 1 3.998 319 1 50,00% 92,61%  92,59%

Ida 06 2 1.474 2.843 0 100,00% 34,14% 34,17%

rpca 04 0 3424 585 0 100,00% 8541%  8541%

D2 0 4009 M09 0 3214 795 0 100,00%: 80,17%  80,17%
“““rlda_ 10 0 3473 536 0 100,00% 86,63%  86,63%

Ida 06 0 1.258 2.751 0 100,00%" 31,38%  31,38%

rpca 04 12 3427 129 32 27,27% 96,37%  9553%

ma 09 11 3.373 183 33 2500% 94,85%  94,00%

D13 44 3556 rida 10 10 3.368 188 34 2273% 94,71%  93,83%
Ida 06 41 1.378 2.178 3 9318% 38,75%  39,42%

rpca_04 31 3425 83 60 3407% 97,63%  96,03%

ma 09 20 3420 88 71 21,98% 97,49%  9558%

D14 91 3508 rida_10 26 3.394 114 65 2857% 96,75%  95,03%
Ida 06 82 1.283 2.225 9 90,11% 3657% 37,93%

rpca 04 1 3432 117 36 2,70%  96,70%  95,73%

ma 09 7 3294 255 30 1892% 92,81%  92,05%

D15 37 3549 rda 10 7 3.340 209 30 18,92% 94,11%  9334%
Ida 06 32 1.458 2.091 5 86,49% 41,08% 41,55%

rpca 04 0 5115 56 0 100,00% 9892%  98,92%

D16 0 517, M09 0 5112 59 0 100,00%: 98,86%  98,86%
' flda10 0 5100 71 0 100,00% 98,63%  98,63%

lda 06 0 3.382 1.789 0 100,00%  6540% 6540%

rpca 04 0 5397 201 16 0,00%  9641%  96,13%

ma 09 0 5398 200 16 0,00%  9643%  96,15%

D17 16 5598 rda 10 0 5346 252 16 0,00%  9550%  9523%
Ida 06 9 3.686 1912 7 56,25% 6584% 6582%

rpca 04 0 5585 22 78 000% 99,61%  98,24%

ma09 2 5581 26 76 256%  9954%  98,21%

D18 78 5607 \4i10 2 5572 35 76 256%  99.38%  98,05%
Ida 06 53 3.728 1.879 25 67,95% 66,49% 66,51%

rpca 04 0 3558 41 1 0,00%  9886%  98,83%

ma09 0 3529 70 1 0,00% 98,06%  98,03%

D19 1 3599 rMda_10 0 3529 70 1 000%  98,06%  98,03%
Ida 06 1 1.507 2.092 0 100,00% 41,87%  41,89%

rpca 04 0 3220 26 2 000% 99,20%  99,14%

ma09 0 3186 60 2 0,00%  98,15%  98,09%

D20 2 3.246 rMda 10 0 3.208 38 2 0,00% 9883% 9877%
Ida 06 2 1.317 1.929 0 100,00% 4057% 40,61%

rpca 04 0 2501 143 1  000%  9459%  94,56%

ma09 0 2460 184 1 0,00%  93,04%  93,01%

D211 2644 rda 10 0 2467 177 1 0,00%  9331% 93,27%
Ida 06 1 1.237 1.407 0 100,00% 46,79%  46,81%
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EEG' EEP® NEPS Classi-

Sensibi-

Especifi-

ficador VP YN FP PN Thjade  cidade Eciencia

mca 04 9 3590 152 8 5294% 9504%  95.74%

ma 09 3 3511 231 14 17,65% 9383%  93,48%

D22 17 3742 11210 3 3546 196 14 17.65% 94.76%  94.41%
lda 06 16 2.265 1477 1 9412% 60,53%  60,68%

mca 04 9 3365 195 31 2250% 9452%  93,72%

Mma 09 5 3232 328 35 1250%  90.79%  89,92%

D23 40 3560 14210 4 3313 247 36 1000% 9306%  92,14%
lda 06 32 1509 1961 8 80,00% 44,92%  4531%

mca 04 3 3385 185 27 1000% 94.82%  94,11%

ma 09 1 3315 255 29 333%  92.86%  92,11%

D24 30 3570 4210 2 3361 200 28 6.67%  94,15%  9342%
lda 06 25 1960 1610 5 8333% 54.90%  5514%

mca 04 2 3347 314 17 1053% 9142%  91,01%

ma 09 1 3244 417 18 526%  88,61%  88,18%

D25 19 3661 110 2 3252 400 17 1053% 88.83%  88.42%
lda 06 12 2.108 1553 7 6316% 57.58% 57.61%

(pca 04 46 3207 143 204 1840%  9573%  90,36%

ma 09 22 3177 173 228 880%  94.84%  88,86%

D26 250 33%0 132710 30 3478 172 220 12,00% 9487%  89,11%
lda 06 186 2.085 1263 66 7381%  62,28%  63,08%

rpca_04 0 3449 83 16 0,00% 97,65%  97,21%

Mma09 0 3358 174 16 000% 9507%  94.64%

D27 16 3532 11210 0 3392 140 16 000%  9604%  95.60%
lda 06 4 1093 2323 1 80,00% 32.00%  32,07%

mca 04 2 3241 175 3  4000% 94.88%  94.80%

25 5 s M09 1 3173 243 4 2000% 9289%  92.78%
Ada 10 1 3113 303 4 2000% 9113%  91,03%

lda 06 4 1093 2323 1 80,00% 32.00%  32.07%

mca 04 3 3525 211 3  5000% 9435%  94,28%

20 6 a7gs M09 2 3494 242 4 3333% 93529 9343%
730 lda 10 2 3414 322 4 3333% 9138%  91.29%

lda 06 5 1382 2354 1 8333%  3699%  37,07%

mca 04 6 3420 151 23 2069% 95.77%  95.17%

Mma 09 5 3403 168 24 17.24% 9530%  94.67%

D30 29 3571 1410 4 3371 200 25 1379%  94.40%  93.75%
lda 06 27 1231 2340 2 9310% 34.47%  34.94%

w

Identificacéo do registro de EEG da base de dados.
Marcacéo refere-se a identificagdo dos paroxismos (EEP) e ao valor assumido para a quantidade de
padrdes néo-epileptiformes (NEP) calculada subtraindo-se a quantidade de épocas contendo
paroxismos da quantidade de segundos do registro.
Assume-se um valor de 100% de sensibilidade tanto o especialista quanto o classificador ndo
identificaram paroxismos no registro de EEG analisado.






Apéndice K — Desempenho dos classificadores nas simulagdes com
0s registros da base D e marcac@es do especialista 2.

5 s Classi- Sensibi-  Especifi- s

EEG' EEP° NEP cador VP VN FP FN lidade cirziade Eficiéncia
rpca_ 04 0 3.487 113 0 100,00% 96,86%  96,86%

D1 0 3.600 rna 09 0 3436 164 0 100,00%: 95,44%  95,44%
rlda_10 O 3.444 156 0 100,00% 9567%  95,67%

lda 06 0 1.947 1.653 0 100,00% 54,08% 54,08%

rpca_04 3 3506 89 1 7500% 97,52%  97,50%

D2 4 3595 ra 09 1 3522 73 3 2500% 97,97%  97,89%
rlda_10 0 3594 1 4 0,00% 99,97%  99,86%

Ida 06 4 1.992 1603 0 100,00% 55,41% 55,46%

rpca_ 04 1 3363 236 0 100,00 93,44%  93,44%

D3 1 3599 ra 09 0 3377 222 1 0,00% 93,83%  93,81%
' rlda_10 0 3320 279 1 0,00% 92,25%  92,22%

Ida 06 1 1.922 1677 0 100,00% 53,40% 53,42%

rpca_ 04 0 5486 171 2 0,00% 96,98%  96,94%

D4 5 5657 rma 09 0 5337 320 2 0,00% 94,34%  94,31%
' rlda_10 0 5264 393 2 0,00% 93,05%  93,02%

Ida 06 2 2.255 3.402 0 100,00% 39,86% 39,88%

rpca 04 0 5129 557 0 100,00% 90,20%  90,20%

D5 0 5.686 rna_ 09 0 4948 738 0 100,00%1 87,02%  87,02%
rlda_10 0 4.877 809 0 100,00% 8577% 8577%

Ida 06 0 1.927 3.759 0 100,00% 33,89%  33,89%

rpca_ 04 0 5911 342 13 0,00% 94,53%  94,33%

D6 13 6.253 rna 09 1 5787 466 12 7,69% 92,55%  92,37%
' rlda_10 1 5741 512 12 7,69% 91,81%  91,64%

Ida 06 7 2356 3897 6 5385% 3768% 37,71%

rpca_ 04 8 2944 608 40 16,67% 82,88%  82,00%

D7 48 3552 rna 09 6 2861 691 42 1250% 80,55%  79,64%
rlda_10 3 2905 647 45 6,25% 81,78%  80,78%

Ida 06 43 1374 2178 5 8958% 38,68% 39,36%

rpca_04 12 3.439 108 69 1481% 96,96%  95,12%

D8 81 3547 rna 09 8 339 152 73 9,88% 95,71%  93,80%
rlda_10 10 3.368 179 71 12,35% 94,95%  93,11%

Ida 06 64 1.585 1.962 17 79,01% 44,69% 4545%

rpca 04 2 3310 285 3 40,009 92,07%  92,00%

D9 5 3595 rna 09 2 3236 359 3 40,00% 90,01% 89,94%
' rlda_10 1 3265 330 4 20,0006 90,82%  90,72%

Ida 06 4 1502 2.093 1 80,00 41,78% 41,83%

rpca 04 0 3.480 119 1 0,00% 96,69%  96,67%

D10 1 3599 rna 09 0 3398 201 1 0,00% 94.42%  94,39%
rlda_10 0 3422 177 1 0,00% 95,08%  95,06%

Ida 06 0 1.207 2.392 1 0,00% 33,54%  33,53%
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EEG' EEP® NEP® Classi-

Sensibi-

Especifi-

cador VP VN FP FN lidade cidade Eficiéncia

mca 04 1 4052 261 5 1667% 9395%  93.84%

D11 6 4gig M09 0 3923 30 6 000%  9096%  90.83%
313 1lda 10 1 3994 319 5  1667% 92.60%  92.50%

lda 06 5 1473 2.840 1 8333% 3415%  34.22%

mca 04 0 3424 585 0 100,00% 8541%  8541%

012 0 40 M09 O 3214 795 0 10000% 8017%  8017%
009 1l4a 10 0 3473 536 0 10000% 86.63%  86.63%

lda 06 0 1.258 2751 0 10000% 3138%  31.38%

pca 04 12 3416 120 43 2182%  96,36%  9522%

ma 09 11 3.362 183 44 2000% 94.84%  93.69%

D13 55 3545 14210 9 3.356 189 46 16.36% 94.67%  93.47%
lda 06 47 1373 2172 8 8545% 3873%  39.44%

rpca 04 33 3380 81 105 2391% 97.66%  94,83%

ma 09 22 3375 86 116 1594%  97.52%  94.39%

D14 138 3461 1410 30 3.351 110 108 21.74%  96.82%  93.94%
lda 06 122 1.276 2.185 16 88.41% 36.87%  38.84%

pca 04 3 3393 115 75 385%  96.72%  94,70%

ma 09 10 3256 252 68 12.82%  92.82%  91.08%

D15 78 3308 14i 10 13 3305 203 65 1667% 9421%  92.53%
lda 06 63 1448 2.060 15 80.77% 4128%  42.14%

mca 04 0 5115 56 0 100,00% 98,92%  98,92%

016 o 5170 M09 0 5112 59 0 10000% 9886% 98.86%
7 Hga10 0 5100 71 0 100,00% 9863%  98,63%

lda 06 0 3.382 1789 0 10000% 6540%  6540%

ca 04 0 5413 201 0 10000% 96.42%  96,42%

017 o sl M09 O 5414 200 0 10000% 9644%  96.44%
®1% Hga10 0 5362 252 0 100,00% 9551%  9551%

lda 06 0 3.603 1.921 0 10000% 6578%  65.78%

ca 04 0 5617 22 46  000%  99.61%  98,80%

ma 09 1 5612 27 45 217%  99.52%  98.73%

D18 46 5639 410 1 5603 36 45 217%  99.36%  98.58%
lda 06 30 3.737 1.902 16 6522%  66.27%  66.26%

pca 04 0 3556 41 3 000%  98.86%  98,78%

ma 09 1 3528 69 2 3333% 9808%  98.03%

D19 3 3597 14a10 1 3528 69 2 3333% 98.08%  98.03%
lda 06 3 1507 2.090 0 100,00% 4190%  41.94%

pca 04 0 3218 26 4  000%  99.20%  99,08%

ma09 O 3184 60 4 000% 98.15%  98.03%

D20 4 3244 1410 0 3206 38 4 000% 98.83%  98.71%
lda 06 4 1317 1.927 0 100,00% 40.60%  40.67%

(pca 04 0 2502 143 0 100,00% 94,50%  94,59%

021 0 g6 M09 O 2461 184 0 10000% 9304%  9304%
645 1lda 10 0 2468 177 0 10000%° 9331%  93.31%

lda 06 0 1.237 1408 0 10000% 46.77%  46.77%
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EEG' EEP® NEPS Classi-

Sensibi-

Especifi-

cador VP VN FP FN lidade cidade Eficiéncia
ca 04 13 3566 148 32 2889%  9602%  9521%
ma 09 5 3485 229 40 1111% 93.83%  92.84%
D22 45 3714 14210 9 3524 190 36 2000% 9488%  93.99%
lda 06 30 2.251 1463 15 66.67% 60.61%  60.68%
ca 04 6 3365 198 31 1622% 94,44%  93.64%
ma 09 5 3235 328 32 1351%  90.79%  90.00%
D23 37 3563 4o 10 3 3315 248 34 811%  9304%  92.17%
lda 06 30 1.600 1.963 7 8108% 44.91%  4528%
ca 04 4 3357 184 55 678%  9480%  93,36%
ma 09 2 3287 254 57 339%  9283%  91.36%
D24 59 3541 14210 3 3333 208 56 508% 9413%  92.67%
lda 06 37 1.943 1598 22 62.71% 54.87%  5500%
ca 04 2 3355 314 9 18,18% 9144%  91.22%
ma 09 1 3252 417 10 909%  88.63%  8840%
D25 11 3669 1410 2 3260 409 9 18,18% 88.85%  88,64%
lda 06 9 2113 1556 2 B8182% 57.59% 57.66%
ica 04 52 3.156 137 255 16,94% 9584%  89,11%
ma 09 27 3125 168 280 8.79%  94.90%  87.56%
D26 307 3293 1410 37 3128 165 270 12,05% 9499%  87.92%
lda 06 211 2.056 1.238 95 68.95% 62.42%  62.97%
mca 04 0 3453 83 12 000%  97.65%  97.32%
ma 09 0 3362 174 12 000%  9508%  94.76%
D27 12 3536 4710 0 3396 140 12 000%  96.04%  95.72%
lda 06 14 1.002 2.313 2 87.50% 32.07%  32.33%
mca 04 6 3234 171 10 37,50% 9498%  94.71%
ma 09 6 3167 238 10 37.50% 9301%  92.75%
D28 16 3405 410 5 3106 299 11 31250% 9122%  90.94%
lda 06 14 1.002 2.313 2 87.50% 32.07%  32.33%
ca 04 8 3507 206 21 27.50% 9445%  93.93%
ma 09 6 3475 238 23 20.69% 9359%  93.03%
D29 29 3713 4o 10 7 3396 317 22 2414% 9146%  90.94%
lda 06 26 1.380 2.333 3 89.66% 37.47%  37.57%
ca 04 16 3.342 141 101 13,68% 9505%  93,28%
ma 09 18 3.328 155 99 1538% 9555%  92.94%
D30 117 3483 114210 19 3208 185 98 16.24% 9469%  92.14%
lda 06 108 1.224 2.259 9 9231%  3514%  37.00%

w

*

Identificacéo do registro de EEG da base de dados.
Marcacéo refere-se a identificagdo dos paroxismos (EEP) e ao valor assumido para a quantidade de
padrdes néo-epileptiformes (NEP), calculada subtraindo-se a quantidade de épocas contendo
paroxismos da quantidade de segundos do registro.
Assume-se um valor de 100% de sensibilidade tanto o especialista quanto o classificador ndo
identificaram paroxismos no registro de EEG analisado.






Apéndice L — Andlise do desempenho de classificacao dos registros
de EEG da Base D utilizando o especialista 1 como referéncia e o
especialista 2 no papel de classificador.

Marcagéo® Sensibi-  Especifi- S
EEG eop rep VP OUN FPOEN S Ci%ade Eficiéncia
DI 17 358 0 358 0 17 000%  10000%  99,53%
D2 11 358 2 3586 2 9 1818%  99,94% 99,69%
D3 0 3600 0 359 1 0 10000%  99,97% 99,97%
D4 O 5659 0 5657 2 0 10000%  99,96% 99,96%
D5 1 568 0 5685 0 1  000%  10000%  99,98%
D6 2 6264 1 6252 12 1  5000%  99,81% 99,79%
D7 16 3584 6 3542 42 10 37,50%  98,83% 98,56%

D8 45 3583 23 3525 58 22 51,11% 98,38% 97,79%
D9 19 3581 1 3577 4 18 5,26% 99,89% 99,39%
DI0O 0 3600 0 359 1 0 10000%  99,97% 99,97%
D11 2 4317 0 4311 6 2 0,00% 99,86% 99,81%
D12 0 4009 O 4009 0 O 100,00%  100,00% 100,00%
D13 44 3556 23 3524 32 21 5227% 99,10% 98,53%
D14 91 3508 78 3448 60 13 8571% 98,29% 97,97%
D15 37 3549 30 3501 48 7 81,08% 98,65% 98,47%
DI6 0 5171 0 5171 0 0 100,00%  100,00% 100,00%
D17 16 5598 0 5598 0 16 0,00% 100,00% 99,71%
D18 78 5607 41 5602 5 37 52,56% 99,91% 99,26%
D19 1 359 0 35% 3 1 0,00% 99,92% 99,89%
D20 2 3246 1 3243 3 1 50,00% 99,91% 99,88%
D21 1 2644 0 2644 0 1 0,00% 100,00% 99,96%
D22 17 3742 13 3710 32 4 76,47% 99,14% 99,04%
D23 40 3560 14 3537 23 26  3500% 99,35% 98,64%
D24 30 3570 23 3534 36 7 76,67% 98,99% 98,81%
D25 19 3661 10 3660 1 9 52,63% 99,97% 99,73%
D26 250 3.350 223 3266 84 27  89,20% 97,49% 96,92%
D27 16 3532 12 3532 0 4 75,00% 100,00% 99,89%
D28 5 3416 4 3404 12 80,00% 99,65% 99,62%
D29 6 3736 6 3713 23 0  100,00% 99,38% 99,39%
D30 29 3571 16 3470 101 13 5517% 97,17% 96,83%
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Marcacéo refere-se a identificagdo dos paroxismos (EEP) e ao valor assumido para a quantidade de
padrdes nao-epileptiformes (NEP) calculada subtraindo-se a quantidade de épocas contendo
paroxismos da quantidade de segundos do registro.

" Assume-se um valor de 100% de sensibilidade tanto o especialista quanto o classificador nao
identificaram paroxismos no registro de EEG analisado.






Apéndice M — Andlise do desempenho de classificacdo dos registros
de EEG da Base D utilizando o especialista 2 como referéncia e o
especialista 1 no papel de classificador.

Marcagéo® Sensibi- Especifi- S
EEG oo EEP VP UN PP RN ST ~peell” Eficiencia
DI 0 3600 0 3583 17 0 10000%  9953%  99,53%
D2 4 3595 2 358 9 2  5000%  9975%  99,69%
D3 1 359 0 359 0 1  000%  100,00%  99,97%
DA 2 5657 0 5657 0 2  000%  100,00%  99,96%
D5 0 568 0 568 1 0 10000%  99.98%  99,98%
D6 13 6253 1 6252 1 12 7.69%  99.98%  99,79%
D7 48 3552 6 3542 10 42  1250%  9972%  98,56%

D8 81 3547 23 3525 22 58 28,40% 99,38% 97,79%
D9 5 359% 1 3577 18 4 20,00% 99,50% 99,39%
D10 1 3599 0 359 0 1 0,00% 100,00% 99,97%
D11 6 4313 0 4311 2 6 0,00% 99,95% 99,81%
D12 0 4009 0 4009 0 0 100,00%  100,00% 100,00%
D13 55 3545 23 3524 21 32 41,82% 99,41% 98,53%
D14 138 3.461 78 3.448 13 60 56,52% 99,62% 97,97%
D15 78 3508 30 3501 7 48 38,46% 99,80% 98,47%
D16 0 51717 0 5171 0 0 100,00%  100,00% 100,00%
D17 0 5614 0 5598 16 0 100,00%  99,71% 99,71%
D18 46 5639 41 5602 37 5 89,13% 99,34% 99,26%
D19 3 35997 0 35% 1 3 0,00% 99,97% 99,89%
D20 4 3244 1 3243 1 3 25,00% 99,97% 99,88%
D21 0 2645 0 2644 1 0 100,00%  99,96% 99,96%
D22 45 3714 13 3710 4 32 28,89% 99,89% 99,04%
D23 37 3563 14 3537 26 23 37,84% 99,27% 98,64%
D24 59 3541 23 3534 7 36 38,98% 99,80% 98,81%
D25 11 3669 10 3660 9 1 90,91% 99,75% 99,73%
D26 307 3293 223 3.266 27 84 72,64% 99,18% 96,92%
D27 12 3536 12 3532 4 0 100,00% 99,89% 99,89%
D28 16 3405 4 3.404 25,00% 99,97% 99,62%
D29 29 3713 6 3713 0 23 20,69% 100,00% 99,39%
D30 117 3.483 16 3.470 13 101 13,68% 99,63% 96,83%
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Marcacéo refere-se a identificagdo dos paroxismos (EEP) e ao valor assumido para a quantidade de
padrdes nao-epileptiformes (NEP) calculada subtraindo-se a quantidade de épocas contendo
paroxismos da quantidade de segundos do registro.

" Assume-se um valor de 100% de sensibilidade porque tanto o especialista (referéncia) quanto o
classificador néo identificaram paroxismos no registro de EEG analisado.
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