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RESUMO: Técnicas de reconhecimento de padrdes sao importantes ferramentas dentro da
inteligéncia artificial, sendo aplicaveis em areas como andlise de imagens, reconhecimento de
caracteres, reconhecimento de fala, auxilio a diagnosticos médicos, identificacdo de pessoas,
inspecdo industrial.

Neste trabalho foram desenvolvidas quatro técnicas de reconhecimento de padrbes
baseadas no calculo de distancia, sendo trés delas ndo paramétricas (PID, SID, MID) e a quarta
técnica, a elipsoidal, paramétrica. Esta Ultima técnica pode ser considerada a otimizacdo das trés
primeiras.

Para verificar a validade das técnicas desenvolvidas fez-se um estudo das técnicas de
reconhecimento de padrbes. Aqui, sdo apresentadas as principais técnicas: regra de Bayes, maxima
verossimilhanga, aproximacdo bayesiana, vizinhanca mais proxima (k-NN), Parzen window,
perceptron multicamadas, redes RBF e mapas de Kohonen. Em seguida, algumas dessas técnicas
foram comparadas com as desenvolvidas aqui.

Para fazer essa comparacdo, foi criado o software classificador, que mostrou ser uma
ferramenta atil para o projeto de sistemas de reconhecimento de padrdes, pois possibilita testar
diferentes técnicas, verificando qual a técnica é mais adequada para cada problema.

Essa comparacdo mostra que as técnicas PID, SID, MID e elipsoidal tém bom desempenho

e que podem ser alternativas a considerar-se em projetos de sistemas de reconhecimento de padrdes.
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Abstract: Pattern recognition techniques are important artificial intelligence tool. These
techniques are applied on some areas as: image analysis, optical character recognition (OCR),
speech recognition, diagnosis support, person identification, industrial inspection.

Four pattern recognition techniques based on distance were developed, three of them are
nonparametric (PID, SID and MID) and the fourth technique, the elipsoidal, is parametric. The
elipsoidal technique can be considered an optimization of PID, SID and MID.

The majors pattern recognition techniques were studied and presented here: Bayes rule,
maximum likelihood, Bayesian approach, k-nearest neighbor (k-NN), Parzen window, multi-layer
perceptron, RBF neuronal network and Kohonen map. After that, the developed techniques were
compared with some of these traditional techniques.

The software Classificador was developed to compare these techniques and it showed to be
an useful tool to pattern recognition systems design. The software Classificador enables to test
different pattern recognition techniques, and verify which technique is more suitable to each
particular problem.

This comparison showed that the techniques PID, SID, MID and elipsoidal have a good
performance and can be possibilities to consider in pattern recognition systems design.
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1 Introducéo 1

1 Introducao

A todo momento estamos fazendo “reconhecimento de padrfes” em
nossas vidas. Neste exato instante, ao ler este texto, vocé reconhece estes
tracos pretos como letras, reconhece um grupo de letras como uma palavra e
reconhece o significado de cada palavra. Enfim, reconhecer o rosto de uma
pessoa, distinguir um cachorro de um gato, compreender a fala, ler as mais
diversas caligrafias e até mesmo interpretar um exame de eletrocardiografia,
tudo isso é reconhecimento de padrdes.

Tornar maquinas capazes de reconhecer padrbées possibilita
automatizar todas essas tarefas. As técnicas de reconhecimento de padrdes tém
aplicacdo em diferentes areas, mas os estudos sdo naturalmente focados nas
aplicacbes e ndo nas técnicas de reconhecimento em si. Por isso, as vezes, ndo
é facil reunir o que se sabe sobre reconhecimento de padrdes.

Na medicina, técnicas de reconhecimento de padrdes aplicam-se, de
maneira geral, apoiando e tornando mais agil o trabalho do médico e dando-lhe
maior seguranca para fazer diagndstico.

Um dos desafios para os engenheiros biomédicos € desenvolver
sistemas para auxiliarem no diagndstico médico de forma automética e
confiavel. Para isso ser possivel utilizam-se técnicas de reconhecimento de
padrées. O uso dessas técnicas aproxima o desempenho da maquina a
capacidade humana. As maquinas sdo muito eficientes para filtrar, calcular e
extrair pardmetros numéricos de sinais biomédicos, mas, para associar esses
parametros a um diagnostico, os médicos sdo muito mais eficientes. Em outras
palavras, os médicos sdo capazes de reconhecer padrbes em parametros
biomédicos; ja as maquinas em principio, n&o. Técnicas de reconhecimento de
padrdo procuram tornar as maguinas quase tdo capazes quanto os médicos;
mas, € claro, as maquinas serdo so6 auxiliares, ja que nao serdo confiaveis para
problemas que escapem aos padrbes para os quais foram treinadas. Essas

técnicas sdo constante alvo de estudos da inteligéncia artificial.
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1.1 Motivagao

O objetivo final que motiva o trabalho discutido nesse
livro € um modelo bem balanceado de um sistema cognitivo
pensante, inteligente e flexivel. Tal modelo deve ser capaz de se
comunicar em linguagem natural como o inglés, perceber e
reconhecer objetos em seu redor e responder apropriadamente a
eles, inferir sobre o que se vé, conhecer, lembrar, resolver
problemas, enfim, aprender a conduzir-se de tal forma a
maximizar as coisas de valor. Isso, caso queiramos modelar

seres humanos ou construir computadores inteligentes.

Leonard Uhr em “Pattern Recognition,

Learning and Thought” [UHR 1973].

Desenvolver uma inteligéncia artificial tdo capaz quanto a nossa
fascina cientistas ha anos, ndo s6 pelas aplicacbes que proporcionaria mas,
principalmente, pela possibilidade de compreender o funcionamento de nossa
prépria inteligéncia. Reconhecer padrbes é sé uma das capacidades da
inteligéncia natural, mas, sem davida nenhuma, é uma das principais.

Muitas vezes, deseja-se que maquinas reconhecam padrdes. Por
exemplo, na medicina, sistemas com tal capacidade podem auxiliar no
diagnostico, no tratamento, no estudo da interacédo de drogas no organismo, no
processamento de sinais neurobiolégicos, etc [SILVA 1998][GARCIA 2001]
[ARGOUD 2001][IAIONE 2002].
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1.2 Objetivos

Ao processar sinais em engenharia biomédica, com frequéncia nos
deparamos com problemas de reconhecimento de padrdes. Para reconhecer
cardiopatias pelo processamento de eletrocardiogramas (ECGSs), caracteristicas
epilépticas em eletroencefalograma (EEG) ou, até mesmo, reconhecer possivel
tumor em utrassonografia, entre tantas outras possibilidades [PATRICK
1972].

Este trabalho tem por objetivo: a) fornecer, previamente, breve
introducdo ao estudo de técnicas para reconhecimento de padrdes; b)
desenvolver uma técnica de reconhecimento de padrbes baseada no célculo de
distancias; ¢) comparar a técnica, aqui desenvolvida, com algumas técnicas
tradicionais; d) finalmente, desenvolver um software genérico de
reconhecimento de padrdes, utilizando técnicas — ndo s6 algumas tradicionais,

mas também a aqui desenvolvida.
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2 Fundamentacao Tedrica

Reconhecimento de padrbes — o ato de pegar dados
brutos e agir baseado na “categoria” do padrdo - tem sido
crucial para nossa sobrevivéncia; por mais de milhdes de anos
temos desenvolvido um sistema neural cognitivo altamente

sofisticado para tais tarefas.

Duda, Hart e Stork, em Pattern Classification
[DUDA 2001]

Nosso cérebro tem grande capacidade de aprender a classificar; ja as
maquinas sdo bastante eficientes para realizar operacbes ldgicas bem
definidas. Surge a primeira dificuldade. Antes de tentar fazer com que
magquinas reconhecam padrdes € importante entender como fazemos. Ao olhar
para os simbolos mostrados na Figura 2.1, em todas as linhas é possivel
identificar o alfabeto. Na primeira coluna, todos os sinais sao facilmente
entendidos como a primeira letra; nenhum deles é idéntico, mas existem
algumas caracteristicas comuns entre eles que permitem reconhecé-los como

letra “A”, sem confusao possivel com as demais letras do alfabeto.

A|B|C|D|E|F|CG|H|T|J|E|L|M|N|Q|F|Q|E|§|T|U|V|W|X|F|Z
A|B|C|D|E|F|¢|H|I |J|K|L|M|N|0P|Q|R |5 |T|U|V W X|Y|Z
A|B|C|D|E|F|G|H|T|JT|E|L|M|N|O|P|Q|E |3 |T|U |V |W|X|Y|Z
A|E|C|D|E|F|IG|R|P |||t (M|N[D|P|IRQ|R[F|T|UlV|W|X|Y|Z

Figura 2.1 - Quatro caligrafias diferentes entre as diversas caligrafias possiveis para o alfabeto

No entanto, para que uma pessoa seja capaz de reconhecer as letras do
alfabeto, deve aprender, antes, quais sdo os “padrdes” de cada letra; ou melhor,
conhecer as caracteristicas que permitem identificar cada padrdo. Uma pessoa
alfabetizada deve ser capaz de, ao olhar para uma letra, extrair as
caracteristicas, identifica-la com um padréo e, por fim, classifica-la como uma

das letras do alfabeto.
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Ao olhar para a Figura 2.2, ndo é preciso ser alfabetizado para
identificar uma garrafa e uma casa, mas € preciso saber, antes, o que € uma
casa e 0 que é uma garrafa. Quando se olha para uma garrafa de verdade, nao
um desenho, esta também € reconhecida como uma garrafa. Logo, é possivel
extrair as mesmas caracteristicas comuns entre o
desenho de uma garrafa e a propria garrafa. Nem

todo desenho de casa € igual, e nem todo desenho de

garrafa é igual, mas o desenhista deve ser capaz de

]

ao observador reconhecer os tragos-padréo de uma Figura 2.2 - O desenhista

] reproduz  as  caracteristicas
garrafa ou de uma casa. Da mesma maneira, UM pasicas que permitam  ao

observador reconhecer 0s tragos-
observador deve ser capaz de olhar para o desenho, padrao de uma garrafa ou de uma

casa.

reproduzir as caracteristicas basicas que permitam

extrair as caracteristicas, associa-lo ao padréo de
um objeto conhecido e, por fim, classifica-lo.

Entre esses dois processos naturais de reconhecimento de padrdes ja é
possivel notar agdes comuns. O reconhecimento da fala também é semelhante:
ao som de uma palavra, os ouvidos primeiramente extraem as caracteristicas
de frequéncia e, em seguida, o cérebro identifica os fonemas, reconhece como
palavra e, por fim, classifica o seu significado. De modo similar, todo processo
de reconhecimento de padrdes deve extrair as caracteristicas de determinado
objeto, identifica-las com padréo conhecido e classifica-lo. Caracteristica é uma
grandeza extraida do objeto observado, que ajuda a identifica-lo. Padréo é o
conjunto organizado de caracteristicas escolhidas para identificar o objeto. Por
sua vez, 0 padrdo também deve possuir caracteristicas semelhantes que
permitam agrupa-las como pertencentes a uma classe. Classe € uma categoria

de padrdes.

2.1 Sistema de reconhecimento de padrdes
A maioria dos sistemas de reconhecimento de padrdes pode ser
representada pelo diagrama de blocos da Figura 2.3 [MOREIRA 2002].

No bloco de sensoriamento as informagdes s&o “lidas” do objeto. por
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Figura 2.3 - Diagrama de blocos de um Sistema de Reconhecimento de Padrdes

exemplo, utilizando-se uma camera, um escaner, um microfone, etc.

A segmentacéo e agrupamento fazem a separacao entre os padrdes que
séo captados juntos pelo sensor. Por exemplo, separar as letras de uma palavra
de um texto escaneado ou, mesmo, separar os fonemas e as palavras no
reconhecimento de fala. Outra funcdo desse bloco é fazer o agrupamento de
padrdes que tém partes separadas como, por exemplo, a letra “i”, composta por
uma “barra” e um pingo.

Na extragdo das caracteristicas procura-se fazer um pré-processamento
para diminuir a dimensdo do problema, captando as informagdes relevantes
para a classificacdo do padrdo. Dessa forma, o padréo é simplificado para um
vetor de caracteristicas. Por exemplo, extrair de um fonema as componentes de
frequéncia, cada qual representada por uma dimensao do vetor. Duas técnicas
bastante freqUentemente usadas para extrair caracteristicas de sinais sdo as
transformadas de Fourier e Wavelet [IAIONE 2002][ARGOUD 2001].

O classificador associa o vetor de caracteristicas a categoria do padréo.
Em reconhecimento de padrbfes essa tarefa nunca tem um desempenho
perfeito, pois a eficiéncia depende da variabilidade dos valores das
caracteristicas dentro de uma categoria com relacdo aos valores das
caracteristicas de outras categorias. O bloco classificador € o principal foco de
estudo deste trabalho; adiante, serdo descritas algumas formas tradicionais de
realiza-lo, como métodos estatisticos, redes neurais e, ainda, 0 novo metodo
que aqui se esté propondo.

O pos-processamento enquadra a classificacdo dentro de um contexto e
analisa o risco da decisdo. Na Figura 2.1, segunda linha, o caracter que parece
ser a letra “O” na realidade foi feito com o caracter do zero (“0”) e
possivelmente ao leitor envolvido no contexto, o detalhe passou despercebido.

Mas, quais sdo as caracteristicas que diferenciam a letra “O” do zero (“0”)?
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Visualmente, somente o contexto diferencia; portanto, aquele zero € mesmo a
letra “O”. Isso mostra a importancia de se adequar a classificacdo ao contexto.
O risco da decisdo é importante em algumas aplicagdes; por exemplo, na
classificacdo de um sinal de ECG de monitor cardiaco, em casos duvidosos, é
melhor soar um alarme falso do que deixar passar uma fibrilacdo; em
contrapartida, sendo excessivos, os alarmes falsos tornam o monitor sem

confiabilidade.

2.2 Projeto de sistema de reconhecimento de padrdes

Um projeto de sistema de reconhecimento de padrdes comeca pela
coleta das amostras. Por exemplo, ao projetar um sistema que pretende
classificar pessoas obesas e magras, é necessario ter um grupo de pessoas que
sirvam de amostra. Cada pessoa deverd ser classificada por um especialista
como obesa ou magra.

O préximo passo é a escolha das caracteristicas que serdo usadas para
classificar pessoas como obesas ou magras. Nesse caso, as caracteristicas mais
evidentes sdo o peso e a altura. Mas uma pessoa com muita massa muscular
poderia ser classificada de maneira erronea como obesa. Logo, peso e altura
podem nao ser suficientes para caracterizar uma pessoa como obesa ou magra,
sendo assim, seria necessario procurar outra caracteristica nas pessoas que
melhore o sistema de classificacdo como, por exemplo, calcular o indice de
massa corporal (peso/altura?).

O conjunto de caracteristicas € chamado de vetor de caracteristicas, em
que cada caracteristica € representada em uma dimensdo do vetor. No
exemplo, considerando apenas o peso e a altura, tem-se um vetor de
caracteristicas de duas dimensfes. Dessa forma, pode-se considerar o problema
de reconhecimento de padrdes como uma funcao, cuja entrada é um vetor X, de
dimensdao D, e a saida da funcdo, um vetor y de dimensao M. Usualmente, cada
dimenséo de y pode variar de 0 a 1. O vetor de saida € associado a uma classe.
O numero de classes possivel para se associar a saida y é 2™ ou, entéo, o que é

bastante comum na pratica, é associar cada dimensdo de saida y, a uma
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classe, ao invés de atribuir uma classe a uma combinacdo do vetor y. Neste
caso, 0 numero de classes de saida seria igual a M.
As etapas principais de um sistema de reconhecimento de padroes

podem ser representadas pelo esquema da Figura 2.4.
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Figura 2.4 - Etapas principais de um sistema de reconhecimento de padrdes

No capitulo 3 de “Pattern Classification” [DUDA 2001], é demonstrado
gue o incremento de uma caracteristica (dimensdo do vetor caracteristica)
pode reduzir a probabilidade de erro. Mas o numero de combinacdes possiveis
entre as caracteristicas aumenta exponencialmente com o0 numero de
caracteristicas. Supondo um problema cujas caracteristicas sao todas binarias,
e D o numero de caracteristicas, 0 numero de combinacdes entre caracteristicas
seria 2°. Portanto, cada caracteristica deve ser escolhida com muito critério.
De maneira geral, quanto mais caracteristicas, maior deve ser o conjunto de
amostras [JAIN 2000]. Caracteristicas mal escolhidas podem atrapalhar mais
do que ajudar na classificacdo. Além disso, quanto mais caracteristicas maior,
sera o custo computacional. Por essas razdes, procura-se sempre diminuir o
numero de caracteristicas.

Souza, em 1999, desenvolveu um sistema de reconhecimento de
padrdes, usando indexacéo recursiva (INREC), cujo principal objetivo é reduzir
a dimensdo das caracteristicas. E importante saber o quio relevante é cada
caracteristica. Para extrair bem as caracteristicas € necessario ter um
profundo conhecimento do problema [SOUZA 1999].

A escolha do modelo utilizado refere-se principalmente ao bloco
classificador (Figura 2.3). O classificador é a funcdo que divide o espaco de

caracteristicas em regibes (volumes ou subespacos) que representam as classes
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dos padrdes. A fronteira de decisdo, superficie que separa as classes no espaco
de caracteristicas, pode ter trés formas basicas, ilustradas nos graficos da
Figura 2.5. A primeira forma, subtreinamento, s6 resolveria problemas muito
simples, que fossem linearmente separaveis; como isso ndo ocorre em muitos
casos reais, seu desempenho €, em geral, insatisfatorio (Figura 2.5a). O
segundo caso é exatamente 0 oposto: no sobretreinamento o classificador tem a
fronteira de decisdo exageradamente complexa (Figura 2.5b). Classifica
perfeitamente todas as amostras de treinamento, mas, em geral, s6 tem
desempenho satisfatério, quando o numero de amostras disponiveis para o
treinamento é relativamente pequeno. O sobretreinamento pode resultar de
um excesso de interacdes durante a aprendizagem de uma rede neural
perceptron multicamadas. Por altimo, em um treinamento adequado, o tipo de
fronteira de decisdo ideal ndo tem um desempenho perfeito para as amostras
de treinamento, mas tem desempenho satisfatdrio para a classificacdo de novos

padrdes (Figura 2.5c).
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Figura 2.5 - Fronteiras de decisdo: a) Muito simples, sé resolve problemas lineares.
b) Muito complexa, tende a se especializar no conjunto de treinamento.
¢) Tipo de fronteira de decisdo desejada.

Se se utilizar os caracteres da Figura 2.1 (pagina 4) como conjunto de
treinamento para um sistema de reconhecimento de caracteres, espera-se que
seja capaz de reconhecer todo o alfabeto maiusculo, mesmo que a fonte a ser
reconhecida néo seja exatamente qualquer uma das utilizadas no treinamento.
Em suma: o sistema deve ser capaz de aprender a generalizar, classificando

corretamente um padréao diferente dos apresentados no treinamento. Ter boa
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capacidade de generalizacao € caracteristica desejavel no classificador.

Existem diversas maneiras de abordar reconhecimento de padroes.

A primeira abordagem, comparacdo de modelos, consiste em operacdes
genéricas para determinar similaridades entre duas entradas (pontos, curvas
ou contornos). Um padrao, para ser reconhecido, € comparado com os padrdes
armazenados (amostras) e é classificado na mesma classe do mais similar.
Uma medida de similaridade freqlente € o calculo de correlacao.

Na segunda abordagem, classificacdo estatistica, que € uma das mais
estudadas na literatura, procura-se sempre saber qual é a probabilidade de um
padréo pertencer a uma classe, associando a decisdo a um risco de erro.

Algumas técnicas ndo exigem que exista um vetor de caracteristicas
com valores quantitativos, ou seja, valores reais. Esses métodos sao
considerados ndo meétricos. Uma maneira, relativamente intuitiva, de
reconhecer padrdes é a de utilizar arvore de decisdo. Nada mais é do que uma
sequéncia de procedimentos que testam as qualidades das caracteristicas
[DUDA 2001]. Em alguns casos, 0 que caracteriza um padrao é a inter-relacéo
entre as caracteristicas, ou seja, um conjunto estruturado de informacdes.
Nesses casos utiliza-se a classificacdo sintatica ou estrutural [JAIN 2000]. Para
essa abordagem se faz uma descrigéo estrutural dos padrdes na qual as classes
sdo definidas pela similaridade estrutural entre os padrdes. Normalmente se
extraem, dos dados, primitivas (subpadrdes) que descrevem padrdes mais
complexos, como na linguagem, em que as palavras fazem analogia com as
primitivas, as frases seriam o0s padrbes mais complexos e a gramatica, as
regras que classificam os padroes.

Por ultimo, a abordagem redes neurais, atualmente uma das mais
estudadas, tem inspiracdo bioldgica e é composta por varios neurdnios
artificiais interconectados com diferentes pesos sinapticos perfazendo uma
rede.

As técnicas de reconhecimento de padrdes podem ser auto-organizaveis,

significando que basta ter um conjunto de amostras para que as regras de
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classificacdo sejam encontradas de maneira autbnoma. De outra forma, as
regras para a classificacdo devem ser definidas pelo projetista nas outras
técnicas. Por exemplo, uma rede neural perceptron com algoritmo de
retropropagacao é auto-organizavel; ja uma arvore de deciséo néo o é.

As técnicas auto-organizaveis e paramétricas’ devem passar pelo
processo de treinamento, podendo este ser ou n&o supervisionado. O
treinamento supervisionado se da, quando a classe de cada amostra do
conjunto de treinamento é conhecida; ja no treinamento nao supervisionado, as
classes das amostras ndo sdo conhecidas. Neste segundo caso, muitas vezes, 0

objetivo € descobrir se os dados podem ser classificados de alguma forma.

2.3 Complexidade Computacional

Para fazer comparacao de algoritmos e de métodos computacionais, um
pardmetro que deve ser levado em consideracdo é a complexidade
computacional. Tal parametro estd diretamente relacionado ao tempo e
memdaria gastos para executar o algoritmo do método. N&o faz muito sentido
comparar métodos computacionais pelo tempo gasto para execucao, pois iSso
varia muito de caso a caso, dependendo desde a maneira como estdo
estruturados os dados até a configuracdo do computador utilizado. Dizer
simplesmente que um meétodo tem complexidade maior que outro também é
muito subjetivo. Por isso, para dar uma nocdo mais técnica e objetiva de
complexidade computacional é preciso primeiro definir a ordem de uma funcéo
f(x). Diz-se que f (x) € de ordem de h(x) representado por f(x)=O(h(x)) se
existirem as constantes c e Xo, tais que:

| f (x)]<c|h(x)| paratodox > x, (21)

A equacao 2.1 significa que, para valores suficientemente altos de x em
uma funcdo, o crescimento da func¢éo f(x) ndo € maior que h(x).

Por exemplo, para a fungdo f(x)=a,+a,-x+a,-x* a ordem é O(x?

porque, com valores elevados de x, o termo constante e os termos a,+a, X

passam a ser sobrepostos pelo termo a,-x?, o que possibilita satisfazer a

* O conceito de técnica paramétrica e ndo paramétrica € esclarecido adiante no Capitulo 3.
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equacao 2.1.

Para descrever a complexidade computacional de um algoritmo,
geralmente o que interessa sdo as operacfes matematicas basicas: soma,
subtracdo, multiplicacdo e divisdo, enfim, 0 que se gasta de tempo e memdria
para ser processado [DUDA 2001]. Todas as operacbes que nao sao
consideradas no calculo da complexidade computacional sdo chamadas de

overhead. O overhead é um parametro normalmente desprezivel que sé é

oD

considerado, quando a complexidade computacional entre dois algoritmos
muito proxima. Por exemplo, considerando dois algoritmos que possuem a
mesma complexidade computacional, mas com overhead diferentes, aquele que
tem maior overhead tem a maior complexidade computacional, mesmo que

ambos sejam da mesma ordem.
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3 Técnicas de Reconhecimento de Padroes

O diagrama da Figura 3.1 mostra os métodos de classificagdo que serdo
estudados junto com os métodos que estdo sendo propostos aqui. Todos eles
representam um padrdo por um vetor de caracteristicas. Os quadros em

destaque representam os métodos que foram aplicados nesta pesquisa.

Classificador I

| |
Estatistico I Redes Neurais I Meétodo Proposto
— Curva MNormal I —Retropropagacin I —-— FID I
— ME_XI_ma' I—l — Eohonen I - 21D I
Verossimilhanga : ;
s | L m—SS. |
W - REF R MID
Bayesiana :
—'— Parzen Window I — Elipsoidal I
_._ Wizinhagio Mais I
paxing Man para.mén'icasi

Figura 3.1 - Diagrama de blocos dos classificadores estudados e o0s propostos. O significado das siglas PID,
SID e MID sao respectivamente: Produtorio do Inverso das Distancias, Somatorio do Inverso das
Distancias e Minima Distancia.

3.1 Regra de Bayes

Pela regra de Bayes classifica-se um padréo, utilizando probabilidade.
Calcula-se a probabilidade de o padréo pertencer a cada classe associando o
risco de erro da escolha. Para se utilizar a regra de Bayes € importante ter
uma estimativa das curvas de probabilidade de cada classe.

Considera-se probabilidade a priori (ou simplesmente priori) a
freqUiéncia com que aparece cada classe. Sendo ¢ uma classe, a probabilidade a
priori é representada por P(c). A soma das prioris de todas as classes deve ser
1.

Quando se tem somente a informacéo da probabilidade a priori, decide-

se sempre por classificar um padréo com a classe que possui a maior priori, ou
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seja, se a maioria das pessoas sdo obesas, classificar-se-iam todas a pessoas
como obesas. Mas dificilmente tdo pouca informacao sera utilizada para tomar
uma decisdo. No exemplo, pode-se passar a utilizar a informacdo do peso.
Assim, a probabilidade de ocorréncia de uma certa classe seria em funcéo de
uma informacdo (ou caracteristica) conhecida, neste caso, o peso. Define-se,
entdo, a curva de densidade de probabilidade de classe p(x|c), é possivel
saber qual é a probabilidade a posteriori, dada uma informacéao (ex.: valor da
caracteristica peso). Probabilidade a posteriori P(c|x) é a probabilidade de x
pertencer & classe c. Exemplificando: a probabilidade posteriori P(c,|x) é a
probabilidade de uma pessoa com 0 peso X pertencer a classe de obesos, C,.
p(x|c,)-P(c))
p(x)

Z (x]e)P(c)

P(c;[x)=
(CRY

Na regra de Bayes, equacdo 3.1, os termos relevantes para a
classificagdo sdo P(x|c;) e P(c;). O fator p(x) é o fator de evidéncia, que,
para a classificacdo estatistica, tem apenas a finalidade de ajustar a escala
para que a soma de todas as probabilidades posteriores seja 1. Nos casos em
que as probabilidades a priori sdo iguais, o uUnico termo relevante é a
densidade de probabilidade ( p(x|c;)).

Toda tomada de deciséo envolve um risco de erro associado a escolha. O
risco condicional da deciséo pode ser calculado pela equacéo 3.2.

C

R (c,|x) :Z (clc,)- P(c;Ix) (3.2)

Onde A(clc,) é a fungdo perda: prejuizo atribuido a classificagéo
erronea, ou seja, quando se classifica o0 objeto como ¢; enquanto o correto seria
¢i. Uma forma comum de calcular a funcdo perda é simplesmente atribuir 1

para as classificacdes erradas e 0 para as classificacdes corretas (equacao 3.3).
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A(cilc,-)={° Seizj} (33)

1 sei#j

Nesse caso, o risco condicional fica equivalente a equacéo 3.4:

R(c|x)=1-P(c|x) (3.4)

3.2 Distribui¢do normal

O desempenho da classificacdo bayesiana depende de como se estimam
as curvas de densidade de probabilidade. Umas das formas de se fazer isto é
utilizar a curva normal, muito conhecida na forma univariavel (equacdo 3.5).
No entanto, para aplicacdes em reconhecimento de padroes, a curva normal €
necessaria na forma multivariavel (equacdo 3.6). Para estima-la, calcula-se o
vetor médio (equacao 3.7) e a matriz de covariancia (equacao 3.8) das amostras

pertencentes a mesma classe.

p(x) = —=—exp| - (*=4) | )
2o 2 o
1 1 t o1
p(x)= 5 iE><|0[—§(X—u)2 (x—u)] (3.6)
(2m)? | Z|?
1 N
uzﬁ.zxk 3.7)
k=1
0., 0y 04
Z 0-21 0-22 :
(3.8)
g .- g

A matriz covariancia, equacao 3.8, é sempre simétrica e positiva. O

determinante de X deve ser sempre positivo. Os elementos o;; da diagonal
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principal sdo os respectivos desvios-padrdo dos parametros xi, € os elementos
0;; sao as covariancias entre os parametros x; e x;. Se 0;; = 0, significa que os
parametros x; e xj sdo independentes. De maneira geral, ao conhecer a matriz
covariancia, é possivel calcular o grau de dispersdo em qualquer direcdo ou
subespaco [DUDA 2001].

3.3 Maxima Verossimilhanca (Maximum Likelihood)

Diferentes tipos de equagdes podem ser utilizados para aproximar a
densidade de probabilidade das classes de um sistema de reconhecimento de
padroes. Para cada classe deverao ser encontrados diferentes parametros para
a equacado de aproximacao utilizada. O método de aproximacdo por maxima
verossimilhanca é uma maneira de encontrar os parametros que melhor
aproximarao a densidade de probabilidade, com base em um conjunto de
amostras. Por ser paramétrica, a densidade de probabilidade fica representada
por p(x|c,0), sendo 6 o vetor de parametros. Cada classe é tratada
independentemente uma da outra; ou seja, a densidade de probabilidade de
uma classe néo influencia na outra; assim, suas amostras sao i.i.d.- variaveis
aleatorias independentes e identicamente distribuidas. Por exemplo, no caso
de uma aproximacao feita por curva de distribui¢cdo normal, os elementos que
preencheriam o vetor 8 sdo a média e a matriz de covariancia.

Sendo Nc 0 numero de amostras da classe ¢; e S 0 conjunto de amostras
referente a mesma classe, o calculo da verossimilhanca é feito pela equacéo
3.9.

Nc
p(c,l0)=]] p(S,l0) (3.9)
k=1

Lé-se p(S.|0@) como a densidade de probalidade de 6 em funcio da
amostra Si. Para encontrar os parametros que maximizam a verossimilhanga,
é intuitivo derivar a funcdo em relacdo a 6 e iguald-la a zero. No entanto,
para facilitar a analise, € mais facil trabalhar com o logaritmo da

verossimilhanca. Como o logaritmo é monotonicamente crescente, o 6 que
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maximizar o logaritmo da verossimilhanca também maximizara a
verossimilhanca. Se P(c;[6) for uma funcdo diferenciavel em 6, os
parametros poderdo ser encontrados por métodos comuns de calculo

diferencial. Sendo p o numero de parametros a ser estimado, entéo, faz-se 0

gradiente (equagéo 3.10).
0
50,
V,=| : (3.10)

60,

Define-se 1(6) como o logaritmo” da fun¢do verossimilhanca (equagéo
3.11)

1(6)=hp(DJ|6) (3.11)

Sendo assim, para encontrar o0 6 que maximize a verossimilhanca,
basta igualar o gradiente do logaritmo da verossimilhanca a zero (equacdes
3.12 e 3.13).

I(e)zihp(ka) (3.12)

k=1

V,1=0 (3.13)

A andlise das solucdes para essa equacdo deve ser feita com um certo
cuidado para ndo confundir maximo global com méximos locais, minimos locais
e pontos de inflexao.

Para exemplificar, utiliza-se a curva normal univariavel, supondo que
as equacdes dos parametros (média e variancia) ndo sdo conhecidas. Assim,
0,=u e 0,=0",

hp(x |0)=—2h2m0,———(x,—0,) (3.14)

2 20

2

derivando

* Normalmente se utiliza o logaritmo natural, mas pode ser em qualquer base; as vezes a escolha de uma
base pode facilitar os célculos.
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(Xk_el)

1
0
V,1=V,hp(x]0)= ? , (3.15)
1 (Xk_gl)
_'_

02

2 203

Aplicando-se a equagéo 3.13

Z i(xk_gl)zo (3.16)

0 (3.17)

> x, (3.18)
1 N
UZ:WZ (x,—u)° (3.19)

3.4 Aproximacéao Bayesiana

As solucdes pela aproximacao bayesiana sdo quase sempre idénticas as
do método de maxima verossimilhanca, sendo a diferenca mais conceitual do
gue pratica. Enquanto no método da maxima verossimilhanca procura-se fixar
o valor do vetor de parametros, na aproximacdo bayesiana o vetor de
parametros é considerado uma variavel aleatéria. Embora a densidade de
probabilidade p(x) seja desconhecida, considera-se que tem uma forma
paramétrica conhecida p(x|6). Assim, somente o vetor de pardmetros 6 é
considerado como desconhecido. O valor do vetor de parametros que representa

a densidade de probabilidade em fun¢&o do conjunto de amostras ¢ p(@|S).

N-1

[ psylo)p(e|s"Hde

A equacdo 3.20 é recursiva, onde p(0|S") depende de p(o|S"Y),

sendo que p(0|S°)=p(0) deve ser estimado arbitrariamente. Mas o objetivo
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de tudo isso é calcular a densidade de probabilidade p(x) que pode ser

estimada pela equacéo 3.21.
IO(X|S)=f p(x|@)p(0|S)de (3.21)

A analise dos resultados da aproximacao bayesiana normalmente é
mais complexa, comparada com a maxima verossimilhanca. Isso porque, pela
aproximacao bayesiana, o resultado é uma distribuicdo de probabilidades do
vetor de pardmetros, enquanto na maxima verossimilhanca obtém-se um vetor
de parametros. Quando se tem de optar entre os dois métodos, geralmente a
maxima verossimilhanca é escolhida, pois, além de ser mais facil a
interpretacdo dos resultados, pela maxima verossimilhanca sdo necessarios
apenas calculos de derivadas e gradientes, enquanto pela aproximacao

bayesiana é necessaria uma integracdo multivariavel.

3.5 Paramétrica X Ndo Paramétrica

As técnicas paramétricas, que utilizam a regra de Bayes, assumem
gue a funcado de densidade de probabilidade é conhecida e os parametros para a
funcdo sado desconhecidos, mas podem ser estimados pelas amostras de
treinamento. No entanto, para a maioria dos problemas de reconhecimento de
padrdes, essa suposicdo € no minimo suspeita, pois dificilmente a forma de
uma funcdo de densidade de probabilidade se ajusta bem com a forma real.
Além disso, todas as formas classicas paramétricas sdo unimodais, enquanto a
maioria dos problemas na pratica sdo multimodais [JAIN 1988]. As técnicas
ndo paramétricas podem ser usadas arbitraria e independentemente da
distribuicdo e sem pressupor nenhuma forma de distribuicdo. Mas,
naturalmente, havera um custo computacional maior. As técnicas
paramétricas ndo necessitam de treinamento, pois ndo ha parametros nas
equacdes que precisem ser ajustados em funcdo das amostras. Mas todo o
conjunto de treinamento € utilizado nos calculos de reconhecimento. Aqui seréao
abordadas duas técnicas ndo paramétricas: Parzen Window e Nearest
Neighbor.
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3.6 Vizinhanc¢a mais Proxima (Nearest Neighbor)

O método da vizinhanca mais proxima é um dos mais simples e
intuitivo para estimar a probabilidade de x pertencer a classe ¢. E comum
abreviar-se o0 método como k-NN ou NN (Nearest Neighbor). A idéia béasica ja
esta dita no proprio nome, ja que a probabilidade é definida pela vizinhanga do
ponto X em questdo. Este método estima diretamente a probabilidade a
posteriori P(ci] X), sem a necessidade de estimar a densidade de probabilidade.
Procurando, entre as amostras, as k amostras mais proximas de X, levando em
consideracdo as amostras de todas as classes. Sendo ki 0 niumero de amostras

encontrado da classe c;e a probabilidade a posteriori P(ci|x) a razédo ki/k.

k.
P(c|x)=—" (3.22)
k
A densidade de probabilidade pode ser estimada pela seguinte equacao:
k./N
- (3.23)
pix|e)=—7

sendo V o volume que envolve as k amostras capturadas.

Idealmente, para que a classificacdo k-NN seja perfeita, N —o e
k —c0 [DUDA 2001][HART 1967].

Toda a base do calculo da vizinhanca mais proxima depende de como se
define distancia. As trés formas mais comuns de definir distancia s&o:
Manhattan, Euclideana e Mahalanobis.

Manhattan:
D

Dy (X, ¥)= 20 [%,— ¥, (3.24)
i=1

Essa € umas das formas mais simples e rapidas de calcular distancia,
mas ndo fornece os melhores resultados na classificacdo. A vantagem é ser
executada com maior rapidez que a euclideana e a Mahalanobis. Mantendo a
mesma distancia Manhattan de um determinado ponto em duas dimensdes
obtém-se um quadrado.

Euclideana:
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D

DL (x, Y= |2 (%, 629)

i=1

E o modo mais comum de calcular distancia. Em duas dimensbes é

equivalente ao teorema de Pitadgoras. Para a maioria dos casos, tem boa

eficiéncia. Mantendo a mesma distancia euclideana de um determinado ponto
em trés dimensoes, obtém-se uma esfera.

Mahalanobis:

D,y (X, Y)= 2N (x,— 1) S My, — ) (3:26)

Sendo ¢ e 2 a média e a matriz de covariancia respectivamente, esta
acaba sendo uma forma complexa de calcular distancia, pois, se a dimensédo D
de entrada for alta, a complexidade computacional para inverter a matriz
covariancia aumentard muito. A vantagem da distancia Mahalanobis € que
esta leva em consideracdo a distribuicdo estatistica das amostras e resolve
alguns problemas que podem ser encontrados nos outros calculos de distancia
como caracteristicas com escalas mal dimensionadas. Por exemplo, as
caracteristicas peso e altura devem ter o mesmo fator de escala? Outro
problema que pode ser minimizado com a distancia Mahalanobis é quando se
tém caracteristicas altamente correlacionadas. Devido a alta complexidade
computacional deste calculo de distancia, seu uso é pouco vantajoso e comum.

A Figura 3.2 ilustra a diferenca entre os calculos de distancias.

A F | F |

- - -
Mlanhattan Euclideansa MMahalanobis
Figura 3.2 - Representacéo gréfica dos calculos das diferentes distancias

A principal limitacdo do método da vizinhanca mais proxima é o custo

computacional. A principio, para encontrar as k amostras mais proximas de X,
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é necessario calcular a distancia entre x e todas as n amostras.
Bandyopadhyay [BANDYOPADHYAY 2001] propde um pré-processamento das
amostras, fazendo uma reordenacgéo que otimiza a busca pelas amostras mais
proximas. Wu propde um algoritmo que reduz o conjunto de amostras sem

perder precisao de classificacdo [WU 2001].

3.7 Parzen Window

Enguanto pelo método da vizinhanca mais préxima se aumenta uma
janela ao redor de x até que esta envolva k amostras, na aproximacéo Parzen
Window a idéia é fixar uma janela ao redor de x e verificar quantas amostras
existem dentro.

A janela é definida por um hipercubo de arestas h e volume V, (equacéo
3.27).

V = hP (3.27)

Para encontrar quantas amostras caem dentro do volume V define-se a

funcéo janela pela equacéao 3.28.

1.
(P(U)Z 1 |Uj|SE,J,...,D (3.28)

0 caso contrario

Essa funcao define um hipercubo de volume 1 centrado na origem. A
funcdo janela pode ser definida de outra maneira, mas obedecendo a condicéo

da equacéo 3.29.
[ @(uydu=1 (3.29)

A funcdo que define quantas amostras estdao dentro da janela de

volume V centrada em x é dada pela equacéo 3.30:

N
ki=Z<p(X_hX") (3:30)

j=1

Assim, a densidade p(x) pode ser estimada pela equacao 3.31:

N
_is 1 (XX (3.31)
p(x) NZV@( h)
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Quanto maior for o nimero de amostras (n) e menor for o valor de h
mais préximo da real densidade de probabilidade ira se aproximar p(x). Como
n é limitado, na préatica h nunca podera tender a zero. Valores muito altos para
h fazem p(x) ter baixa resolucdo, ja valores excessivamente baixos fazem a
densidade de probabilidade ter variabilidade muito alta. Com um numero
limitado de amostras é preciso procurar um valor para h que ndo comprometa
a resolucdo e que ndo tenha uma excessiva variabilidade. Os graficos da
Figura 3.3 ilustram curvas de densidade de probabilidade estimada por Parzen
Window com diferentes valores de h. Para esta simulacdo foram geradas 500
amostras para uma distribuicdo normal de duas dimensdes com a média na

origem e desvio-padrao 1.

h=0,125 B h=01,5
[ 1 I . nl.
[F I h '. - n
-k h , I i}

P - “ . Rt .
e, ~f | |'| :' . !
o "'-- ' IFI' l|" _|_i‘_|-El "__ 1 "'--.:__ i - Jt 1
—7y Hie )
I'I -

h=2 ., =3

Mz - i o - L6 -

Lind-.

6. - -_ Vi S 'E -: [ P
1. B y T T Lo .

- . . ot -0 W "E“
me, - . SR o

Figura 3.3 - Simulagéo Parzen window com diferentes valores de h

Note, nos gréficos, que a escala do eixo z varia para cada um. Quanto

maior for o valor de h, menores serédo os valores absolutos de p(x) e vice-versa.
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No grafico, onde h=0,125, fica nitido o excesso de variabilidade, enquanto onde
h=8, percebe-se uma perda grande de resolucéo, principalmente em torno da

origem.

3.8 k-Médias

K-médias (ou k-means) é um algoritmo de aglomeracgdo (clustering),
cujo objetivo é reduzir um grupo de amostras a uma Unica amostra que
represente bem todas as amostras aglomeradas. Pode ser aplicado no
reconhecimento por k-NN, Parzen window e no treinamento de redes neurais.
As técnicas de aglomeracdo também podem ser wusadas para fazer
reconhecimento de padrbes nao supervisionado, onde cada aglomerado passa a
ser uma classe.

O numero de aglomeracdes formadas é previamente definido pelo valor
de k. Cada aglomeracéo € representada pelo valor de um vetor de dimenséo d
igual ao vetor de caracteristicas. A sequéncia de instrucfes para o k-médias é
a seguinte:

1. Escolha um valor de k conveniente para o problema.

2. Crie aleatoriamente k vetores u de dimensao d que ser&o os centros

provisorios dos aglomerados.

3. Associe cada amostra com o aglomerado py mais proximo.

4. Calcule o vetor médio das amostras de cada aglomerado.

5. Faca u, igual a seu respectivo valor medio.

6. Volte ao passo 3 até que ndo haja mais alteracbes nos aglomerados.

Para o passo 3 é preciso calcular distancias, sendo que normalmente a

utilizada é a euclideana, mas pode-se utilizar qualquer outra.

3.9 Redes Neurais

Em 1943, o fisiologista Warren S. McCulloch e o mateméatico Walter H.
Pitts modelaram o neurdnio natural como um circuito binéario. Pitts, usando
argumentos légicos, provou a equivaléncia de uma rede neural com a maquina

de Turing. A partir dai, havia dois motivos para estudar redes neurais:
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modelar o sistema nervoso de um ser vivo e construir computadores com alto
grau de paralelismo [de AZEVEDO 2000].

Provavelmente, devido a modelagem das redes neurais biologicas ser
uma tarefa extremamente complexa, ainda hoje, as redes neurais artificiais
pouco se assemelham com as elas; no entanto, diversas topologias de redes
foram desenvolvidas com vastas aplicacgoes.

Redes neurais podem ser vistas como um sistema de computacao
paralela composto por varios processadores simples interconectados. Mesmo
existindo a possibilidade de se implementar uma rede neural em hardware,
modelando-se eletronicamente cada neur6nio, na maioria das aplicacdes tem
sido suficiente modelar toda a rede em software e executa-la em processador
unico.

Entre as diversas topologias de redes neurais, as mais comuns usadas
na tarefa de classificacdo de padrées tém sido as redes perceptron
multicamadas, redes RBF (Radial-Basis Function) e a rede de Kohonen [JAIN
2000].

3.9.1 Modelo de Neurénio

Um neurdnio é composto, basicamente, por um corpo celular, dendritos
e axonio. Os dendritos sdo as entradas do sistema e o axodnio, a saida. Um
neur6nio pode possuir muitas entradas, mas apenas uma saida. Um axoénio
pode se ligar a varios dendritos de outros neurénios, formando, entdo, uma
rede de neur6nios. Cada ligacéo entre axdnio e dendrito tem um peso sinaptico
associado. A entrada da rede é feita diretamente nos dendritos dos neuronios,
tendo também um peso sinaptico associado. A saida é tirada dos axoénios dos
neuronios.

De Azevedo [de AZEVEDO 2000] propde um modelo geral de neur6nio
(em 1993) que engloba todas as possibilidades de modelagem. No entanto, para
este trabalho sera utilizado um modelo mais simples (veja Figura 3.4), onde a
saida do neurdnio € uma funcdo de ativacdo, cujo resultado depende do

somatdrio das entradas (dendritos), lembrando que cada entrada é ponderada
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pelo seu peso sinaptico associado.
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Figura 3.4 - Neurdnio artificial

3.9.2 Perceptrons de multiplas camadas

A rede perceptron de multiplas camadas é uma rede direta, ou seja, a
ativacdo dos neurbnios se propaga em apenas uma direcdo, ndo havendo
realimentacdo (Figura 3.5). O numero de camadas de uma rede € livre; no
entanto, para resolver problemas nao lineares, deve-se ter pelo menos duas
camadas de pesos adaptativos [de AZEVEDO 2000]. No entanto, um numero
de camadas muito elevado pode aumentar a complexidade da rede sem

melhorar o desempenho.

Camada de Camadas intermedifrias ou Clamadas de
entrada escondidas salda

Figura 3.5 - Rede perceptron de multiplas camadas

Na camada de entrada da rede os neurdnios séo ativados pelo vetor de
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caracteristicas. A ativacdo dos neur6nios se propaga até a camada de saida. A
camada de saida pode ser projetada para representar as classes de duas
formas. Da primeira maneira, cada neurdnio da camada de saida representa
uma classe. Desse modo, para representar oito classes, a camada de saida deve
ter oito neurdnios. Do segundo modo, cada classe é representada pela
combinacdo binaria das saidas. Assim, com apenas oito neurdnios é possivel
representar duzentos e cingqiienta e seis classes.

O algoritmo tipico de treinamento da rede perceptron multicamadas é o
de retropropagacéo, também conhecido como regra delta generalizada. Esse
algoritmo faz o ajuste dos pesos adaptativos de acordo com o conjunto de
amostras. Resumidamente o algoritmo de treinamento por retropropagacao
consiste no seguinte [de AZEVEDO 2000]:

1 Inicia pesos com valores aleatorios.

2 Seleciona amostras.

3 Propaga ativacdo dos neurdnios com a entrada da amostra.

4 Calcula erro da saida dos neurdnios comparando com a saida

esperada pela amostra.

5 Calculam erros das camadas intermediarias em funcdo do erro da

camada seguinte.

6 Corrige valores dos pesos adaptativos em funcdo dos respectivos

erros.

7 Volta ao passo 2.

Este algoritmo repete até que o erro fique abaixo de um patamar
estabelecido, ou até que exceda um certo nimero de épocas de treinamento
(temos uma época quando todas as amostras do conjunto de treinamento ja
foram selecionadas).

Ha diversas variacdes do algoritmo de treinamento de retropropagacao
gue procuram agilizar e melhorar o treinamento.

Neste trabalho, o algoritmo de retropropagacéo utilizado foi o mais

simples, com a funcéo de ativacao sigmoidal da equacéo 3.32.
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y——1 (3.32)

S 14e 0

Sendo u o somatdério das entradas do neurdnio ponderado pelos pesos
sinapticos e g um escalar positivo, quanto maior for o valor de g, maior a
inclinacdo dey.

3.9.3 Redes RBF

A rede de funcao de base radial ou RBF (Radial Base Function), em seu
modo mais simples, constitui-se em uma rede direta de trés camadas,
semelhante a rede perceptron (Figura 3.6).

A primeira camada, assim como em uma rede perceptron, sé repassa o0
valor do vetor de entrada para a camada intermedidria. A camada
intermediaria faz a transformacéo linear, geralmente aumentando a dimenséo
do espaco vetorial de entrada para um espaco vetorial maior interno. Os

neurdnios desta camada é que séo func¢des radiais de base, dando nome a rede.

Camada e Carnada EBF Camadas d=

entrada salda
Figura 3.6 - Rede RBF
Ja a terceira camada é semelhante a camada de saida de uma rede
perceptron, sendo a saida de cada neur6nio uma transformacdo linear em
funcdo do somatoério das entradas ponderadas pelos pesos das conexdes entre
as camadas.
A funcéao radial de base possui um centro (ce) e um raio, de forma que,

guando a entrada esta afastada do centro, a saida tende a ser praticamente
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nula, do contrario tende a um (1). Uma das fun¢des mais comuns, usadas como

funcéo de ativacao, é a funcéo de Gauss (equacao 3.33) [TODESCO 1995].

2
X. — Ce.
f(x)= = ! exp(—%Z(—J ,)) (3.33)
(2m) 0,0,030p j=1 7

Os valores o0,0,0,---0, sdo usados da mesma maneira que na

distribuicdo normal, nada mais sendo que o grau de dispersao ao redor de ce.
Note que o termo dentro do somatorio € equivalente ao calculo da distancia
euclideana ponderado por um fator de escala o. Para aumentar a
funcionalidade da funcéo de base pode ser utilizado o calculo de distancia
Mahalanobis no lugar da euclideana.

Uma maneira comum de treinar redes RBF é usar um treinamento
hibrido, sendo a primeira parte ndo supervisionada e a segunda parte,
supervisionada. No primeiro momento usa-se uma técnica de aglomeracao,
normalmente k-médias, para se encontrar o centro da funcdo. Uma maneira
simples de se estimar o vetor o é fazer a média das distancias das amostras.
Encontrados os parametros das func¢bes radiais, 0 proximo passo é fazer o
treinamento supervisionado com retropropagacao.

Uma rede perceptron pode equivaler a uma rede RBF e vice-versa. No
entanto, a rede RBF comum possui apenas trés camadas, enquanto a
perceptron pode possuir varias. O treinamento da RBF tende a ser mais
rapido, mas normalmente a classificacdo (propagacao) da rede perceptron é
mais rapida. A rede RBF possui dois modelos de neurdnios, enquanto a
perceptron pode ser toda modelada com modelo Unico de neurénio. Uma rede
perceptron tende a mapear todo espaco de entrada, generalizando até para
locais onde h& pouca ou nenhuma amostra, enquanto as redes RBF decrescem
exponencialmente as aproximacdes, quando esta longe dos centros das funcgbes
RBF.

3.9.4 Rede Kohonen

A rede Kohonen, também conhecida como mapa de Kohonen ou SOM

(Self Organization Map), é usada para reconhecimento de padrdo né&o
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supervisionado e aglomeracdo (clustering). A estrutura basica dessa rede €
composta por duas camadas: a primeira, assim como nas outras redes, é a
camada de entrada composta por D neurdnios que s6 tém a funcéo de repassar
o valor do vetor de entrada para a proxima camada. A segunda camada € uma
matriz bidimensional quadrada (algumas vezes utiliza-se um vetor
unidimensional) de neurdnios competitivos (Figura 3.7).

No caso mais geral, todos os neurbnios da camada competitiva estéo
conectados na camada de entrada com conexdes excitatorias, e entre 0s
neurdnios da camada competitiva ha conexdes inibitérias. O valor dos pesos é
limitado entre 0 e 1 e 0o somatério dos pesos de uma unidade deve ser 1

(equacéo 3.34).

| Camada de entrada

Catnada competitiva

Figura 3.7 - Rede Kohonen (SOM)

2 w,=1 (3.34)

i
Iniciam-se os pesos de forma aleatoria, satisfazendo a equagédo 3.34. O
neurdnio tipico da camada competitiva é definido pela equacao 3.35.
U=, U, w,
y :{ +1se(u,>u,) para todo k} (3:39)
' 0 caso contrario

O neuro6nio vencedor ganha tudo, ou seja, 0 neurdnio que, pela equagéo

3.35, resultar em 1, tera seus pesos atualizados pela equagao 3.36.
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AW.=n (i—w) (3.36)
ij n ij

Onde: n é a constante de aprendizagem, n o numero das unidades

ativas e U,=1 se o estimulo da unidade i da camada anterior estiver ativo, do
contrario U;=0. Analisando-se as equacbes de treinamento, nota-se que o
neurdnio aprende, deslocando os pesos de suas conexdes das entradas inativas

para as entradas ativas.
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4 Técnicas Propostas

Todas as técnicas de reconhecimento de padrBes que aqui serao
propostas baseiam-se em calculo de distancias. O padrdo é classificado pela
comparacao de suas distancias com cada amostra, cuja classe ja é conhecida.
De modo simples, pode-se dizer que a classe do padrao é determinada pelas
amostras mais proximas. Foram definidas basicamente trés formas de
determinar a proximidade:

1. Produtorio do inverso das distancias (PID).
2. Somatorio do inverso das distancias (SID).

3. O inverso da menor distancia (minima distancia - MID).

O- s, Amostra 2
cja saida y=0. . C'

- g - Amostra

cuja saida y=1. e

m-x-Padrfioa Q
ser clagsificade

Figura 4.1 - llustracdo dos métodos PID, SID e MID.
A Figura 4.1 procura ilustrar o funcionamento dos métodos propostos.
Os trés métodos (PID, SID e MID) precisam calcular todas as distancias entre
0 padrao a ser classificado e cada amostra. As distancias sao separadas em dois
grupos, um das amostras de saida O e outro das amostras de saida 1. Para o
calculo do MID, separa-se a menor distancia entre as amostras de saida 1
(min(dist(sr,x)) e a menor distancia entre as amostras de saia 0 (min(dist(sq,X)),

inverte-se os resultados e subtrai-se um do outro, conforme a equacéo 4.1:

1 1

_ _ (4.1)
min(dist(s, , X)) min(dist(sq,x))

Note-se que, quando a menor distancia entre as amostras de saida 1
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tender a 0, ou seja, quando x estiver muito proximo de uma amostra cuja saida
é 1, T tenderé a + « ; do contrario, se a menor distancia entre as amostras cuja
saida € 0 tender a O, T tendera a —o. Caso as duas distancias sejam muito
semelhantes, T tendera a 0. Sendo assim, o resultado de T pode ser aplicado a
uma equacao sigmoidal como a equacéo 4.2, onde g é um escalar positivo.

y——2t 4.2)

1+e 97
Quando T tender a +oo,y tendera a 1 e quando T tender a —« ,y
tendera a 0. Caso T tenda a 0, y tendera a 0,5. Ou seja, quando x estiver bem
proximo a uma amostra de saida 1, y ficarad entre 0,5 e 1 e, se X estiver bem
préximo a uma amostra de saida 0, y ficara entre 0 e 0,5.
O método PID funciona de modo semelhante; no entanto, ao invés de
calcular a menor distancia, faz-se o produtoério do inverso das distancias,

conforme equacéo 4.3.

T = H (4.3)
q

dlst( , X)

Pelo método SID a equacdo € bastante semelhante, trocando-se,

apenas, o produtoério por um somatorio, conforme equagéo 4.4.

Q R
-2 X3 “9

dlst

Uma analise semelhante feita para a equacédo 4.1 pode ser realizada
para as equacdes 4.3 e 4.4, mostrando que, quando X esta muito préoximo de
uma das amostras de saida 1, T tendera a +o, quando X esta muito préximo
de uma das amostras de saida 0, T tenderd a —« e, por fim, se x estiver a
uma distancia média semelhante para os dois grupos de amostras, T tendera a
0.

Note-se que, por qualquer um dos métodos, se X coincidir exatamente
com uma das amostras de saida 1, y sera exatamente 1 e, se X coincidir

exatamente com uma das amostras de saida 0, y sera exatamente 0.
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4.1 Formalizando e refinando as técnicas propostas

A proposta € desenvolver um classificador com D caracteristicas de
entrada e M saidas, sendo que o numero possivel de classes para associar a
saida é 2™. O vetor de saida é representado por y e tem dimensdo M. Cada
dimensdo de y tem valor variando de 0 a 1. Na prética, € mais facil e comum
associar cada dimenséo de saida ym a uma classe, ao invés de atribuir uma
classe a uma combinacéo do vetor y. Nesse caso, 0 numero de classes de saida
seria igual a M. Os métodos PID, SID e MID nao séo paramétricos, pois ndo ha
parametros a serem ajustados pelo conjunto de amostras.

Todos os métodos propostos utilizam a equacéo 4.5, mudando apenas o
célculo de T,. O escalar positivo g tem um significado importante, pois ele
controla o grau de generalizacéo da classificacdo. Note-se que, quando g tende
a0, ymtende a 0,5 e quando g tende a «©, y,tende a 1, se T for positivo, e a 0,
se T for negativo. Ou seja, se g tiver um valor baixo, y, s6 tenderd a uma das
classes, quando x estiver ja bem proximo a uma das amostras (baixo grau de
generalizac&o). Ja se g tiver um valor alto, y, tenderd sempre a qualquer uma
das classes, mesmo que x esteja relativamente longe de qualquer uma das
amostras (alto grau de generalizacédo). Nao foi determinado nenhum método
especifico para se encontrar um valor ideal para g, pois 0 método pode ser
particular para cada tipo de problema. No entanto, fica como sugestéo arbitrar
valores para g e, por interpolacdo, procurar g que minimize o erro quadratico
medio da classificacdo das amostras de teste.

1

_ (4.5)
1+e 9 Tr

m

Considerando que a fronteira de decisdo entre as classes (pagina 9)
esta onde yn-0,5, ou seja, T, =0, pode-se fazer uma anélise mais profunda com
relacdo a g. Nas fronteiras de decisdo « é o angulo formado entre y,e Tn,
sendo que «=arctg(g/4). Quanto menor o valor de «, mais suave € a
transicdo entre as classes e, quanto maior for «, mais brusca é a transicao. O

gue significa que, quanto maior for o valor de g, maior sera o angulo de
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inclinacdo na fronteira de decisado entre as classes (equacdes 4.6 e 4.7).

d . _g‘Tm

tga: ym= g eT Py (46)
dT, 1+2.e 9 Trge® '

Tm—> 0 4

As diferentes formas de calcular T,, sempre se baseiam no calculo de
distancia entre as amostras. Teoricamente, qualquer maneira de calcular
distancia poderia ser utilizada. Todavia, neste trabalho resultou a
conveniéncia de normalizar o calculo da distancia para diferentes dimensoes.
Pela equacéo 4.8, toda distancia medida da origem a um vetor unitéario resulta
1, independentemente da dimensao do vetor. O significado pratico é que fica
mais facil ajustar o valor de g para problemas de altas dimensdes; sendo, bons
valores de g tenderiam a ser cada vez menores, conforme aumentasse D,
enquanto, com a distancia normalizada, um valor ideal de g fica sempre em

torno de 1.

(4.8)
dist(a,b)=

4.2 PID (Produtoério do Inverso das Distancias)

As equactes 4.9 e 4.10 utilizadas para o calculo do método PID séo
equivalentes, quando Q=R, onde Q é o nUmero de amostras da saida m, cujo
valor de saida é 1, e R é o numero de amostras da saida m cujo valor de saida é
0. Se Q#R, as equacdes diferem; a equacdo 4.9 considera, de certa forma, a
probabilidade a priori, j& a equacao 4.10 ndo. Por conseqtiéncia, utilizando a
equacdo 4.9, quando Q>>R, a saida y tenderd a 1; de maneira inversa, se
Q<<R, a saida y tendera a 0. No entanto, utilizando a equagdo 4.10, a
probabilidade de y ser 0 ou 1 vai depender apenas da distribui¢cdo das amostras
e ndo da diferenca de amostras para cada classe.

Q R
Tm:N\/H 1 _H 1 (4.9)

dist(s, , x) . dist(s, , x)

q=0
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Tmz‘?\/ﬁ;)_i/ﬁ; (4.10)

4o dist(s,, s dist(s, , x)

Observa-se que s, subentende-se como as amostras cujo valor de saida

é 1 e s, cujo valor de saida é 0.

4.3 SID (Somatério do Inverso das Distancias)

As equacbes para o calculo do SID sdo analogas as equacdes para o
calculo do PID, trocando-se, apenas, produtorio por somatorio e raiz por
divisdo. O “2” que aparece multiplicando a equacéo 4.11 € uma constante de
proporcionalidade que serve somente para tornar as equacbes 4.11 e 4.12
equivalentes, quando Q = R. Da mesma maneira que nas equactes do PID, a

equacao 4.11 considera a probabilidade a priori e a equacédo 4.12, nao.

Q R
;_z 1
— dist(s_,x) < dist(s,,x) (4.11)
T =2.920 q r=0
" N
Q R
1 1
Z‘ dist(s_, x) Z dist(s_, x) (4.12)
T =Q—0 q _r=o0 r
; Q R

4.4 MID (Minima Distancia)

O método MID, representado pela equacédo 4.13, considera somente a
amostra mais proxima de cada classe, desprezando totalmente as outras.

A resposta é muito semelhante ao 1-NN, com a diferenca de que no 1-
NN a saida é binaria e, no caso do MID, a saida é continua entre 0 e 1. A
semelhanca possibilita aplicar todos os métodos desenvolvidos para otimizar k-
NN no método MID [BANDYOPADHYAY 2001][WU 2001].

B 1 B 1
mo min(dist(s,,x)) min(dist(sg, X))

(4.13)

4.5 Elipsoidal
Os métodos PID e SID usam, necessariamente, todas as amostras para

fazer a classificacdo. No método MID, se nédo for utilizado nenhum pré-
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processamento para otimizar a busca da amostra de menor distancia, também
serdo necessarias todas as amostras para se fazer o calculo de classificacéo.
Enfim, o custo computacional para os trés métodos (PID, SID e MID), da forma
como foram expostos, € igual para todos, sendo da ordem de O(N) e a memoria
requerida de mesma ordem O(N). As técnicas de otimizacdo do k-NN citadas
em [BANDYOPADHYAY 2001], que poderiam ser usadas no método MID,
certamente reduziriam o custo computacional, mas normalmente aumentam o
requerimento de memoria. Portanto, esses trés algoritmos se tornariam
inviaveis, qguando o namero de amostras fosse relativamente alto.

Um modo simples, intuitivo e muitas vezes funcional de resolver esse
problema é utilizar o k-médias para reduzir N. Entretanto, sera que o k-
medias é capaz de reduzir significativamente o nUmero de amostras sem perda
de informacéo?

Analisando os métodos aqui estudados, ha duas abordagens basicas de
reconhecimento de padrbées. A primeira, aparentemente mais intuitiva, € a de
selecionar amostras e, de alguma forma, medir a proximidade das amostras
com um padrdo a ser classificado. Em outras palavras, o padrdo a ser
classificado é considerado um ponto no espago de caracteristicas que sera
classificado de acordo com as amostras mais proximas. Observa-se que as
amostras também séo consideradas pontos no espaco, cujas classificacbes sao
conhecidas. Geralmente, os métodos ndo paramétricos, tais como k-NN, k-
meédias, Parzen window, PID, SID e MID, utilizam essa abordagem. A outra
abordagem divide o espaco de caracteristicas (pela aprendizagem) em regides,
onde cada regido corresponde a uma classe. O processo de classificacdo fica
relativamente mais simples, pois é sO verificar a que regido do espaco de
caracteristicas pertence o padrédo nao classificado. O custo computacional da
primeira abordagem tende a ser maior que o da segunda.

Pensou-se, entdo, em outra forma de representar padrdes. Ao invés de
usar amostras, que sdo pontos no espaco de caracteristicas, varias amostras

sdo substituidas por uma regido no espaco. Ha diversas maneiras de definir
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regides em um espaco, mas o ideal é definir uma regido simples de representar
matematica e computacionalmente, caso contrario, corre-se 0 risco de definir
regides cuja complexidade computacional é excessivamente maior do que 0s
pontos envolvidos por ela, o que foge do objetivo de otimizacdo. Portanto, tem-
se que definir uma regido de maneira simples e que envolva o0 maior niamero de
amostras possivel.

A maneira mais simples de definir uma regido é mediante de um ponto
e um raio, os quais no plano definem um circulo, no espaco 3D, uma esfera e,
no espaco de D dimensbes definem uma hiper-esfera (usando distancia
euclideana). No entanto, um circulo, quando envolve uma regiéo relativamente
grande, poderia distorcer a densidade de probabilidade, enquanto, definindo
varios circulos, corre-se o risco de se ter quase tantas regides quanto amostras

(ver Figura 4.2).
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Figura 4.2 - Aglomeragéo circular

Representar padrdes por regifes esféricas ndo € uma solugcdo ruim,
alguns métodos fazem isso razoavelmente. Analisando o equacionamento das
redes RBF, nota-se que a funcdo da camada intermediaria € dividir o espaco de
caracteristicas em subespacos definidos por func¢des radiais, as quais definem
regides esféricas no espaco. Pode-se projetar uma rede RBF, usando o calculo
de distancia Mahalanobis (que define regibGes elipsodais no espaco), 0 que
minimizaria a distorcdo da densidade de probabilidade, mas aumentaria,
significativamente, a complexidade computacional e o0 requerimento de

memodria devido as operagdes com a matriz de covariancia.
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A opc¢do, entdo, foi definir regides de padrbes por de elipses ou
elipséides. Um elipsoide pode ser definido por dois pontos e um raio. Os dois
pontos sdo os focos do elipséide e o raio, que é constante, é soma das distancias
entre cada foco e a borda do elipsdide (alguns autores denominam essas
distancias de “raio A”, associado ao foco A, e “raio B” associado ao foco B)
[SWOKOWISKI 1990]. Se os focos do elipséide coincidirem no mesmo ponto,
obtém-se uma esfera; se o raio do elipsoide for igual a distancia entre os focos,
obtém-se um segmento de reta e, se os focos coincidirem e o raio for nulo,
obtém-se um ponto. Portanto, a mesma estrutura que representa um elipséide
pode representar um ponto, um segmento de reta ou uma esfera; logo,
elipséides podem representar, com boa precisdo, regides que definem padroées
(Figura 4.3).

Figura 4.3 - Aglomeracéo eliptica

Um grupo de amostras pertencentes a mesma classe pode ser
substituido por um elipséide que as envolva, desde que esse elipsdide nao
envolva, também, amostras de outras classes. Da mesma forma que nos
meétodos PID, SID e MID, calculavam-se as distancias entre o padrdo a ser
classificado e as amostras, calcula-se a distancia entre o padrdo a ser
classificado e a elipsoide. Define-se, entdo, um elipsoide E pelos focos FA, FB e
pelo raio R, sendo os focos vetores pertencentes ao espaco de caracteristicas.
Para que o elipsbide exista no espaco de caracteristicas, o raio deve ser maior
ou igual a distancia entre os focos (equacdo 4.14). Desse modo, a distancia de

um ponto a borda do elipséide pode ser calculada pela equacéo 4.15.
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R, > dist(FA,FB) (4.14)
distBordaE ( x , E)=dist(x, FA)+dist(x,FB)—R_ (4.15)
Note-se que, se a condi¢do imposta pela equacao 4.14 né&o for obedecida,
ndo existird um ponto x para que distBordaE(x,E)=0; logo o elipséide n&o
existe para esse espago. Caso distBordaE(x,E)<0, entdo, x esta dentro do
elipséide. Como o que interessa para reconhecimento de padrdes é distancia e
ndo o quao dentro o ponto esta na elipse, nesses casos, a distancia sera
considerada zero. A distancia de um ponto a um elipsoide é finalmente definida

pela equacéo 4.16.

distElip(x ,E) = distBordaE (x ,E); se di'stBordaE(x,E)>O (4.16)
0 ; se distBordaE (x,E)<0

Reformulando as equactes de 4.9 a 4.13 e considerando a equacao 4.16,

é possivel equacionar o PID elipsoidal (equacgdes 4.17 e 4.18):

T 1 (4.17)
To= VI sz H
q r=

_, distElip(x,E,) o dlstEllp(x E,)

ﬁQ : jR 1
_ _ (4.18)
T, }I SED(x E) II —

i distElip( o distElip(x ,E,)

SID elipsoidal (equagdes 4.19 e 4.20):

zli

—, distElip(x,E ) = |stEI|p(x E,) (4.19)
T =22 =
N
Q R
E:O dlstEllp(x E ) Z‘; dlstEllp(x E,) (4.20)
T =42 _I=
m Q R
e MID elipsoidal (equacéo 4.21):
: 1 (4.21)

T — J—
m min(distEIip(x,Eq)) min (distElip(x ,E))
Para tornar as equacdes de 4.17 a 4.21 uteis, € preciso, primeiro,

encontrar elipsoides que possam representar bem os padrfes. Para isso foi

desenvolvido um algoritmo de busca de elipséides. O fluxograma da Figura 4.4
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mostra o0s passos basicos do algoritmo desenvolvido e executado para cada
dimenséo de saida y, ou seja, M vezes. Os elipsoides sdo agrupados por classe,
somente se for convencionado que cada dimensdo de saida represente uma
classe. Se cada classe for representada pela combinacédo das saidas, um unico
elipsdide pode representar parcialmente cada classe. No entanto, cada
elips6ide poderéd representar somente um estado de cada dimenséo de saida.

Para facilitar a explicacéo considera-se cada saida uma classe.

1. Entre todas as combinac6es de pares de amostra da mesma classe possiveis,
procura-se o par mais distante entre si ainda nao considerado (Figura 4.5a).

2. Verifica-se se as amostras encontradas nao estdo dentro de um elipséide ja
formado, posto n&o ter sentido criar dois elipséides um dentro do outro.
Como o algoritmo é ciclico, é necessario marcar as amostras que ja foram
aglomeradas dentro de algum elipsoide.

3. Verifica-se se a elipse € valida, ou seja, se a regido que ela vai ocupar pode
realmente representar a classe. Essa verificacdo é feita, usando um dos trés
algoritmos PID, SID ou MID, optando-se pelo que tiver mais precisdo na
classificacdo para o caso. Deve-se escolher um limiar de semelhanga, que
convém ser entre 0,5 (meio) e 0,99 (noventa e nove centésimos). Em seguida,
verifica-se se todo o segmento de reta definido pelo par de amostra pertence
a classe. Se todo segmento estiver dentro do limiar de semelhanca escolhido,
o elipsdide sera considerado vélido; caso contrario, serd descartado. Na
Figura 4.5b € ilustrado um par de amostras descartado por ndo servir como

elipsoide.
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Figura 4.4 - Fluxograma do algoritmo de busca dos elipséides
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4. Cria-se, entdo, um elipsoide, sendo que, a principio, os focos provisérios FA'
e FB' ficam sendo as proprias amostras e o raio R ja € fixado na distancia
entre as duas amostras (R=dist(FA, FB)). Se os focos fossem mantidos como
estdo, esse elipsoide seria apenas um segmento de reta e ndo englobaria
nenhuma outra amostra. Faz-se, entdo, com que os focos véo, passo a passo,
caminhando simultaneamente para o ponto médio FM entre os focos FA' e
FB' (FM=(FA+FB)/2). A cada passo verifica-se se alguma amostra
pertencente a outra classe foi englobada pelo elipséide. Caso isso ocorra,
volta-se um passo e define-se o elipsoide; caso contrario, os focos vao
tendendo ao centro do elipséide (FM), o que faz com que o0 que antes era um
segmento de reta passe a tender a uma hiperesfera. Durante esse processo
a tendéncia é o elipsoide englobar cada vez mais amostras de sua classe. A
cada amostra englobada de mesma classe, FA' e FB' sdo respectivamente
atribuidos a FA e FB definitivos. O processo para, quando FA' e FB' chegam
a FM ou quando se engloba uma amostra de outra classe (ver Figura 4.5c).

5. Todas as amostras englobadas no passo anterior devem ser marcadas como
amostras resolvidas. Por fim, o elipsoide é armazenado.

6. Verifica-se se as amostras isoladas devem ser ignoradas.

7. Salva-se cada amostra isolada como elipsoide.
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5 Softwares

Para aplicar as técnicas de reconhecimento de padrbes, foram
desenvolvidos dois programas para a comparacdo entre os métodos:
classificador e mapeamento, ambos desenvolvidos em Delphi 6 [CANTU
1997][O'BRIEN 1996].

O compilador Delphi utiliza a linguagem de programacdo Pascal.
Todas as rotinas de reconhecimento de padrdes feitas para os softwares foram
escritas em codigo Pascal “puro” (sem utilizar as fungdes especificas do Delphi)
para possibilitar facil portabilidade. Assim, as mesmas rotinas podem ser
recompiladas para qualquer plataforma que possua um compilador de cddigo
Pascal. Além disso, as mesmas rotinas podem ser usadas por compiladores de
C++ o préprio Delphi é capaz de compilar o cdédigo Pascal para bibliotecas em
C++; e 0 GCC (Gnu Compiler Collection), que funciona em Linux, Windows e
outros, também é capaz de compilar o cédigo Pascal. Isso tudo garante uma
grande portabilidade de todo cddigo funcional dos métodos de reconhecimento
de padroes, tendo apenas que se refazer a interface. Sendo assim, para fazer
gualquer software de aplicagédo de reconhecimento de padrdes, independente de
plataforma, pode-se utilizar as mesmas rotinas sem a necessidade de
reescrever os cddigos, tendo, apenas, de fazer pouca ou nenhuma adaptacao.

Nos softwares classificador e mapeamento foram aplicadas todas as
rotinas necessarias para reconhecimento de padrdes por curva normal, Parzen

window, k-NN, perceptron multicamadas, PID, SID, MID e elipsoidal.

5.1 Classificador

O software classificador foi desenvolvido para comparar os métodos
desenvolvidos aqui com técnicas tradicionais. Também pode ser usado como
ferramenta de auxilio para o projeto de sistemas de reconhecimento de
padroes. A entrada de dados para o software classificador pode ser um
conjunto de amostras de qualquer tipo, desde que cada amostra ja esteja no

formato de vetor de caracteristica, ou seja, os dados ja devem ter passado pelo
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bloco de extracdo de caracteristicas. O software classificador faz o papel do
bloco classificador de uma maneira bastante flexivel (Figura 2.3, pag. 6). A
principio, desde que extraidas adequadamente as caracteristicas, o software
deve ser capaz de classificar qualquer tipo de dado.

Os dados de entrada podem ser importados por tabelas no formato CSV
(comma separate value - valor separado por virgula). No formato de arquivo
CSV, as colunas de dados sédo separadas por ponto-e-virgulas e cada linha de
dados termina com um caracter de mudanca de linha. Cada linha representa
uma amostra, cada coluna é uma dimenséo do vetor de entrada x ou do vetor
de saida y. Para exemplificar sera usado o exemplo da classificacdo de pessoas
magras e obesas. Abaixo, Figura 5.1, um exemplo ficticio ilustra como deve
ser o formato de um arquivo CSV que pode ser editado em qualquer editor de
texto (Notepad, por exemplo). Normalmente, as planilhas eletrénicas também

sdo capazes de salvar em arquivos CSV.

Gordos X Magros; Altura; Peso; 0 = Magro 1 = Gordo
@Qust avo; 1, 69; 82; 1
Joao; 1, 71, 74, 0
Ri car do; 1, 74, 86; 1
Dani el ; 1, 85; 87; 0
Baggi o; 1,78; 96; 1
Eul er; 1, 60; 64; 0

Figura 5.1 - Exemplo do formato CSV

Quando se abre um arquivo de dados pela primeira vez, é necessario
marcar o significado de cada linha e coluna (Figura 5.2). As linhas podem ser
marcadas como comentéario (indicadas pelo prefixo “Com”), amostras de
exemplo (por “Ex”) ou amostras de teste (por “Tst”); as colunas podem ser
marcadas como comentario (também indicadas por “Com”), dimensao do vetor
de entrada (indicada por “Ent”) ou dimensdo do vetor de saida (indicada por
“Sai”). As amostras marcadas como teste ndo participam do treinamento de

nenhum método e serdo aplicadas aos métodos de reconhecimento para
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verificar se a classificacdo esta sendo satisfatéria. O software permite fazer a
normalizacdo dos dados, ou seja, aplicar um fator de escala a cada dimenséo
dos vetores a fim de normaliza-los entre O e 1, mas antes deve-se calcular os
valores maximos de cada dimensdo (indicados por “Min”, valor mimimo, e
“Max”, valor maximo). Teoricamente, 0 nUmero maximo de linhas e colunas é
65.535 (sessenta e cinco mil quinhentos e trinta e cinco) mas, na pratica, esse

numero € limitado pela configuracdo do computador.

4l Beconhecimento de Padrdo - [Entrada de D... [H[=][E4

ﬁ Arguivos:  Janela  Ajuds ;Iilil
L7Y:C2=1FK
Corn 1 Ent1 |Ent2 |Sail

Com 1| Gordoz < Magros | Alkura | Peso| 0=Magro 1 =Gordo
Ex1 Gustavo 1639 82 1

Ex 2 Joda 1.71 74 1]

Ex3 Ricardo 1.74 7B 1

Ex4 Draniel 185 &7 1]

Tzt 1 B agqio 1.78 94 1

Tat 2 Euler 16 E4 1]

kin 1.6 64 1]

G 1.85 94 1

Figura 5.2 - Tela de entrada de dados do software classificador

Muitas vezes, a quantidade de amostras disponivel ndo é suficiente
para separar um numero razoavel de amostras de teste ou, mesmo, para
garantir que o treinamento esta sendo adequado. Por isso, foi criada a opcao de
gerar amostras pseudo-aleatdrias com base nas amostras existentes (Figura
5.3). Escolhendo um desvio-padréo e quantas amostras serdo criadas por
amostras existentes, o software gera novas amostras, obedecendo a
distribuicdo normal e considerando as amostras originais como médias. Desse
modo, para efeito de pesquisa, € possivel criar um grande niumero de amostras

com uma distribuicéo loégica conhecida e com qualquer grau de liberdade entre
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os padrades.

5 Gerar Amostras pseudo-aleatdnas [l[=]E3

[~ Amostraz de exemplo

Armostras geradasdamostra existente: |'| 1]

[T Amostras para teste

Desvio padrda........oooooee 0.25
Armostras geradasdamostra existente: |1 1]
Canzela ak.

Figura 5.3 - Tela para gerar amostras pseudo-
aleatorias no software classificador.

Depois de definir toda a tabela de amostras, os métodos de
reconhecimento de padrdes serdo testados. Na janela “método” do software
classificador (Figura 5.4).

Na palheta “geral” da janela de selecdo de método sdo exibidas as
dimensdes do problema de reconhecimento, possibilitando fazer um teste
automatico dos métodos PID, SID, MID e elipsoidal, usando-se a técnica de
deixar uma amostra de fora. Essa técnica é utilizada, quando ndo ha amostras
de teste suficientes para a validacdo do método de reconhecimento e consiste
em deixar de fora uma amostra de exemplo para ser usada como amostra de
teste, repetindo-se 0 mesmo processo para todas as amostras. Desse modo,
todas as amostras disponiveis sdo usadas para teste e treinamento sem

necessidade de gerar amostras aleatorias.
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«f Heconhecimento de Padrao - [Escolha do método de reconhecimeanto]

Y Boqurece  Janels pocc == x|
- Gersl Flatn:pmpagal;:inl Eul::ka:l Rega -:Ian.H:I
B Técricas de Reconhecimeno de Padrdie _
=l Técnicas Estatisticas [ Dimensties {
E"'N‘a N‘l::"'_'a‘ DimeteEn de enbada; I':l Mumero de Ewempios: ID |
- Nearest Meighbor |
- Parzetn \window Drimerz30 de Saida: II:I Erepl oed Cloese I :
=1 Redes Neuras T e e I Amostias de legle: I':I
Refropopagagao - |
UL ~Teste automético
- PID» Burckas
SID
MID [~ FID i1 0 ™ lgrorar dieencs de exermplos/classe
Elpsoidal [~ SID i'l a ™ lgrorar dferenca de exemplos/clazse
[~ MID ;U:I
[ Eliphco iTlcinm com; 'I I~ lgnore: difetenca
IE:-mc,l.,tul cam ﬂ |1 Rl
Precs3o i1 non :I
Proximidade: {0.75 ™ Igrorar Portos isolados
K Mearest Neighbor—
k=1 ﬁ_ Frocessamento parado! Evecutar
y | 5]

Figura 5.4 - Janela de escolha dos métodos de reconhecimento de padrdes

Na palheta “retropropagacao” (Figura 5.5) € feito o treinamento de rede
perceptron multicamadas, usando-se algoritmo de retropropagacdo. O
treinamento é feito da forma mais simples, sem a constante de momento e
observando apenas o erro das amostras de exemplo, ndo as amostras de teste.
Apos ter sido realizado o treinamento, ao pressionar o botdo “executar”, a rede

serd testada com cada amostra de teste e os resultados, exibidos na janela de

saida.
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Geral Retropropagagdo | Eurckasl Fiegra de Ea_l,lesl

—Pardmetroz de treinanmerto;
¥ Erro médio minima [0 -1)

[T Salvar a cada ¥ minutos

Congtante de Aprendizagem

¥ Mcmero maximo de épocas |1 0o i Fieiniciar

¥ Embaralhar a ordem do exemplos

||l|:||:|-| i Treinar

|1 vi
Executar
IDUD,m Abrir | Salvar

—[Dadozs do treinarmemnto:

Fadifes : |44—
Epocas: IE‘EI—
Erro: Im
Convergéncia Im

~Dimensdes da rede
Camada de entrada

Camada de zaida
Camada intermedidia 1 |2

Camada intermediaia 2 |0

s

A o [ LT L AN A A

Figura 5.5 - Treinamento de rede perceptron multi-camadas

Na palheta “Regra de Bayes” (Figura 5.6) séo escolhidas as técnicas de

reconhecimento estatistico e ajustados o0s respectivos parametros: curva

normal, Parzen window, e k-NN. Do mesmo modo, quando pressionado o botéo

“executar”, as amostras de teste sdo aplicadas a cada uma das técnicas

selecionadas e os resultados, exibidos na janela de saida.

Geral I Hetruprnpaga;ﬁul Burcka: Redrade Bayes |

~Fegra de Baye

[~ k-Mearest Meighbor

[T Parzen Window
h= |0.01

= | Euriea Ml

Calcular oz Pardmetoz

wenBaramentios

E wecutar

Figura 5.6 - Palheta “Regra de Bayes”
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Na palheta “Burckas” (Figura 5.7) selecionam-se os métodos PID, MID,
SID e elipsoidal. Deve-se ajustar os respectivos graus de generalizacdo e
parametros para o algoritmo de busca dos elipsoides. Ha um botéo “executar”
separado para o método elipsoidal pois, normalmente, a busca dos elipsoides
deve ser feita depois de se verificar quais dos trés métodos (PID, SID ou MID)

tem o melhor desempenho. Esse sera o método utilizado no algoritmo de busca.

Geral I Fetropropagagin  Burckas I Regra de Ba_l,lesl

—Dhireto Elipzoidal
— i i IEI,BE
v i Limiar de proximidade
{+ |gnora Prob. a Pricr Precizdo do célcula |1|:I vi

" Corsidera Prob. a Priari

[+ lgnorar pontos izolados
Generalizagdo ||19

Calcula Elipses
v SID

{* |gnora Prob. a Priori Mimero de Elipses
~ Considera Prob. a Priari

Generalizagao ID'E=5 IEprtiu:n:u sID

I

[ MID
Generalizagdo |1|:| Generalizagda g 1
Executar modo direto Executar Eliptico

Figura 5.7 - Palheta de selecéo dos métodos PID, SID, MID e elipsoidal

Na janela de saida de dados os resultados sdo colocados em forma de
tabela. Antes de cada sequéncia de teste € indicado 0 nome do método usado,
sendo que, cada linha é um teste. Cada duas colunas referem-se a uma
dimensdo de saida, sendo a primeira a resposta obtida pelo método e a
segunda, a porcentagem da proximidade com a resposta considerada correta
pela amostra de teste.

A tabela da janela de saida pode ser salva em arquivo no formato CSV
e exportada para uma planilha eletronica, onde é possivel fazer uma analise

mais detalhada dos dados.

5.2 Mapeamento
O software “mapeamento” foi desenvolvido para visualizar como cada

método de reconhecimento define a fronteira de decisdo. No entanto, s6 é
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possivel mapear problemas de reconhecimento cujo vetor de entrada € de duas
dimensbes e o vetor de saida de apenas uma dimensdo. A saida do programa
mapeamento é um grafico de superficie, onde o vetor de entrada é representado
pelas coordenadas xy e a saida, pela cor no ponto. A Figura 5.8 mostra um
gréfico de superficie (Figura 5.8a) representado por um grafico de cores (Figura

5.8b) da mesma maneira que é mostrado no programa mapeamento.

i~

H
a) Supetficie bl Ezcala de cores

Figura 5.8 - Gréfico de superficie = gréafico de cores

O software mapeamento permite que as amostras sejam criadas
manualmente, simplesmente selecionando a classe desejada e, em seguida,
clicando sobre a area do mapeamento. A Figura 5.9 exibe parte da tela do
software mapeamento exibindo o mapa de resposta de uma rede perceptron
multicamadas. As amostras de treinamento sdo os circulos, sendo cada pixel,
no mapa, considerado uma amostra de teste. A saida € em tons de cinza, de

acordo com a escala a direita do gréfico.
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—hapa de resposta

]

Amostra

da clazse 0 I

Ezcala de
CinZa
Amostra

da clagze 1

=
.--"’l

Z=0
P =
.--/l - -x-""'--\.\__
_ ,../"'/ Zeleciona classe
seleciona classe 1 (branca)
(preta)

Figura 5.9 -Programa Mapeamento
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6 Estudo Comparativo

Para fazer um estudo comparativo entre os diferentes métodos de
reconhecimento de padroes, optou-se por gerar os conjuntos de amostras, o0 que
torna possivel controlar o seu niumero, o grau de liberdade entre as amostras e
0 modo como as classes estédo distribuidas no espaco de caracteristicas. Desse
modo é possivel fazer uma comparagdo quantitativa, verificando qual a taxa de
acerto de cada método em diferentes distribuicdes de classes.

Para criar amostras que tivessem uma distribuicdo n&o linear foi
criado, primeiro, um conjunto de amostras representando a logica do “ou
exlusivo” (“OU exclusivo (XOR)”,- conforme a Tabela 6.1). Para que as
amostras nao ficassem nos extremos do espaco vetorial, ao invés de 0, foi

utilizado 0,33 e, ao invés de 1, 0,66.

Tabela 6.1 - OU exclusivo

X1 X2 y
0,33 0,33 0
0,66 0,66 0
0,33 0,66 1
0,66 0,33 1

L. - J v J -
A Figura 6.1 mostra a distribuicdo das amostras primarias do “ou

exclusivo”. Em cima de cada amostra primaria do “ou exclusivo” foram geradas

as outras amostras.
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-

0,33 066 i
Figura 6.1 - OU exclusivo primario.

Cada amostra é considerada como um ponto médio, escolhe-se, entdo,
um desvio-padrdao e quantas amostras serdo derivadas das amostras
primarias. Assim, as amostras geradas obedecem a uma distribui¢cdo normal
ao redor de cada amostra primaria. Quanto maior for o desvio-padrdo maior
serd o grau de liberdade das amostras, ou seja, muito mais complicado para
classificar. Por exemplo, para o teste 3 (a ser discutido posteriormente) foram
criadas 100 amostras para cada amostra primaria com desvio-padréao de 0,1
(Figura 6.2).



6 Estudo Comparativo 55

0,66

0,33 0,66 1
Figura 6.2 - OU exclusivo, Teste 3.

Da mesma maneira, foram criados nove conjuntos de testes (conforme
Tabelas de 6.2 a 6.10), variando-se 0 numero de amostras de exemplo e 0
desvio-padréo. Para todos os testes foram criadas 404 amostras de teste com o
mesmo grau de dispersao das amostras de exemplo.

Os nove grupos de teste foram submetidos aos seguintes métodos de
classificacao: PID, SID, MID, elipsoidal, curva normal, k-NN, Parzen window e
rede neural perceptron multicamadas. Utilizou-se k= VN para ajustar o valor
de k para 0 k-NN e h?’=1/yY/N para a largura da janela em Parzen window
[DUDA 2001]. O algoritmo de busca das elipses foi configurado para usar o
PID verificando as elipses validas com um limiar de 0,85 de proximidade; a
precisdo de calculo® foi de 30 (quanto maior mais preciso) e as amostras
isoladas foram ignoradas. O método elipsoidal foi executado utilizando o PID
elipsoidal (equacdo 4.18). A redes perceptron foram treinadas sem utilizar
momento, o critério de parada foi a observacdo do erro médio do conjunto de
treinamento e a configuracdo da rede e o erro médio minimo foram diferentes

para cada teste, pois procurou-se uma configuracdo que possibilitasse o

* A precisdo do célculo utilizada nos passos 3 e 4 é descrita no fluxograma do algoritmo de busca dos
elipséides (Figura 4.4 na pagina 42).
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treinamento. Os resultados obtidos e os detalhes de cada teste estdo nas
Tabelas de 6.2 a 6.10 e nos Graficos de 6.1 a 6.9. A saida y de todos os métodos
éentre O e 1; sey < 0,5, o padrao é classificado como 0; se y > 0,5 0 padréo é
classificado como 1 e, se y=0,5, o padréo é considerado incerto. Foi considerado
um acerto toda vez que a classe calculada pelo método correspondia a amostra
de teste. Nos casos em que o padréo era considerado incerto foi considerado

meio acerto. Todos os testes foram realizados com o software classificador.
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100.00% —
97.50% —
95.00% —
92.50% —
90.00% —|
87.50% —
85.00% —
82.50% —
80.00% —
77.50% —
75.00% —|
72.50% —|

70.00%

90.59%

Tabela 6.2 - Teste 1, realizado com amostras
com baixo desvio-padréo e poucas amostras de
exemplo. O ndmero de amostras de teste foi
404 para todos os testes, independendo do
nimero de amostras de exemplo.

Teste 1
N¢ de amostras: 44
Desvio Padrao: 0.1
Acerto Percentual
PID 366 90.59%
SID 357 88.37%
MID 345 85.40%
Elipsoidal 324 80.20%
Normal 362.5 89.73%
k-NN 362 89.60%
Parzen W. 346.5 85.77%
RNA 361 89.36%
Elipsoidal - N°® de Elipsoides: 9
k-NN - k: 7
Parzen W. - h: 0.38
RNA 2-10-1 - Erro < 0.1

Teste 1

89.73%

88.37%

85.40%

80.20%

89.60%

85.77%

89.36%

[mPD

[]sib B VD

[ | Elipsoidal [l Normal

] k-NN

I Parzen W. [ ] RNA‘

Grafico 6.1 - Percentual de acerto do teste 1 - Percentual de acerto de cada método. Possivelmente por

causa do baixo nimero de amostras, os métodos MID e o elipsoidal ndo tiveram um desempenho tao

bom.
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100.00% —
97.50% —
95.00% —
92.50% —
90.00% —
87.50% —
85.00% —
82.50% —
80.00% —
77.50% —
75.00% —

72.50% —

70.00% —

90.59%

Tabela 6.3 - Teste 2, realizado com amostras
com baixo desvio-padrédo e médio nimero de
amostras de exemplo. O ndmero de amostras

de teste foi mantido em 404.

Teste 2
N¢ de amostras: 204
Desvio Padrao: 0.1
Acertos Percentual
PID 366 90.59%
SID 357 88.37%
MID 345 85.40%
Elipsoidal 371 91.83%
Normal 362.5 89.73%
k-NN 363 89.85%
Parzen W. 365 90.35%
RNA 361 89.36%
Elipsoidal - N°® de Elipsoides: 23
k-NN - k: 14
Parzen W. - h: 0.27
RNA 2-10-1 - Erro < 0.15

Teste 2

91.83%

88.37%

85.40%

89.73%

89.85%

mPD

[]siD

W ™MD

[ ] Elipsoidal [l Normal

[ k-NN

[ Parzen w. ] RNA‘

Gréfico 6.2 - Percentual de acerto do teste 2. Com o0 aumento do nimero de amostras de teste, pode-se
notar que, em média, o percentual de acerto aumentou. Nesse teste destaca-se 0 método elipsoidal que

no teste 1 teve baixo desempenho, ja aqui teve melhor desempenho.
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100.00% —
97.50% —
95.00% —
92.50% —
90.00% —
87.50% —
85.00% —
82.50% —
80.00% —
77.50% —
75.00% —
72.50% —

70.00% —

Tabela 6.4 - Teste 3, realizado com amostras
com baixo desvio-padréo e um grande nimero
de amostras de exemplo.

Teste 3
N¢ de amostras: 404
Desvio Padrao: 0.1
Acertos Percentual
PID 364 90.10%
SID 361 89.36%
MID 349 86.39%
Elipsoidal 360 89.11%
Normal 364 90.10%
k-NN 359.5 88.99%
Parzen W. 360 89.11%
RNA 356 88.12%
Elipsoidal - N°® de Elipsoides: 43
k-NN - k: 20
Parzen W. - h: 0.05
RNA 2-10-1 - Erro < 0.22

89.36%

86.39%

Teste 3

88.99%

89.11%
88.12%

W PD

mED)

Bl mID

[ ] Elipsoidal [l Normal  []

=
kNN [ Parzen W. [ |RNA|

Gréfico 6.3 - Percentual de acerto do teste 3. O percentual de acerto nesse teste foi mais bem equalizado
em relagdo aos testes anteriores.
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80.00% —
77.50% —
75.00% —
72.50% —
70.00% |
67.50% —
65.00% —
62.50% —
60.00% —
57.50% —
55.00% —
52.50% —

50.00% —

68.56%

Tabela 6.5 - Teste 4, realizado com amostras
com médio desvio-padrao e poucas amostras

de exemplo.
Teste 4
N° de amostras: 44
Desvio Padrao: 0.15
Acertos Percentual
PID 277 68.56%
SID 275 68.07%
MID 265 65.59%
Elipsoidal 271 67.08%
Normal 285.5 70.67%
k-NN 280 69.31%
Parzen W. 294.5 72.90%
RNA 281 69.55%
Elipsoidal - N°® de Elipsoides: 10
k-NN - k: 7
Parzen W. - h; 0.38
RNA 2-10-1 - Erro < 0.15

Teste 4

68.07%

70.67%

67.08%

65.59%

69.31%

72.90%

69.55%

‘. PID

[]sID

Bl mID

[ ] Elipsoidal [l Normal

1] k-NN

[ Parzen W. [ | RNA‘

Gréfico 6.4 - Percentual de acerto do teste 4. Com 0 aumento do desvio-padréo, a média do percentual
de acerto diminui. Neste caso, ha um destaque para o método Parzen window que obteve o melhor
desempenho.
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Tabela 6.6 - Teste 5, realizado com amostras
com médio desvio-padrdo e nimero de

amostras de exemplo.

Teste 5
N° de amostras: 204
Desvio Padrao: 0.15
Acerto Percentual
PID 292 72.28%
SID 274 67.82%
MID 252 62.38%
Elipsoidal 278.5 68.94%
Normal 306.5 75.87%
k-NN 301.5 74.63%
Parzen W. 297.5 73.64%
RNA 299 74.01%
Elipsoidal - N® de Elipséides: 36
k-NN - k: 14
Parzen W. - h: 0.27
RNA 2-10-1 - Erro < 0.3

Teste b

80.00% —

77.50% —
75.87%

0,
75.00% | TAB% o 74.01%

72.50% —| 72.28%

70.00% 68.94%

67 50% 67.82%
. 0

65.00% —

62.38%

62.50% —
60.00% —
57.50% —
55.00% —
52.50% —

50.00%
W PD

E—
[ ]sID B MID [ ] Elipsoidal [l Normal  []k-NN [ Parzen W. [ | RNA‘

Grafico 6.5 - Percentual de acerto do teste 5, que teve em média um percentual maior que o teste 4
simplesmente pelo aumento do ndmero de amostras de exemplo.
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Tabela 6.7 - Teste 6, realizado com amostras
com médio desvio-padrao e muitas amostras

de exemplo.
Teste 6
N° de amostras: 404
Desvio Padréo: 0.15
Acerto Percentual
PID 302 74.75%
SID 288 71.29%
MID 272 67.33%
Elipsoidal 295 73.02%
Normal 298 73.76%
k-NN 300.5 74.38%
Parzen W. 294.5 72.90%
RNA 221 54.70%
Elipsoidal - N® de Elipséides: 103
k-NN - k: 20
Parzen W. - h: 0.22
RNA 2-30-20-1 - Erro < 0.15
Teste 6
80.00% —
77.50%
75.00% — 74.75% o T4.38%
73.02% paia 72.90%
72.50% — 71.29%
70.00%
67.50% 67.33%
65.00% |
62.50% |
60.00% |
57.50% —|
55.00% —| 54.70%
52.50%
50.00% R
Il PD [ ]sID B MID [ ] Elipsoidal [l Normal  []k-NN [ Parzen W. [ | RNA‘

Grafico 6.6 - Percentual de acerto do teste 6. Com um nimero ainda maior de amostras a maioria dos
métodos apresentou uma melhora no percentual de acerto, entretanto, foi dificil encontrar um boa
configuracéo para treinar a rede neural.
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Tabela 6.8 - Teste 7, realizado com amostras
com alto desvio-padréo e poucas amostras de

exemplo.
Teste 7
N° de amostras: 44
Desvio Padrao: 0.2
Acerto Percentual
PID 253 62.62%
SID 254.5 63.00%
MID 248 61.39%
Elipsoidal 263 65.10%
Normal 271 67.08%
k-NN 273 67.57%
Parzen W. 261.5 64.73%
RNA 249.5 61.76%
Elipsoidal - N® de Elipséides: 13
k-NN - k: 7
Parzen W. - h: 0.38
RNA 2-20-20-1 - Erro < 0.2
Teste 7
70.00% —
67.50% 67.08% _67.57%
65.00% —| §5.10% 64.73%
0 _ 63.00%
6250% |  meamad 61.39% 61.76%
60.00% |
57.50% —
55.00% —
52.50%
50.00%
47.50% —
45.00% —
42.50% —
40.00% —
W PD []sID B ™MD [ ] Elipsoidal [ Normal [Ik-NN B Parzen W.[ ] RNA|

Grafico 6.7 - Percentual de acerto do teste 7. Esse é o teste que obteve a menor média de percentual de
acerto, em razdo do ao alto desvio-padrao e baixo ndmero de amostras.
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70.00% —
67.50% —
65.00% —
62.50% —
60.00% —
57.50% —
55.00% —
52.50% —
50.00% —
47.50% —
45.00% —
42.50% —

40.00% —

Tabela 6.9 - Teste 8, realizado com amostras
com alto desvio-padréo e um nimero médio de

amostras de exemplo.

Teste 8
N° de amostras: 204
Desvio Padrao: 0.2
Acerto Percentual
PID 248 61.39%
SID 238 58.91%
MID 238 58.91%
Elipsoidal 243 60.15%
Normal 269.5 66.71%
k-NN 256.5 63.49%
Parzen W. 250 61.88%
RNA 233.5 57.80%
Elipsoidal - N° de Elipsoéides: 39
k-NN - k: 14
Parzen W. - h: 0.27
RNA 2-30-20-1 - Erro < 0.3

Teste 8

66.71%

61.39%
60.15%

58.91%  58.91%

63.49%
61.88%

57.80%

WP

[]sID B MID [ ] Elipsoidal [l Normal  [] k-NN

—
I Parzen W. [ ] RNA‘

Gréfico 6.8 - Percentual de acerto do teste 8. Nesse teste 0 método pela curva normal obteve um
resultado muito superior em relagdo aos outros.
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Tabela 6.10 - Teste 9, realizado com amostras
com alto desvio-padréo e um nimero alto de
amostras de exemplo.

Teste 9
N° de amostras: 404
Desvio Padréo: 0.2
Acerto Percentual
PID 266.5 65.97%
SID 257.5 63.74%
MID 228 56.44%
Elipsoidal 264.5 65.47%
Normal 276 68.32%
k-NN 264.5 65.47%
Parzen W. 265.5 65.72%
RNA 202 50.00%
Elipsoidal - N® de Elipséides: 96
k-NN - k: 20
Parzen W. - h: 0.22
RNA 2-30-20-1 - Erro < 0.3
Teste 9
70.00% —
68.32%
67.50% |
65.97% 65.47% 65.47% _ 65.72%
65.00% | 63.74%
62.50% |
60.00% |
57.50% 56.44%
55.00% |
52.50% |
50.00% 50.00%
47.50%
45.00%
42.50%
40.00% —| —
mPD []sib TV []Elipsoidal [ Normal [k-NN [l Parzen W. [ ]RNA|

Grafico 6.9 - Percentual de acerto do teste 9. Por causa de um grande nimero de amostras com o
desvio-padréo elevado, foi muito complicado encontrar uma configuracéo para a rede neural que
treinasse; em consequéncia, o percentual de acerto da rede caiu muito.

Os mapas de resposta de todos os métodos do teste 2 gerados pelo

software mapeamento estdo na Figura 6.3.
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Mapas de resposta do Teste 2 |

a) Amostras o) =10

e) Elipsoidal £y Hortmal

o) 14-HNIH by Parzen wandow 1) ENA

Figura 6.3 - Mapas de resposta do teste 2.

De maneira geral, pode-se dizer que todos os meétodos tiveram um
desempenho satisfatorio. No entanto, nos testes 6, 8 e 9, o desempenho da rede

neural foi relativamente baixo. I1sso ocorreu porque nesses casos houve uma
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dificuldade maior para encontrar uma configuragdo em que a rede convergisse
para a aprendizagem que nao significa ser impossivel encontrar uma outra
configuracgéo para a rede que pudesse ter um desempenho melhor, mas mostra
uma dificuldade no projeto de sistemas de reconhecimento de padrdes usando
redes neurais perceptron multicamadas.

Os metodos k-NN e Parzen window obtiveram, em media, os melhores
desempenhos. Ja era de esperar que os resultados fossem parecidos entre esses
dois métodos, ja que sdo quase equivalentes. Uma das diferencas entre ambos
fica bem evidente, quando se comparam os mapas de respostas (Figuras 6.3g e
6.3h). Note-se que no Parzen window as regifes pertencentes a mesma
probabilidade a posteriori sdo definidas por angulos retos, ja o0 kK-NN possui
muitas curvas. Esse efeito ocorreu porque o k-NN foi aplicado com distancia
euclideana, enquanto a janela do parzem window é equivalente a distancia
Manhattan. Outra diferenca interessante € que a classificacdo de padrbes que
estao relativamente longe de qualquer amostra é sempre duvidosa pelo Parzen
window. Ja4 no k-NN, a classificacdo sempre tendera a classe das amostras
mais proximas. Esse fendbmeno também pode ser observado no mapa de
resposta, comparando-se o canto inferior esquerdo dos mapas das Figuras 6.3g
e 6.3h, onde o k-NN classifica como a classe “0” (branco) e o Parzen window
classifica como duvidoso (cinza). E importante salientar que os critérios
(citados antes) para os valores de k e h ndo estipulam, necessariamente, 0s
melhores valores mas podem, muito bem, servir de ponto de partida para
procurar o melhor valor.

Os resultados, que parecem contraditorios sao os do método que estima
a curva de densidade de probabilidade pela curva normal. Note-se que por esse
metodo conseguiram-se bons resultados. No entanto, isso pode ser um tanto
estranho, pois as amostras foram geradas com dois pontos de maximo por
classe (pontos da Tabela 6.1), mas a curva normal s6 estima densidade de
probabilidade com um unico ponto de maximo, que é o ponto medio da classe.

Como as amostras sao simétricas em relacdo ao centro do espaco de
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caracteristicas, pode-se notar, pelas Figuras 6.1 e 6.2, que o ponto médio das
amostras de ambas as classes é sempre préoximo de (0,5; 0,5) para todos os
testes. Como a informacao do ponto médio n&o é capaz de distinguir uma classe
da outra, a informacdo capaz de discriminar as classes esta na matriz de
covariancia de cada classe. A distribuicdo gaussiana da curva normal multi-
dimensional é quase equivalente a calcular a distancia Mahalanobis (equacéo
3.25) entre o padréao a ser classificado e o ponto médio das amostras de uma
classe. Mantida uma distancia Mahalanobis constante do ponto meédio, obtém-
se uma elipse. Ou seja, a densidade de probabilidade da classe 0 pode ser vista
como uma elipse em 45° centrada proxima a (0,5; 0,5), e a densidade de
probabilidade da classe 1 pode ser vista como uma elipse em 135° centrada
também préxima de (0,5; 0,5). Entéo, apesar de a densidade de probabilidade
de ambas as classes estar centrada praticamente no mesmo ponto, a regra de
Bayes (equacao 3.1) acaba fazendo uma boa discriminacao entre classes para
esse caso. Enfim, para esse caso em particular, mesmo tendo um problema
cujas densidades de probabilidades reais possuem dois pontos de maximo e
estimando a densidade de probabilidade pela curva normal, que sé tem um
ponto de maximo, as respostas acabaram sendo bem satisfatérias, o que nem
sempre deve ocorrer em problemas reais. Mas, para que essa idéia fique mais
clara, foi elaborado o teste 10, onde as amostras primarias representam, de

certa forma, a légica “E” (Tabela 6.11).

Tabela 6.11 - Logica "E"

X1 X1 y
0,33 0,33 0
0,66 0,66 1
0,33 0,66 0
0,66 0,33 0

A Figura 6.4 mostra a distribuicdo das amostras priméarias do teste 10
e as amostras geradas da mesma maneira que nos testes de 1 a 9. Foram

criadas 100 amostras de exemplo para cada amostra primaria com o desvio-
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padréo de 0,1. As amostras de teste foram criadas de maneira idéntica.

0 : :
EII',33 []:,rSrS 1 Teste 10

Figura 6.4 - Amostras do teste 10.

Os resultados do teste 10 estao detalhados na Tabela 6.12.

Tabela 6.12 - Teste 10, realizado
principalmente para demonstrar a solugéo de
problemas de reconhecimento de padrdes pela

curva normal, resolve apenas casos

especificos.
Teste 10
N° de amostras: 404
Desvio Padrao: 0.1
Acerto Percentual
PID 316 78.22%
SID 327 80.94%
MID 335 82.92%
Elipsoidal 340.5 84.28%
Normal 272.5 67.45%
k-NN 3525 87.25%
Parzen W. 331 81.93%
RNA 340.5 84.28%
Elipsoidal - N° de Elipséides: 49
k-NN - k: 20
Parzen W. - h: 0.22
RNA 2-10-1 Erro < 0.2
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Teste 10

90.00% —

87.50% 87.25%

85.00% — 84.28% 84.28%
82.92%

82.50% — 81.93%

80.94%
80.00% —

78.22%
77.50% —
75.00% —
72.50% —

70.00% —

67.45%

67.50% —
65.00% —
62.50% —

60.00% | 1
B rD []sID B vID [ 1 Elipsoidal [l Normal ~ []k-NN [ Parzen W. [ ]RNA ‘

Grafico 6.10 - Percentual de acerto do teste 10, cujo resultado foi muito diferente dos testes de 1 a 9;
iSso mostra que para cada tipo de problema de reconhecimento de padrfes pode haver um tipo de
solucéo diferente, ndo havendo uma solucéo boa para todos os tipos de problemas.

Note-se que, para esse caso, 0 método de estimar a densidade de
probabilidade pela curva normal ndo teve um bom desempenho. Isso porque,
com essa distribuicdo de amostras, a densidade de probabilidade ndo pode ser
bem estimada pela curva normal. Comparando os mapas de resposta da Figura
6.5, pode notar-se que o0 mapa da curva normal ndo teve muita coeréncia com o
conjunto de amostras.

Os métodos PID, SID e MID tiveram um bom desempenho. Nos testes
de 1 a 9 0 que mais se destacou foi o PID, em seguida, o SID e, por ultimo, o
MID. J& no teste 10 o0 método que teve melhor desempenho foi 0 MID seguido
do SID e, por ultimo, do PID. Entre os métodos PID, SID e MID néo se pode
concluir qual € o melhor, mas sim que eles tém caracteristicas distintas.
Observando os mapas de resposta das Figuras 6.3 e 6.5, pode notar-se que o
metodo PID, praticamente ignora as amostras de uma classe que estao no meio
de muitas amostras da outra classe, enquanto o método MID sempre considera
bem todas as amostras. Ja o meétodo SID tem caracteristicas sempre

intermediarias entre os métodos PID e MID.
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Mapas de resposta do Teste 10 |

- -
) MID e} Elipsoidal £y Hormeal

F | F F 1

- -
o) 20-IET h) Parzen window 1) EITA

Figura 6.5 - Mapas de resposta do teste 10.

O método elipsoidal apresentou um desempenho tdo bom quanto os
métodos PID, SID e MID. E de se esperar que o elipsoidal tenha um

desempenho préximo ou superior ao méetodo que foi usado para encontrar as
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elipses. Os testes realizados de 1 a 9 sempre utilizaram o PID no algoritmo
para encontrar as elipses porque foi este que apresentava as melhores
respostas nestes testes. A proximidade que é usada para verificar se a elipse é
valida também foi mantida constante em 0,85. Para a execuc¢éo foi utilizado o
PID elipsoidal (equacéo 4.18). A precisdo do céalculo foi padronizada em 30,
sendo que o ideal seriam valores mais altos para a precisdo. No entanto,
guanto maior a precisao do calculo, maior € o custo computacional. Todos esses
parametros foram fixados para que se pudesse fazer uma comparacgéo entre 0s
testes, utilizando as mesmas condi¢bes. Porém, talvez, ajustando-se outros
parametros, se possa obter respostas melhores para o método elipsoidal. O
algoritmo de busca dos elipséides conseguiu reduzir a complexidade
computacional da classificacdo. Na media foi encontrada uma elipse para cada
cinco amostras. A complexidade computacional do PID, MID e SID é O(N); ja a
complexidade computacional do método elipsoidal € O(Ne), sendo Ne o numero
de elipsdides encontrados. Como o overhead do meétodo elipsoidal é o dobro dos
metodos PID, SID e MID, a complexidade computacional do método elipsoidal
é, aproximadamente, dois quintos da complexidade computacional dos métodos
PID, SID e MID. Isso mostra que o método elipsoidal é capaz de otimizar os
meétodos PID, SID e MID.

O teste 11 foi elaborado para evidenciar as diferencas entre os métodos
propostos. O conjunto de amostras para o teste 11 foi criado manualmente com
0 software mapeamento. Foram feitas 21 amostras para a classe preta (y=1) e

13 amostras para a classe branca (y=0), conforme Figura 6.6a.
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Mapas de resposta do Teste 11 |

a) Amostras By PID 1 oy PID 2

d) SID 1 &) SID 2

-
£) MID

o) Elipsdides

1) Elipsoidal 1 i) Elipsoidal 2

Figura 6.6 - Mapas de resposta do teste 11

A Figura 6.6b apresenta o mapa de resposta do método PID com o grau
de generalizacéo igual a 1 (g=1 equacao 4.5), sem considerar a probabilidade a

priori (equacao 4.9). Ja na Figura 6.6¢c esta o0 mapa de resposta do método PID,
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também com o grau de generalizagdo igual a 1, mas considerando a
probalidade a priori (equacéo 4.10). Ou seja, como ha mais amostras da classe
preta que da classe branca, quando se considera a probabilidade a priori, a
resposta do PID tende a ser muito mais para a classe preta que para a classe
branca.

A Figura 6.6d mostra o mapa de resposta do método SID com o grau de
generalizacdo ajustado para 0,3, sem considerar a probabilidade a priori
(equacéo 4.11). No mapa da Figura 6.6e esta o0 método SID com 0 mesmo grau
de generalizagdo, mas considerando a probabilidade a priori (equacgédo 4.12).

Os quatro mapas de 6.6b a 6.6e procuram evidenciar a diferenca na
classificacdo, quando se considera a probabilidade a priori. E interessante
observar que o método PID é muito mais sensivel a probabilidade a priori que
0 meétodo SID. Nos testes de 1 a 9 ndo importava se a probabilidade a priori
era considerada, pois havia sempre a mesma quantidade de amostras de cada
classe. Assim, a equacéo 4.9 equivale a equacédo 4.10 e a equacéo 4.11 equivale
a equacao 4.12 (Q=R). Ja no teste 10, considerar ou nao a probabilidade a
priori faz muita diferenca, ja que ha trés vezes mais amostras da classe branca
(y=0) que da classe preta (y=1). Para os teste 10 ndo se considerou a
probabilidade a priori.

O mapa de resposta do método MID (Figura 6.6f) foi configurado com o
grau de generalizacdo em 0,05. Note-se que a fronteira de decisédo do MID é
composta por retas, enquanto no PID e no SID € curva. Isso ocorre porque 0
metodo MID considera apenas a amostra mais proxima. Deve-se observar que,
do grafico 6.6b ao 6.6f, o grau de generalizacdo foi diminuindo, sendo o efeito
disso 0 aumento da regides de classificacdo duvidosa (regido cinza).

Os elipsdéides foram encontrados, usando-se o meétodo PID para
verificar a validade dos elipsoides com o limiar de proximidade ajustado para
0,90 e a precisdo do calculo em 1000. A Figura 6.6g mostra os elipsoides
encontrados. As figuras 6.6h e 6.6i exibem o mapa de resposta do método MID

elipsoidal (equacdo 4.21). A diferenca é que no primeiro consideram-se as
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amostras que nao foram englobadas por nenhum elipséide e, no segundo, as
amostras isoladas s&o ignoradas. Nesse caso, ocorreu uma interseccao entre
dois elipsoides de classes opostas. Pelo algoritmo de busca de elipsoides, isso
pode ocorrer, mas na regido de intersec¢do nunca existira amostra de nenhuma
das classes, a néo ser que a precisao dos calculos seja ajustada para um valor

muito baixo.
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7 Estudo de caso

O objetivo deste estudo de caso é fazer a comparacgao entre os métodos,
buscando solucionar um problema real de reconhecimento de padrbes. Na
mesma época em que foi desenvolvida esta pesquisa, Fabio laione pesquisava
as alteracOes provocadas pela hipoglicemia nos sinais de eletroencefalograma
(EEG). laione coletou sinais EEGs, conhecendo o estado da glicemia do
paciente. De intervalos de 2,1 segundos foram extraidas 64 caracteristicas de
frequéncia dos sinais coletados. De cada intervalo foi obtida uma amostra, em
um total de 729 amostras com padrdes de hipoglicemia e 729 amostras com
padrbes normais. Foram separadas 1200 amostras de exemplo e 258 amostras
de teste.

As 64 caracteristicas de frequéncia foram usadas como vetor de
caracteristica; para isso as frequéncias foram normalizadas ficando entre o
intervalo de 0 a 1. Assim, a dimensédo de entrada do classificador foi 64. A
saida ficou com apenas uma dimenséao; se y = 0, estd em hipoglicemia, sey = 1,
esta normal. No entanto, como a saida do classificador n&o é binaria e varia de
0 a um, foi estabelecido um limiar para cada método, ou seja, quando

y> limiar, é classificado como glicemia normal, ja se y< limiar, classifica-se
como hipoglicemia. Para todos os métodos procurou-se o valor de limiar que
maximizasse o percentual de acerto.

Os resultados obtidos estdo exibidos na Tabela 7.1 e no Grafico 7.1. O
algoritmo de busca dos elipséides reduziu 1200 amostras para 211 elipsoides.
O método k-NN foi executado com k=35. O método Parzen window foi
executado com h=0,6. A configuracdo da rede neural foi de 64 neurdnios na
primeira camada mais o0 bias, 64 neur6nios na segunda camada e um neurdnio
na camada de saida; a rede foi treinada até o erro quadratico médio ficar

menor que 0,1.



7 Estudo de caso

77
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92.50% -
90.00% -
87.50% —
85.00% —
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77.50% —|
75.00% —
72.50% —
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Tabela 7.1 - Resultado do estudo de caso.
Quando y> limiar classificou-se como
glicemia normal; quando y < limiar,
classificou-se como hipoglicemia.

Estudo de caso
N® de amostras de exemplo: 1200
N° de amostras de teste: 258
Limiar Percentual
PID 0.58 89.92%
SID 0.6 89.92%
MID 0.36 79.07%
Elipsoidal 0.44 87.21%
k-NN 0.34 87.21%
Parzen W. 0.52 78.68%
RNA 0.3 93.02%

Estudo de caso

93.02%

89.92% 89.92%

87.21% 87.21%

79.07% 78.68%

\
‘. PID [ ]sID B mID [ ] Elipsoidal [ k-NN [ Parzen W. [ ] RNA‘

Grafico 7.1 - Percentual de acerto da deteccgéo da hipoglicemia.

Neste estudo de caso o melhor desempenho foi com a rede neural.

Excetuando o Parzen window, que obteve o pior desempenho, e o MID, todos os

métodos obtiveram um resultado satisfatério. A rede neural teve um melhor

desempenho neste caso por ndo ter dependéncia métrica, ou seja, das 64

caracteristicas extraidas do sinal certamente ha entre elas algumas que nao

sdo relevantes para a classificacdo. Essas caracteristicas mais atrapalham do
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gue ajudam na classificacdo por métodos meétricos. No entanto, durante o
treinamento de uma rede neural, 0os parametros que atrapalham passam a ter
pouca influéncia. O método MID obteve um desempenho baixo provavelmente
pelo grande nimero de amostras de exemplo. Como esse método considera
somente a amostra mais proxima, € mais adequado, quando o numero de
amostras € relativamente baixo.

O meétodo de classificacao pela curva normal foi inviavel devido a alta
dimensdo do vetor de caracteristicas. Os valores dos determinantes das
matrizes de covariancia eram praticamente nulos, o que impossibilitou a
classificacdo. Os resultados das matrizes de covariancia indicam que entre as

64 caracteristicas ha algumas muito correlacionadas.
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8 Discussao

Dos métodos estatisticos estudados, verificou-se que o0s métodos
paramétricos ndo sdo muito faceis de aplicar. O problema basico no projeto de
sistemas de reconhecimento estatistico de padrdes é conseguir estimar a
densidade de probabilidade. Conhecendo-se ao menos uma estimativa da
densidade de probabilidade, pela regra de Bayes calcula-se a probabilidade a
posteriori. Ao todo foram apresentadas, aqui, cinco formas de se estimar a
densidade de probabilidade, sendo trés delas paramétricas.

Pode-se estimar a densidade de probabilidade de modo paramétrico,
quando ja se conhece a forma da funcéo, mas n&o os seus parametros. Nesse
caso, utiliza-se a maxima verossimilhangca ou aproximacdo bayesiana. Na
maioria das vezes, esses dois métodos se equivalem. Mas ambos exigem que se
conhega uma funcgdo que sirva para estimar a densidade de probabilidade. Na
prética, € muito complicado encontrar tal funcéo, ja que a sua integral, no
espaco de caracteristica, deve ser 1, e a maioria das func¢es conhecidas que
obedecem a essa condi¢do sdo unimodais, tal como a curva normal. Enfim,
encontrar uma funcéo para estimar a densidade de probabilidade e estimar os
parametros usando maxima verossimilhanc¢a ou aproximacao Bayesiana é uma
tarefa muito complicada e com poucas chances de bom desempenho.

A primeira forma paramétrica assume que a distribuicdo de amostras €
normal. Esse método foi aplicado no estudo comparativo e mostrou-se eficiente
apenas para casos especificos. Na maioria dos casos reais de reconhecimento de
padrdes, estimar densidade de probabilidade de uma classe por uma Unica
curva normal é insuficiente. Além disso, a curva normal precisa de uma matriz
de covariancia cuja dimenséo é D’ e, para problemas cuja dimens&o é elevada,
trabalhar com essa matriz pode ser computacionalmente custoso, tanto em
memoria quanto em processamento. Uma das grandes vantagens dos métodos
paramétricos € que se consegue reduzir o custo computacional de
processamento e memoria durante a classificacdo, o que deixa, todavia, de ser

valido para a curva normal em problemas de alta dimenséo.
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Ja os métodos estatisticos ndo paramétricos sdo bastante eficientes. O
k-NN é um método intuitivo, simples, robusto e popular, embora nem sempre
associado a métodos estatisticos. Sua principal vantagem € estimar
diretamente a probabilidade a posteriori, ndo sendo preciso estimar a
densidade de probabilidade, apesar de possivel, se necessario. Em virtude de
sua popularidade, foram desenvolvidos varios métodos para otimiza-lo
[BANDYOPADHYAY 2001][WU 2001].

O método Parzen window estima a densidade de probabilidade de
forma muito similar ao k-NN. Também ¢ eficiente e relativamente simples.
Uma diferenca que pode ser notada, na pratica, entre 0 K-NN e o Parzen
window: para padrdes relativamente distantes de qualquer amostra, o Parzen
window faz a classificacdo, dando pouca certeza, enquanto o k-NN tende a dar
certeza mesmo a padrdes longe de qualquer amostra. Essa caracteristica pode
ser observada no estudo comparativo desenvolvido no capitulo 6.

Em alguns testes, a rede neural perceptron multicamadas apresentou
um desempenho fraco por dificuldade de treinamento. Esse problema ocorre,
guando o grau de dispersao das amostras o conjunto de treinamento sdo muito
grandes. Uma solucéo simples para esse problema seria submeter as amostras
de treinamento ao algoritmo de aglomeracdo k-meédias. Assim, se reduz o
conjunto de amostras e se espera que também se reduza o grau de disperséo,
tornando mais facil o treinamento da rede. Por outro lado, no estudo de caso,
ficou evidente o mérito da rede neural de ndo ter dependéncia métrica.
Enguanto para os métodos com dependéncia métrica o fator de escala de cada
caracteristica de entrada é decisivo para uma boa classificacdo, nas redes
neurais esse problema néo existe.

Uma rede neural pode ser treinada com amostras cujo vetor de saida
tem valores continuos, enquanto todos os outros métodos podem utilizar
somente amostras com o vetor de saida binario. Nesse caso, as aplicacfes para
rede neural vao além da classificacdo de padrdes.

O estudo comparativo e de caso mostrou que para cada aplicacdo pode
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haver um método de reconhecimento de padrbées mais adequado. Apesar de 0s
metodos propostos obterem um desempenho inferior que ao da rede neural no
estudo de caso, podem ser considerados como meétodos validos, pois no estudo
de comparativo ha testes em que o0s meétodos propostos tiveram um
desempenho melhor. Sendo assim, os métodos propostos sdo uma alternativa a
considerar para o projeto de sistemas de reconhecimento de padrdes. Cada um
possui um comportamento que pode adequar-se melhor a cada situacdo. O
metodo PID parece melhor, quando se tem uma grande quantidade de
amostras com alto grau de dispersdo. Ja o MID funciona bem, quando o grau
de dispersdo das amostras é pequeno e o0 conjunto de amostras nao é tao
grande. O método SID tem sempre caracteristicas intermediarias entre o PID e
o MID.

Todos os métodos propostos possuem uma maneira facil de arbitrar o
grau de generalizagdo. Para alguns sistemas de reconhecimento de padrdes
isso pode ser muito interessante. Por exemplo, um sistema implementado para
sugerir um diagnostico médico deve ser configurado com um grau de
generalizacdo relativamente baixo, pois um padrdo longe das amostras é
classificado como duvidoso, ou seja, se o sistema néo conhece padrédo parecido,
nao sugere diagnostico, evitando sugestdes erréneas. Mesmo nao havendo uma
metodologia bem definida para encontrar um grau de generalizacdo adequado,
essa tarefa é simples de realizar na pratica.

A complexidade computacional dos métodos PID, SID e MID é
proporcional ao nimero de amostras (O(N)). No entanto, o método MID, que s6
utiliza a menor distancia, equivale ao 1-NN. Assim, os mesmos algoritmos de
otimizacao desenvolvidos para o k-NN podem ser aplicados ao MID.

O metodo elipsoidal mostrou ter um bom desempenho de classificagéo e
otimizou os trés métodos referidos. No entanto, ainda é necessario desenvolver
melhor o método de busca dos elipsoides. Da maneira como foi implementado,

esse metodo tem um custo computacional muito elevado - cerca de

O((N®-P)/8), sendo P a precisdo do céalculo. Esse custo torna tedioso o
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trabalho de procurar a melhor configuracdo dos parametros para o algoritmo
de busca. Além disso, nada garante que os elipséides encontrados sejam 0s
melhores. Na realidade, esse algoritmo foi desenvolvido, pensando-se em uma
distribuicdo de amostras com baixo grau de dispersdo. Acredita-se que,
melhorando o algoritmo de busca, correlatamente o método elipsoidal ficaria

ainda mais otimizado e com um desempenho superior.
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9 Conclusao

O primeiro objetivo do trabalho, fornecer uma breve introdugédo ao
estudo de técnicas de reconhecimento de padrdes, foi cumprido. Foram
apresentadas as principais técnicas de reconhecimento de padrdes: regra de
Bayes, maxima verossimilhanga, aproximacdo bayesiana, vizinhanca mais
proxima (k-NN), Parzen window, perceptron multicamadas, redes RBF e
mapas de Kohonen.

Ao todo foram desenvolvidos quatro métodos de reconhecimento de
padrdes, trés deles ndo paramétricos (PID, SID, MID) e o quarto método,
elipsoidal, paramétrico, que otimiza os trés primeiros.

A comparacdo feita entre alguns métodos tradicionais e o0s aqui
desenvolvidos mostrou que estes tiveram um bom desempenho e se
apresentaram como mais uma possibilidade a ser considerada em projetos de
sistemas de reconhecimento de padrfes. A Tabela 9.1 contém um resumo da

comparagcao feita entre os metodos.
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Tabela 9.1 - Resumo da comparacao entre os métodos de reconhecimento de padrdes.

Método

Comentarios

Curva normal

Assume que a densidade de probabilidade € unimodal.
Funciona bem somente para casos especificos.

N&o é adequado para problemas com altas dimensdes de
entrada.

Tem dependéncia métrica.

Parzen Window

Estima a densidade de probabilidade diretamente do
conjunto de amostras.

N&o necessita de treinamento.

A complexidade computacional aumenta diretamente
com o numero de amostras.

Tem dependéncia métrica.

k-NN (Vizinhanga
mais proxima -
Nearest Neighbor)

Estima a probabilidade a posteriori diretamente do
conjunto de amostras.

N&o necessita de treinamento.

A complexidade computacional
com o0 numero de amostras.

Tem dependéncia métrica.

aumenta diretamente

RNA (Redes
Neurais Artificiais
perceptron multi-

Necessita de treinamento.
Tem baixa complexidade computacional.
N&o tem dependéncia métrica.

camadas)

PID (Produtério do Nao necessita de treinamento.
Inverso das A complexidade computacional aumenta diretamente
distancias) com o numero de amostras.

Geralmente tem bom desempenho com grande
guantidade de amostras com alto grau de dispersao.
Tem dependéncia métrica.

SID (Somatério do

Nao necessita de treinamento.

Inverso das A complexidade computacional aumenta diretamente
distancias) com o numero de amostras.
Tem caracteristicas intermediarias entre os métodos PID
e MID.
Tem dependéncia métrica.
MID (Minima  N&o necessita de treinamento.
distancia) A complexidade computacional aumenta diretamente

com o numero de amostras.

Geralmente tem bom desempenho com poucas amostras
de baixo grau de disperséo.

Tem dependéncia métrica.
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Método Comentarios

Elipsoidal Otimiza os métodos PID, SID e MID.

Necessita de treinamento.

A complexidade computacional depende do resultado do
treinamento.

Tem dependéncia métrica.

O software classificador mostrou ser uma ferramenta util, pois
possibilita testar, em um mesmo programa, diferentes técnicas, e, assim,
verificar e escolher qual a mais adequada para o problema. O software
mapeamento também se mostrou bastante Util, mapeando as respostas de cada
metodo; no entanto, s6 tem sentido utiliza-lo, quando a dimensédo de entrada
tem apenas duas caracteristicas.

Finalmente, fica como sugestdo pretensiosa batizar as técnicas aqui

propostas de método Burckas de reconhecimento de padroes.
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10 Futuros trabalhos

Como futuro trabalho propde-se desenvolver um algoritmo mais rapido
para buscar os elipsoides que possibilitem um melhor desempenho de
classificacdo para o método elipsoidal.

Pode-se desenvolver um algoritmo de classificagdo nao supervisionado,
usando a mesma idéia do método elipsoidal.

Ainda podem ser implementados mais métodos de reconhecimento ao

software classificador, como k-médias, redes RBF e mapas de Kohonen.
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