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RESUMO

A ocorréncia recorrente de desastres naturais no estado de Santa Catarina tem
provocado impactos significativos sobre a populacédo, a infraestrutura e o meio
ambiente, evidenciando a necessidade de solugdes tecnoldgicas que permitam prever
e mitigar tais eventos com maior eficiéncia. Diante desse cenario, este trabalho propde
a aplicacéo de redes neurais recorrentes do tipo Long Short-Term Memory (LSTM)
para a previsdo de eventos climaticos extremos, utilizando dados histéricos
meteoroldégicos e socioambientais como base de aprendizado. Além da etapa de
previsdo, sdo empregadas técnicas de clusterizagdo, em especial o algoritmo K-
Means, com o objetivo de agrupar os municipios de acordo com a similaridade de
ocorréncia e intensidade dos eventos previstos, possibilitando a otimizacdo da
logistica e da alocacéo de recursos emergenciais. Os resultados esperados incluem
o aprimoramento da capacidade de resposta das autoridades competentes, a reducao
de perdas humanas e materiais e o fortalecimento das politicas publicas de gestédo de
risco e adaptagao climatica. Assim, a abordagem proposta busca contribuir para o
desenvolvimento de ferramentas inteligentes para apoiar o monitoramento e
planejamento preventivo,

Palavras-chave: Previsdo de Desastres, Redes Neurais, LSTM, Clusterizacao,

Logistica Humanitaria, K-Means, Gestao De Desastres, Santa Catarina.



ABSTRACT

The recurrent occurrence of natural disasters in the state of Santa Catarina has caused
significant impacts on the population, infrastructure, and the environment, highlighting
the need for technological solutions capable of predicting and mitigating such events
more efficiently. In this context, this study proposes the application of Long Short-Term
Memory (LSTM) recurrent neural networks for forecasting extreme weather events,
using historical meteorological and socio-environmental data as the learning basis. In
addition to the forecasting stage, clustering techniques, particularly the K-Means
algorithm, are employed to group municipalities according to the similarity in
occurrence and intensity of the predicted events, enabling the optimization of logistics
and the allocation of emergency resources. The expected outcomes include improved
response capacity of public authorities, reduced human and material losses, and
strengthened public policies for risk management and climate adaptation. Thus, the
proposed approach aims to contribute to the development of intelligent tools to support
preventive planning and monitoring.

Keywords: Disaster Forecasting, Neural Networks, LSTM, Clustering, Humanitarian

Logistics, K-Means, Disaster Management, Santa Catarina.
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1INTRODUGAO

A previsao de desastres naturais € um desafio global que demanda solugdes
inovadoras e tecnologicamente avangadas, considerando o aumento da frequéncia e
intensidade desses eventos devido as mudancas climaticas. Tais desastres como
enchentes, secas, deslizamentos de terra e tempestades severas causam impactos
significativos em vidas humanas, infraestrutura urbana e na economia local e nacional
(Smith, 2013). Segundo dados do Painel Intergovernamental sobre Mudancas
Climaticas (IPCC, 2021), as alteragdes nos padrbes climaticos tém intensificado a
ocorréncia de eventos extremos, ampliando a necessidade de sistemas eficazes de
monitoramento e resposta. No Brasil, o estado de Santa Catarina é especialmente
vulneravel a fendmenos climaticos extremos, como enchentes, tempestades e
deslizamentos de terra, que frequentemente resultam em situagdes de emergéncia e
calamidade publica (Joner; Avila; Mattedi, 2021). Esses eventos tornam evidente a
urgéncia de estratégias mais eficientes para mitigagdo e preparagao, baseadas em
tecnologias que permitam ndo apenas prever catastrofes com antecedéncia, mas
também organizar de forma mais eficaz a resposta emergencial.

Com os avangos na tecnologia e na ciéncia de dados, a inteligéncia artificial
tem se mostrado uma ferramenta importante na previsdo de fendmenos naturais.
Entre as abordagens mais eficazes estdo as redes neurais artificiais, com destaque
para as redes Long Short-Term Memory (LSTM), que demonstram grande capacidade
de identificar padrbes complexos em séries temporais meteorolégicas e prever a
ocorréncia de eventos extremos (Zhang et al., 2019). Esses modelos tém sido
amplamente utilizados em diversas aplicagdes, desde a previsao de chuvas intensas
até a identificagdo de riscos de deslizamentos de terra. No entanto, prever um
desastre é apenas uma parte da solucao; é igualmente crucial que a resposta a esses
eventos seja rapida e eficaz.

A distribuicdo de itens humanitarios em situacdes de crise € um desafio
logistico significativo. O planejamento inadequado pode levar a atrasos na entrega de
suprimentos essenciais, como agua, alimentos e medicamentos, aumentando o
sofrimento das populacbes afetadas. Diversos fatores como a quantidade de atores
envolvidos na ajuda humanitaria e a escassez de recursos suficientes dificultam na

coordenacao de socorro (Balcik et al., 2003).
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Segundo Sheu (2010), um sistema logistico eficiente para distribuicdo de
recursos humanitarios deve considerar fatores como acessibilidade, tempo de
resposta e disponibilidade de suprimentos, garantindo que as regides mais afetadas
recebam a assisténcia necessaria no menor tempo possivel. Isso se torna
especialmente relevante em contextos onde a infraestrutura local pode estar
comprometida devido ao impacto do desastre, dificultando o transporte e a entrega de
recursos essenciais.

Outros estudos indicam que a integracdo de modelos de previsao climatica
com estratégias logisticas pode aumentar significativamente a eficiéncia das
operagdes de resposta (Chen et al., 2020). Isso ocorre porque, ao antecipar eventos
extremos, as autoridades podem planejar previamente a localizagao e a quantidade
de suprimentos necessarios, reduzindo os impactos e melhorando a resiliéncia das
comunidades afetadas.

Diante desse contexto, este trabalho tem como objetivo integrar modelo de
previsao baseado em redes neurais e estratégias de otimizagao logistica de clusters
para aprimorar a resposta a desastres naturais em Santa Catarina. Acredita-se que
essa abordagem pode contribuir significativamente para a tomada de decisées das
autoridades, auxiliando na reducdo dos impactos dos eventos climaticos extremos e

fortalecendo a resiliéncia das comunidades afetadas.

1.1 PROBLEMA DE PESQUISA

Santa Catarina enfrenta desafios recorrentes relacionados a desastres
naturais, devido a sua localizagao geografica e condi¢gdes climaticas. Enchentes,
deslizamentos de terra e tempestades sao frequentes, causando danos severos a
infraestrutura, a economia e a qualidade de vida da populagdo. Segundo a Defesa
Civil de Santa Catarina (2021), o estado registrou dezenas de eventos climaticos
extremos nos ultimos anos, exigindo constantes mobilizagdes emergenciais.

A necessidade de uma resposta rapida e eficiente a esses eventos é evidente.
A previsdo meteoroldgica tradicional, embora avancada, ainda apresenta limitagoes
na previsao de eventos extremos com precisao espacial e temporal adequadas. Além
disso, a logistica de distribuicdo de suprimentos para as areas afetadas € um desafio
critico, exigindo estratégias baseadas em analise de dados e otimizacao de recursos.
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A historia recente de Santa Catarina € marcada por eventos catastréficos,
como as enchentes de 2008, que afetaram mais de 1,5 milhdo de pessoas e
resultaram em prejuizos superiores a R$ 4 bilhdes (Silva et al., 2015). Além dos
impactos econdbmicos, esses eventos também comprometem a infraestrutura, com
estradas interditadas, comunidades isoladas e interrupgcao de servigos essenciais.

A necessidade de uma resposta rapida e eficiente a esses eventos € evidente.
A previsao meteorolégica tradicional, embora avangada, ainda apresenta limitagdes
na previsao de eventos extremos com precisdo espacial e temporal adequadas.
Segundo estudos recentes, a integragdo de redes neurais na previsdo de desastres
pode aumentar a precisdo na antecipagédo de eventos climaticos severos (Garcia et
al., 2020). No entanto, mesmo com previsao eficiente, a gestdo de desastres depende
de uma logistica bem estruturada para distribuicdo de recursos humanitarios.

Atualmente, mais de 90% da assisténcia humanitaria internacional é
destinada a resposta emergencial, enquanto uma parcela menor € voltada para
medidas preventivas. Dessa forma, investir em acdes preparatorias, como o
planejamento estratégico para emergéncias, a implementacdo de centros
operacionais de crise e o armazenamento antecipado de suprimentos essenciais,
pode resultar em uma distribuigdo mais eficiente da ajuda e em um atendimento mais
eficaz as populagdes afetadas (Maharjan e Hanaoka, 2017). A utilizacdo de métodos
computacionais para otimizar a alocagao desses centros é essencial para minimizar

os impactos dos desastres (Rocha & Almeida, 2021).

1.2 OBJETIVOS

Neste tépico sdo apresentados os objetivos gerias e especificos deste

trabalho.

1.2.1 Objetivo Geral

O presente trabalho tem como objetivo desenvolver um modelo de previsao
de desastres naturais para o estado de Santa Catarina utilizando redes neurais do tipo
Long Short-Term Memory (LSTM), além de aplicar técnicas de clusterizagao para
aprimorar a capacidade de antecipagao de eventos extremos e aumentar a eficiéncia

logistica na resposta a desastres, reduzindo impactos sociais e econdmicos.
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1.2.2 Objetivo Especifico

Para atingir o objetivo geral, este estudo propde os seguintes objetivos

especificos:

a) Analisar o histérico de desastres naturais em Santa Catarina, identificando
padrbdes e fatores climaticos que contribuem para sua ocorréncia;

b) Coletar e preparar dados histéricos, garantindo sua adequagéo para o
treinamento do modelo preditivo baseado em redes neurais LSTM,;

c) Desenvolver e avaliar um modelo de redes neurais LSTM, verificando sua
capacidade de prever eventos climaticos;

d) Aplicar a técnica K-Means de clusterizagdo para definir otimizagao

logistica;

1.3 JUSTIFICATIVA

Os desastres naturais representam um dos maiores desafios enfrentados pelo
estado de Santa Catarina, afetando diretamente a populagdo, a economia e a
infraestrutura local. A recorréncia de eventos como enchentes e deslizamentos de
terra evidencia a necessidade de solugdes mais eficazes para melhorar a capacidade
de previsdo e resposta a essas ocorréncias. Tecnologias baseadas em inteligéncia
artificial, como as redes neurais do tipo Long Short-Term Memory (LSTM), tém se
destacado por sua capacidade de identificar padroes complexos em séries temporais
meteoroldgicas, contribuindo significativamente para a previsdo de eventos extremos.

Por exemplo, Sarwade, Shinde e Patil (2024) demonstraram que modelos
LSTM podem prever com precisdao eventos de precipitacdo extrema, utilizando
variaveis meteoroldgicas como temperatura, umidade e precipitagao.

Além da previsdo precisa, a logistica humanitaria desempenha um papel
essencial na mitigagao dos impactos dos desastres. A alocagao estratégica de centros
de distribuicdo de suprimentos pode reduzir o tempo de resposta e melhorar a
eficiéncia na entrega de recursos as comunidades afetadas (Balci & Beyhan, 2021).
Métodos como o K-Means permitem agrupar areas afetadas com base em variaveis

como densidade populacional, acessibilidade e extensao dos danos, facilitando a
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identificacdo de zonas prioritarias de intervencdo (Balci; Beyhan, 2021). Essa
estratégia contribui para a redugao do tempo de resposta e melhora a eficiéncia na
distribuicdo de suprimentos essenciais, como alimentos, agua potavel e
medicamentos.

Segundo Zhang et al. (2018), a aplicagdo de clusterizagdo em operagdes
logisticas pode reduzir significativamente os custos operacionais e aumentar a
cobertura das areas afetadas, ao permitir o planejamento mais estratégico dos centros
de distribuicdo. Além disso, Oliveira et al. (2023) destacam que a integracdo de
algoritmos de agrupamento com heuristicas de otimizacdo pode potencializar os

resultados em cenarios complexos e dinamicos, como os de desastres naturais.

1.4 ESTRUTURA DO TRABALHO

No primeiro capitulo do presente trabalho é introduzido brevemente a
contextualizagdo do objetivo do estudo, assim como os problemas identificados e
justificativa.

No segundo capitulo é abordado a fundamentagédo tedrica, onde séao
introduzidos os conceitos necessarios para o desenvolvimento do trabalho, através de
referenciais tedricos que tratam as técnicas utilizadas.

O terceiro capitulo apresenta a etapa metodoldgica, e as principais
ferramentas utilizadas para a elaboragao dos objetivos.

O quarto capitulo é destinado a apresentagdo dos resultados encontrados
através da implementagao das ferramentas apresentadas

No quinto e capitulo € apresentado as conclusdes referentes ao trabalho

desenvolvido.
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2FUNDAMENTAGAO TEORICA

2.1 DESASTRE NATURAIS

Desastres naturais sao fenbmenos extremos resultantes de processos naturais
intensificados, como terremotos, erup¢des vulcanicas, deslizamentos, enchentes,
furacoes, tornados, tsunamis, incéndios e tempestades. Esses eventos podem causar
prejuizos significativos tanto em termos materiais quanto em vidas humanas. Devido
a esses impactos, qualquer iniciativa voltada para sua prevengéo ou gerenciamento &
de extrema relevancia, pois contribui para a reducédo dos danos e para uma resposta
mais eficiente diante dessas ocorréncias (Braga at al. 2011).

Segundo Smith (2013), esses eventos podem ser classificados em hidrolégicos,
meteorolégicos, geofisicos e climatolégicos, dependendo da origem do fenédmeno. No
contexto brasileiro, e especialmente em Santa Catarina, as enchentes, deslizamentos
e tempestades sao os desastres mais recorrentes devido as caracteristicas climaticas
e geograficas do estado (Almeida et al., 2018).

A crescente urbanizacdo e a ocupagao de areas de risco aumentam a
vulnerabilidade da populagao aos desastres naturais (Santos et al., 2020). E segundo
Castro (2003) o fator predominante na intensificagdo do desastre € o grau de
vulnerabilidade do local afetado. Isso reforga a necessidade de estratégias eficazes

de monitoramento, previsdo e mitigacao.

2.1.1 PREVISAO DE DESASTRE NATURAIS

Desastres naturais sao eventos extremos que resultam de fendmenos
naturais, como enchentes, terremotos, deslizamentos de terra, furacdes, entre outros,
e podem causar danos significativos a populacao e infraestrutura de uma regido. No
contexto de Santa Catarina, enchentes, deslizamentos e tempestades sao recorrentes
devido as condi¢des climaticas e geograficas do estado. A previsdo precisa desses
eventos € fundamental para reduzir os danos causados, permitindo uma resposta
rapida e eficiente.

Tradicionalmente, a previsdo de desastres naturais € realizada através de

modelos meteorologicos que analisam parametros como volume de chuvas,
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temperatura, umidade e pressao atmosférica. No entanto, a previsdo de desastres
naturais com alto grau de precisdo espacial e temporal continua sendo um desafio,
pois os métodos tradicionais, muitas vezes, falham em capturar a complexidade dos
fendbmenos climaticos extremos (Silva et al., 2015).

A introducao de técnicas mais avancadas, como as redes neurais, oferece
uma abordagem mais robusta para prever desastres, identificando padrées complexos
em grandes volumes de dados historicos e proporcionando previsdes mais precisas.
Estudos demonstram que a implementacdo dessas técnicas melhora
significativamente a precisdo das previsbes e reduz os impactos dos desastres
naturais (Ferreira et al., 2020). Além disso, a utilizacdo de dados de satélites
combinados com algoritmos de aprendizado profundo pode aprimorar ainda mais a

eficacia dessas previsdes (Li et al., 2021).

2.2 LOGISTICA HUMANITARIA

A logistica humanitaria refere-se a gestao eficiente de recursos, servigos e
informacgdes destinados a mitigar os efeitos de desastres naturais, assegurando que
a assisténcia chegue de maneira eficaz as populagbes afetadas. Essa logistica
abrange atividades como transporte, armazenamento e distribuicdo de suprimentos
essenciais, tais como alimentos, agua potavel, medicamentos e equipamentos de
emergéncia. No contexto brasileiro, a logistica humanitaria tem ganhado relevancia
devido a frequéncia de eventos climaticos extremos e a necessidade de respostas
rapidas e coordenadas (Silva, 2021).

A gestao logistica em situacdes de crise apresenta desafios significativos,
especialmente em ambientes de alta complexidade e incerteza, onde infraestruturas
podem estar comprometidas e os sistemas de comunicacao e transporte, limitados.
Essas dificuldades sdo exacerbadas pela caréncia de estudos relacionados ao
preparo e resposta de operagoes, evidenciando a necessidade de aprimoramento na
gestao logistica durante desastres (Silva; Santos; Oliveira, 2022).

A logistica humanitaria esta intrinsecamente ligada ao conceito de cadeia de
suprimentos, que envolve o planejamento e a execucado de uma rede de distribuicdo
eficiente para otimizar os tempos de resposta. Estudos demonstram que a utilizagao
de modelos matematicos, como a programacao linear e algoritmos de otimizacgéao,

pode melhorar significativamente a eficiéncia do transporte e a alocagao dos centros
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de distribuigdo de ajuda, resultando em economia de tempo e custos (Balci; Beyhan,
2021).

Além disso, novas abordagens tecnoldgicas, como o uso de ferramentas de
geolocalizagdo, sensoriamento remoto e inteligéncia artificial, tém transformado a
logistica humanitaria. A integragdo de sistemas de previsdo de desastres com as
operagdes logisticas tem o potencial de reduzir o tempo de resposta, identificar os
pontos mais criticos e garantir a entrega de recursos de forma mais precisa (PARK et
al., 2020).

A logistica humanitaria € um campo multifacetado que exige ndo apenas
eficiéncia operacional, mas também uma grande capacidade de adaptacéo, inovagao
e colaboragcdo entre diversos atores, como governos, organizagdes nao
governamentais (ONGs) e empresas privadas. Em muitos cenarios de desastre, a
colaboracédo interinstitucional e a coordenacao entre diferentes atores podem ser
decisivas para o sucesso das operagdes de ajuda (Neumann, 2017).

A logistica humanitaria € composta por um ciclo que abrange todas as fases
de um desastre: preparagao, resposta e reconstrugdo. Cada etapa exige estratégias
logisticas especificas, voltadas para garantir o abastecimento de recursos essenciais
de forma eficiente e eficaz. Segundo Lima et al. (2016), compreender esse ciclo &
fundamental para estruturar operagdes que minimizem os impactos dos desastres e
maximizem a capacidade de resposta das instituicbes envolvidas.

A fase de preparacao envolve o planejamento e a organizagéo dos recursos
antes da ocorréncia do desastre. Essa etapa inclui a definicdo de centros de
distribuicao, rotas logisticas, parcerias com fornecedores e capacitacao das equipes
envolvidas. Como apontado por Silva e Silva (2019), a antecipagao e 0 mapeamento
de riscos s&o cruciais para garantir maior agilidade no momento da resposta. Nessa
fase, também se busca a criagcao de estoques estratégicos e a elaboragao de planos
de contingéncia para diferentes cenarios.

Durante a fase de resposta, o foco se volta para o atendimento imediato das
necessidades das populagdes afetadas. Trata-se da etapa mais critica do ciclo, uma
vez que a eficacia da distribuicdo de suprimentos pode ser determinante para a
sobrevivéncia das vitimas. De acordo com Gomes e Baptista (2017), os principais
desafios logisticos nesse momento incluem a escassez de tempo, a infraestrutura

danificada e a dificuldade de acesso as areas afetadas. Nessa fase, decisdes rapidas
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e precisas sobre alocacao de recursos, priorizacdo de demandas e coordenacéo entre
diferentes atores sao essenciais.

Ja a fase de reconstrugao visa restaurar a normalidade nas regides atingidas,
reestruturando os sistemas logisticos, sociais e econdmicos. Ela envolve o
reabastecimento dos estoques utilizados na resposta, a avaliacdo da eficiéncia das
acdes realizadas e o aprimoramento dos planos para eventos futuros. Para Oliveira e
Sousa (2021), a reconstrugcdo deve ser integrada com politicas de prevencéo e
resiliéncia, promovendo acdes sustentaveis que reduzam a vulnerabilidade das

comunidades em longo prazo.

Figura 1 — Ciclo da logistica humanitaria

CICLO DA
LOGISTICA
HUMANITARIA

Fonte: Autor

Além dessas trés fases principais, alguns autores consideram a mitigagao
como uma etapa complementar, voltada para reduzir os riscos antes mesmo da
preparacao (Lima et al., 2016). Essa abordagem preventiva visa agbes estruturais,

como obras de contencgédo, bem como agdes educativas e de conscientizagao.

2.3 ANALISE DE DADOS

A definicao de Silvestre (2007) sobre a analise de dados destaca a
importéncia de personalizar os métodos de acordo com o objetivo de cada analise. No
caso de analise de desastre, a personalizacdo é essencial, pois cada conjunto de
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dados coletado representam um tipo de desastre de acordo com o evento, como
enchentes, terremotos, deslizamentos de terra, furacdes.

Além disso, o processo de analise de dados aplicado a eventos catastroficos
segue um fluxo ciclico, conforme descrito por Wickham (2023), que pode ser dividido

nas seguintes etapas, como descrito na figura 2:

Figura 2 - Modelo n&o Linear

importacao Organizacao Transformacac Modeiagem Comunicacao

J J
/
S L

Fonte: Zaghi (2023).

Onde este processo pode ser dividido em seis etapas:
Importacio: Etapa de coleta de dados nos diversos banco de dados;
Organizagao: Os dados coletados sao organizados e categorizados de acordo com
as variaveis relevantes;
Transformagéo: Processo de manipulagdo dos dados, onde esta é uma etapa
ciclica que visa aperfeigoar a analise de acordo com implementacgao da etapa de
modelagem;
Visualizacao: llustragdo grafica e de tabelas das informagdes contidas no banco
de dados, etapa que facilita o entendimento e interpretagdo dos dados e
resultados;
Modelagem: Etapa para aplicacdo de modelos preditivos, identificagcao de relagao
entre as variaveis. Esta etapa em conjunto com as etapas Ill e IV sao ciclicas, de
acordo com a necessidade de adaptagao do modelo e interesse.
Comunicacao: Etapa final com intuito de demonstrar os resultados obtidos através

de grafico ou relatérios que ilustram a avaliacao e testes de hipéteses.

Muitas vezes, as fontes de dados ndo fornecem uma estrutura pronta para a

realizacdo de estudos e analises. Isso demanda um processo essencial de
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organizagao e transformacédo da base de dados. Segundo Wickham (2023), esse
processo, que abrange a organizagao e transformacdo de dados, é uma série de
acdes que envolvem a modificagdo dos dados. Inicialmente, busca-se interpretar as
variaveis existentes, organizando-as em classes e formatos adequados.
Posteriormente, se necessario, sdo criadas variaveis e colunas que descrevem outros
comportamentos presentes em cada uma das observagdes do conjunto.

Em suma, a analise de dados aplicada nao apenas transforma dados em
informagbes uteis, mas também desempenha um papel crucial na predicdo de
eventos. Com o uso de técnicas como redes neurais, € possivel identificar padroes e

tendéncias ocultas nos dados, permitindo uma gestdo mais eficiente e estratégica.

2.4 REDES NEURAIS

As redes neurais artificiais (RNA) sdo modelos computacionais inspirados no
funcionamento do cérebro humano, compostos por camadas de unidades chamadas
neurdnios artificiais, que processam informacdes e aprendem com os dados. Elas sao
extremamente eficazes para resolver problemas complexos, como a previsao de
séries temporais, um desafio recorrente em meteorologia e em estudos sobre
desastres naturais (Zhang et al., 2019).

Uma rede neural € composta por camadas de neurdnios artificiais organizadas
em uma arquitetura especifica: uma camada de entrada, uma ou mais camadas
ocultas, e uma camada de saida. Cada neurdnio em uma camada esta conectado a
outros neurdnios da camada seguinte, formando um sistema interligado que processa
informagdes de maneira hierarquica. O processo de aprendizado das redes neurais
envolve a otimizagao de pesos associados a essas conexdes, ajustando-os de modo
que a rede seja capaz de aprender a partir dos dados de treinamento e realizar
previsoes a partir de novos dados (Goodfellow; Bengio; Courville, 2016).

As redes neurais convolucionais (CNNs) e redes neurais recorrentes (RNNs)
tém sido amplamente aplicadas na analise de padrbes climaticos e previsdo de
eventos extremos. Trabalhos recentes apontam que a combinacdo dessas
arquiteturas pode melhorar a robustez dos modelos e permitir previsbes mais
confiaveis (Guo et al., 2022). Além disso, o uso de técnicas como o aprendizado por
reforco vem sendo explorado para melhorar a adaptacdo dos modelos a cenarios em
constante mudanca (Ribeiro et al., 2023).
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2.4.1 Redes Neurais Recorrentes (RNN) e LSTMs

As Redes Neurais Recorrentes (RNN) s&o projetadas especificamente para
trabalhar com dados sequenciais e temporais. As RNNs conseguem armazenar
informacgdes de estados anteriores para influenciar decisdes futuras.

Contudo, as RNNs convencionais sofrem com o problema de desvanecimento
de gradiente, o que pode comprometer seu desempenho ao lidar com sequéncias
longas. Para mitigar essa limitacdo, foram desenvolvidas variantes, como as Long
Short-Term Memory (LSTM), que sdo mais adequadas para capturar dependéncias
de longo prazo nos dados.

O LSTM tem se mostrado altamente eficaz na previsdo de fenbmenos que
envolvem dados temporais, como o clima, que pode capturar padrées temporais
complexos, o que o torna ideal para a previsdo de desastres naturais, como
tempestades e enchentes (Zhang et al., 2019). Sua capacidade de aprender com
sequéncias temporais e prever eventos futuros o torna uma ferramenta promissora
para a previsdo de desastres naturais com alta preciséao.

Este modelo além de receber como entradas os dados de exemplo para
aprendizado € capaz também de se retroalimentar com dados passados para

predicdo, como representado na Figura 3:

Figura 3 - Representacdo da RNN

Fonte: https://www.deeplearningbook.com.br/redes-neurais-recorrentes. Acesso em 03 de outubro de
2025
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Cada célula LSTM pode ser representada por trés portas principais (gates),
porta de entrada, porta de esquecimento e porta de saida. A logica destas portas é
ativada por fungdes que determinam as propor¢des de informagao que se deve ser
adicionada, mantida ou esquecida a cada interagdo (Goodfellow; Bengio; Courville,
2016).

O funcionamento das portas pode ser descrito pelas seguintes equacgdes:
fe = U(Wf- [Ae—q, x¢] + bf) (1)

A equacao 1 representa a porta do esquecimento, essa porta decide quais
informacgdes da célula anterior c;_; devem ser descartadas. Valores f; proximos de O
representam esquecimentos, enquanto valores proximos a 1 representam retencao
de informagéao.

A porta de entrada representa quais informacdes serdo armazenadas na
célula:

ir = o(Wi.[he—y, xc] + by) (2)

Ce = tanh(W,. [he_y, %] + b;) (3)

Onde o vetor C, representa os novos candidatos de memdrias de longo prazo.
Durante a atualizacdo do estado da célula, a equagao 4 combina as
informacgdes que seréo adicionadas com as que serao esquecidas, resultando no novo
estado da célula, responsavel por armazenar informagao ao longo do tempo.
Ce = ft-Ceq + e Et) (4)

Por fim, a porta de saida define quais informagdes do estado da célula
serao transmitidas como saida para o proximo instante temporal.
0; = o(W,. [he—1, x¢] + bo) (5)

h, = o,.tanh (C,) (6)

O vetor h, representa o estado oculto da rede no tempo t.
Essa arquitetura em multiplas portas confere as LSTMs a capacidade de
armazenar dependéncias de longo prazo, filtrar ruidos e manter informacdes

relevantes mesmo em séries temporais extensas (Chollet, 2021).
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2.5 CLUSTERING E OTIMIZAGCAO LOGISTICA

O clustering (ou agrupamento) € uma técnica de aprendizado néo
supervisionado que visa agrupar dados semelhantes em conjuntos, ou clusters, com
base em suas caracteristicas. Métodos como K-Means e DBSCAN sdo amplamente
utilizados para realizar essa tarefa (Jain, 2010). No contexto da distribuigdo de ajuda
humanitaria, o clustering pode ser empregado para otimizar a localizagao dos centros
de distribuicdo de itens como alimentos, agua e medicamentos, a fim de garantir uma
resposta rapida e eficiente.

A otimizag&o logistica busca minimizar custos e maximizar a eficiéncia no
processo de distribuicdo. A aplicagao de técnicas de clustering para alocar centros de
distribuicdo permite a identificagdo de locais estratégicos que atendem a uma maior
quantidade de pessoas afetadas, ao mesmo tempo que minimizam o tempo e os
custos envolvidos na entrega de recursos (Balci & Beyhan, 2021). Estudos indicam
que o uso de modelos de clustering dindmico, combinados com algoritmos genéticos,
pode otimizar a distribuicdo de recursos de forma ainda mais eficaz (Oliveira et al.,
2023).

A otimizacgéao logistica e 0 uso de clustering desempenham um papel crucial
na melhoria da eficiéncia das operagbes de resposta humanitaria em desastres
naturais. Ambos os conceitos visam aumentar a eficacia no gerenciamento de
recursos e reduzir os custos associados a distribuicdo de suprimentos. O clustering é
uma técnica de agrupamento de dados que organiza elementos semelhantes em
grupos ou clusters, enquanto a otimizagao logistica envolve a aplicacédo de métodos
matematicos para maximizar a eficiéncia no transporte, alocagao e distribuicdo de
recursos. A combinagcdo dessas abordagens pode melhorar substancialmente a
eficacia das operagdes de ajuda em areas afetadas por desastres naturais (Balci &
Beyhan, 2021).

Em um cenario de desastre, as areas de maior necessidade podem ser
determinadas com base em dados como precipitacdo, intensidade do vento, e numero
de vitimas. Ao realizar o agrupamento dessas regides, as equipes de resgate podem
determinar as zonas prioritarias de intervencao e otimizar as rotas de distribuicdo de
recursos, como alimentos, agua potavel, medicamentos e materiais de resgate. O uso
de K-Means, por exemplo, pode agrupar areas afetadas de acordo com caracteristicas
como proximidade de vias de acesso, quantidade de danos em infraestrutura e
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densidade populacional, ajudando a alocar centros de distribuicdo de maneira mais
estratégica (Jain, 2010).

Além disso, o DBSCAN tem sido cada vez mais utilizado em situacdes de
emergéncia, pois é capaz de identificar areas de alta densidade (como zonas criticas)
e areas de baixa densidade (como regides menos afetadas), mesmo quando os dados
contém ruido (Zhu et al., 2019). A identificagdo de zonas de alta densidade é
particularmente util para otimizar a distribuicdo de recursos limitados, direcionando-os
para onde sdo mais necessarios.

Estudos demonstram que a integracdo de clustering e otimizagao logistica
pode reduzir significativamente os tempos de resposta e aumentar a cobertura das
areas afetadas (Balci & Beyhan, 2021). Uma aplicagao pratica desse modelo seria a
criagao de uma rede de centros de distribuicdo que sao estrategicamente localizados
nas areas identificadas pelo clustering, com rotas de transporte otimizadas para
minimizar custos e tempo de entrega.

O uso de algoritmos de aprendizado de maquina para prever areas de risco,
identificar padrées de demanda e otimizar a alocacéo de recursos em tempo real esta
se tornando uma area promissora. Modelos de aprendizado profundo, como as redes
neurais convolucionais (CNN) e redes neurais recorrentes (RNN), podem ser
empregados para processar grandes volumes de dados espaciais e temporais e,
assim, fornecer previsdes mais precisas e respostas logisticas mais rapidas (LI et al.,
2021).

2.5.1 K-MEANS: Um método de Clustering para Logistica Humanitaria

O K-Means é um dos algoritmos de clustering mais populares e amplamente
utilizados em diversas areas, incluindo a logistica humanitaria. Este método visa
particionar um conjunto de dados em K grupos, ou clusters, de forma que os dados
dentro de cada grupo sejam mais semelhantes entre si do que com os dados de outros
clusters. Ele é particularmente util em situagbes de desastres naturais, onde a
necessidade de identificar zonas de alta demanda e otimizar a distribuicdo de recursos
é urgente (Zhang et al., 2018).

Jain (2010) cita que o algoritmo K-Means segue uma abordagem iterativa para
minimizar a soma das distancias quadradas entre os pontos de dados e o centro de

seus respectivos clusters. O processo € composto por trés etapas principais:
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I.  Escolha dos centroides iniciais: Inicialmente, o numero de clusters (K)
€ definido e K pontos aleatérios sdo escolhidos como os centroides dos
clusters. Os centroides representam as médias dos pontos dentro de
um cluster;

[I.  Atribuicdo dos pontos aos clusters: Cada ponto de dados é entao
atribuido ao cluster cujo centroide esta mais proximo. Isso é feito com
base na distancia euclidiana entre os pontos e os centroides;

[ll.  Atualizacdo dos centroides: Apds a atribuicdo dos pontos, os
centroides dos clusters sao recalculados, tomando a média de todos
os pontos atribuidos a cada cluster. O algoritmo entdo repete os passos
de atribuicdo e atualizacio até que os centroides se estabilizem e néo

mudem significativamente;

O algoritmo da iteracdo realizada pelo método k-means pode ser

representada de acordo com a equacgao 7:

] = ii#k}l) ?(zx, X)) (7)

j=1k=1

onde D?(z, x;) representa a distancia euclidiana de x; para z, e zy, z,, z, ..., z; S&0
os centroides formados pelos clusters.

Uma das principais vantagens do k-means é sua simplicidade e rapidez, o que
o torna adequado para analise em tempo real em cenarios de desastre. Além disso, o
K-Means é capaz de lidar com grandes volumes de dados e é relativamente facil de
implementar, o que o torna uma escolha popular para a logistica humanitaria
(Davidson et al., 2017).

2.6 METRICAS DE AVALIAGAO

A classificacdo € uma empreitada complexa e multifacetada, conforme
destacado por Géron (2017), sendo frequentemente mais desafiadora do que avaliar
um regresso. Diversas ferramentas estao disponiveis para testar a qualidade de um
modelo de classificacdo, com métricas especificas que oferecem insights sobre seu
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desempenho. Algumas dessas métricas incluem R-Quadrado, RMSE (Raiz do Erro
Quadratico Médio), MAE (Erro Absoluto Médio) e MAPE (Erro Percentual Absoluto
Médio).

2.6.1 RMSE - Raiz do Erro Quadratico Médio

A raiz do erro quadratico médio (RMSE), ou Root Mean Square Error € o erro
quadratico entre as observagdes reais e a previsao no conjunto dos dados.

Conforme mencionado por Chai e Draxler (2014), a escolha dessa métrica é
mais apropriada quando a distribuicdo dos erros do modelo se assemelha a uma
distribuicdo gaussiana. Isso é particularmente util para evitar que tendéncias de erro,
ocasionadas por outliers, influenciem excessivamente a soma total dos erros

O RMSE é calculado da seguinte forma:

n
1 N (8)
RMSE = |~ (= 9,)?
i=1

onde y; representa o valor observado, y; o valor previsto e n o numero total de
observacgoes.

Valores de RMSE préximos de zero indicam maior precisao e melhor ajuste do
modelo aos dados reais, enquanto valores mais altos sugerem maior dispersao dos
erros € menor capacidade de generalizagdo (Hyndman; Koehler, 2006). De acordo
com Brownlee (2020), o RMSE é particularmente util quando se deseja identificar a

sensibilidade do modelo a grandes desvios
2.6.2 MAE - Erro Médio Absoluto

O Erro Médio Absoluto (MAE), ou Mean Absolute Error em inglés, € uma
métrica que calcula a média da diferenga absoluta entre os valores reais e os valores
previstos. Essa métrica considera o valor absoluto das diferengas, levando em conta
tanto valores positivos quanto negativos. Conforme explicado por Hastie et al. (2009),
o MAE é menos sensivel a outliers nos dados em comparagao com o Erro Quadratico
Médio (MSE) e pode ser mais apropriado para problemas nos quais erros maiores nao

sdo tao criticos quanto erros menores.
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A sensibilidade reduzida a outliers do MAE € uma caracteristica valiosa em
situagcbes em que observagbes extremas podem distorcer significativamente as
meétricas de desempenho. Essa métrica proporciona uma visdo mais equilibrada da
precisdo do modelo, considerando a magnitude absoluta dos erros, o que é
particularmente util quando erros maiores nao tém um impacto desproporcionalmente
maior do que erros menores.

Além disso, ao adotar o MAE, os resultados podem ser interpretados de
maneira mais intuitiva, pois representa a média das diferencas absolutas entre as
previsdes e os valores reais. Isso pode facilitar a compreenséo do impacto dos erros
do modelo e fornecer uma medida mais realista da qualidade de suas previsdes,
especialmente em situacdes em que é fundamental minimizar desvios absolutos.

A equacédo 9 apresenta o calculo do MAE:

n
1
MAE = ;Z lyi — il 9)
i=1

em que y; € o valor real, y; € o valor previsto e n 0 numero total de observagoes.
Segundo Gerén (2023), valores baixos de MAE indicam previsbes mais
proximas dos valores reais, sendo possivel interpretar o resultado em termos

percentuais quando os dados estao normalizados.
2.7 CONSIDERACOES FINAIS DO CAPITULO.

Neste capitulo, foram discutidos os principais conceitos relacionados a
previsao de desastres naturais e a logistica humanitaria, com destaque para o uso de
redes neurais, como LSTM, e técnicas de clustering. A previsao precisa de eventos
climaticos extremos, por meio de redes neurais, possibilita uma antecipagao mais
eficaz das necessidades de intervencao e otimizacdo das operagdes de resposta.
Além disso, o uso de clustering, como o método K-Means, auxilia no agrupamento de
areas afetadas por caracteristicas geograficas e infraestruturais, facilitando a
identificacdo de zonas prioritarias e a alocacao estratégica de recursos essenciais.

A otimizagao logistica, combinada com o clustering, oferece uma solugao
eficiente para a gestdo de centros de distribuigao e rotas de transporte, reduzindo o
tempo de resposta e os custos envolvidos. A integragdo dessas abordagens

tecnologicas pode transformar a logistica humanitaria em desastres naturais,
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garantindo uma resposta mais agil, eficiente e precisa, o que resulta em uma ajuda
mais eficaz para as populacbes impactadas. Assim, o uso dessas ferramentas
contribui significativamente para a melhoria da capacidade de resposta em situagdes

de emergéncia.
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3METODOLOGIA

A relevancia da metodologia em um trabalho cientifico esta associada a
necessidade de um suporte tedrico consistente, o qual envolve a escolha da
abordagem de pesquisa mais apropriada para responder aos objetivos propostos,
assim como a definicdo dos métodos e técnicas mais adequados para orientar seu
desenvolvimento e execucéo (Miguel, 2007).

Este trabalho adota uma abordagem quantitativa, estruturada como um
estudo de caso aplicado ao estado de Santa Catarina, com énfase em modelagem

preditiva (LSTM) e analise de clusterizagdo para suporte a logistica humanitaria.

3.1 MATERIAL E METODOS

O estudo tera como fonte de informagdes o banco de dados da Secretaria
Nacional de Defesa Civil de Santa Catarina (SEDEC/SC), de onde foi obtido
informacdes dos eventos entre o periodo de 2013 até 2023.

Os dados obtidos foram solicitados através do canal de comunicagao
disponivel no portal e recebidos em formatos de planilha contendo as seguintes
informagdes: Municipio, Microrregidao, evento ocorrido, item de assisténcia
humanitaria disponibilizado assim como a quantidade e a data de ocorréncia.

Os dados disponibilizados correspondem a 447 eventos relatados entre junho
de 2013 até marco de 2023.

Para manipulagdo, analise e modelagem dos dados obtidos através das
fontes citadas anteriormente sera utilizado a linguagem de programacao PYTHON,

comumente utilizada para o desenvolvimento da trabalhos computacionais e graficos.

3.1.1 Abordagem Quantitativa

Esta pesquisa adota uma abordagem quantitativa, na mensuragao objetiva de
variaveis, na formulacdo e no teste dedutivo de hipéteses e no uso de técnicas
estatisticas para garantir validade, confiabilidade e replicabilidade dos resultados
(Lakatos; Marconi, 2010).
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3.1.2 Estudo de Caso

O estudo de caso € uma estratégia de pesquisa qualitativa que permite uma
analise profunda e contextualizada de um fenbmeno em particular (Yin, 2015). No
presente trabalho, o estudo de caso envolve a analise de desastres de Santa Catarina.

Segundo Gil (2019), o estudo de caso é particularmente util quando se
pretende realizar uma investigagado detalhada de um fenbmeno que ndo pode ser

totalmente compreendido fora de seu contexto.

3.2 PROCEDIMENTOS METODOLOGICOS

As etapas metodolégicas para elaboragdo deste trabalho formam

desenvolvidas de acordo com o fluxograma da Figura 4.

Figura 4 - Etapas metodolégicas

Defincgo dotemae | | poicao niograica || COt@ organizacoe | | CERERED T
objetivos 3 g | tratamento dos dados &
para o estudo
N&o
A
_Obten(%ao - Apl{cen_gao e Sim | Obteve resultados Aplicagio do.s =
discusséo dos - métricas de <1 ‘ <3 modelos de previstes
condizentes?
resultados desempenho propostos

Fonte: Autor

O trabalho inicia-se com a defini¢cao clara do tema e objetivos, estabelecendo
o escopo da pesquisa. E importante definir claramente o escopo do trabalho,
identificando qual é o problema a ser investigado e estabelecendo os objetivos do
estudo.

A revisao de literatura consiste em pesquisar e reunir informacdes relevantes
sobre o tema, como métodos semelhantes ja aplicados, estudos que tratam de
previsoes utilizando redes neurais e analises de desastres. Essa fase fornece a base
tedrica para o desenvolvimento da pesquisa.
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A etapa seguinte envolve a coleta, revisédo e tratamento de dados, onde s&o
adquiridos os dados relevantes para o estudo, sendo avaliada sua qualidade e
consisténcia. Nesse processo, sao identificadas as variaveis relevantes para a
pesquisa.

A aplicagdo dos modelos de previsdes € entdo realizada, utilizando técnicas
adequadas ao objetivo do estudo e observado os resultados obtidos e analisado se
tais resultados condizem com o esperado.

Apos a aplicagao dos modelos, verifica-se se os resultados obtidos estdo
dentro das expectativas e sdo condizentes com a realidade observada. Caso nao
sejam, € necessario retornar as etapas anteriores para ajustar o modelo ou revisar 0s
dados.

Posteriormente, as métricas de avaliacdo sdo aplicadas para mensurar a
eficacia dos modelos em relacdo aos dados observados.

Os resultados obtidos s&o, entdo, discutidos em profundidade,
contextualizando-os com a revisdo bibliografica e as variaveis identificadas. Essa
metodologia abrangente visa garantir uma abordagem sistematica, desde a
formulacao dos objetivos até a interpretagao e discussao dos resultados, contribuindo

para a validade e robustez da pesquisa.

3.3 DELIMITACOES

O trabalho aborda todos os dados fornecidos do ano de 2013 até 2023.
Contemplando apenas as informagbes quantitativas em relagdo as catastrofes
ocorridas.

O escopo deste trabalho abrange somente uma andlise dos desastres
ocorridos no estado de Santa Catarina.

O presente trabalho consiste em aplicar o modelo de rede neurais do tipo Long
Short-Term Memory (LSTM) sobre os indicadores de desastres, realizar avaliagdes
através de métricas, entretanto ndo tem como objetivo aferir modificagbes e tomadas
de decisdes baseadas nos resultados obtidos.

Esta pesquisa depende da qualidade e disponibilidade dos dados
meteorologicos e de desastre. Limitagdes como registros incompletos, baixa
resolucao temporal ou inconsisténcias em fontes publicas podem influenciar os

resultados.
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4ESTUDO DE CASO

Este capitulo especifica as etapas para o desenvolvimento deste estudo,
descrevendo os passos para analise e aplicacdo do modelo de previsdo proposto
em conjunto com o método de clusterizagdo. As etapas abordadas s&o

representadas na figura a seguir:

Figura 5 - Fluxo do projeto

Limpeza e
Coleta de dados tratamento dos Analise exploratéria
dados

4

i Aplicagdo do
Criagdo dos modelo de redes
Clusters
neurais

Fonte: Autor

Analise dos
resultados

41 COLETA E TRATAMENTO DE DADOS

Para a etapa de coleta de dados foram acessados os acervos da Secretaria
Nacional de Protecao e Defesa Civil (SEDEC), de onde foram obtidas as informacdes
referentes ao periodo entre 2013 e 2023 dos eventos para treino do modelo de
previsao, do estado de Santa Catarina.

Os dados obtidos sao fornecidos com informagdes referentes ao municipio,
microrregiao e tipo de desastre ocorrido, além da data de ocorréncia. Outros dados
também sao disponibilizados como material de apoio para os afetados, bem como
quantidade e custo dos materiais.

Para o treinamento do modelo de redes neurais foram filtrados apenas as
colunas necessarias para treinamento, sendo elas os municipios, os eventos ocorridos

e a data de ocorréncia, em seguida efetuado uma verificagdo dos dados obtidos.
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O pré-processamento de dados é o processo de avaliar, filtrar, transformar e
codificar dados para que um algoritmo de aprendizado de maquina possa
compreendé-los. O principal objetivo do pré-processamento de dados € eliminar
problemas como valores ausentes e melhorar a qualidade dos dados (Lakefs, 2023).

A determinacdo adequada dos dados tem alto impacto na performance de
modelos de aprendizagem de maquina (Witten; Frank; Hall, 2016)

Para utilizagdo destes dados, inicialmente foi realizado uma limpeza
removendo linhas com valores nulos para nao prejudicar o treinamento, em sequéncia
adequacgao das unidades e mapeamento dos eventos para unidades quantitativas,

através do script ilustrado na figura 6:

Figura 6 - Mapeamento e limpeza dos dados

DATE COL = “"Data"
TARGET _COL = "Evento”
FEATURE_COLS = ["municipio]

df[DATE COL] = pd.to datetime(df[DATE COL], errors="coerce")
df = df.dropna(subset=[DATE COL]).sort values(DATE_COL)

df[TARGET COL] = df[TARGET COL].astype(str).str.strip()

labels = list(pd.unigue(df[TARGET COL]))

label to id = {1bl: i for i, 1bl in enumerate(labels)}

id to label = {i: 1bl for 1bl, i in label to id.items()}
df["Evento_id"] = df[TARGET COL].map(label to id).astype("int32")

print("Mapeamento (id -»> label):™)
for i in range(len(labels)):

print(f" {i} -> {id_to_label[i]}")

df.head(10)

Fonte: Autor

A figura 7 ilustra 0 mapeamento de eventos:

Figura 7 - Mapeamento dos eventos
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municipio Evento Data Evento id
0 Trés Barras Enxurrada 2013-06-26 0
1 Mafra Enxurrada 2013-06-26 0
2  Porto Unido Enxurrada 2013-06-26 0
3 Trés Barras Enxurrada 2013-07-01 0
4 Canoinhas  Inundacdo 2013-07-01 1
5 Irinedpolis  Inundacdo 2013-07-01 1
6 Porto Uniéo Enxurrada 2013-07-01 0
7 S&o Joaguim Inundacdo 2013-07-24 1
8 Ararangua Inundacdo 2013-08-26 1
9 Cacador Alagamento 2013-09-22 2

Fonte: Autor

4.2 ANALISE EXPLORATORIA

Através de uma analise exploratéria € possivel visualizar e identificar as
caracteristicas dos dados utilizados e examinar as variaveis relevantes (McKinney,
2017).

Graficos de séries temporais sao utilizados para identificar padrbes sazonais,
tendéncias e possiveis anomalias que ocorrem nos dados ao longo do tempo. A
aplicagao conjunta dessas técnicas possibilita uma compreensao mais aprofundada
da dindmica temporal dos fenbmenos analisados, contribuindo para a extracado de
insights relevantes sobre o comportamento dos dados (Chatfield, 2004).

A Figura 8 apresenta a quantidade eventos mensais de 2013 a 2023:

Figura 8 - Eventos mensais
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Fonte: Autor

Chuvas intensas foram os eventos mais expressivos no periodo analisado

neste estudo, como apresentado pela figura 9:

Figura 9 - Frequéncia de eventos
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Fonte: Autor
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Segundo a anadlise da figura 10, representando os municipios com mais

eventos extremos, a cidade de Mafra apresenta destaque:

Figura 10 - Quantidade de eventos por municipio
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Fonte: Autor

4.3  APLICAGAO DE REDES NEURAIS

4.3.1 Features e Normalizagao

Segundo Kamber e Pei (2022) a escolha adequada das variaveis influencia
na capacidade preditiva da rede neural, pois cada variavel contribui informacdes
especificas sobre o comportamento do fendbmeno analisado.

Para este modelo foram escolhidos os eventos € municipios como features,

ilustrados na figura a seguir.
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Figura 11 — Features

base cols = feature cols + [args.target col]
data = df[base cols].copy()

non_numeric_feats = [c for ¢ in feature cols if not is numeric dtype(data[c])]
if non numeric feats:

print("[INFO] Aplicando one-hot em features nao numéricas:”, non_numeric_feats)
data = pd.get dummies(data, columns=non_numeric_feats, drop first=False)

Fonte: Autor

Apos a escolha das variaveis, foi aplicado o processo de normalizacdo dos
dados. A normalizagdo ajusta os valores para uma mesma escala, evitando que
variaveis com magnitudes diferentes exergam influéncia desproporcional sobre o
treinamento (Géron, 2023). Nesse modelo, utilizou-se a técnica de Min-Max Scaling,
que transforma os dados para o intervalo entre 0 e 1. A figura 12 apresenta sua

normalizagao e escala.

Figura 12 - Normalizacao e escala

# Escalonamento (MinMax @-1) de todas as colunas
scalers = {}
for ¢ in data.columns:
s = MinMaxScaler()
data[c] = s.fit_transform(data[[c]])
scalers[c] = s

Fonte: Autor

4.3.2 Janelamento Temporal

O janelamento temporal € uma técnica utilizada para transformar séries
temporais em conjuntos de dados supervisionados. Essa abordagem cria janelas
deslizantes que permitem ao modelo aprender padrées de dependéncia temporal
entre observacdes passadas e valores futuros (Brownlee, 2020).

O parametro Lookback sao as observagodes histéricas do modelo e horizon é

o evento subsequente previsto, descrito na figura a seguir.

Figura 13 - Janelamento temporal
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# Construcao das janelas

features_used = [c¢ for c in data.columns if c l= args.target col]

X _all = data[features used].values if features used else data[[args.target col]].values
y_all = data[args.target col].values

X seq, y seq = make sequences(X all, y all, args.lookback, args.horizon)

Fonte: Autor

4.3.3 Split Temporal

A divisdo dos dados em conjuntos de treinamento e teste € um método padréo
na modelagem preditiva. No entanto, em problemas temporais, essa divisdo deve
respeitar a ordem cronoldgica das observacdes, evitando que o modelo seja treinado
com informacgdes futuras, esse método também evita o problema de data leakage,
situacdo em que o modelo tem acesso, a informacdes do futuro, o que poderia inflar
artificialmente sua acuracia (Géron, 2023).

Nesta etapa foi alocado 70% dos dados para treinamento do modelo, 15%

para teste e 15% para validagao.

Figura 14 - Split temporal

p.add argument("--val-size", type=float, default=e.15, help="Propor¢do para valida¢do (final da série)")
p.add argument("--test-size", type=float, default=e.15, help="Propor¢do para teste (final da série)")

# Split temporal

n = len(X seq)

n_test = int(n * args.test size)

n_val = int(n * args.val size)

n train = n - n val - n_test

if n_train <= @ or n_val <= @ or n_test <= @:
print("[ERRO] Particac invalida. Ajuste val-size/test-size.", file=sys.stderr)
sys.exit(1)

X train, y train = X seq[:n_train], y_seq[:n_train]

X val, y val = X seq[n_train:n_train+n_val], y seq[n _train:n _train+n_val]
X test, y test = X seq[n train+n_val:], y seq[n _train+n val:]

Fonte: Autor

4.3.4 Modelo LSTM

As LSTMs utilizam unidades de memadria compostas por portas de entrada,
esquecimento e saida, que controlam o fluxo de informacgdes relevantes e descartam

by

padroes temporais irrelevantes. Essa estrutura permite a rede armazenar e reter
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informacgdes importantes ao longo de longos periodos, tornando-a adequada para
analise de séries temporais e previsdo de eventos complexos (Goodfellow; Bengio;
Courville, 2016).

Para este modelo a rede foi composta por camadas LSTM empilhadas,

seguidas por camadas densas para a saida preditiva, ilustrado na figura 15.

Figura 15 - Modelo LSTM

# oo Modelo --------

model = models.Sequential()

# Entrada explicita baseada no shape do treino

model.add(layers.Input(shape=X train.shape[1:]))

for i in range(args.lstm layers):
return_sequences = (i < args.lstm layers - 1)
model.add(layers.LSTM(args.lstm units, return_sequences=return_sequences))
model.add(layers.Dropout(args.dropout))

model .add(layers.Dense(1))

opt = tf.keras.optimizers.Adam(learning rate=args.1lr)
model.compile(optimizer=opt, loss="mse", metrics=[tf.keras.metrics.MeanAbsoluteError(name="mae")])

es = callbacks.EarlyStopping(monitor="val loss", patience=15, restore best weights=True)
rlrop = callbacks.Reducel ROnPlateau(monitor="val loss", factor=0.5, patience=5)
hist = model.fTit(

X train, y train,

validation data=(X val, y val),

epochs=args.epochs,

batch size=args.batch size,

callbacks=[es, rlrop],
verbose=1

Fonte: Autor

O cddigo completo para elaboragdo da modelagem obtengao dos graficos

acima encontra-se no apéndice A.

4.4 CRIACAO DOS CLUSTERS

Para a criagao dos clusters foi utilizado o método k-means através dos dados
obtidos pelo modelo de previsao de redes neurais, devido a sua robustez, eficiéncia,
e ampla utilizacdo em estudos similares na literatura para modelos geograficos (Lima
et al, 2014).

A determinacdo do numero 6timo de cluster € importante pois influencia

diretamente na interpretacédo dos resultados obtidos (Han; Kamber; Pei, 2022). Para
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a escolha do valor ideal de K, utilizou-se o método do cotovelo, uma técnica
amplamente empregada em analises de clusterizagdo (Kodinarias; Gad, 2013).
Segundo observado pela figura 16, o ponto de inflexdo, ou valor 6timo de k foi

de valor 4:

Figura 16 - Escolha do k 6timo

Método do Cotovelo — Inércia por K
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Numero de Clusters (K)

Fonte: Autor

O codigo para obtengao dos clusters e determinagao do valor 6timo de k esta

presente no apéndice B.

45 RESULTADOS E DISCUSSOES

Para execugao do modelo foram utilizados os seguintes argumentos padrdes,

de acordo com a figura 17:

Figura 17 - Argumentos para previséo
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"--file", required=True, help="Caminho para .xlsx ou .csv")

"--sheet", type=int, default=e, help="Indice da planilha (se Excel)")

"--date-col”, required=True, help="Nome da coluna de data")

"--target-col”, required=True, help="Nome da coluna alvo (ex.: Evento, ocorrencias)™)

"--feature-cols”, default="", help="Colunas de features separadas por virgula (opcional)")

"--freq"”, default=None, help="Reamostrar para freguéncia (ex.: D, W, M) — opcional"™)
"--fill", default="ffill", choices=["ffill", "bfill", "zero", "mean"], help="Preenchimento de faltantes")
"--lookback"”, type=int, default=3@, help="Passos histéricos")

"--horizon™, type=int, default=1, help="Passos a frente para prever")

"--val-size", type=float, default=8.15, help="Propor¢ao para validacdo (final da série)")
"--test-size", type=float, default=e.15, help="Proporcac para teste (final da série)")

"--epochs”, type=int, default=50)

"--batch-size", type=int, default=32)
"--1stm-units”, type=int, default=64)
"--1stm-layers”, type=int, default=1)
"--dropout”, type=float, default=0.2)

"--1r", type=float, default=le-3)

"--model-out”, default="modelo_ lstm.keras")

"--plot-out”, default="treino performance.png™)

rgs = p.parse_args()

Fonte:

Autor
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Os resultados obtidos pelo modelo de redes neurais através do método LSTM

foram elaborados alterando os valores padrbes de lookback, horizon e epoch e

verificando os resultados da predigao, desta maneira os seguintes parametros para

execucgao do cédigo forma os que obtiveram melhores resultados:

Tabela 1 - Parametros para execugao

Parametros Valores
date-col Data
target-col Evento
feature-cols Municipio
Lookback 30
Horizon 1
Epoch 50
Fonte: Autor

Dada os parametros inseridos, o modelo presentou os resultados reais em

comparagao aos previstos, de acordo com a figura 18.

Figura 18 - Teste de previsao
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Fonte: Autor

E o histdrico de treino ilustrado na figura 19.

Figura 19 - Histérico de treino
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Fonte: Autor
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Analisando os resultados encontrados € possivel observar que o grafico de
teste de previsdbes em comparacdo com os valores reais se aproximou de maneira
similar.

Da mesma maneira, no grafico de historico de treino, o valor da perda é
reduzido tomando como valor 50 para o parametro Epoca.

Outro resultado que corrobora o resultado do modelo sdo as métricas de

avaliacao da Tabela 2:

Tabela 2 - Métricas de avaliacao

Métricas Valor
MAE (normalizado) 0.1349
RMSE (normalizado) 0.1868
MAE (original) 1.3495
RMSE (original) 1.8686

Fonte: Autor

Onde o MAE normalizado apresentou erro absoluto médio de 0,13 ou 13%,
considerado precisao alta, assim como o resultado da métrica RMSE normalizado,

com valores de 0,19 ou 19% considerado moderado.

O resultado obtido através do modelo de clusterizagdo pelo método k-means
apresenta a formacéao de 4 clusters, como visto na figura 20, de acordo com a escolha

embasada pelo método do cotovelo.

Figura 20 - Clusterizagcado dos eventos
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A distribuicdo dos eventos para o cluster 0 a apresentou maiores incidéncias de

chuvas intensas e estiagem, como visto na tabela 3.

Tabela 3 - Distribui¢cao cluster 0

Cluster 0
Evento Média
Chuvas Intensas 0,4444444
Estiagem 0,4444444
Granizo 0,1111111

Fonte: Autor
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No cluster 1, o evento de chuvas intensas obteve a maior proporgédo, de acordo com

a tabela 4.

Tabela 4 - Distribuicao cluster 1

Cluster 1
Evento Média
Chuvas Intensas 0,7142857
Estiagem 0,2857143

Fonte: Autor

Na distribuicdo do cluster 2, chuvas intensas obteve maior proporgao, como visto na

tabela 5.

Tabela 5 - Distribui¢ao cluster 2

Cluster 2
Evento Média
Chuvas Intensas 0,4285714
Estiagem 0,2857143
Ganizo 0,2857143

Fonte: Autor

Na tabela 6, o cluster 3, chuvas intensas apresentou maior proporgédo, dentre os

eventos como estiagem e granizo.

Tabela 6 - Distribui¢cao cluster 3

Cluster 3
Evento Média
Chuvas Intensas 0,5
Estiagem 0,3666667
Granizo 0,1333333

Fonte: Autor
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Observa-se que os modelos resultaram em clusters onde o evento chuvas
intensas predominam, com excegao do cluster 0, onde chuvas intensas e estiagem
sdo predominantes em sua maioria. E possivel observar também que no cluster 1
houve uma aglomeracdo maior de eventos.

A aplicagdo do algoritmo K-Means aos municipios de Santa Catarina,
utilizando como base os resultados gerados pelo modelo de previsao, possibilitou a
formacéao dos quatro clusters distintos.

Para visualizar essa segmentagdo territorial, foi realizado o
georreferenciamento dos municipios, a partir da obtengdo das coordenadas
geograficas (latitude e longitude) de cada localidade. Esse procedimento permitiu
incorporar a distribuicdo espacial na analise e identificar quais municipios pertencem
a cada cluster. Dessa forma, o modelo agrupou regides com comportamentos
semelhantes e também permitiu visualizar espacialmente esses padroes, favorecendo
a interpretacao regional.

A figura 21 representa a georreferenciagdo dos municipios presentes na
formacéao de cada cluster diferenciado por coloragao.

O cluster 0 representa os municipios do norte e planalto norte do estado, em
azul. Ja em vermelho, representando a regido oeste esta o cluster 1. Em sequéncia,
o cluster 2, engloba os municipios do sul do estado e encosta da serra, evidenciado
na coloragao rosa. Por ultimo, o cluster 3 que reune municipios localizados na faixa
litordnea centro-norte, em parte do Médio Vale do Itajai e na regido da Grande

Florianopolis.

Figura 21 - Georreferenciamento dos clusters por municipio
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5CONCLUSOES E TRABALHOS FUTUROS
51 CONCLUSOES

O presente trabalho teve como propésito desenvolver um modelo de previséo
de desastres naturais para o estado de Santa Catarina, utilizando redes neurais do
tipo Long Short-Term Memory (LSTM) e técnicas de clusterizagdo voltadas a

otimizagéao logistica na resposta a eventos extremos. Ao longo do estudo, foi possivel
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demonstrar o potencial das abordagens computacionais aplicadas a gestao de riscos
climaticos.

A andlise do histérico de desastres naturais em Santa Catarina permitiu
compreender a distribuicido temporal e espacial dos eventos, identificando padrdes
relevantes e evidenciando a influéncia de fatores climaticos.

Em seguida, procedeu-se a coleta, organizagdo e preparagao dos dados
historicos, garantindo sua adequagao para o uso em redes neurais. As etapas de
selecao de variaveis, normalizagio, tratamento de valores ausentes e construgéo de
janelas temporais permitiram estruturar os dados para utilizagdo na arquitetura LSTM.

O desenvolvimento e a avaliagdo do modelo LSTM demonstraram sua
capacidade de prever eventos climaticos. As métricas obtidas indicaram que o modelo
tem potencial de antecipar variacdes relevantes no comportamento climatico,
reforcando sua aplicabilidade como ferramenta de apoio a tomada de decisdo em
contextos de gestéo de risco.

Por fim, a aplicagdo do algoritmo K-Means possibilitou agrupar os municipios
catarinenses com base nas caracteristicas espaciais dos eventos previstos. O
georreferenciamento permitiu integrar o componente territorial ao processo de analise,
facilitando a identificacéo de regides com perfis de risco semelhantes. Esses clusters
oferecem suporte a otimizagdo logistica, auxiliando na distribuicdo estratégica de
recursos emergenciais e no planejamento de acbes preventivas de forma
regionalizada.

Dessa forma, conclui-se que a integragdo entre modelos de previsao
baseados em aprendizado profundo e técnicas de clusterizagdo representa uma
abordagem promissora para aprimorar a capacidade de antecipagao e resposta a
desastres naturais em Santa Catarina. Embora ainda existem desafios relacionados a
disponibilidade, precisao e granularidade dos dados, os resultados obtidos reforgam
o potencial dessas metodologias para reduzir impactos sociais, econémicos e
ambientais, contribuindo para politicas publicas mais eficientes e para o fortalecimento
da resiliéncia das comunidades vulneraveis.

Em conclusao, foi observado que o método de redes neurais emerge como
uma ferramenta relevante para aprimorar a capacidade de previsdo em diversos
setores. Sua capacidade de analisar grandes volumes de dados, identificar padroes
complexos e adaptar-se dinamicamente a mudangas nas condi¢gdes oferece uma

abordagem agil e eficiente para antecipar cenarios futuros.
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Da mesma forma, a utilizacdo de modelos como a clusterizagao
desempenham um papel crucial no contexto de otimizagdo de recursos e agilidade
nas demandas, como € o caso abordado neste estudo, de maneira que estar
geolocalizado estrategicamente significa um atendimento mais eficaz as pessoas
atingidas por eventos extremos e aos danos ocasionados.

A revisao bibliografica desempenhou um papel importante ao contextualizar o
estudo dentro do conhecimento existente e forneceu uma base teérica necessaria.

E possivel observar que apesar dos resultados obtidos pelo modelo de
predigdo apresentar valores expressivos em relagao as métricas de analise (MAE 13%
e RMSE 19%) a parametrizagao dos clusters, com o k étimo apresentou uma grande

area nao ocupada pelo modelo.

5.2 TRABALHOS FUTUROS

Embora o modelo desenvolvido neste trabalho tenha apresentado resultados
satisfatorios na previsdo de desastres naturais € na segmentacao territorial via
clusterizacdo, diversas oportunidades de aprimoramento e aprofundamento se
apresentam para pesquisas futuras.

Em primeiro lugar, recomenda-se a ampliagcédo da base de dados utilizada,
incorporando variaveis meteoroldgicas e ambientais de maior granularidade, como
indices de instabilidade atmosférica, pressdo atmosférica, velocidade do vento,
umidade relativa, dados de radar meteoroldgico e imagens de satélite. A incluséo
dessas variaveis pode aumentar a capacidade preditiva do modelo LSTM e permitir a
identificacdo de padroes mais complexos relacionados a formagao de eventos
extremos.

Além disso, estudos futuros podem explorar arquiteturas mais avangadas de
aprendizado profundo, ou ainda modelos hibridos que combinem redes neurais com
algoritmos estatisticos de séries temporais. Essas abordagens podem melhorar o
desempenho, reduzir o tempo de treinamento e lidar de forma mais eficiente com
variagdes espaciais e temporais dos dados.

Outra possibilidade relevante consiste na realizacao de validagdes temporais
mais robustas, como testes sazonais, validagdo cruzada para séries temporais e
analises de sensibilidade que permitam avaliar o comportamento do modelo frente a

diferentes cenarios climaticos. Da mesma forma, integrar dados em tempo real por
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meio de APIs meteorologicas poderia transformar o modelo em uma ferramenta
operacional de monitoramento continuo.

Por fim, sugere-se integrar os resultados obtidos em plataformas interativas
de geovisualizagdo, como dashboards em Power Bl, ArcGIS, QGIS, permitindo que
gestores publicos e equipes técnicas possam consultar previsdes, identificar zonas de

risco e priorizar agdes de forma mais intuitiva e eficiente.
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APENDICE A - CODIGO REDES NEURAIS LSTM

import argparse

import sys

from pathlib import Path
import math

import numpy as np
import pandas as pd

import tensorflow as tf
from keras import layers, callbacks, models

from sklearn.preprocessing import MinMaxScaler
from sklearn.metrics import mean_absolute_error, mean_squared_error

import matplotlib.pyplot as plt

def make sequences(X: np.ndarray, y: np.ndarray, lookback: int, horizon: int):
Xs, ys = [1, []
for i in range(len(X) - lookback - horizon + 1):
Xs.append(X[i : i + lookback])
ys.append(y[i + lookback + horizon - 1])
return np.array(Xs), np.array(ys)

def main():

p = argparse.ArgumentParser(description="Treinar LSTM para predic¢do (genérico)
com pré-processamento robusto.")

p.add_argument("--file", required=True, help="Caminho para .xlsx ou .csv"

p.add_argument("--sheet", type=int, default=0, help="Indice da planilha (se
Excel)")

p.add_argument("--date-col", required=True, help="Nome da coluna de data")

p.add_argument("--target-col"”, required=True, help="Nome da coluna alvo (ex.:
Evento, ocorrencias)")

p.add_argument("--feature-cols", default=
separadas por virgula (opcional)")

p.add_argument("--freq", default=None, help="Reamostrar para frequéncia (ex.:
D, W, M) — opcional™)

p.add _argument("--fill", default="ffill", choices=["ffill", "bfill", "zero",
"mean"], help="Preenchimento de faltantes")

p.add_argument("--lookback", type=int, default=30, help="Passos histdéricos")

p.add_argument("--horizon", type=int, default=1, help="Passos a frente para
prever")

p.add_argument("--val-size", type=float, default=0.15, help="Propor¢do para
validag¢ao (final da série)")

, help="Colunas de features
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p.add_argument("--test-size", type=float, default=0.15, help="Propor¢ao para
teste (final da série)")
.add_argument("--epochs", type=int, default=50)
.add_argument("--batch-size", type=int, default=32)
.add_argument("--1stm-units", type=int, default=64)
.add_argument("--1stm-layers", type=int, default=1)
.add_argument("--dropout", type=float, default=0.2)
.add_argument("--1r", type=float, default=le-3)
.add_argument("--model-out"”, default="modelo lstm.keras")
.add_argument("--plot-out"”, default="treino_performance.png")
args = p.parse_args()

T T T T T T T T

path = Path(args.file)

if not path.exists():
print(f"[ERRO] Arquivo ndo encontrado: {path}", file=sys.stderr)
sys.exit(1)

# Carregar dados
if path.suffix.lower() in [".x1lsx", ".x1s"]:

df = pd.read_excel(path, sheet_name=args.sheet, engine="openpyxl")
else:

df = pd.read_csv(path)

# Checagens bdsicas
if args.date_col not in df.columns:
print(f"[ERRO] Coluna de data '{args.date_col}' ndo encontrada. Colunas:
{list(df.columns)}", file=sys.stderr)
sys.exit(1)
if args.target_col not in df.columns:
print(f"[ERRO] Coluna alvo '{args.target _col}' ndo encontrada. Colunas:
{list(df.columns)}", file=sys.stderr)
sys.exit(1)

feature_cols = [c.strip() for c in args.feature cols.split(",") if c.strip()]
for ¢ in feature_cols:
if ¢ not in df.columns:
print(f"[ERRO] Feature '{c}' nao encontrada nas colunas.",
file=sys.stderr)
sys.exit(1)

# Preparar data

df[args.date _col] = pd.to_datetime(df[args.date col], errors="coerce")
df = df.dropna(subset=[args.date col]).sort values(args.date col)

df = df.set_index(args.date_col)

if args.freq:
agg = {args.target_col: "sum"
for ¢ in feature_cols:
agg[c] = "mean"
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df = df.resample(args.freq).agg(agg)

if args.fill == "ffill":
df = df.ffill()
elif args.fill == "bfill":
df = df.bfill()
elif args.fill == "zero":
df = df.fillna(9)
else:
df = df.fillna(df.mean(numeric_only=True))

#o-------- Alvo categérico -> numérico --------
from pandas.api.types import is_object_dtype, is_string dtype,

is_categorical _dtype

target_mapping = None
if is_object dtype(df[args.target_col]) or

is_string dtype(df[args.target_col]) or is_categorical dtype(df[args.target_col]):

non

non

df[args.target_col] = df[args.target_col].astype(str).str.strip()
unique_vals = list(pd.unique(df[args.target_col]))
mapping = {val: idx for idx, val in enumerate(unique_vals)}
target_mapping = mapping.copy()
print("[INFO] Mapeamento categérico -» numérico da coluna alvo:")
for k, v in mapping.items():
print(f"  {k} - {v}")
df[args.target _col] = df[args.target col].map(mapping).astype("float32")

# ommmmmm- Features: one-hot em nao numéricas --------
from pandas.api.types import is_numeric_dtype
base_cols = feature_cols + [args.target_col]

data = df[base cols].copy()

non_numeric_feats = [c for c in feature_cols if not is numeric_dtype(data[c])]
if non_numeric_feats:
print("[INFO] Aplicando one-hot em features ndao numéricas:",

_numeric_feats)

data = pd.get dummies(data, columns=non_numeric_feats, drop_first=False)

non_numeric_any = [c for c in data.columns if not is numeric_dtype(data[c])]
if non_numeric_any:
print("[AVISO] Removendo colunas nao numéricas ainda presentes:",

_numeric_any)

data = data.drop(columns=non_numeric_any)

# Escalonamento (MinMax ©-1) de todas as colunas
scalers = {}
for ¢ in data.columns:
s = MinMaxScaler()
data[c] = s.fit _transform(data[[c]])
scalers[c] = s



# Construcao das janelas

features_used = [c for c¢ in data.columns if c != args.target_col]

X_all = data[features_used].values if features_used else
data[[args.target_col]].values

y_all = data[args.target_col].values

X_seq, y_seq = make_sequences(X_all, y all, args.lookback, args.horizon)

if len(X_seq) < 10:

print("[AVISO] Poucos exemplos apds janelamento. Considere reduzir

lookback/horizon ou revisar dados.", file=sys.stderr)

# Split temporal
n = len(X_seq)
n_test = int(n * args.test_size)
n_val = int(n * args.val_size)
n_train = n - n_val - n_test
if n_train <= 0 or n_val <= 0@ or n_test <= 0:
print("[ERRO] Parti¢do invalida. Ajuste val-size/test-size.",
file=sys.stderr)
sys.exit(1)

X_train, y_train = X_seq[:n_train], y_seq[:n_train]

X_val, y _val = X _seq[n_train:n_train+n_val], y_seq[n_train:n_train+n_val]

X_test, y_test = X_seq[n_train+n_val:], y_seq[n_train+n_val:]

# Depuracao de formas

print("[DEBUG] n_train, n_val, n_test:", n_train, n_val, n_test)
print("[DEBUG] X_seq.shape:", X seq.shape)

print("[DEBUG] X_train.shape:", X_train.shape)

print("[DEBUG] X val.shape:", X val.shape)

print("[DEBUG] X test.shape:", X test.shape)

# o---mmm-- Modelo --------

model = models.Sequential()

# Entrada explicita baseada no shape do treino

model.add(layers.Input(shape=X_train.shape[1:]))

for i in range(args.lstm_layers):
return_sequences = (i < args.lstm_layers - 1)
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model.add(layers.LSTM(args.lstm _units, return_sequences=return_sequences))

model.add(layers.Dropout(args.dropout))
model.add(layers.Dense(1l))

opt = tf.keras.optimizers.Adam(learning rate=args.1lr)
model.compile(optimizer=opt, loss="mse",
metrics=[tf.keras.metrics.MeanAbsoluteError(name="mae")])

es = callbacks.EarlyStopping(monitor="val loss", patience=15,
restore_best_weights=True)
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rlrop = callbacks.ReduceLROnPlateau(monitor="val loss", factor=0.5,
patience=5)

hist = model.fit(
X_train, y_train,
validation_data=(X_val, y_val),
epochs=args.epochs,
batch_size=args.batch_size,
callbacks=[es, rlrop],
verbose=1

# Avaliacao

pred_test = model.predict(X_test).ravel()

mae = mean_absolute_error(y_test, pred_test)

rmse = math.sqrt(mean_squared_error(y_test, pred_test))
mae_norm, rmse_norm = mae, rmse

mae_orig, rmse_orig = None, None

try:
inv_true = scalers[args.target_col].inverse_transform(y_test.reshape(-
1,1)).ravel()
inv_pred = scalers[args.target_col].inverse_transform(pred_test.reshape(-

1,1)).ravel()

mae_inv = mean_absolute_error(inv_true, inv_pred)

rmse_inv = math.sqgrt(mean_squared error(inv_true, inv_pred))

print (f"[METRICAS] Teste (normalizado) -> MAE: {mae:.6f} | RMSE:
{rmse:.6f}")

print (f"[METRICAS] Teste (escala original) -> MAE: {mae_inv:.3f} | RMSE:
{rmse_inv:.3f}")

mae_orig, rmse_orig = mae_inv, rmse_inv

except Exception as _

print (f"[METRICAS] Teste (normalizado) -> MAE: {mae:.6f} | RMSE:

{rmse:.6f}")

# Graficos

plt.figure()

plt.plot(hist.history.get("loss", []), label="loss")

if "val_loss" in hist.history:
plt.plot(hist.history["val loss"], label="val loss")

plt.title("Histérico de treino")

plt.xlabel("Epoca")

plt.ylabel("Loss")

plt.legend()

plt.tight layout()

plt.savefig(args.plot_out, dpi=1490)

plt.close()

plt.figure()



plt.
plt.
plt.
plt.
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plot(y_test, label="real")
plot(pred_test, label="previsto")

title("Teste - Real vs Previsto (normalizado)")
xlabel("Amostra")

ylabel("Alvo (norm.)")

legend()

tight_layout()
savefig("teste_real_vs_previsto.png", dpi=140)
close()

# Salvar modelo

model.save(args.model out)

print(f"[OK] Modelo salvo em: {args.model out}")

print(f"[OK] Graficos salvos em: {args.plot_out} e
teste_real_vs_previsto.png")

# Relatodrio

try:

report_path = Path("relatorio_lstm.txt")

with open(report_path, "w", encoding="utf-8") as f:

-+ -h -h -h -h -h -h h -h

f.

.WPite("RELATORIO DO TREINAMENTO LSTM\n")

cwrite(M-mm e \n")

.write(f"Arquivo de dados: {path}\n")

.write(f"Date col: {args.date_col}\n")

.write(f"Target col: {args.target_col}\n")

.write(f"Features usadas ({len(features used)}): {features_ used}\n")
.write(f"Frequéncia (reamostragem): {args.freq}\n")
.write(f"Preenchimento: {args.fill}\n")

.write(f"Lookback: {args.lookback} | Horizon: {args.horizon}\n")

write(f"Split -> train/val/test: {l-args.val size-

args.test_size:.2f}/{args.val _size:.2f}/{args.test_size:.2f}\n")

f.
f.
f.

write("\n--- Shapes ---\n")
write(f"X seq.shape: {X_seq.shape}\n")
write(f"X_train.shape: {X_train.shape} | X_val.shape: {X val.shape}

| X_test.shape: {X_ test.shape}\n")

f.

f.
f.
f.
f.

write("\n--- Métricas ---\n")

write(f"MAE (normalizado): {mae_norm}\n")
write(f"RMSE (normalizado): {rmse_norm}\n")
write(f"MAE (original): {mae_orig}\n")
write(f"RMSE (original): {rmse_orig}\n")

if 'target_mapping' in locals() and target_mapping:

f.
f.
f.

f.write("\n--- Mapeamento do alvo (categérico - numérico) ---\n")
for k, v in target_mapping.items():
f.write(f"{k} -> {v}\n")
write("\nArquivos gerados:\n")
write(f" - Modelo: {args.model_out}\n")
write(f" - Graficos: {args.plot_out}, teste_real vs_previsto.png\n")

print(f"[OK] Relatdério salvo em: {report_path.resolve()}")
except Exception as e:
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print(f"[AVISO] Falha ao escrever relatério: {e}")

# tenta recuperar o mapeamento categérico (se existir)
label_map = None
if "target_mapping' in locals() and target_mapping:
label_map = {v: k for k, v in target_mapping.items()}

# previsdes em escala original (inv_pred) ou normalizada (pred_test)
y_pred = inv_pred if 'inv_pred' in locals() else pred_test

# recupera municipios correspondentes as ultimas previsoes

n_pred = len(y_pred)

municipios = df.iloc[-n_pred:]["municipio"”].values if "municipio" in
df.columns else [None] * n_pred

# mapeia IDs numéricos de volta a roétulos (se aplicavel)
if label map is not None:
y_pred_labels = [label_map.get(int(round(v)), v) for v in y_pred]
else:
y_pred_labels

y_pred

df _out = pd.DataFrame({
"municipio”: municipios,
"evento_previsto": y_pred_labels

1)

out_path = Path("previsoes_ lstmtestl.csv")
df _out.to csv(out_path, index=False, encoding="utf-8-sig")
print(f"[OK] Previsdes salvas em: {out_path.resolve()}")
print(df_out.head(10))

if _name__ == "_main__":
main()



APENDICE B - CODIGO CLUSTER K-MEANS

import pandas as pd

import numpy as np

from pathlib import Path

import matplotlib.pyplot as plt

from geobr import read_municipality, read_state
import geopandas as gpd

from sklearn.cluster import KMeans

from sklearn.metrics import silhouette_score
from unidecode import unidecode

def norm(s: str) -> str:
if pd.isna(s): return
return unidecode(str(s)).strip().lower()

def attach_sc_centroids(df, muni_col="municipio'):

gdf_sc = read_municipality(code_muni='SC', year=2020,
simplified=True).to crs(4326)

gdf_sc['name_norm'] = gdf_sc['name_muni'].apply(norm)

gdf sc['lat'] = gdf_sc.geometry.centroid.y

gdf _sc['lon'] = gdf_sc.geometry.centroid.x

out = df.copy()

out[ 'name_norm'] = out[muni_col].apply(norm)
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merged = out.merge(gdf_sc[['name_norm','lat','lon', 'name_muni', 'code muni']],

on="name_norm', how="left")
miss = merged['lat'].isna().sum()
if miss:

print(f"[AVISO] {miss} linhas ndo foram casadas com municipios de SC.")

return merged

def run_kmeans(df_with_coords, n_clusters=6, random_state=42):
tmp = df_with_coords.dropna(subset=['lat','lon']).copy()
if tmp.empty:
raise ValueError("Sem coordenadas validas para clusterizar.")

km = KMeans(n_clusters=n_clusters, random_state=random_state, n_init='auto')

tmp[ 'cluster'] = km.fit predict(tmp[['lat’', 'lon']].values)
return tmp, km

def plot static_sc points(df_clusters, png out='mapa_clusters_sc_kmeans.png',
dpi=300):
gdf state = read state(code_state='SC', year=2020,
simplified=True).to crs(4326)
fig, ax = plt.subplots(figsize=(8.5, 8.5), dpi=dpi)
gdf_state.boundary.plot(ax=ax, linewidth=0.8, color='black")

clusters = sorted(df_clusters['cluster'].unique())
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import itertools

palette = plt.cm.tab2@.colors if len(clusters) > 10 else plt.cm.tabl®.colors
color_cycle = itertools.cycle(palette)

colors = {c: next(color_cycle) for c¢ in clusters}

for ¢ in clusters:
sub = df_clusters[df_clusters['cluster'] == c]
ax.scatter(sub["lon'], sub['lat'], s=12, alpha=0.9, label=f'Cluster {c}’,
c=[colors[c]])

ax.set_title("Clusteriza¢dao — KMeans (SC)", fontsize=12)

ax.set_xlabel("Longitude"); ax.set ylabel("Latitude")

ax.legend(loc="lower left', fontsize=8, frameon=True)

ax.set_aspect('equal', adjustable='datalim')

plt.tight layout(); plt.savefig(png_out, dpi=dpi, bbox_inches="'tight');
plt.close(fig)

print(f"[OK] Mapa (pontos) salvo em: {png_out}")

def plot _sc municipios_por cluster(
df _clusters,
png_out="mapa_clusters_sc_municipiosl.png",
figsize=(12, 12),

url_mapa_sc = "https://raw.githubusercontent.com/tbrugz/geodata-
br/refs/heads/master/geojson/geojs-42-mun.json"

try:
mapa_sc_mun = gpd.read_file(url_mapa_sc)
except Exception as e:
print(f"Erro ao carregar o arquivo GeoJSON do mapa: {e}")
print("0 mapa ndo serd plotado, mas a andlise de clusters ainda é
valida.")
return

possible_name_cols = ["name", "NM_MUNICIP", "nm_municip", "NM_MUN",
"municipio”]
name_col = None
for ¢ in possible_name_cols:
if ¢ in mapa_sc_mun.columns:
name_col = ¢
break

if name_col is None:
print("Ndo foi possivel identificar a coluna de nome do municipio no
GeoJSON.")
print("Colunas disponiveis:", list(mapa_sc_mun.columns))
return

mapa_sc_mun["name_norm"] = mapa_sc_mun[name_col].apply(norm)
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def build_cluster_clouds(df_clusters, buffer_m=15000, min_pts=5):
df_pts = df_clusters.dropna(subset=["1lat","lon"]).copy()
if df_pts.empty:
raise ValueError("Sem coordenadas validas para nuvens.")
gdf = gpd.GeoDataFrame(df_pts, geometry=gpd.points_from xy(df_pts["lon"],
df_pts["lat"]), crs="EPSG:4326")
gdf_m = gdf.to_crs(3857) # metros
polys = []
for c, grp in gdf_m.groupby("cluster"):
if len(grp) < min_pts: continue
hull = grp.unary_union.convex_hull.buffer(buffer_m)

polys.append({"“cluster": int(c), "geometry": hull})
if not polys:

raise ValueError("Nenhum cluster atingiu 'min_pts' para gerar nuvem.")
clouds_m = gpd.GeoDataFrame(polys, crs="EPSG:3857")
return clouds_m.to crs(4326)

def plot static sc_clouds(df_clusters,
png_out="mapa_clusters_sc_kmeans_nuvens.png", dpi=300, buffer m=15000, min_pts=5):
gdf state = read state(code_state="SC", year=2020,
simplified=True).to crs(4326)
clouds = build cluster clouds(df_clusters, buffer_m=buffer_m, min_pts=min_pts)

fig, ax = plt.subplots(figsize=(8.5, 8.5), dpi=dpi)
gdf state.boundary.plot(ax=ax, linewidth=0.8, color="black")

import itertools
palette = plt.cm.Pastell.colors if len(clouds) <= 9 else plt.cm.Pastel2.colors
colors = itertools.cycle(palette)

for _, row in clouds.iterrows():
color = next(colors)
gpd.GeoSeries([row.geometry], crs="EPSG:4326").plot(
ax=ax, facecolor=color, edgecolor="k", alpha=0.5, linewidth=0.8,
label=f"Cluster {row.cluster}"

)

for ¢, grp in df_clusters.groupby("cluster"):
grp_xy = grp[["lon","1lat"]].dropna()
if grp_xy.empty: continue
ax.text(grp_xy["lon"].mean(), grp_xy["lat"].mean(),
f'{c}\n(n={len(grp)})",
fontsize=8, ha="center", va="center")

ax.set _title("Clusterizacao — KMeans (Nuvens, SC)", fontsize=12)
ax.set xlabel("Longitude"); ax.set ylabel("Latitude")
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ax.set_aspect("equal"”, adjustable="datalim")

ax.legend(loc="lower left", fontsize=8, frameon=True)

plt.tight_layout(); plt.savefig(png_out, dpi=dpi, bbox_inches="tight");
plt.close(fig)

print(f"[OK] Mapa (nuvens) salvo em: {png_out}")

# Preferéncia por previsdes exportadas
DATA_PATH = Path("previsoes_lstm.csv")
if not DATA PATH.exists():
DATA_PATH = Path("dados-modelo.x1sx"); SHEET_INDEX = ©
assert DATA PATH.exists(), f"Arquivo ndo encontrado: {DATA PATH.resolve()}"
df = pd.read_excel(DATA_PATH, sheet_name=SHEET_INDEX, engine="openpyxl")
if 'y _pred' not in df.columns and 'Evento' in df.columns:
df = df.rename(columns={'Evento':'y pred'})
else:
df = pd.read_csv(DATA_PATH)

if 'municipio’ not in df.columns:

raise ValueError("Coluna 'municipio' ndo encontrada.")
if 'y _pred' not in df.columns:

df['y _pred'] = 'evento'

df _geo = attach_sc_centroids(df,
muni_col="municipio').dropna(subset=["'lat','lon"]).copy()

from sklearn.cluster import KMeans
import matplotlib.pyplot as plt

inertias = []
ks = list(range(K_MIN, K MAX + 1))

for k in ks:
km = KMeans(n_clusters=k, random_state=42, n_init="auto").fit(X)
inertias.append(km.inertia_ )

plt.figure()

plt.plot(ks, inertias, marker="o0", color="tab:blue")
plt.title("Método do Cotovelo — Inércia por K")
plt.xlabel("Numero de Clusters (K)")
plt.ylabel("Inércia (Soma dos Erros Quadraticos)")
plt.grid(True, linestyle="--", alpha=0.5)

plt.tight layout()

plt.savefig("elbow_method.png", dpi=160)

plt.show()

print("[O0K] Grafico do método do cotovelo salvo")

df_clu, km = run_kmeans(df_geo, n_clusters=final_k, random_state=42)
df clu.to csv("clusters sc_kmeans.csv", index=False)
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print("[OK] clusters_sc_kmeans.csv salvo.")

# Mapas

plot_static_sc_points(df_clu, png out="mapa_clusters_sc_kmeans.png", dpi=300)
plot_static_sc_clouds(df_clu, png_out="mapa_clusters_sc_kmeans_nuvens.png",
dpi=300, buffer_m=15000, min_pts=5)

# Estatisticas por cluster

tab = (df_clu.groupby(['cluster','y pred']).size()
.groupby(level=0).apply(lambda s:

100*s/s.sum()).rename('perc').reset_index())

pivot = tab.pivot(index='cluster', columns='y pred',

values="perc').fillna(@).sort_index()

print("Distribui¢do de eventos por cluster (%)")

display(pivot.round(2))

pivot.to csv("cluster_eventos_percentuais.csv")

# Médias numéricas por cluster (se houver)
num_cols = df clu.select _dtypes(include=[np.number]).columns.tolist()
for ¢ in ['lat',"'lon', 'cluster', 'code_muni']:
if ¢ in num_cols:
num_cols.remove(c)
if num_cols:
means = df_clu.groupby('cluster')[num_cols].mean().sort _index()
print("Médias por cluster (varidveis numéricas)")
display(means.round(3))
means.to _csv("cluster_medias_numericas.csv")
else:
print("[INFO] Nao ha colunas numéricas extras para calcular médias.")



