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RESUMO

A extração de informações de páginas da Web é uma importante tarefa que visa
aquisição de dados e informações relevantes de uma vasta gama de fontes, permitindo
sua utilização para tomadas de decisões estratégicas, análises estatísticas, previsões
de tendências, entre outros. Por definição, as páginas são desenvolvidas visando sua
utilização por seres humanos através de navegadores, que realizam a interpretação
e exibição do conteúdo em código HTML, CSS e JavaScript através do processo de
renderização. Porém, identificar e extrair estas informações apenas por seu código
HTML, sem a utilização de renderização, ainda é um grande desafio já que a estrutura
das páginas utilizam um modelo semiestruturado, não padronizado e com variações
entre diferentes fontes, dificultando o processo de extração. Além disso, as páginas
frequentemente possuem conteúdo dinâmico, que se reflete em alterações de sua
estrutura, layout e marcações HTML, o que torna o processo de extração ainda mais
complexo. Para superar isso, este trabalho propõe uma abordagem que utiliza as
informações da árvore DOM em conjunto com as informações visuais extraídas em
forma de metadados dos elementos HTML da página, para classificar e extrair seus
conteúdos relevantes, chamada de Enhanced Data Representation for Extraction in
Web (EDREW). Para isso, é criado um modelo textual que representa a identidade
visual dos elementos de uma página, a fim de emular o seu contexto visual e hierarquia,
sem a necessidade de renderização por um navegador. Com este modelo textual, é
realizada a classificação dos elementos entre ruído e conteúdo relevante, utilizando o
modelo de linguagem bidirecional ELMo para a contextualização e identificação das
características individuais de cada tipo de elemento, realizando assim a extração dos
conteúdos relevantes. A avaliação do EDREW foi realizada por meio de uma análise
experimental utilizando os datasets SWDE e N-SWDE, para os quais este trabalho
alcançou uma média de extração de dados relevantes utilizando a métrica F1-score
de 97% no SWDE e 76% no N-SWDE utilizando apenas o domínio de páginas de
automóveis.

Palavras-chave: extração semiestruturada web, extração dados web, modelo de lin-
guagem, modelo de linguagem bidirecional, ELMo, documentos HTML, renderização.



ABSTRACT

The extraction of information from Web pages is an important task that aims to ac-
quire relevant data and information from a wide range of sources, allowing its use for
strategic decision making, statistical analysis, trend analysis, among others. By def-
inition, pages are developed to be used by human beings through browsers, which
perform the interpretation and display of content in HTML, CSS and JavaScript code
through the rendering process. However, identifying and extracting information solely
through its HTML code, without the use of rendering, is still a major challenge as the
structure of the pages uses a semi-structured, non-standardized model with variations
between different sources, making the extraction process difficult. Furthermore, pages
often have dynamic content, which is reflected in changes to their structure, layout
and HTML markup, which makes the extraction process even more complex. To over-
come this, this work proposes an approach that uses information from the DOM tree in
conjunction with visual information extracted in the form of metadata from the page’s
HTML elements, to classify and extract their relevant content, called Enhanced Data
Representation for Extraction in Web (EDREW). To do this, a textual model is created
that represents the visual identity of the elements on a page, in order to emulate their
visual context and classification, without the need for rendering by a browser. With this
textual model, the elements are classified between noise and relevant content, using
the ELMo bidirectional language model for contextualization and identification of the
individual characteristics of each type of element, thus extracting the relevant content.
The evaluation of EDREW was carried out through an experimental analysis using
the SWDE and N-SWDE datasets, where this work achieved an average extraction of
relevant data, using the F1-score metric, of 97% in the complete SWDE and 76% in the
N-SWDE using only automobile pages domain.

Keywords: semi-structured web extraction, web data extraction, language model, bidi-
rectional language model, ELMo, HTML documents, rendering.
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1 INTRODUÇÃO

A Web é vista como o maior banco de dados a que se tem acesso, podendo-
se obter informações de diversas fontes que abrangem uma variedade de conteúdos,
possibilitando assim a criação de datasets para tomadas de decisões estratégicas,
análises estatísticas, análises de tendências, entre outras finalidades (TANI; FARID;
RAHMAN, 2012; TSENG, 2014). Por esse motivo, a tarefa de extrair dados relevantes
das páginas Web é essencial, ainda que desafiadora, já que torná-las manipuláveis
ainda é um obstáculo (FAYZRAKHMANOV et al., 2018). Os dados são disponibilizados
nos mais diversos formatos e estruturas, dificultando a automatização da extração para
diferentes páginas. Além disso, as páginas Web são projetadas visando a usabilidade
feita por humanos e não por máquinas, podendo apresentar estruturas distintas para
os mesmos conteúdos (PARK; NGUYEN; WON, 2015; CRESTAN; PANTEL, 2011;
ANDERSON; HONG, 2013a).

Como a maioria das páginas são escritas utilizando código HTML, as soluções
existentes são baseadas na análise de seu DOM HTML. No entanto, com o avanço do
próprio HTML e das tecnologias utilizadas para o desenvolvimento Web, novas versões
de tags são introduzidas, necessitando que os trabalhos anteriores necessitem de alte-
rações para serem compatíveis com as novas atualizações (LIU, W.; MENG, X.; MENG,
W., 2010a). Para facilitar a utilização do usuário, suas estruturas são construídas uti-
lizando um mesmo padrão de layout para os mesmos itens e utilizando de artifícios
como estilos e classes para padronizar a interface do usuário. Além disso, junto com as
informações relevantes, há muita informação que não traz valor ao conteúdo, poluindo
a estrutura do DOM HTML e fazendo com que sejam obtidas informações irrelevan-
tes durante a extração dos dados, como por exemplo anúncios, menus, etc. (LIU, W.;
MENG, X.; MENG, W., 2010a; ANDERSON; HONG, 2013a). A Figura 1 apresenta um
exemplo de ruído, onde na comparação entre as duas páginas, é acrescentado um
bloco de informações adicionais sobre o automóvel na figura à direita, entre a imagem
do veículo e o texto com sua descrição, elemento que não existe na figura à esquerda.
Este bloco de informações acrescentado acaba dificultando a tarefa de extração de
dados, pois isso altera a estrutura do DOM HTML e atrapalha na busca por padrões.

Várias abordagens já foram utilizadas para tentar sanar esse problema, como a
extração via texto bruto (DOWNEY et al., 2004; WENINGER; HSU, 2008), a extração
via árvore DOM (MEHTA; NARVEKAR, 2015), a extração por meio de informações
visuais adquiridas do layout da página (ANDERSON; HONG, 2013b) e através da
remoção de ruído das páginas (NARWAL, 2013; VELLOSO; DORNELES, Carina F,
2020). Porém, com exceção da extração por meio de informações visuais, todas as
abordagens citadas acima enfrentam dificuldades em extrair dados de páginas Web
que são desenvolvidas utilizando o conceito de Single Page Application (SPA). Uma
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Figura 1 – Apresentação de uma página sem ruído à esquerda e uma página com
ruído à direita, que possui um bloco adicional sobre o automóvel, estando
localizado entre sua imagem e descrição textual.

SPA concentra suas funcionalidades em uma única página, ao invés de requisitar ao
servidor uma nova página a cada operação, e realiza a interação com o usuário através
de alterações de seus elementos HTML e sua estrutura, apresentando seu conteúdo de
forma dinâmica (HOPPE; SOUZA, 2023). Apesar da abordagem de extração utilizando
informações visuais do layout da página conseguir ultrapassar esta barreira, o sucesso
da proposta depende da renderização da página por um navegador, o que torna o
método muito custoso para um grande volume de dados (SIMON; LAUSEN, 2005;
FAYZRAKHMANOV et al., 2018).

Através do levantamento dos trabalhos relacionados, foi identificado que o pro-
blema de extração de dados, principalmente em páginas que utilizam tecnologias
SPA, ainda possui pontos a serem melhorados. A coleta desses dados se torna muito
relevante para sistemas que dependem de dados consolidados e informações enri-
quecidas para realizar análises e tomadas de decisão. Além disso, distinguir conteúdo
relevante de ruídos da página auxilia a diminuir a quantidade de dados armazenados
e processados, reduzindo assim o custo total da operação em valores computacionais
e monetários.

Diante do problema de pesquisa, o objetivo principal deste trabalho é desenvol-
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ver uma nova abordagem para extração de dados em ambientes semiestruturados e
dinâmicos, sem a utilização de renderização das páginas Web. Para atingir o objetivo
principal, foram estabelecidos os seguintes objetivos específicos:

• Coletar páginas da Web de diferentes fontes, de diferentes assuntos e de
diferentes estruturas;

• Analisar e selecionar as melhores abordagens para extração de informações
visuais do layout da página através do texto HTML das páginas;

• Implementar extração de informações visuais;

• Criar um modelo baseado nas características identificadas;

• Realizar um estudo de caso para avaliação da abordagem proposta.

Para avaliar a tarefa de extração dos dados pelo trabalho proposto, são executa-
das comparações de extração dos dados contra os trabalhos WebKE (XIE et al., 2021)
e LANTERN (ZHOU et al., 2022), utilizando o dataset público Structured Web Data Ex-
traction Dataset (SWDE), que é composto por 124.291 páginas anotadas distribuídas
em 8 verticais, onde cada vertical representa um domínio específico dos dados base-
ado em assunto ou setor. Além disso, também são executadas comparações com o
trabalho LANTERN (ZHOU et al., 2022), porém utilizando um novo dataset criado para
este trabalho, chamado de New Structured Web Data Extraction Dataset (N-SWDE).
Este novo dataset contém as mesmas páginas do SWDE original, mas com as versões
atuais das páginas Web, onde são empregadas novas tecnologias que não existiam
na época de criação do SWDE original.

Durante a discussão dos resultados, são apresentadas e discutidas as situações
em que o trabalho obteve e não obteve sucesso (total ou parcial). São apontadas as
causas e sugeridas maneiras de se atacar as limitações identificadas durante a reali-
zação dos experimentos. O resultado obtido possui uma média de 97% de extração
dos dados relevantes das páginas Web no dataset SWDE e 76% no N-SWDE utili-
zando apenas o domínio de páginas de automóveis. Ambos resultados foram avaliados
utilizando como métrica de comparação o F1-score.

Esta dissertação está organizada da seguinte forma: no Capítulo 2 é descrita a
fundamentação teórica do trabalho, para orientar o leitor no entendimento dos assuntos
dos capítulos posteriores; no Capítulo 3 é apresentado a revisão da literatura sobre a
tarefa de extração de dados de páginas Web, descrevendo os trabalhos relacionados
e suas limitações; no Capítulo 4 é descrita a proposta deste trabalho, apresentando
suas definições e algoritmos utilizados; no Capítulo 5 são apresentados os resultados
obtidos e suas limitações, através de experimentos realizados comparando o trabalho
proposto com o LANTERN e WebKE; no Capítulo 5 são apresentadas as conclusões
e sugestões para trabalhos futuros.
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2 FUNDAMENTAÇÃO TEÓRICA

2.1 LAYOUTS E COMPOSIÇÕES DE UMA PÁGINA WEB

Um dos objetivos dos layouts de uma página é fazer com que os usuários le-
vem o menor tempo possível para entender a disposição dos elementos e buscar as
informações que desejam, servindo como um canal entre o usuário e a informação
(BEAIRD; WALKER; GEORGE, 2020). Seu bloco de navegação principal deve ser
facilmente visível, com links descritivos. Recursos como navegação secundária e cam-
pos de pesquisa não devem dominar a página, mas sim ser facilmente encontrados
e visualmente separados do conteúdo principal. Isso permite que os usuários se con-
centrem nas informações enquanto sabem onde encontrar outros recursos quando
necessário. Visitantes tendem a sair rapidamente de um site se não encontrarem o que
procuram, portanto, manter o conteúdo principal como ponto focal é crucial para a usa-
bilidade (BEAIRD; WALKER; GEORGE, 2020). A Figura 2 representa a anatomia de
uma página Web, com seus principais blocos destacados. Uma página normalmente
é construída dentro de uma estrutura de container, que pode ser dividida em três
grandes regiões: superior, central e inferior. Na sua região superior, são localizados o
logo da página, podendo existir uma estrutura de menus de navegação (navigation);
na região central, são localizados os conteúdos da página (content), podendo ou não
ter uma estrutura de navegação; na região inferior, é localizado seu rodapé (footer ),
contendo informações auxiliares da página.

Figura 2 – Anatomia de uma página Web, com seus principais blocos destacados (BE-
AIRD; WALKER; GEORGE, 2020).

Para o alinhamento e disposição dos blocos e elementos de uma interface, a
utilização de grades é uma técnica bem difundida (MOHAMED et al., 2014; SIU; CHA-
PARRO, 2014; NAMOUN, 2018), onde seu uso vai além do alinhamento dos elementos,
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envolvendo também proporção. A teoria do uso de grades remonta a Piet Mondrian e
aos pitagóricos, que estabeleceram a proporção áurea como um padrão matemático
na natureza (ILIĆ; STEFANOVIĆ; SADIKOVIĆ, 2018; MARPLES; WILLIAMS, 2022). A
proporção áurea é uma base fundamental para a organização estética dos elementos
em uma página, onde ela é representada pelo número 1,61803. Este número pode
ser obtido através da razão entre duas partes de um objeto, onde um objeto é igual à
razão entre a soma das duas partes maiores e a parte maior. Outra forma de se obter
a proporção áurea é através da utilização da série de Fibonacci, onde ao dividir um
número da série por seu anterior o resultado será cada vez mais próximo de 1,618
(BEAIRD; WALKER; GEORGE, 2020; PROKOPAKIS et al., 2013).

Composições divididas por linhas proporcionais à proporção áurea são usadas
como uma forma de dividir a tela e posicionar os pontos focais, além de serem consi-
deradas esteticamente agradáveis para os usuários, fazendo com que os layouts das
páginas tendam a adotar esta composição para seus blocos e elementos. Também é
possível apresentar as informações através da regra dos terços, onde duas ou mais
linhas verticais e horizontais imaginárias são traçadas sobre o layout da página, for-
mando uma grade (BEAIRD; WALKER; GEORGE, 2020). Com esta grade pode-se
organizar os blocos de conteúdo e seu posicionamento na página de forma harmônica,
conforme apresentado na Figura 3.

Figura 3 – Exemplo do uso da regra dos terços para montar o layout de uma página
Web (BEAIRD; WALKER; GEORGE, 2020).

Um layout unificado é aquele que funciona como um todo de forma harmônica e
a proximidade entre os elementos de um mesmo tipo é uma estratégia poderosa para
criar essa unidade. Isto cria pontos focais na página e destaca os grupos de elementos,
onde elementos semelhantes podem possuir regras de estilo Cascading Style Sheets
(CSS) semelhantes, espaçamentos semelhantes, entre outros, formando assim uma
unidade na página Web (BEAIRD; WALKER; GEORGE, 2020).
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Durante a evolução das páginas HTML, o modo de utilização dos elementos
também foram modificando. No início dos anos 2000, o uso de tabelas HTML era a
técnica predominante para criar layouts de páginas, onde eram utilizadas para alinhar
elementos e criar estruturas complexas. Com o desenvolvimento e adoção do CSS,
a World Wide Web Consortium (W3C) criou diretrizes para incentivar a separação
do conteúdo (HTML) da apresentação (CSS) através de um movimento chamado de
tabless, permitindo assim uma maior flexibilidade no design e na manutenção do código
(W3C, 2002, 2021).

2.2 SINGLE PAGE APPLICATION

A construção de aplicações Web que centralizam suas funcionalidades em uma
única página é chamada de Single Page Application (SPA). Diferentemente de uma
aplicação baseada no padrão Model-View-Controller (MVC), a lógica de montagem
dos elementos da interface Web em uma aplicação SPA é transferida do servidor para
o cliente, através do download de todos seus códigos necessários para executar a
página Web em sua primeira chamada. A partir disso, não há a necessidade de realizar
novas requisições para o servidor sempre que houver mudança nas páginas do cliente,
fazendo com que o servidor se preocupe apenas com a troca de informações entre
cliente/servidor. A página e seus elementos são atualizados através de manipulações
do HTML e CSS por meio de código JavaScript (SCOTT JR, 2015; MOLIN, 2016).

SPAs são geralmente executadas através da utilização de frameworks, que se
concentram na interface Web do frontend (cliente), solicitando dados e atualizações
para o backend através de requisições (servidor). Estas requisições normalmente se
dão através de chamadas HTTP utilizando o modelo de arquitetura Representational
State Transfer (REST) (SCOTT JR, 2015). Duas implementações bastante utilizadas
do SPA são os frameworks Angular e ReactJS.

O AngularJS foi desenvolvido pela Google e estende o vocabulário HTML imple-
mentando o conceito de ng-tags, que vinculam a visualização a um ou mais modelos
de dados (GOOGLE, 2021). As atualizações dos dados no AngularJS são implemen-
tadas sem fazer uma previsão sobre as dependências do componente (verificação
suja), não sendo atualizado imediatamente mas sim quando o AngularJS fizer a verifi-
cação do valor (GOOGLE, 2020). Sua nova versão, chamada de Angular 2, também
utiliza ng-tags mas com uma sintaxe diferente. Ele não utiliza verificação suja como
seu antecessor, mas árvores de componentes onde os pais estão em um nível mais
alto na árvore do que seus filhos. Cada componente possui uma classe detectora de
alterações, onde o pai pode atualizar seus filhos se uma alteração for detectada. Ele
também pode carregar código dinamicamente durante a execução, fornecendo assim
um melhor desempenho que o AngularJS (GOOGLE, 2024).

O ReactJS, criado pelo Facebook, é um framework que se baseia no conceito
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de Virtual DOM, permitindo a criação de novas árvores DOM por meio de JavaS-
cript. As atualizações de dados no ReactJS são realizadas utilizando um algoritmo
de comparação, o qual desencadeia uma nova renderização da página sempre que
um componente é modificado. Para detectar essas mudanças no Virtual DOM, o Re-
actJS compara as árvores DOM em todos os níveis e realiza uma nova renderização
quando uma diferença é identificada. Além disso, o React possui sua própria extensão
de JavaScript chamada JSX, que adiciona uma sintaxe semelhante ao XML, propor-
cionando uma abordagem mais declarativa e intuitiva para a construção de interfaces
(FACEBOOK, 2024).

2.3 TPS

Um Tag Path (TP) é a representação compacta em texto da localização de uma
tag em uma página Web, descrevendo seu caminho absoluto desde a raiz até sua
folha na árvore DOM. O caminho de uma tag pode ser denotado como uma sequência
ordenada de seus nós ancestrais, separados por um separador (como por exemplo
o caractere "/"), e representa um caminho exclusivo de seu nó raiz até ela mesma
(MIAO et al., 2009; FANG et al., 2018). A Tabela 1 apresenta uma comparação entre
um código HTML simples e sua representação em TP.

Código HTML Tag Path
<html> html

<head> html/head
<title>Título da página</title> html/head/title

</head> -
<body> html/body

<h1>Título do texto</h1> html/body/h1
<br /> html/body/br
<p>Primeiro parágrafo</p> html/body/p
<p>Segundo parágrafo</p> html/body/p

</body> -
</html> -

Tabela 1 – Tabela comparativa entre código HTML e sua representação em TP.

Já um Tag Path Sequence (TPS) consiste em uma sequência de símbolos
(strings), em que cada simbolo representa um caminho de tag diferente. Um código
numérico ascendente é atribuído a cada string de caminho da tag encontrada na árvore
DOM, em ordem de aparência, onde os caminhos são construídos em profundidade
de primeira ordem (VELLOSO; DORNELES, Carina F, 2013). A Figura 4 apresenta
os três passos para a montagem de um TPS: (1) a árvore DOM é construída através
do código HTML; (2) a árvore DOM é percorrida da raiz até cada um de seus nós,
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construindo um TP; (3) o TPS é construído através de uma string que contém apenas
os códigos dos TP.

Figura 4 – Exemplo de montagem de TPS através de um código HTML (VELLOSO;
DORNELES, Carina F, 2013).

2.4 WORD EMBEDDINGS

Word embeddings são representações vetoriais de palavras geradas por mo-
delos de linguagem que mapeiam palavras para vetores em um espaço dimensional
contínuo, onde palavras semanticamente semelhantes são localizadas próximas umas
das outras. Esses vetores capturam o significado, sua semântica e contexto em relação
a outras palavras no corpus de texto usado para treinar o modelo. São amplamente
utilizados em tarefas de Natural Language Processing (NLP), como para classificação
de texto, devido à sua capacidade de capturar nuances semânticas e contextuais das
palavras a partir de grandes corpus de texto durante o treinamento dos modelos de
linguagem (ULČAR; ROBNIK-ŠIKONJA, 2019), como por exemplo o Word2Vec (MIKO-
LOV; LE; SUTSKEVER, 2013), GloVe (PENNINGTON; SOCHER; MANNING, 2014),
ELMo (PETERS et al., 2018), BERT (DEVLIN et al., 2018), etc.

2.4.1 ELMo

O Embeddings from Language Models (ELMo) é um método que usa um Bidi-
rectional Language Model (BiLM) para derivar representações de palavras baseadas
no contexto completo de uma frase (PETERS et al., 2018). Para isso, sua implemen-
tação utiliza de três camadas de um modelo de linguagem, onde a primeira camada
calcula a representação de uma palavra não contextualizada, com base nos caracteres
da palavra, através de uma Convolutional Neural Networks (CNN). Em seguida, duas
camadas do tipo Long Short-Term Memory (LSTM) bidirecionais são encarregadas de
identificar o contexto da palavra na frase. Por fim, sua saída é integrada em tarefas
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específicas da CNN. A Figura 5 apresenta a arquitetura do ELMo, utilizando as três
camadas descritas (REIMERS; GUREVYCH, 2019).

Figura 5 – Apresentação gráfica de uma arquitetura ELMo com suas três camadas
(TSANG, 2022).

O ELMo supera os word embeddings anteriores, como Word2Vec e GloVe, em
muitas tarefas de NLP e se mostra útil contra recentes modelos mais complexos, como
o BERT. Isso se deve a sua capacidade de se adaptar a tarefas específicas, além de
possuir uma rede neural com apenas três camadas, o que permite um treinamento mais
rápido em comparação com modelos mais complexos (ULČAR; ROBNIK-ŠIKONJA,
2019).

2.5 MÉTRICAS DE AVALIAÇÃO PARA CLASSIFICAÇÃO DE TEXTOS

A avaliação da eficácia de modelos de classificação de texto geralmente envol-
vem uma série de métricas e técnicas que são utilizadas para comparar a performance
do modelo contra outros algoritmos. Para diminuir o risco de viés nos dados utilizados
e garantir que as observações são independentes umas das outras, é comum dividir de
forma randômica os dados em conjuntos de treinamento, teste e validação. O conjunto
de treinamento é usado para treinar o modelo e ajustar seus parâmetros e hiper parâ-
metros; o conjunto de teste é usado para avaliar sua eficácia durante o treinamento;
o conjunto de validação serve para avaliar sua eficácia em dados desconhecidos, se
aproximando ao caso real (SALAZAR et al., 2022).

Para a avaliação de performance entre diferentes modelos de classificação de
textos as seguintes métricas são comumente utilizadas (KANG et al., 2020):

Matriz de Confusão: É uma tabela que descreve a performance do modelo
de classificação em um conjunto de dados de teste, permitindo a visualização dos
resultados verdadeiros positivos (VP) e verdadeiros negativos (VN), assim como seus
falsos Positivos (FP) e falsos negativos (FN) durante a classificação. É usada como
base para os cálculos das métricas accuracy, precision, recall e F1-score.
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Predito
Positivo Negativo

Real Positivo
Verdadeiro
Positivo
(VP)

Verdadeiro
Negativo
(VN)

Negativo
Falso
Positivo
(FP)

Falso
Negativo
(FN)

Acurácia (Accuracy): É a proporção de dados classificados corretamente pelo
modelo em relação ao total de amostras. No entanto, a precisão sozinha pode ser
enganosa se as classes estiverem desbalanceadas.

Acurcia =
VP + VN

Total de amostras

Precisão (Precision): É a proporção de dados positivos identificados correta-
mente pelo modelo em relação ao total de amostras identificadas como positivas. Serve
para medir quantas previsões positivas estão corretas, minimizando falsos positivos.

Precision =
VP

VP + FP

Revocação (Recall): É a proporção de dados positivos que foram corretamente
identificados pelo modelo em relação ao total de amostras positivas. Serve para medir
quantos casos positivos estão corretos, sendo útil para identificar falsos negativos.

Recall =
VP

VP + FN

F1-score: É a média harmônica entre precision e recall. É uma métrica útil
quando há um desequilíbrio entre as classes por ser sensível tanto aos Falsos Positivos
quanto aos Falsos Negativos, permitindo avaliar o desempenho do modelo de forma
equilibrada.

F1-score =
2× precision× recall

precision + recall
=

2× VP
Total de amostras + VP - VN
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3 REVISÃO DA LITERATURA

Este capítulo apresenta os trabalhos relacionados ao assunto desta dissertação
obtidos a partir de uma revisão bibliográfica da literatura que apresentam trabalhos
relacionados à extração de dados de páginas Web. Consultas nas bases Association for
Computing Machinery (ACM), Institute of Electrical and Electronics Engineers (IEEE),
Springer entre outras resultaram em aproximadamente 32.500 artigos para o período
de 2010 a 2024. Com isso, obteve-se o total de 15 resultados após a aplicação de
critérios de exclusão e critérios de qualidade, utilizando como critério de filtragem
apenas trabalhos que apresentam propostas para extração de dados semi-estruturados
e conteúdos dinâmicos e que possuam um número alto de citações em comparação
aos trabalhos do mesmo ano de publicação.

Os trabalhos estão divididos em 2 grupos de extração de dados que cobrem as
mais relevantes propostas de solução: extração sem uso de renderização da página
Web e extração com uso de renderização da página Web. A Seção 3.1 apresenta os
métodos que extraem informações sem utilizar renderização da página Web, Seção
3.2 descreve os métodos que dependem da renderização da página Web para realizar
a extração dos dados e por fim a Seção 3.3 apresenta uma tabela comparativa e
discussão entre as abordagens.

3.1 EXTRAÇÃO SEM USO DE RENDERIZAÇÃO DA PÁGINA WEB

Para a extração de dados de páginas Web sem uso de renderização, heurísticas
podem ser aplicadas através de regras em cima conjuntos de código HTML ou texto,
usando exemplos e contra-exemplos. Em conjunto a isso, também podem ser utilizadas
técnicas de extração baseadas em estruturas de árvores DOM HTML, como a utilização
de Data Regions e Data Records, para identificar informações por meio de alinhamento
de árvores, ou tandem repeat para identificar informações de substrings frequentes
de tags que são adjacentes diretamente umas às outras. Algoritmos que buscam
detectar padrões de elementos para remover ruídos das páginas e implementações
redes neurais artificiais para identificar e classificar padrões dentro de uma página
Web também são utilizadas através do uso de processamento de linguagem natural e
transformadores para realizar a tarefa de extração de conteúdos.

(YANG; ZHANG, 2001) apresenta uma abordagem baseada em dicas visuais
para extração da estrutura semântica de documentos HTML. Por observação, sua
abordagem se baseia nos estilos de layout de páginas da Web onde, em sua maioria,
agregam elementos de mesma categoria de conteúdo em estilos de layout semelhan-
tes. Com base em suas observações, foi notado durante experimentos que é bastante
comum dividir os conteúdos em categorias. Cada categoria contém registros de le-
gendas relacionadas e os registros de uma categoria normalmente são organizados
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de forma a ter um estilo de layout visual consistente. As divisões entre as diferentes
categorias são marcadas com estilos visuais ou por separadores. Porém, dois objetos
HTML que parecem semelhantes visualmente não necessariamente indicam que utili-
zam as mesmas combinações de tags HTML, já que tags diferentes e em diferentes
ordens podem gerar o mesmo resultado. Para contornar isso, o autor extrai parâmetros
de renderização das tags que afetam atributos visuais como: tipo de fonte, estilos, ta-
manho e cor. Com isso, ele define a similaridade visual dos objetos aplicando algumas
regras de comparação fuzzy. Então são criados grupos de objetos como conteúdos
considerados relacionados e, a partir disso, é utilizado uma das duas medidas de
similaridade visual: Similaridade Aproximada e Similaridade Paralela. A Similaridade
Aproximada realiza a comparação de incompatibilidades ponderadas e omissões entre
duas strings enquanto a Similaridade Paralela realiza a comparação de apenas as
incompatibilidades ponderadas entre duas strings. Após isso, é utilizado um método
de detecção de padrão baseado em árvores de sufixos e então são expandidos os pa-
drões de acordo com a similaridade aproximada. Junto das árvores de sufixos também
são utilizadas algumas heurísticas para localizar possíveis padrões como: similaridade
de string obedecendo um threshold, ter um mínimo de repetições, não haver sobrepo-
sição de padrões, alinhamento dos padrões, utilização de parágrafos, desvios padrões,
tamanho da cobertura dos padrões, substituições de sub-padrões e similaridade de
prefixos entre os elementos. Em seguida, os elementos são agrupados baseados nas
suas medidas de similaridade e são atribuídos identificadores únicos a eles. Para a
utilização dos agrupamentos foi utilizado uma implementação baseada no algoritmo
DBSCAN (ESTER et al., 1996). A contagem dos padrões encontrados é feita através
da árvore de sufixos e a seleção dos padrões é feita com base nas regras da heurística.
Por fim, os objetos de contêiner são mesclados para os que tiverem o mesmo pai e
forem semelhantes até que a execução chegue até o elemento <body> da árvore. Os
objetos <h1>...<h6>, <form>, <address>, <table>, <col>, <ul> e <dl> são mantidos
sem alteração, pois são tratados pelo autor como estruturas importantes.

(LIU, B.; GROSSMAN; ZHAI, 2003) propõem um algoritmo para minerar dados
contínuos e não contínuos em páginas Web. Ele utiliza o conceito de nós generali-
zados e regiões regulares. Nós generalizados são conjuntos de nós que possuem
o mesmo pai, o mesmo tipo e são adjacentes. Regiões regulares são conjuntos de
nós generalizados e suas subárvores. Originalmente, o algoritmo Mining Data Record
(MDR) foi implementado para extrair dados tabulares de páginas Web. Sua utilização
foi delimitada ao uso das tags de tabelas como <table>, <form>, <tr>, <td>, etc. Dada
uma página Web, o algoritmo funciona em três etapas: (a) constrói uma árvore de tags
HTML baseada na página Web; (b) minera as regiões de dados da página usando
a árvore de tags HTML criada anteriormente; (c) identifica os registros de dados de
cada região de dados. O algoritmo identifica regiões de dados procurando por múlti-
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plos nós de generalização usando similaridade de distância de edição onde os nós de
generalização são uma combinação fixa de vários nós filhos e suas sub-árvores corres-
pondentes. O MDR não identifica os registros de dados mais relevantes, mas informa
cada sub-região repetitiva contida em uma página da Web. Ele se baseia na hipótese
de que uma região de dados contém uma estrutura repetitiva em um documento, que
cada estrutura repetitiva dentro de uma região de dados é um registro de dados e que
os registros de dados geralmente são renderizados dentro de tabelas e formulários.

(ZHAI; LIU, B., 2005) propõem um algoritmo nomeado de Data Extraction ba-
sed Partial Tree Alignment (DEPTA) que combina as técnicas do MDR e Align and
Extract Data Items (AEDI) para a extração de informação de registros contíguos e não
contínuos. O algoritmo consiste em primeiro identificar registros na página Web e em
seguida alinhar e extrair os dados dos registros identificados. Para segmentação e
identificação dos dados, o DEPTA utiliza uma melhoria do algoritmo MDR, chamado
de MDR-2, para encontrar todos os dados que são formados por tags de tabelas e
formulários (<table>, <form>, <tr>, <td>, etc) através de alinhamento parcial da ár-
vore. Ele opera em uma árvore de tags construída de acordo com informações de
renderização visual, onde as subárvores de cada registro são rearranjadas em uma
única árvore e são alinhados utilizando o novo algoritmo. Além disso, é mencionado
que as informações de lacunas são incorporadas para eliminar combinações de falsos
nós, mas nada é dito a respeito de sua realização. Para o alinhamento dos dados
é utilizado um novo algoritmo de alinhamento parcial da árvore, que é executado na
saída do MDR-2, otimizando assim o processamento. Após todos os registros serem
identificados, as subárvores de cada registro são rearranjadas em uma única árvore,
onde são alinhados utilizando o novo algoritmo.

(SIMON; LAUSEN, 2005) propõem uma ferramenta chamada Visual Perception-
based Extraction of Records (ViPER) para realizar a extração de informações de forma
totalmente automática, sendo capaz de extrair e discriminar, através da percepção
visual do usuário da página da Web, a relevância dos conteúdos que contenham infor-
mações repetitivas na página. Ele busca melhorar a técnica de extração realizada no
algoritmo MDR pela identificação de substrings frequentes de tags que são adjacentes
diretamente umas às outras (tandem repeat) e informações de contexto visual, rela-
tando apenas os data records relevantes de acordo com a percepção visual de uma
página da Web. O ViPER primeiro identifica e classifica potenciais padrões repetitivos
com relação à percepção visual do usuário da página da Web, baseado na localiza-
ção e no tamanho dos elementos correspondentes na página Web. Em seguida, é
utilizado a técnica Multiple Sequence Alignment (MSA) para alinhar as subsequências
correspondentes do padrão de maior peso. Inspirado pelo trabalho do DeLa (WANG;
LOCHOVSKY, 2003), que utiliza da detecção de repetições contínuas em múltiplos
níveis através de árvores de sufixo, o ViPER utiliza de tandem repeat para lidar com
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elementos repetitivos, que frequentemente descartam possíveis correspondências.
(VELLOSO et al., 2014) apresenta um algoritmo para segmentação e remoção

de ruído de páginas Web através da utilização de TPS como representação da página
Web. Seu objetivo é localizar a região principal de uma página Web com conteúdo
estruturado e eliminar o restante da página, que é considerado ruído, para elevar a pre-
cisão da extração dos dados. Para isso, o algoritmo busca por posições no TPS onde
é possível dividi-la em duas regiões, de modo que suas regiões tenham conjuntos de
TPS completamente distintos e, portanto, representando regiões diferentes da página.
Para isso o algoritmo se baseia em duas premissas: diferentes regiões de uma página
Web são descritas por diferentes TPS e sites com conteúdo estruturado possuem sua
principal região representada de forma mais densa que as demais regiões. Para isso,
o algoritmo recebe como entrada a página HTML, extrai sua árvore DOM e a converte
em uma representação TPS. Possuindo o TPS do HTML, são executadas buscas pela
região principal da página, filtrando do alfabeto os símbolos com frequência inferior a
um threshold, tornando o algoritmo de busca mais robusto e resistente ao ruído. Por
fim, são removidos da árvore DOM original os ruídos encontrados, deixando apenas o
conteúdo da região principal.

(PANDARGE; CHAKKARWAR, 2017) propõem uma técnica para extrair automa-
ticamente dados baseados na Web e alinhar essas informações em forma de tabela
usando o algoritmo Combining Tag and Value Similarity (CTVS) (SU et al., 2012). Para
isso, ele primeiro constrói uma árvore de tags HTML para descobrir os valores dos
objetos, identificam as regiões de dados que incluem vários registros, segmenta os
registros, alinha os campos de dados correspondentes de vários registros e os coloca
em uma tabela de banco de dados. Após a montagem da árvore de tags HTML, a
identificação é executada de cima para baixo na árvore de tags HTML para encontrar
regiões de dados em que começam a partir do nó inicial. Em seguida, ele detecta
os dados acumulando e combinando sequências de tags adjacentes de um elemento
específico. Se a semelhança média de duas regiões de dados for maior ou igual a 0.6
essas duas regiões são mescladas em uma única região de dados. Para alinhar os
registros são utilizados alinhamento de pares e alinhamento de dados holístico. No
alinhamento de pares o método CTVS depende da percepção de que os itens corres-
pondentes ao mesmo campo devem ter o mesmo tipo de dados e conter a mesma
string, pois os resultados correspondem a uma mesma consulta. No alinhamento de
dados holísticos, são organizados os dados de resultados da consulta em uma tabela
global, o que significa que todos os itens de atributos semelhantes são organizados
em um mesmo campo da tabela.

(WAI et al., 2017) apresenta um framework para extração de registros de dados
da Web com estrutura HTML variável utilizando um classificador binário para a identifi-
cação inicial dos nós de dados e ruídos em uma página da Web. Aproveitando o uso
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de Deep Learning (DL) e utilizando rótulos para separar dados de ruídos e melhorar
o processo automatizado de extração de dados estruturados, foi construída uma rede
neural para aprender postagens de fóruns, integrando com a técnica de MDR existente
no DEPTA. Sua estrutura aprende as características dos nós HTML localizados nas re-
giões que contém os registros de dados de interesse nas páginas. Primeiro, é utilizado
o uso de aprendizado profundo para identificar se cada nó HTML em uma página da
Web pertence ou não à área de interesse. Os rótulos dos nós são então incorporados
ao MDR para melhorar seu processo de extração da região de dados. O framework
não captura a semântica do conteúdo, mas sim suas propriedades físicas, como o
posicionamento relativo e as propriedades visuais dos nós. Ao total, são identificados
17 propriedades físicas: localização absoluta e relativa, tamanho absoluto/relativo, dis-
tância até o nó pai, distância média para nós irmãos, distância média até nós filhos,
tag HTML, fonte do texto pertencente ao nó, cor do texto pertencente ao nó, opacidade
do texto pertencente ao nó, fonte do texto pertencente ao nó, cor de fundo, estilo de
borda, raio da fronteira, largura da borda, cor da borda, largura da margem e largura
do preenchimento.

(GUO, J. et al., 2019) apresenta uma abordagem automática e um sistema
protótipo para extração de registros de dados de sites chamada Redundancy-Driven
Data Extraction (RED). Ela é baseada em cima do padrão de interfaces de busca: o
resultado de uma pesquisa é apresentada como uma lista paginada de resultados
onde cada registro contém os principais atributos sobre um único objeto e links para a
página dedicada aos detalhes desse objeto. O RED aproveita a redundância inerente
entre os registros de resultados e as páginas de detalhes correspondentes para pro-
jetar um método eficaz de inferências de regras de extração, de forma totalmente não
supervisionada e independente de domínio. Cada um é capaz de extrair os valores de
um determinado atributo, por exemplo, o preço de um produto, de todos os registros
de uma página de resultados. O RED gera esse conjunto de regras executando três
etapas sequenciais: geração das regras de extração, busca de redundância e remoção
de ruído. Na primeira, são gerados os conjuntos de regras de resultado e as regras de
detalhes, selecionando as regras de um fragmento de expressões XPath (CONSOR-
TIUM et al., 1999) que inclui regras de extração corretas. Na segunda etapa, busca
identificar pares de regras de resultado/detalhe que são consideradas redundantes,
pois extraem os mesmos valores para todos os objetos. Para isso, foi desenvolvida
uma técnica de segmentação suave que aproveita a redundância intra-site subjacente:
é explorada a presença de links de navegação que apontam em cada registro de re-
sultado para a página de detalhes correspondente. Por fim, são executados métodos
para encontrar e descartar pares de regras que exibem alguma redundância limitada,
mas não suficiente para provavelmente serem regras de extração corretas. Isso é feito
através de um processo de limpeza de ruído que visa separar a redundância entre o
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padrão de publicação de resultado/detalhe para aquela decorrente de acidente.
(VELLOSO et al., 2020) propõem uma técnica automática e computacional-

mente eficiente, usando processamento de sinais e aprendizado de máquina supervi-
sionado para detectar regularidades e padrões na estrutura de páginas Web, classifi-
cando os dados extraídos como conteúdo ou ruído. Para isso, o algoritmo segmenta a
página Web, detecta as regiões de dados dentro do documento, identifica os limites de
início e fim dos registros, alinha os registros encontrados e os classifica como conteúdo
ou ruído. Antes de extrair os próprios registros, primeiro são isoladas as regiões que
contêm dados estruturados, pois regiões estruturadas têm estrutura semelhante e são
contíguos, apresentando um comportamento cíclico no seu TPS. Para identificar as
regiões de dados, o algoritmo calcula o contorno do TPS através da maior altura do
TPS, montando um conjunto com todos os intervalos onde a diferença do contorno
for maior que zero. Após isso, mescla os elementos que se intersectam entre os con-
juntos gerados e utiliza uma regressão linear para cada conjunto gerado. Se a região
calculada obtiver um coeficiente angular acima de um certo threshold ela é removida
do conjunto final. Para cada região identificada, são analisados os TPS utilizando o
algoritmo Fast Fourier Transform (FFT). A FFT fatora a sequência em seus componen-
tes, de modo que as sequências cíclicas exibirão picos mais altos em frequências que
correspondem ao período principal da sequência. Para o alinhamento dos registros é
utilizado um método de aproximação chamado Center Star, que utiliza a edit distance
para alinhar duas sequências, inserindo espaços nas sequências quando um desali-
nhamento é encontrado. Por fim, para classificar quais regiões são conteúdo ou ruído
são utilizadas seis características de região extraídas da sequência do documento: ta-
manho da região, posicionamento central, posicionamento horizontal, posicionamento
vertical, alcance de região e proporção do registro.

(XIE et al., 2021) introduz um framework chamado WebKE, que extrai triplas
de conhecimento de páginas semiestruturadas da Web. Para isso, foi utilizado um
pipeline para lidar com o conteúdo da Web semiestruturada, baseada no BERT. Porém,
como as principais implementações do BERT têm um limite de comprimento máximo
de entrada de 512 tokens, o que é muito pequeno para páginas da Web, também foi
implementado um codificador de conteúdo da Web chamado HTMLBERT. Ele utiliza o
BERT como modelo de linguagem de marcação para extrair as informações de layout
visual e a estrutura de árvore DOM. Para executar a extração das informações, ele
inicia o processamento do conteúdo através de um Machine Reading Comprehension
(MRC) em diferentes granularidades, primeiro detectando Area of Interest (AOI) no
nível do nó da árvore DOM e, em seguida, extraindo triplas relacionais para cada
área. Para definir uma AOI, um nó da árvore DOM deve estar junto de seus nós filhos,
onde seu comprimento é medido pelo comprimento de todos os tokens da área, e
também deve conter campos de informação. Para detectar uma AOI, é usado um
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MRC para decidir quais nós contém campos de informação para posterior extração
de conhecimento. Se houver apenas um elemento em um nível, segue-se para o
próximo nível recursivamente até que o comprimento de uma área seja menor que
o comprimento máximo dos modelos subsequentes ou nenhuma área no ramo atual
seja de interesse. Para a extração das relações e formações das triplas é usada uma
base de conhecimento, onde assumi-se que a ela seja capaz de rotular as amostras
de forma assertiva.

(ZHOU et al., 2022) propõem um método simples para extrair atributos de inte-
resse dos tipos título, autor, ISBN13, editor ou nenhum das páginas de detalhes de
vários sites chamado Learning Transferable Node Representations for Attribute Extrac-
tion (LANTERN). Ele visa construir um novo modelo transferível para reduzir esforços
humanos e extrair atributos de sites não vistos de várias verticais, que são domínios
específicos organizados e categorizados baseados em assunto ou setor. Para isso ele
busca simplificar as árvores DOM para extrair conhecimento informativo e transferível
para a tarefa de extração de atributos, construindo uma representação rica para cada
nó da árvore DOM sem usar nenhum recurso visual. Primeiramente, as árvores DOM
são simplificadas para extrair recursos de contexto para cada nó. Todos os recursos tex-
tuais são alimentados em um codificador de texto para gerar uma densa incorporação
semântica e são adicionados também a posição relativa de cada nó. A incorporação de
nós combinada é usada para prever o tipo de nó através de uma classificação binária
para obter a probabilidade de correspondência para cada tipo de atributo e, ao final, é
selecionado o atributo com maior probabilidade da previsão. É utilizado um codificador
de texto LSTM-CNN hierárquico para codificar os recursos de nível de caractere e nível
de palavra. A CNN codifica as incorporações a nível de caractere e a LSTM bidirecional
obtém a representação da sequência XPath, de modo que possa utilizar todas as tags
significativas da sequência. Também é calculada a Similaridade de Cosseno (SC) para
modelar suas relações semânticas. Durante a inferência das verticais, é alterado de
um modelo multi classe para um classificador binário, já que cada vertical tem uma
quantidade de atributos diferentes. Por fim, é aplicado um softmax para obter o maior
valor predito.

(REIPS et al., 2023) propõem uma ferramenta de scraping de notícias online
que realiza a filtragem das notícias relevantes para o usuário através de strings de
interesse pré-definidas. Essas notícias são armazenadas em uma base de dados
relacional, onde o sistema executa a limpeza e o pré-processamento dos dados, a fim
de extrair e identificar as entidades relevantes do texto original. Após isso, é realizado
a vetorização das entidades através da técnica de Term Frequency - Inverse Document
Frequency (TF-IDF) e a distinção entre notícias relevantes e não relevantes através
de uma filtragem manual ou automática. Na filtragem manual, o usuário é convidado a
destacar dentre dez notícias oferecidas as que possuam relevância para ele. Caso não
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existam, outras dez notícias são oferecidas e o processo é refeito. Em cada iteração,
as notícias atuais são agrupadas às anteriores, não havendo perda das já identificadas
como relevantes pelo usuário. Na filtragem automática, são utilizados três algoritmos
para executar a tarefa de classificação: Naive Bayes, Random Forest e Multi-Layer
Perceptron. Com as notícias filtradas, é realizado a classificação dos dados utilizando
a SC aplicado sobre os vetores TF-IDF. A ferramenta também armazena o histórico
das extrações e a origem dos dados.

3.2 EXTRAÇÃO COM USO DE RENDERIZAÇÃO DA PÁGINA WEB

Para a extração de dados de páginas Web com uso de renderização, os tra-
balhos buscam realizar a extração de informações através da percepção visual do
usuário sobre a página. As abordagens necessitam, em algum momento, utilizar de
um navegador para processar a página. Também podem utilizar algoritmos Visual
Blocks, que extraem as informações posicionais e as propriedades visuais das páginas
renderizadas, para realizar a tarefa de extração de informações.

(LIU, W.; MENG, X.; MENG, W., 2010b) apresenta um abordagem que se con-
centra na extração de registros de dados e itens de dados organizados regularmente
em páginas da Web. Para isso, ela executa quatro etapas principais: construção de ár-
vore Visual Block, extração de registro de dados, extração de item de dados e geração
de wrapper visual. As informações visuais das páginas da Web usadas por ele incluem
principalmente informações relacionadas ao layout da página da Web (localização e
tamanho) e fonte. Uma árvore Visual Block é uma segmentação de uma página da
Web. Para transformar uma página em uma árvore Visual Block e extrair a informação
visual, foi usado o algoritmo Vision-based Page Segmentation (VIPS) (CAI et al., 2003).
A árvore Visual Block tem três propriedades interessantes: (a) o bloco X contém o
bloco Y se X for um ancestral de Y ; (b) X e Y não se sobrepõem se não satisfazem a
propriedade (a); (c) os blocos com o mesmo pai são organizados na árvore de acordo
com a ordem dos nós correspondentes que aparecem na página. O autor utiliza a
proporção entre o tamanho da região de dados e o tamanho de toda a página em
vez do tamanho real para localizar a região que contém todos os registros de dados.
Para extrair os registros de dados são usadas algumas premissas como: os registros
de dados geralmente são alinhados à esquerda em uma região de dados, todos os
dados são adjacentes, dados adjacentes não se sobrepõem e o espaço entre registros
adjacentes é o mesmo. Além disso, os itens que possuem a mesma semântica utilizam
uma mesma fonte para elementos textuais e um mesmo tamanho para imagens, com-
partilhando o mesmo tipo de posição. Também se pressupõem que o primeiro dado
em cada registro de dados é sempre do tipo obrigatório e sua apresentação segue
uma ordem fixa. Blocos que não seguirem essas delimitações são tratados como ruído
pelo autor. Para processar e extrair os itens dos dados, é proposto um algoritmo de
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multi-alinhamento passo a passo de forma holística. Inicialmente, todos os itens de
dados são alinhados pela ordem de seus registros correspondentes. Quando encon-
trado itens de dados opcionais, que não aparecem em alguns registros, essas posições
vagas serão preenchidas com o item em branco predefinido. Isso garante que todos os
registros de dados estejam alinhados e tenham o mesmo número de itens de dados
no final. Para gerar os wrappers visuais existem dois components propostos: o Vision-
Based Data Record Wrappe (ViDRE) e o Vision-Based Data Item Wrapper (ViDIE).
O ViDRE localiza a região de dados na árvore Visual Block e, em seguida, extrai os
registros de dados dos blocos filho da região de dados. Já o ViDIE agrupa itens de
dados de diferentes registros de dados em colunas ou atributos, de modo que os itens
de dados na mesma coluna tenham a mesma semântica.

(ANDERSON; HONG, 2013b) propõem uma abordagem que utiliza fontes co-
muns de evidência que humanos usam para entender os registros de dados em uma
página de consultas como regularidade estrutural, semelhança visual entre registros
e semelhança de conteúdo entre registros. Itens como barras de navegação e anún-
cios são tratados como ruídos. Para validar sua ideia é implementado um protótipo
de software chamado rExtractor. Para realizar a extração dos dados é utilizada uma
abordagem de começar a busca no centro da página, para se afastar dos blocos de
ruído nas bordas e se aproximar da área de maior prioridade para registros de dados.
Então é traçada uma Espiral Ulam, que organiza números inteiros positivos em forma
de espiral de sentido horário, com os números primos sendo indicados de alguma
forma ao longo da espiral (WEISSTEIN, 2002). A Espiral Ulam foi especialmente se-
lecionada por cobrir a maior proporção possível da área de maior prioridade, antes
de atingir as bordas da página. O crescimento exponencial da espiral combinado com
sua direção de deslocamento (sentido horário) garante que ela mostre um viés para
a área entre o centro e o canto superior esquerdo da página, cobrindo assim mais
da área de prioridade mais alta. A espiral termina quando encontra um bloco básico
pela primeira vez, onde é chamado de bloco semente. Para representar uma página
da Web renderizada é utilizado o Visual Block Model (VBM), o que permite acessar
as informações posicionais e as propriedades visuais de cada item na página. Em
seguida, o autor utiliza um método próprio para medir a semelhança visual entre os
VBMs, seguido algumas definições das relações espaciais entre esses Visual Blocks
para determinar a aparência visual de cada bloco de forma flexível. Para isso, foram
escolhidas propriedades que historicamente desfrutam de boa representação em vá-
rios navegadores e são mais amplamente usadas por designers de páginas Web para
definir a aparência visual das páginas de consulta como, por exemplo, fontWeight. Ela
deve decidir se dois blocos visuais têm similaridade visual, de largura ou de conteúdo
baseada em alguns critérios: para terem similaridade visual todas as propriedades
visuais de ambos os blocos devem iguais; para ter similaridade de largura dois blocos



Capítulo 3. REVISÃO DA LITERATURA 34

visuais devem ter as propriedades de largura dentro de um limite de 5 pixels um do ou-
tro; para terem similaridade de conteúdo é utilizado variante do índice Jaccard (REAL;
VARGAS, 1996) para medir a similaridade dos conjuntos semelhantes de blocos filhos.
O bloco semente está contido dentro de vários blocos. Ao isolar apenas os blocos
nos quais o bloco semente está realmente contido, é identificado o conjunto de blocos
de registro candidatos. Em seguida, são filtrados os conjuntos de todos os blocos da
página, descartando qualquer bloco que não tenha a mesma largura como um dos
blocos de registro candidatos.

(FAYZRAKHMANOV et al., 2018) propõem uma abordagem e um algoritmo para
gerar automaticamente wrappers HTTP, visando eliminar o primeiro nível de interação,
junto ao navegador e realizar a extração de dados exclusivamente usando as intera-
ções HTTP correspondente ao segundo nível, minimizando o número de interações
HTTP e eliminando as que não fazem requisições aos dados desejados. O algoritmo
para isso foi nomeado de FastWrap e recebe como entrada um wrapper visual jun-
tamente com seus parâmetros de entrada e produz como saída um wrapper HTTP
sem navegador correspondente. O wrapper de saída extrai os mesmos dados que o
wrapper de entrada, interagindo diretamente com os servidores do site e sem requerer
carregamento e renderização da página Web. Esta abordagem funciona executando o
wrapper de entrada com seus parâmetros de entrada para coletar e analisar a sequên-
cia de trocas de Request-Response entre o wrapper de entrada e o servidor Web.
Esses dados são usados para identificar as interações HTTP de destino com os regis-
tros de saída desejados em suas respostas. Além disso, os registros fornecidos são
usados para gerar seletores de dados para extrair os dados do conteúdo e transformá-
los em uma representação estruturada. Eles são usados para induzir corretamente o
wrapper de saída, que extrai os mesmos dados que o wrapper de entrada. Isso torna
a abordagem aplicável a uma ampla variedade de wrappers visuais e evita vinculá-la
a qualquer sistema específico.

3.3 TABELA COMPARATIVA E DISCUSSÃO

Separando os trabalhos entre os que não necessitam renderizar a página em
algum momento do processo e os que necessitam, o número de trabalhos levantados
que buscam resolver o problema sem utilizar de renderização é maior do que os que
buscam pela alternativa da renderização. Essa tentativa de eliminar a utilização da
renderização se dá pelo alto custo de processamento quando se usa uma engine de
navegação para executar a renderização. Entretanto, essas abordagens são as mais
robustas pois tendem a focar mais em como o usuário final do sistema enxerga o
conteúdo da página, desconsiderando como está codificado e quais ferramentas foram
empregadas pelos desenvolvedores.

Também é possível notar que em trabalhos que não utilizam de renderização,
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há uma tendência de tentar utilizar dicas visuais utilizadas pelos desenvolvedores na
criação dos elementos da página Web. Porém, os trabalhos tendem a limitar o uso das
dicas visuais a alguns elementos específicos, baseados nas tarefas que é pretendido
executar. Essa decisão se deve ou pela complexidade de adotar uma abordagem mais
ampla ou pela redução de dimensionalidade na execução dos modelos propostos.

Nota-se também que de forma direta ou indireta, os trabalhos buscam fazer uma
distinção do que é ou não ruído dentro de uma página Web. Isso auxilia a simplificar
a extração das informações, pois elementos como menus, rodapés, propagandas, etc
tendem a apresentar uma mesma forma de implementação e estarem posicionadas em
partes específicas nas páginas, onde removê-las reduz o universo de busca. Também é
possível notar que com o passar dos anos a abordagem do uso de árvores e heurísticas
foi sendo substituída por técnicas mais modernas, utilizando aprendizagem de máquina
para executar algumas tarefas.

Trabalho Renderização Dicas
Visuais

Remove
ruídos

Conteúdo
dinâmico Abordagem

(YANG; ZHANG, 2001) x Trees e Heurísticas
(LIU, B.; GROSSMAN; ZHAI, 2003) x Trees e Heurísticas

(ZHAI; LIU, B., 2005) x Trees e Heurísticas
(SIMON; LAUSEN, 2005) x x Trees e Heurísticas

(LIU, W.; MENG, X.; MENG, W., 2010b) x x x VBM e Heurísticas
(ANDERSON; HONG, 2013b) x x x VBM e Heurísticas

(VELLOSO et al., 2014) x Trees e Heurísticas
(PANDARGE; CHAKKARWAR, 2017) x Trees

(WAI et al., 2017) x x Trees e DL
(FAYZRAKHMANOV et al., 2018) x x x Wrappers e Heurísticas

(GUO, J. et al., 2019) x Trees
(VELLOSO et al., 2020) x Trees e Heurísticas

(XIE et al., 2021) x Trees e BERT
(ZHOU et al., 2022) x LSTM-CNN e SC
(REIPS et al., 2023) x TF-IDF, SC e ML

Este trabalho x x x Trees e ELMo

Tabela 2 – Tabela comparativa entre os trabalhos.



36

4 TRABALHO PROPOSTO

O trabalho desenvolvido, chamado de Enhanced Data Representation for Ex-
traction in Web (EDREW)1, é uma abordagem de extração de dados em páginas da
Web que aproveita a estrutura do DOM HTML e sua sequência de tags para gerar
uma representação textual dos elementos da página, visando inferir seu conteúdo re-
levante e reduzir ao máximo a captura de ruídos. Este capítulo é destinado a detalhar
o processo de extração do conteúdo realizado pelo EDREW.

4.1 VISÃO GERAL

A arquitetura geral do EDREW é composta por cinco fases, conforme apresen-
tado na Figura 6: (a) sanitização e montagem da árvore de elementos; (b) adição de
tokens especiais; (c) criação do Reverse Enhanced TPS (reTPS); (d) classificação do
reTPS; (e) inferência do modelo. Por fim, o conteúdo extraído é apresentado através
de uma lista de itens ou em um formato personalizado através da utilização de uma
função builder que permite a manipulação dos dados antes de seu retorno.

Figura 6 – Processo de execução do EDREW da aquisição de uma página HTML até
a extração de seu conteúdo.

Para sua utilização, o EDREW necessita como entrada um texto HTML de uma
página Web, um modelo treinado ELMo e, opcionalmente, uma função builder como
parâmetros. O builder serve para personalizar a saída do modelo caso o usuário não
deseje receber os dados extraídos em formato de lista, podendo formatar o resultado
conforme desejar. No Algoritmo 1 é possível notar que o EDREW realiza quatro passos
1 https://github.com/mcanzian/EDREW
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para fazer a extração do dados: a montagem dos nodes da árvore do HTML (linha 1),
a preparação dos dados dos nodes para serem utilizados como entrada do modelo
(linha 2), carregamento e inferência do modelo (linha 3) e, por fim, realização de um
pós-processamento para apresentação dos dados ao final da execução (linha 4). Ao
final da execução, são retornados os dados processados e prontos para uso (linha 5).

Algorithm 1 EDREW
Require: html
Require: model
Require: builder

1: nodes ← Extractor (html)
2: data← prepare(nodes)
3: predict ← inference(data, model)
4: result ← postProcess(predict , builder )
5: return result

4.2 MONTAGEM DA ÁRVORE DE ELEMENTOS

A preparação dos dados dos elementos HTML para serem utilizados pelo mo-
delo é realizada através do Algoritmo 2. Na fase de preparação da representação
textual é realizada uma requisição HTTP para uma página Web ou a leitura de um
arquivo local, a fim de obter o corpo HTML da página em forma de texto. O texto ob-
tido é utilizado como entrada do algoritmo, onde é executado a sanitização do texto
(linha 1), a fim de remover excesso de caracteres de espaçamento, quebras de linha e
tabulações.

Algorithm 2 Extractor
Require: html

1: global countTags ← 0
2: html ← sanitize(html)
3: tree← buildTree(html)
4: nodes ← classifyNodes(tree)
5: return nodes

A seguir, o Extractor faz uma chamada ao Algoritmo 3 (linha 3), que recebe
como entrada o texto HTML sanitizado e executa a construção da árvore de elementos
para a criação dos reTPS. O buildTree também possui algumas variáveis de controle,
para auxiliar em sua execução:

• HTML_TAGS_REGEX: Expressão regular usada para extrair as tags do texto
HTML;

• countTags: Contador de tags válidas utilizadas durante a extração para refe-
renciar o posicionamento da tag na página;
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• level: Nível atual da tag na árvore de elementos;

• currentNode: Node atual da árvore de elementos;

• isScript: Flag para indicar se uma tag se localiza dentro de um <script>;

• wt: Prefixo #WT para ser utilizado em tags do tipo Wrapper Tag;

• root: Node raiz da árvore de elementos;

• appendedTag: Flag para indicar se a tag foi adicionada na árvore de elemen-
tos;

• tagSequence: TP da tag extraída do texto HTML;

• tagSequenceH: TPS da tag extraída do texto HTML;

• classesCounter: Contador do número de classes únicas utilizadas nas tags
extraídas.

Após a inicialização das variáveis auxiliares, é iniciado a execução de uma
expressão regular, genérica e fixa, no corpo do HTML da página (linha 10) para des-
membrar os elementos da página Web. Isso permite que manipulações dos elementos
da página sejam realizadas pelo EDREW sem restrições aos padrões do HTML, per-
mitindo capturar customizações criadas nas páginas, como por exemplo tags customi-
zadas.

Figura 7 – (a) Expressão regular utilizada para extrair os elementos do HTML; (b) exem-
plo de tag utilizada; (c) exemplo do agrupamento dos itens extraídos pela
expressão regular sobre a tag apresentada.

A expressão regular separa cada elemento da página entre sua tag e seus
atributos, para serem utilizados durante a criação da árvore de elementos, conforme
mostrado na Figura 7. Cada agrupamento formado pela expressão regular representa
uma característica da tag, onde esses grupos serão utilizados pelo EDREW para exe-
cutar suas tarefas. Os grupos criados são respectivamente: tag completa (FULL_START),
nome da tag (NAME), primeiro grupo de atributos (ATTRIBUTES), segundo grupo de atribu-
tos (ATTRIBUTES2), auto fechamento da tag (AUTO_CLOSED), conteúdo da tag (CONTENT),
fechamento completo da tag (FULL_END), fechamento da tag (END), conteúdo residual
após fechamento da tag (CONTENT_END_TAG) e segundo fechamento da tag (END2).
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Algorithm 3 buildTree
Require: html

1: global HTML_TAGS_REGEX , countTags
2: global level ← 0
3: global currentNode← null
4: global isScript ← false
5: global wt ← ”#WT”
6: root ← null
7: appendedTag ← false
8: tagSequence, tagSequenceH ← []
9: classesCounter ← {}

10: tags ← regex(HTML_TAGS_REGEX , html)
11: for each tag in tags do
12: appendedTag ← false
13: if shouldSkipTag(tag) then
14: continue
15: end if
16: if isWrapperTag(tag, tagSequence, tagSequenceH) then
17: continue
18: end if
19: if tag[FULL_START ] is not empty then
20: addNewRegularTag(tag, tagSequence, tagSequenceH)
21: else if tag[END] ̸= ”br” then
22: processEndTag(tag, tagSequence, tagSequenceH)
23: end if
24: if root is null then
25: root ← currentNode
26: end if
27: end for
28: return root

A decisão de se obter as tags de forma manual, sem a utilização de bibliote-
cas propostas por trabalhos anteriores, se deu porque foi identificado que as biblio-
tecas utilizadas pelos trabalhos existentes se baseiam apenas nos elementos des-
critos no padrão da linguagem HTML, desconsiderando elementos e atributos cus-
tomizados. O elemento customizado <dhi-new-typeahead-input> e seus atributos
_ngcontent-vmk-c53, formcontrolname e data-cy, apresentados na Figura 8, não se-
riam extraídos por completo e, por consequência, haveriam perdas de informações
durante a extração. A utilização da expressão regular permitiu o processamento destes
dados sem comprometer a performance de extração, mas com a vantagem de total
controle de todos os elementos e atributos de cada página.

Figura 8 – Exemplo de tag customizada utilizada pela versão atual do site Dice.
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Após a identificação das tags pela expressão regular do Algoritmo 3, é iniciada
a montagem da árvore de elementos (linha 11), baseado no relacionamento entre os
elementos do DOM HTML da página. Ao criar cada elemento, são atribuídos a ele sua
tag, seus atributos e seu conteúdo. Para isso, é feita uma iteração em cada tag gerada
pela expressão regular, onde podem ocorrer cinco casos principais: a tag é do tipo
script ou pertence a lista de tags excluídas (SKIP_TAGS) e deve ser ignorada (linhas
13 a 15), a tag é uma Wrapper Tag (WT) (linhas 16 a 18), a tag é uma FULL_START

(linhas 19 e 20), a tag é uma END diferente de quebra de linha (br) ou a tag não se
encaixar em nenhuma destas condições.

Algorithm 4 shouldSkipTag
Require: tag

1: global isScript
2: global SKIP_TAGS
3: if tag[NAME ] = ”script” then
4: isScript ← true
5: return true
6: else if tag[END] = ”script” then
7: isScript ← false
8: return true
9: else if tag[NAME ] in SKIP_TAGS or tag[END] in SKIP_TAGS or isScript then

10: isScript ← false
11: return true
12: end if
13: return false

Entre as linhas 13 e 15 do buildTree(), é realizado a checagem das tags a
serem ignoradas. Caso a tag seja do tipo script ou esteja incluída na lista SKIP_TAGS,
ela e todo o seu conteúdo devem ser ignorados através da execução do Algoritmo 4,
que recebe como entrada a tag a ser verificada e retorna se ela é um script ou não.
O EDREW não trata scripts do tipo Javascript, ECMAScripts e afins. Caso o EDREW
identifique elementos HTML dentro de um script, estes elementos serão ignorados até
que seja identificado um fechamento de script (<\script>) no corpo do HTML. Isso
ocorre devido ao EDREW não saber em que local da página os elementos de dentro
da tag <script> serão anexados ao corpo do HTML, em tempo de execução, o que
acaba distorcendo toda a classificação dos elementos na página Web. As tags do
conjunto SKIP_TAGS são referentes a estilos, metadados, links e inputs, sendo assim
desconsideradas pelo EDREW. No caso de estilos, caso sejam aplicados diretamente
na tag (inline) os estilos são considerados, assim como suas classes. O EDREW não
considera os atributos que formam uma classe individualmente, mas a classe como um
todo. Os elementos que formam o SKIP_TAGS são: link, meta, noscript, base, style,
input e area.



Capítulo 4. TRABALHO PROPOSTO 41

Tags do HTML que são utilizadas envolta de outras tags para estilização (por
exemplo <strong>) ou adicionar uma ação a um elemento (por exemplo <a>) são
tratadas de forma especial pelo EDREW, sendo chamadas de WT. Wrapper Tags são
tags especiais editadas pelo EDREW onde se adiciona o prefixo ’#WT’ à tag original
do elemento. O conjunto de elementos que formam as WTs são: span, a, b, strong,
i, em, mark, small, del, ins, sub e sup. Caso uma tag seja do tipo WT e não possua
conteúdo é executado o Algoritmo 5, que recebe a tag a ser validada, seu TP e seu
TPS como entradas e retorna se ela é ou não uma WT. Além disso, caso a tag seja
de fato uma WT, ela é simplesmente adicionada à árvore de elementos através de um
node e, em seguida, é indicada como o node atual da árvore, conforme apresentado
entre as linhas 3 e 7 do algoritmo.

Algorithm 5 isWrapperTag
Require: tag
Require: tagSequence
Require: tagSequenceH

1: global WRAPPER_TAGS
2: global wt
3: if tag[NAME ] in WRAPPER_TAGS and tag[CONTENT ] is empty then
4: node← addNode(tag, wt + tag[NAME ], tagSequence, tagSequenceH)
5: currentNode← node
6: return true
7: end if
8: return false

De volta ao Algoritmo 3, entre as linhas 19 a 21, é verificado se a tag possui
algum valor em seu FULL_START. Caso positivo, é executado o Algoritmo 6, que recebe
como entradas a tag a ser adicionada a árvore de elementos, seu TP e seu TPS.
Inicialmente, são realizadas algumas verificações na tag (linhas 6 a 11), a fim de
remover possíveis distorções que a página possa gerar. A primeira verificação realizada
é checar se o nome da tag é diferente de br (linha 6). Caso seja, será adicionado um
novo level ao elemento (linha 7); caso contrário, o elemento será considerado do
mesmo level que o elemento anterior. Tags do tipo br são quebras de linha e sua
utilização desmedida pode gerar distorções na classificação do modelo, indicando que
os elementos daquela região da página pertencem a um grupo diferente do seu grupo
real. Também é verificado se a tag pertence ao grupo de elementos, chamado neste
trabalho de REPEATING_TAG_STRUCTURE (linhas 9 a 11). Este grupo serve para indicar
que a tag é utilizada para formar uma listagem ou tabulação dos elementos. Porém,
da mesma forma que a tag br, a utilização excessiva destes elementos na página
acaba distorcendo sua classificação de posicionamento no layout e, por isso, deve
ser desconsiderado. O grupo REPEATING_TAG_STRUCTURE é constituído pelos seguintes
elementos: li, ol, ul, option, p, dd, dl, dt, br, th, tr, td, menuitem. A repetição
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destas tags acaba alterando o posicionamento das demais tags a sua volta em relação
à página como um todo e, consequentemente, isso acaba alterando a sua classificação
pelo modelo.

Algorithm 6 addNewRegularTag
Require: tag
Require: tagSequence
Require: tagSequenceH

1: global wt
2: global level
3: global countTags
4: global currentNode
5: global REPEATING_TAG_STRUCTURE
6: if tag[NAME ] ̸= ”br” then
7: level ← level + 1
8: end if
9: if tag[NAME ] not in REPEATING_TAG_STRUCTURE then

10: countTags ← countTags + 1
11: end if
12: node← addNode(tag, wt + tag[NAME ], tagSequence, tagSequenceH)
13: if tag is auto close then
14: tagSequence.pop()
15: tagSequenceH.pop()
16: else
17: currentNode← node
18: end if

Ao final das verificações do Algoritmo 6, a tag é adicionada a um node da
árvore de elementos (linha 12). Por fim, é verificado se a tag é do tipo auto fechamento
(linhas 13 a 18), como por exemplo <img/>. Se afirmativo, a tag é removida das listas
de controle tagSequence e tagSequenceH, caso contrario ela é indicada como o node
atual da árvore através da variável currentNode.

Dando sequência ao Algoritmo 3, entre as linhas 21 e 23, caso a tag não possua
um valor em seu FULL_START, é verificado se seu END_TAG não é uma quebra de linha
(br). Caso não seja, é executado o Algoritmo 7, que recebe como entradas a tag a
ser processada, seu TP e seu TPS. Inicialmente, é verificado se a última tag da lista
de controle tagSequence é do tipo Wrapper Tags, através de seu prefixo (linhas 5 a 7).
Caso seja, o prefixo WT é removido da tag.

Após isso, é verificado se a última tag do tagSequence é do tipo END (linha 8).
Caso positivo, ela é removida da lista de controle tagSequence e, caso não seja uma
Wrapper Tag, também é removida da tagSequenceH. Por fim, ainda dentro da verifica-
ção do tipo END, caso seu valor em END seja de uma tag dentro da lista FORMATTER_TAGS,
o conteúdo do node atual (currentNode) será concatenado com o valor da extra-
ção da última tag. Isto ocorre para unir conteúdos formatados dentro de uma tag.
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Algorithm 7 processEndTag
Require: tag
Require: tagSequence
Require: tagSequenceH

1: global wt
2: global level
3: global currentNode
4: global FORMATTER_TAGS
5: lastTag ← tagSequence.last()
6: if lastTag starts with wt then lastTag ← lastTag.substr (3, lastTag.length)
7: end if
8: if lastTag is END then
9: poppedTag ← tagSequence.pop()

10: if poppedTag not starts with wt then
11: tagSequenceH.pop()
12: end if
13: if tag[END] IN FORMATTER_TAGS then
14: currentNode.content ← currentNode.content + tag[CONTENT_END_TAG]
15: end if
16: level ← level – 1
17: end if

FORMATTER_TAGS são tags utilizadas para dar algum tipo de formatação visual a um
elemento, onde as seguintes tags são utilizadas pelo EDREW: b, strong, i, em, mark,
small, del, ins, sub e sup. No exemplo seguinte, um conteúdo formatado da seguinte
forma texto <b>formatado<\b> aqui é transformado em texto formatado aqui no
valor de conteúdo do node. Isso evita que durante a inferência dos conteúdos realizada
pelo modelo, apenas a palavra formatado seja indicada como conteúdo relevante, e
não a frase inteira.

4.3 ADIÇÃO DE TOKENS ESPECIAIS

A criação e adição dos nodes à árvore de elementos é feita através do Algoritmo
8. Inicialmente, é gerado um TPS simples da tag (linha 2), onde são concatenados
seus elementos antecessores até sua tag atual, separados pelo separador <#SEP>,
utilizando o Algoritmo 9. Também é criada uma variável concatenando o nome da tag
com a sua posição na página (linha 3), separadas pelo caractere pipeline (|), que será
utilizado durante a classificação da tag. Após isto, é realizada a criação do node da
árvore de elementos (linha 4), onde o node recebe como atributos a tag com seu
countTags, seu TPS, seus atributos, seu conteúdo e seu node pai (que é definido
através do node atual da árvore).

Após a criação de um node, são realizados alguns tratamentos nas informações
do TPS da tag (linha 5), a fim de aprimorar a inferência do modelo na próxima fase
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Algorithm 8 addNode
Require: tag
Require: tagName
Require: tagSequence
Require: tagSequenceH

1: appendedTag ← true
2: tps ← toTPS(tagSequence, tagName)
3: tn← tag[NAME ] + ”|” + countTags
4: node← Node(tn, tps, tag[ATTRIBUTES], tag[CONTENT ], currentNode)
5: node.tpsh← toTPS(tagSequenceH, tagAttrs(tag))
6: node.tpsi ← toTPSi(node.tpsh, true, 20)
7: return node

do EDREW. Para isso, são criados tokens especiais baseados no TPS da tag, que
auxiliam o modelo a identificar padrões e características únicas nos elementos. Isto
visa facilitar que o modelo diferencie elementos similares da página em contextos
diferentes. Por exemplo, uma <div> posicionada no início da página pode ter uma
classificação diferente de uma <div> posicionada mais ao centro da página, mesmo
apresentando características similares.

Algorithm 9 toTPS
Require: pathSequence
Require: tag

1: pathSequence← tag
2: tps ← []
3: for each p in pathSequence do
4: tps ← p + TAG_SEPARATOR
5: end for
6: return tps

O processo da criação do TPS é refeito, porém agora classificando as informa-
ções da tag através de suas cinco propriedades: id, propriedades, classes, estilos
e conteúdo. Por padrão, o EDREW utiliza um conjunto de 14 valores pré-definidos para
classificar tokens especiais às tags, conforme demonstrado na Tabela 3.
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Token especial Descrição
<#SEP> Separador entre elementos de um TPS do EDEW.
<#CLSS> Token indicando que os próximos elementos pertencem a uma classe da tag.
<#PROP> Token indicando que os próximos elementos pertencem a uma propriedade da tag.
<#ID> Token indicando que a tag possui um atributo do tipo ID.
<#VAL> Token indicando que a tag possui um atributo com o valor value.
<#DESC> Token indicando que a tag possui um atributo com o valor description.
<#NAME> Token indicando que a tag possui um atributo com o valor name.
<#DATE> Token indicando que a tag possui um atributo com o valor date.
<#CONT> Token indicando que a tag possui um atributo com o valor content.
<#DET> Token indicando que a tag possui um atributo do tipo detail ou details.
<#CNT> Token indicando que a tag possui um valor atribuído a ela.
<#$> Token indicando que a tag possui um valor monetário atribuído a ela.
<#HIDE> Token indicando que a tag está oculta do usuário na renderização da página.

Tabela 3 – Apresentação do conjunto de 14 tokens especiais padrões do EDREW.

Caso uma tag possua um atributo do tipo id, os tokens especiais <#SEP><#ID>

são adicionados ao tagSequenceH. Elementos com atributo id tendem a ser utilizados
para alguma função de interação dentro da página, mas apenas o atributo id isola-
damente não indica, necessariamente, a relevância da tag. Em tags que possuam
atributos do tipo propriedades e classes são adicionados tokens especiais com base
na análise dos atributos e seus valores. Para isso, é realizada uma busca nos textos
das propriedades baseada no conjunto de valores pré-definidos. Estes valores foram
baseados em análises realizadas durante os experimentos nos elementos das pági-
nas do dataset SWDE, onde frequentemente são utilizados para definir os mesmos
conjuntos de dados, mesmo que em diferentes páginas. Os valores utilizados são:
price, value, description, name, date, content e details. Também é possível esten-
der a lista de valores através da configuração do EDREW, onde pode-se adicionar por
exemplo os valores author e isbn com seus respectivos tokens especiais.

Para marcação de estilos, caso a tag esteja oculta na página, através da
utilização de estilos como display:none ou visibility:hidden é adicionado um token
especial do tipo <#HIDE> ao tagSequenceH, sinalizando ao modelo que o elemento está
oculto na página. Por fim, a marcação de conteúdo através do token especial <#CNT> é
realizada caso a tag esteja localizada em uma folha da árvore de elementos e tenha
algum conteúdo associado a ela. Caso seja identificado que o conteúdo inicie com um
cifrão ($), um token especial do tipo <#$> é adicionado junto ao token de conteúdo,
indicando um possível valor monetário.

A ordem de inserção dos tokens especiais no tagSequenceH segue a seguinte
ordem, permitindo que o modelo possa prever o próximo token baseado em sua se-
quencia pré-definida: <tag><id><classes><propriedades><conteúdo>. O processo de
adição de um node a árvore de elementos e da montagem do TPS com tag especiais
pode ser vista na Figura 9. Primeiro é feito a iteração pelo corpo do HTML (a), é reali-
zado a extração da tag (b), é gerada a lista com todos os elementos da hierarquia da
tag (c), seu TPS simples com separador (d) e por fim seu TPS com a classificação dos
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elementos (e).

Figura 9 – Exemplo de montagem de um TPS pelo EDREW iniciando pela árvore de
tags.

4.4 REVERSE ENHANCED TPS (RETPS)

Ao final do Algoritmo 8, é feita a criação do reTPS (linha 6) através da utilização
do Algoritmo 10. Ele recebe como entrada o TPS e o threshold do total de tags. O
valor de threshold utilizado para o corte de elementos é de 20, baseado em testes
realizados com o dataset SWDE através da vertical auto e com a métrica F1-score,
conforme apresentado na Figura 10.

O Algoritmo 10 inicia com a criação de uma lista dos elementos do TPS, sepa-
rando os valores pelo separador <#SEP> (linha 3), e iterando seus elementos (linhas
4 a 12) a fim de atualizar o valor da variável global maxLevel. Isso é feito através da
separação do valor do elemento pelo caractere pipeline (linha 8), onde o primeiro valor
representa a tag e o segundo valor a sua posição na página. Caso o valor atual seja
maior que o valor em maxLevel seu valor é atualizado (linhas 9 a 12). Caso a tag seja
uma tag especial ou um br o valor é ignorado.
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Algorithm 10 toTPSi
Require: pathSequence
Require: maxTags

1: global maxLevel
2: global TAG_SEPARATOR
3: tpsi ← pathSequence.split(TAG_SEPARATOR)
4: for each tagWithLevel in tpsi do
5: if tagWithLevel starts with ”<#” OR tagWithLevel = ”br” then
6: continue
7: end if
8: t ← tagWithLevel .split(”|”)
9: level ← t [1]

10: if level > maxLevel then
11: maxLevel ← level
12: end if
13: end for
14: tpsi2← []
15: for each tagWithLevel in tpsi do
16: tpsi2← tagWithLevel
17: end for
18: tpsi2.reverse()
19: tpsi ← []
20: c ← 0
21: for each tag in tpsi2 do
22: tpsi ← tag + TAG_SEPARATOR
23: if c > maxTags then
24: break
25: end if
26: c ← c + 1
27: end for
28: return tpsi

Figura 10 – Testes de diferentes thresholds utilizando a vertical auto e a métrica F1-
score.
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Após isso, é gerada uma cópia da lista de elementos do TPS (linhas 14 a 17)
e é aplicada a reversão destes elementos (linha 18). Esta inversão busca trazer os
elementos localizados nas folhas da árvore para o início da lista e levar a sua raiz para
o final, removendo do reTPS os elementos que supostamente mais se repetem entre os
elementos da página, já que os elementos mais ao final do reTPS estão mais próximos
da raiz da árvore. Com isso, é realizada a iteração dos elementos, transformando-
os em uma string novamente através de sua concatenação com o separador <#SEP>
(linhas 19 a 27).

Durante a iteração dos elementos invertidos, também é executado um corte no
total de elementos utilizados pelo reTPS, onde o número de elementos permitido por
um reTPS é feito através de um threshold do seu total de tags (linhas 23 a 26). A
limitação dos elementos no reTPS serve para que o modelo foque nos elementos mais
próximos da folha, onde normalmente estão localizados os conteúdos das páginas. Por
fim, é retornado o reTPS da tag. A Figura 11 apresenta um exemplo de reTPS gerado
pelo EDREW.

Figura 11 – Exemplo de reTPS que será utilizado pelo modelo.

4.5 CLASSIFICAÇÃO DE POSICIONAMENTO

Como último passo do Algoritmo 2, são realizadas as classificações das tags
baseadas em seu posicionamento na página, conforme apresentado pelo Algoritmo
11. A classificação de sua posição relativa à página é concatenada à tag no reTPS,
separado por um pipeline (|), conforme é demonstrado na Figura 11.

O Algoritmo 11 recebe como entrada a árvore de elementos gerada pelo HTML
da página, através de sua raiz. A partir disso, é realizada a iteração por todos os
elementos da árvore de forma recursiva (linhas 20 a 22) a fim de classificar todos os
seus nodes, gerando assim o reTPS final. Para cada node da árvore, é realizada a
separação de suas tags através do separador <#SEP> (linhas 3 e 4) para então fazer
a iteração em todas as tags do node da árvore (linha 6). Caso a tag seja uma tag
especial ou um br, a tag é apenas adicionada à lista de tags e é avançado para
a próxima tag da iteração. Caso contrário, a tags é separada entre nome da tag e
sua posição relativa à página através do separador pipeline (|). Então é executado o
Algoritmo 12, que recebe como entradas a posição da tag e o contador de tags válidas.

A classificação do reTPS através de seu posicionamento é calculado baseado
na Série de Fibonacci e serve para criar uma diferenciação entre mesmas tags em
diferentes posições da página. Seu posicionamento é calculado baseado na altura do
elemento relativo ao tamanho do documento HTML. A Série de Fibonacci foi escolhida
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Algorithm 11 classifyNodes
Require: root

1: global countTags
2: global TAG_SEPARATOR
3: SEP ← ”<#SEP>”
4: nodeTags ← root .tpsi .split(SEP)
5: tags ← []
6: for each tag in nodeTags do
7: if tag starts with ”<#” OR tag = ”br” then
8: tags ← tag
9: continue

10: end if
11: tagName← tag.split(”|”)[0]
12: tagLevel ← tag.split(”|”)[1]
13: levelClassification = getFibonacci(tagLevel , countTags)
14: tags ← tagName + ”|” + levelClassification
15: end for
16: root .reTPS = ” ”
17: for each t in tags do
18: root .reTPS = root .reTPS + t + TAG_SEPARATOR
19: end for
20: for each child in root .children do
21: classifyNodes(tree, countTags)
22: end for
23: return root

Algorithm 12 getFibonacci
Require: number
Require: maxNumber

1: fibonacci ← [1,2,3,5,8,13,21,34,55,89,100]
2: nearestFibonacciNumber ← 1
3: if maxNumberisnotnull then
4: number ← (number /maxNumber ) ∗ 100
5: end if
6: for each f in fibonacci do
7: if number >= f then
8: nearestFibonacciNumber ← f
9: else

10: break
11: end if
12: end for
13: return nearestFibonacciNumber
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pelo modo que ela é calculada, na qual cada número inteiro subsequente corresponde
à soma dos dois números inteiros anteriores. Essa sequência gera uma distribuição
de regiões na página, que fará com que elementos posicionados abaixo do número
21 e acima do número 55 de Fibonacci tendam a ter menos relevância comparados
aos elementos mais centrais da página, de forma isolada, conforme apresentado nas
Figuras 12 e 13. Para elementos dentro dos intervalos dos números da sequência,
foi escolhida a sequência mais próxima da altura atual do elemento. A Figura 14
apresenta as etapas de transformação de um texto HTML para o formato de reTPS,
onde é possível notar a geração de novas informações extraídas de uma tag HTML.

Figura 12 – Exemplo visual da distribuição da classificação de Fibonacci das tags pelo
site.
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Figura 13 – Distribuição dos conteúdos do dataset SWDE pela classificação por
sequência de Fibonacci, baseada na altura do elemento relativo ao ta-
manho do documento HTML.

Figura 14 – Processo de transformação de um texto HTML para reTPS utilizando uma
tag que contém a informação de um preço.

4.6 INFERÊNCIA DO MODELO

Ao finalizar a execução do Extractor() pelo EDREW é retornada a árvore
de elementos do HTML, com seu reTPS finalizado. Após isso, é iniciada a fase de
inferência dos elementos pelo modelo no Algoritmo 1 (linhas 2 a 4). Para isso, são
realizadas três fases de processamento dos dados:

1. Preparação dos reTPS para um formato de lista de tuplas;
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2. Inferência dos reTPS gerados através de um modelo treinado;

3. Pós processamento dos resultados do modelo, para uma melhor apresenta-
ção.

Na fase de preparação dos dados, o Algoritmo 13 realiza a iteração dos nodes
da árvore gerada pelo Algoritmo 2, criando uma lista de tuplas, onde a tupla é formada
pelo reTPS tag e seu conteúdo. Caso o elemento não tenha um conteúdo associado a
tag, o elemento é descartado, já que não há conteúdo a ser apresentado ao final do
EDREW. Até este momento, o EDREW não sabe quais são os conteúdos relevantes
dentro da lista de reTPS gerada.

Algorithm 13 prepare
Require: nodes

1: data← []
2: for each node in nodes do
3: if node.content is not empty then
4: data← [node.reTPS, node.content ]
5: end if
6: end for
7: return data

Após a preparação dos dados, a inferência é realizada pelo Algoritmo 14, que
recebe como dados de entrada a lista de tuplas e o modelo que se deseja executar.
Após isso, o modelo é carregado para a memória RAM (linha 1) e é realizada a infe-
rência na lista passada (linha 2), adicionando um novo elemento na tupla chamado de
result. A saída do modelo (linha 3) retorna a classificação binária de um elemento
entre conteúdo relevante ou ruído da página. Em caso do modelo inferir que o
conteúdo apresentado é um ruído, o campo result será preenchido com o número
0, caso contrário, o modelo decidirá que o conteúdo é relevante e definirá o número
1 no campo result. Ao final do Algoritmo 14 será retornada uma lista de predições,
contendo os mesmos campos da lista de entrada mais o campo result, que são as
predições do modelo.

Algorithm 14 inference
Require: data
Require: model

1: m← load(model)
2: predict ← model .transform()
3: return predict

Por fim, o Algoritmo 15 recebe como entrada a nova lista de tuplas e, opcional-
mente, a função de builder. O algoritmo irá realizar a iteração dos elementos preditos
realizando um filtro pelos elementos com valor 1 no campo result e selecionando ape-
nas o conteúdo da lista de predições. Após isto, caso um builder tenha sido informado
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na chamada do algoritmo, ele é executado passando como parâmetro de entrada a
lista de predições filtradas e sua saída é retornada pelo algoritmo. Caso contrário, ao
fim do algoritmo é retornada a lista de predições com os conteúdos identificados.

Algorithm 15 postProcess
Require: predict
Require: builder

1: data← []
2: for each item in predict do
3: if item.result = 1 then
4: data← [item.content ]
5: end if
6: end for
7: if builder ̸= null then
8: result ← builder (data)
9: return result

10: else
11: return data
12: end if

A Figura 15 ilustra como a informação é retornada ao final do algoritmo, caso
não seja utilizado nenhum builder para realizar a formatação da lista de resultados.
Pode-se notar que além do conteúdo extraído, em verde, também foi retornado pelo
EDREW um pouco de ruído página, em vermelho.

Figura 15 – Exemplo de extração de dados com poucos ruídos após o conteúdo.

Por outro lado, há casos em que o modelo também pode extrair muitos ruídos
junto ao conteúdo da página, como é apresentado na Figura 16. Nela, é possível notar
que houve um excesso de informações extraídas abaixo dos conteúdos, sinalizado
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em vermelho. Entretanto, neste caso em específico, boa parte destas informações são
referentes ao conteúdo da página, mas estão ocultadas por se tratarem de informações
adicionais sobre o produto. Dependendo do caso de uso, essas informações podem
ser tratadas como informações relevantes pelo usuário.

Figura 16 – Exemplo de extração de dados com excesso de ruídos após o conteúdo.

Outro ponto a se destacar é que, mesmo nos casos onde há excesso de ruído
na extração do conteúdo da página, os dados extraídos tendem a ser organizados na
lista de resultados nas mesmas posições para as mesmas páginas, facilitando assim
a implementação de um builder para cada site em específico. Isso ocorre porque
as páginas são construídas através da implementação de templates, onde o que são
alterados entre uma página e outra é apenas o seu conteúdo. O modelo tende a
ignorar o template, retornando apenas o que ele identifica como conteúdo, mesmo que
parte desta inferência traga algum ruído associado. Ainda no exemplo da Figura 16,
mesmo neste caso onde há excesso de ruído retornado, vale destacar que a página
utilizada tem um total de 6329 nodes, dos quais 212 ruídos foram retornados junto
ao resultado final. Este número representa apenas 3,35% dos nodes analisados da
página, reduzindo o universo amostral.
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5 RESULTADOS DOS EXPERIMENTOS

Este capítulo descreve os datasets, as configurações computacionais, os hiper
parâmetros utilizados pelo modelo e como foi dividido o dataset no treinamento, va-
lidação e testes dos experimentos. O trabalho foi avaliado utilizando dois conjuntos
de dados como base. Foi realizada a comparação dos conteúdos relevantes extraídos
pela nossa abordagem contra os trabalhos LANTERN (ZHOU et al., 2022) e WebKE
(XIE et al., 2021).

5.1 DATASETS

Para os experimentos foram utilizados dois conjuntos de dados:

• SWDE (Structured Web Data Extraction) (HAO et al., 2011): conjunto de
dados públicos criado em 2011 composto por 124.291 páginas da Web, pro-
venientes de 80 sites distintos, que abrange 8 verticais de assuntos distintos.

• N-SWDE (New Structured Web Data Extraction): conjunto de dados públicos
baseado nas versões atuais das páginas do SWDE, que possui 10 páginas
de cada site para cada vertical, coletadas para este trabalho.

Verticais Sites Páginas Páginas Únicas Classes
auto 10 17.923 192 model, price, engine, fuel
book 10 20.000 707 title, author, isbn13, publisher, publication date

camera 10 5.258 474 model, price, manufacturer
job 10 20.000 253 title, company, location, date posted

movie 10 20.000 94 title, director, genre, mpaa rating
nbaplayer 10 4.405 27 name, team, height, weight
restaurant 10 20.000 219 name, address, phone, cuisine
university 10 16.705 146 name, phone, website, type

Tabela 4 – Apresentação dos elementos do conjunto de dados público SWDE.

A Tabela 4 apresenta algumas das informações sobre o SWDE, como suas
verticais, o total de sites utilizados por vertical, o total de páginas por site, o total de
páginas únicas por site e as classes de cada vertical. Para gerar a coluna de total de
páginas únicas utilizou-se um hash MD5 em cada elemento das páginas do dataset,
realizando um agrupamento pelos hashs dos elementos, permitindo selecionar apenas
as páginas distintas de cada vertical. Observando a diferença entre as colunas Páginas
e Páginas Únicas, é possível notar que apesar do elevado número de páginas do
dataset há uma alta repetibilidade de elementos entre as páginas.

O N-SWDE foi criado para este trabalho a fim de validar o trabalho EDREW con-
tra seus concorrentes através da extração de conteúdo de páginas Web que utilizam
novas técnicas e tecnologias para além de 2011, época em que foi criado o SWDE.
A Tabela 5 apresenta algumas informações sobre o novo dataset, apresentando as 8
verticais utilizadas, o número de sites que ainda seguem ativos dos sites do SWDE, o
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Vertical A D O P Frameworks
auto 8 2 0 0 AMP, Emotion, Handlebars, Mustache, Phoenix Framework, Preact, ReactJS
book 7 3 0 0 CivicTheme, Microsoft ASP.NET, Mustache, ReactJS

camera 5 5 0 0 CivicTheme, ZURB Foundation, Microsoft ASP.NET, ReactJS
job 5 4 1 0 AngularJS, Emotion, jQuery, Vue.js

movie 7 3 0 0 jQuery, Preact, ReactJS
nbaplayer 9 1 0 0 Express/JSS, Handlebars, jQuery, Microsoft ASP.NET, ReactJS, Vue.js
restaurant 5 4 0 1 AngularJS, jQuery, Preact, Vue.js
university 9 0 1 0 AngularJS, Bootstrap, Emotion, jQuery, ReactJS, Vue.js

Tabela 5 – Demonstração dos status das páginas atuais do novo SWDE e os fra-
meworks utilizados (A: Ativo, D: Desativado, O: Offline, P: Privado).

número de sites que foram desativados, o número de sites que se apresentaram indis-
poníveis para acesso e o número de sites que se tornaram privados, impossibilitando
o acesso a eles. Também na Tabela 5 é apresentado as tecnologias utilizadas pelas
páginas para renderizar os conteúdos, onde sua distribuição de utilização pode ser
vista na Figura 17.

Figura 17 – Apresentação dos total de uso dos frameworks pelas páginas.

Pode-se notar que grande parte das páginas utilizam o ReactJS como fra-
mework de desenvolvimento, seguidos por jQuery e Angular, onde os três representam
53,5% do total de páginas. Para coletar as informações de quais tecnologias cada pá-
gina utiliza para a apresentação visual dos elementos foi utilizada a plataforma open
source Wappalyzer (HE; CHEN; GUO, W., 2017; RAKHMAWATI et al., 2018) que
identifica tecnologias em sites, como frameworks Web, bibliotecas de JavaScript, etc.
Algumas páginas não puderam ser acessadas por estarem offline durante os testes,
desativadas ou por terem se tornado privadas após à aquisição por outra empresa. Há
também páginas que mesmo podendo ser acessadas não foi possível localizar seu
conteúdo baseado no SWDE de forma manual durante a criação do N-SWDE.
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5.2 CONFIGURAÇÕES

Os experimentos sobre os trabalhos EDREW e WebKE são conduzidos em um
computador com sistema operacional Ubuntu 22.04.2 LTS de 64 bits, com processador
Intel i7-9750H, com 16 Gb de memória RAM e com uma GPU NVIDIA GeForce GTX
1660 com 6 Gb de memória. Para o trabalho LANTERN é utilizado um computador
com sistema operacional Ubuntu 20.04.1 LTS de 64 bits, com processador AMD EPYC
7742, com 1 Tb de memória RAM e com uma GPU NVIDIA NVIDIA A100 com 40 Gb
de memória. Esta segunda configuração ocorreu devido ao primeiro computador não
conseguir carregar o modelo do LANTERN e nem executar seus testes com apenas
16 Gb de memória RAM. Todos os trabalhos utilizaram a versão 3.8 do Python.

5.3 TREINAMENTO DO MODELO

Para o uso do ELMo, é utilizada a biblioteca open source de processamento
de texto SparkNLP1. Para o pipeline do modelo, é utilizado como entrada o pré-
processador DocumentAssembler para preparar os dados em um formato processável
pelo SparkNLP. Para isso, o corpo do documento de entrada é transformado em um
dataframe que extrai metadados referentes aos textos do documento, como por exem-
plo o tamanho de cada texto, seu início e fim, etc. Em seguida, é utilizado o anotador
Tokenizer para separar as palavras do texto bruto em tokens, onde seu separador
utiliza o token especial <#SEP>. Por fim, é utilizado o modelo ELMo para fazer a classi-
ficação do texto, através da utilização do ElmoEmbeddings por meio de um modelo pré
treinado de 1 bilhão de palavras. O ElmoEmbeddings recebe como entrada as saídas do
DocumentAssembler do Tokenizer, formando ao final um SentenceEmbeddings. Para a
classificação do modelo é utilizado o classificador ClassifierDLApproach utilizando os
seguintes hiper parâmetros: uma taxa de aprendizado de 0.001, um batch size de 1,
um dropout de 0.5 e 50 épocas. A Figura 18 ilustra o pipeline de processamento do
texto pelo SparkNLP até a saída com sua classificação.

Figura 18 – Pipeline de execução do modelo pelo SparkNLP.

Conforme apresentado nas Figuras 19, 20 e 21, testes foram realizados para
a escolha dos hiper parâmetros, onde não se notou muita evolução no modelo após
1 https://nlp.johnsnowlabs.com
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50 épocas e, entre os valores testados, as melhores configurações para a taxa de
aprendizado e batch size foram utilizadas, mesmo que com pouco diferença entre
as demais. Também foram realizados testes durante o treinamento do modelo para
a escolha do classificador do texto HTML. Conforme a Figura 22, são utilizados os
modelos GloVe, BERT e ELMo para realizar a tarefa de classificação, utilizando como
métrica o F1-score, em que o modelo ELMo se saiu levemente melhor que o modelo
BERT e muito superior ao modelo GloVe.

Figura 19 – Curva de evolução do treinamento do modelo baseado nas épocas.

Figura 20 – Comparação entre dife-
rentes taxas de aprendi-
zado utilizadas pelo trei-
namento do modelo.

Figura 21 – Comparação entre dife-
rentes Batch Sizes utiliza-
dos pelo treinamento do
modelo.

Para realizar o treinamento do modelo, os dados foram divididos em dados de
treino, validação e teste, utilizando uma proporção de 70/20/10 respectivamente. O
treinamento, validação e teste do modelo foi realizado utilizando apenas as páginas
únicas do SWDE e não o dataset inteiro. O dataset N-SWDE foi utilizado apenas na
fase de teste do modelo, não participando das fases de treinamento e validação. Os
dados de teste não foram utilizados durante o treinamento do modelo, sendo assim
completamente desconhecidos pelo modelo.
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Figura 22 – Comparação entre diferentes modelos testados para a classificação do
texto.

Figura 23 – Testes com diferentes valores de seeds durante a criação do dataset de
treinamento, utilizando como métrica de comparação a métrica F1-score.

Para a criação dos datasets de treinamento do modelo foi utilizado um seed
de valor 1, que serve para inicializar a distribuição dos dados de forma randômica,
porém permitindo a reprodução da mesma distribuição através do valor do seed. Foram
realizados testes com outros valores de seeds para validar a falta de influência do valor
utilizado na criação do dataset sobre o modelo, conforme a Figura 23.

5.4 RESULTADOS

Para avaliar o trabalho EDREW foram realizadas comparações contra os traba-
lhos WebKE e LANTERN utilizando as métricas precision, recall e F1-score. O objetivo
dos testes é verificar como cada trabalho se comporta na tarefa de identificação e
extração dos conteúdos das páginas do SWDE utilizando todas as verticais, conforme
apresentado na Tabela 6. Também foram realizados comparativos entre os trabalhos
nas verticais auto, movie, nbaplayer e university. Os resultados apresentados foram
executados localmente, utilizando os códigos disponibilizados pelos trabalhos em seus
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repositórios públicos. De modo geral, o EDREW conseguiu apresentar melhores resul-
tados na métrica F1-score nas verticais auto, movie e university. Porém, o EDREW se
mostra inferior na vertical nbaplayer em comparação ao trabalho WebKE.

Trabalho Precision Recall F1-score
EDREW (Todas) 97.0 97.0 97.0
EDREW (auto) 94.0 98.0 96.0

LANTERN (auto) (ZHOU et al., 2022) 82.1 67.8 72.3
EDREW (movie) 97.0 95.0 96.0

LANTERN (movie) (ZHOU et al., 2022) 44.9 14.3 20.5
WebKE (movie) (XIE et al., 2021) 81.7 60.8 66.5

EDREW (nbaplayer) 67.0 62.0 64.0
LANTERN (nbaplayer) (ZHOU et al., 2022) 42.7 27.6 33.0

WebKE (nbaplayer) (XIE et al., 2021) 82.7 69.3 71.8
EDREW (university) 93.0 93.0 93.0

WebKE (university) (XIE et al., 2021) 96.3 58.9 73.0

Tabela 6 – Comparativo dos trabalhos EDREW, LANTERN e WEBKE utilizando as
métricas precision, recall e F1-score utilizando o dataset SWDE original.

Também foram realizados testes do EDREW utilizando as verticais de forma
individual, conforme apresentado na Figura 24. As verticais book, camera e restaurant
são as que possuem mais variações de layouts de páginas e de estruturas no HTML
dentro do SWDE, conforme é demonstrado nas colunas Páginas e Únicos na Tabela
4, onde isso pode explicar a maior facilidade do modelo em identificar os conteúdos
destas páginas.

Figura 24 – Resultados do EDREW para cada vertical SWDE utilizando a métrica F1-
score.
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Por outro lado, a vertical nbaplayer é a que menos possui variações tanto de
páginas quanto de estruturas no HTML em comparação com as demais verticais, o
que pode explicar a dificuldade do EDREW em identificar os conteúdos das páginas e
corrobora com o resultado apresentado contra o WebKE. Ainda na vertical nbaplayer,
o site que mais apresenta dificuldade para extração dos conteúdos é a Wikipédia,
devido ao seu card de informações ficar posicionado na parte superior da página em
relação ao tamanho do documento e apresentar uma estrutura tabular, o que pode
ser confundido com um menu de opções pelo modelo do EDREW, devido ao reTPS
gerado levando em conta seus elementos e sua posição na página. Ao remover o
site Wikipédia do conjunto de dados, seu F1-score sobre a extração de conteúdos
sobe de 40% para 71%, o que representa um aumento de 77,5% de acerto sobre o
conjunto utilizando o site Wikipédia. Analisando o EDREW contra os outros trabalhos
utilizando as verticais auto, movie, nbaplayer e university do SWDE pode-se notar que
o EDREW se comporta em média 23,2% acima do outros dois trabalhos na extração
dos conteúdos das páginas, utilizando a métrica F1-score, conforme apresentado na
Figura 25. Entretando, o EDREW acaba ficando levemente baixo apenas na vertical
de nbaplayer contra o trabalho WebKE.

Figura 25 – Comparação entre os trabalhos LANTERN, WebKE e EDREW nas verti-
cais de auto, movie, nbaplayer e university, utilizando a métrica F1-score.

Quando utilizado o N-SWDE, que contém as páginas atuais dos mesmos sites
do SWDE, o EDREW destaca-se com 76% de acertos contra 42% do LANTERN, utili-
zando a métrica F1-score na verical auto. Isso representa 80,9% a mais de acertos do
EDREW na extração de conteúdos nas páginas desta vertical, conforme apresentado
na Figura 26. Durante os testes realizados, não é possível verificar como o trabalho
WebKE se comporta utilizando o N-SWDE, pois o código disponibilizado pelo autor
não possui um meio de utilizar novos datasets na inferência do modelo. O autor dispo-



Capítulo 5. RESULTADOS DOS EXPERIMENTOS 62

nibilizou em seu repositório público apenas um modelo pré-configurado com todos os
dados das verticais movie, nbaplayer e university já preparados para a execução do
modelo, impossibilitando de utilizar outras verticais ou novos datasets.

Figura 26 – Comparação entre o trabalho LANTERN e o EDREW utilizando todas
as verticais (Todas) e a vertical auto, utilizando a métrica F1-score, nos
datasets SWDE e N-SWDE.

É importante ressaltar que o modelo não foi retreinado com as páginas do data-
set N-SWDE para os novos testes realizados. Isso significa que o modelo conseguiu
abstrair as informações relevantes das páginas do SWDE e identificar as mesmas no
N-SWDE, sendo indiferente quanto à tecnologia utilizada pelas páginas.
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6 CONCLUSÃO

Neste trabalho, o objetivo foi verificar a viabilidade de extração de conteúdos
de páginas Web que utilizam de novas abordagens de apresentação dinâmica de
conteúdo, como por exemplo SPA. Para isso, foi desenvolvida uma nova abordagem
de extração de dados da Web, chamado de EDREW, que tem como objetivo criar uma
representação textual dos elementos da página para simbolizar o contexto do elemento
dentro da página Web, sem a necessidade de utilizar de renderização. Foram utilizados
algoritmos de extração e montagem das tags de uma página Web em representações
textuais das mesmas e empregado um modelo bidirecional de processamento de
linguagem natural para a tarefa de extração dos conteúdos relevantes das páginas
Web.

Para avaliar a proposta, foi utilizado o dataset público SWDE, com 80 sites
distintos, contendo diversas páginas já rotuladas de 8 assuntos diversos. Também foi
criado um novo dataset chamado de New Structured Web Data Extraction (N-SWDE),
com as versões atualizadas das páginas do SWDE e com a mesma estrutura de utiliza-
ção, facilitando que trabalhos possam utilizar ambos datasets sem realizar alterações
em suas implementações. Para validar o trabalho, foram realizadas comparações com
os trabalhos WebKE (XIE et al., 2021) e LANTERN (ZHOU et al., 2022), através da
métrica F-1 score, utilizando os datasets citados acima. Com a nova abordagem, foi
possível superar os trabalhos citados em três das quarto verticais testadas utilizando
o dataset SWDE original e extrair 80,9% a mais de conteúdos das páginas da vertical
auto em comparação ao LANTERN, utilizando o novo dataset N-SWDE.

Com os resultados apresentados, conclui-se que é possível realizar a tarefa
de extração dos conteúdos relevantes das páginas Web que utilizam de abordagens
tradicionais e SPAs, sem a utilização de renderização das páginas Web, através da
utilização de um modelo adaptável a diversos domínios e tecnologias para realizar a
tarefa.

A presente dissertação foi publicada em formato de artigo no XXXVII Simpósio
Brasileiro de Bancos de Dados na sessão de Workshop de Teses e Dissertações
em Bancos de Dados (NUNES, Marcelo C; DORNELES, Carina F, 2022) e no 29th
Brazilian Symposium on Multimedia and the Web (NUNES, Marcelo C.; DORNELES,
Carina F., 2023).

6.1 TRABALHOS FUTUROS

Mesmo com a conclusão de que é possível realizar a tarefa de extração de dados
através da abordagem apresentada, ainda há espaço para melhorias no processo de
extração dos dados. Como apresentado na Seção 4.6, há casos em que mesmo que o
modelo retorne todos os conteúdos da página Web, também é retornado uma pequena
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quantidade de ruído junto. Para melhorar isto, alguns possíveis trabalhos futuros podem
ser realizados:

• Criar novas verticais para o N-SWDE a fim de aumentar a diversidade de
layouts de páginas Web, principalmente em páginas com layout similar a
vertical nbaplayers.

• Adicionar análise de arquivos Javascript e CSS da página, a fim de inferir os
posicionamentos dos elementos na página e seus estilos para além do que
é apresentado apenas no HTML, incrementando a representação textual do
EDREW.

• Investigar o uso de Large Language Model (LLM) para realizar a interpreta-
ção do reTPS do EDREW, buscando melhorar a inferência dos conteúdos.
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