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RESUMO

Os casos de afogamento possuem uma grande parcela das causas de óbitos do

planeta, ocorrendo muitas vezes por falta de cuidado ou de conscientização com o

perigo que são as águas. As correntes de retorno são um dos principais motivos desses

incidentes, onde se forma uma correnteza que parte da areia em direção mar adentro,

ou seja, um fluxo contrário ao das ondas, levando os banhistas para longe da praia. Um

dos principais problemas da presença dessas correntes, é a sua identificação. Na

maioria das vezes, essa identificação se torna difícil para qualquer pessoa, e geralmente

somente pessoas capacitadas na área como salva-vidas conseguem identificar as

correntes de retorno, o que pode dificultar o banhista ter esta informação. Uma solução

poderá ser uma detecção automática dessas correntes de retornos em aplicativos

móveis. Já existem algumas pesquisas relacionadas ao desenvolvimento de modelos de

Deep Learning para a detecção de correntes de retorno, mas utilizam fotos de câmeras

instaladas nas praias. Assim, o objetivo geral deste trabalho é o desenvolvimento de um

modelo de Deep Learning que por meio de fotos tiradas do costão da praia com um

celular utilizando o suporte CoastSnap, identifica as correntes de retorno e informa o

usuário sobre o perigo existente ao banhar-se nestes locais. Espera-se que este

trabalho ajude na conscientização maior sobre o assunto e diminua o risco iminente que

essas correntes trazem.

Palavras-chave: Inteligência artificial, Deep Learning, detecção de objetos, correntes de

retorno, YOLO.
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1. INTRODUÇÃO

1.1 CONTEXTUALIZAÇÃO

Atualmente, o afogamento é uma das maiores causas de morte de pessoas ao redor do

mundo (OMS, 2019). Somente em 2019, 236 mil pessoas perderam suas vidas por este

tipo de asfixia. Com uma porcentagem alta perante o total de mortes globais, o

afogamento vêm ganhando cada vez mais destaque, ocorrendo 90% dos casos em

países de baixa e média renda. Sendo assim, iniciou-se por parte da Organização

Mundial de Saúde (OMS), uma luta de conscientização para prevenir afogamentos e

consequentemente reduzir o número de mortes.

No Brasil, por se tratar de um país continental com uma costa com mais de 8 mil

quilômetros de extensão, e por possuir uma das maiores áreas banháveis do mundo

durante o ano inteiro, o país possui um dos maiores números de incidentes e óbitos por

afogamento do planeta (SOBRASA, 2021). Segundo a Sociedade Brasileira de

Salvamento Aquático (SOBRASA) mais de 100 mil incidentes não fatais e mais de 5 mil

óbitos ocorreram no Brasil em 2019 (SOBRASA, 2021). É um número alto que pode ser

diminuído com conscientização das pessoas em relação às maiores causas.

Uma das causas, muito desconhecida pela população, são as correntes de retorno e

centenas de pessoas se afogam e dezenas de milhares são resgatadas dessas

correntes todos os anos (Castelle et al., 2016). O estado de Santa Catarina, por possuir

um litoral repleto de praias turísticas e ser o destino de banhistas todos os anos, possui

diversos incidentes com afogamento. Segundo o Corpo de Bombeiros Militar (2023),

90% desses casos acontecem em correntes de retorno.

Em termos oceanográficos, correntes de retorno são fluxos de água com velocidade alta,

que fluem preferencialmente perpendicular à praia em direção mar adentro, ou seja,

fluxo contrário ao das ondas. A partir destas ondas que vão em direção à praia,

carregadas de energia, massa e impulso, elas tendem a voltar ao mar, formando os

canais de retorno (Figura 1). As correntes de retorno podem variar de acordo com a

localização e tipo de arrebentação da praia, mudando de profundidade, força, tamanho e

lugar. Sendo assim, torna-se um grande perigo para banhistas que podem ser levados

para águas profundas em pouco tempo (Dalrymple et al., 2011).
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Figura 1: Vista aérea de corrente de retorno na Praia Brava em Itajaí, Santa Catarina (Mocellin, 2005);

CR = Corrente de retorno

As correntes de retorno são muitas vezes identificadas por meio de suas características

como a coloração mais escura do mar que indica maior profundidade e a não formação

de ondas e espuma em uma zona de arrebentação (Dalrymple et al., 2011). Ainda que a

visualização dessas correntes possa ser relativamente compreensível, muitas vezes não

são identificadas com facilidade. Na maioria dos casos, essa função é regida por

profissionais do assunto e salva-vidas que atuam no local. Consequentemente, a maioria

dos banhistas acaba não tendo ciência do que aquela região se trata e acaba correndo o

risco de incidentes ao entrar em uma corrente de retorno.

Tendo em vista que existe o problema na identificação dessas correntes, uma possível

solução pode ser a utilização de um aplicativo móvel utilizando Deep Learning para

identificar estas correntes utilizando fotos do costão da praia, que por possuir uma visão

mais ampla da água, identificaria as correntes presentes no mar. A identificação dessas

correntes nas imagens pode ser realizada com Deep Learning, detectando na foto a

presença dessas correntes e mostrando ao usuário sua posição e o avisa sobre o

perigo. Já existem algumas propostas de detecção de correntes de retorno usando Deep

Learning, como o trabalho de Ishikawa et al. (2021), que utiliza vídeos de câmeras

fixadas a uma altura elevada, obtendo uma visão mais panorâmica da água. Porém

ainda não existe uma solução utilizando fotos tiradas do costão da praia.
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Nesse contexto, existe no mundo um monitoramento comunitário de praias chamado

CoastSnap (Harley; Kinsela, 2022). Assim, para coletar imagens das praias por meio de

crowdsourcing, o projeto disponibiliza suportes localizados em praias para posicionar a

câmera do celular para fotografar, e, posteriormente, compartilhar fotos da praia nas

redes sociais. Na Ilha de Santa Catarina, em parceria com a UFSC, foram instaladas

estações nas praias para coleta destas imagens. O foco dessas estações é monitorar as

praias, o comportamento dos bancos arenosos e as correntes de retorno.

Sendo assim, o presente trabalho busca criar um modelo de detecção de correntes, a

partir de fotos tiradas de um celular do costão de praias na Ilha de Santa Catarina

usando o suporte CoastSnap.

1.2 OBJETIVOS

OBJETIVO GERAL

O objetivo geral deste trabalho é desenvolver um modelo de detecção de correntes de

retorno do mar a partir de fotos do mar tiradas com a câmera de celular do costão da

praia, visando obter uma área mais panorâmica via o CoastSnap. São adotadas técnicas

de Deep Learning para automatizar a detecção da posição dos correntes.

OBJETIVOS ESPECÍFICOS

O1. Analisar a fundamentação teórica sobre correntes de retorno e Deep Learning,

especificamente detecção de objetos e do projeto CoastSnap. 

O2. Analisar o estado da arte em relação a detecção de correntes de retorno com Deep

Learning.

O3. Desenvolver e testar modelos utilizando Deep Learning para a detecção de

correntes de retorno. 

1.3 METODOLOGIA
A metodologia de pesquisa utilizada neste trabalho é dividida nas seguintes

etapas.

Etapa 1 – Fundamentação teórica
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Estudando, analisando e sintetizando os conceitos principais e a teoria referente

aos temas a serem abordados neste trabalho é apresentado a fundamentação teórica

utilizando a metodologia de revisão narrativa (Cordeiro et al., 2007). Nesta etapa são

realizadas as seguintes atividades:

A1.1 – Análise teórica sobre correntes de retorno e do projeto CoastSnap

A1.2 – Análise teórica sobre Deep Learning

Etapa 2 – Estado da arte
Nesta etapa é realizado um mapeamento sistemático da literatura seguindo o

processo proposto por Petersen et al. (2015) para identificar e analisar modelos de

análise automatizado do reconhecimento de correntes de retorno. Esta etapa é dividida

nas seguintes atividades:

A2.1 – Definição do protocolo de revisão

A2.2 – Execução da busca e seleção de artigos relevantes

A2.3 – Extração e análise de informações relevantes

Etapa 3 – Desenvolvimento do modelo de Deep Learning
Nesta etapa é desenvolvido um modelo para detecção de correntes de retorno,

seguindo um processo de desenvolvimento de redes neurais/Deep Learning (Polyzotis et

al., 2017) treinando e comparando o desempenho de vários modelos. Esta etapa é

dividida nas seguintes atividades:

A3.1 – Análise de requisitos

A3.2 – Coleta de dados

A3.3 – Preparação de conjunto de dados no Roboflow

A3.4 – Treinamento de modelos de Deep Learning

A3.5 - Avaliação do desempenho de modelos de Deep Learning

A3.6 - Predição/Inferência (teste com novas imagens)
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1.4 ESTRUTURA DO DOCUMENTO

O segundo capítulo contém a fundamentação teórica, onde são abordados os

assuntos relevantes, tais como Inteligência Artificial, Machine Learning, Deep Learning e

detecção de objetos. Também é abordado correntes de retorno. O capítulo 3 visa

analisar o estado atual da arte, sendo realizado um levantamento de diversas pesquisas,

seguindo um protocolo de busca estabelecido, que contribui para o presente estudo. No

quarto capítulo, é apresentado o desenvolvimento de modelos de Deep Learning de

detecção de correntes de retorno a partir de imagens fotografadas em suportes do

CoastSnap. São apresentados também os resultados obtidos com o treinamento e

validação do modelo. Por fim, no capítulo 5 é apresentado a conclusão.
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2. FUNDAMENTAÇÃO TEÓRICA

2.1 MACHINE LEARNING E DEEP LEARNING

A Inteligência Artificial (IA) é uma área da ciência da computação, que estuda o

desenvolvimento da automação do comportamento inteligente (Luger, 2004). A IA

engloba diversos subcampos de estudo, como Machine Learning, Neural Networks e

Deep Learning (Kavlakoglu, 2020) (Figura 2).

Figura 2: Representação de IA, ML, NN e DL por bonecas russas (Kavlakoglu, 2020).

O Machine Learning (ML) é um subcampo da inteligência artificial que permite

que os computadores aprendam a partir de dados, sem que sejam explicitamente

programados para fazer isto (Alpaydin, 2010).

A extração de informações a partir de imagens, utilizando a visão computacional,

pode ser realizada por meio de algoritmos de aprendizado que estão dentro do campo

de Deep Learning (Lecun; Bengio; Hinton, 2015). Um dos principais conceitos que

envolvem esses algoritmos são as redes neurais artificiais (Poletaev; Pervunin; Tokarev,

2016). Entre os algoritmos de aprendizagem, um dos principais tipos é a aprendizagem

supervisionada. Na aprendizagem supervisionada, o modelo recebe padrões

explicitamente, ou seja, dados rotulados, para então criar uma função que irá

reconhecer esses mesmos padrões em outros dados (Russel; Norvig, 2013).

Aprendizado profundo ou Deep Learning, é um subcampo do ML que busca a

abstração de informações complexas, por meio de profundas camadas de

processamento. Atualmente o Deep Learning é amplamente utilizado no campo da visão

computacional, inclusive para detecção de objetos. A detecção de objetos obteve

notoriedade nos últimos anos, devido ao grande número de possibilidades de aplicações

do mundo que podem ser criadas utilizando-a (Zou et al., 2019). Ela tem se mostrado
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eficiente na detecção de estruturas complexas em conjuntos de dados com muitas

variáveis, tornando-a importante para áreas como ciência, negócios e governo (Lecun;

Bengio; Hinton, 2015). Para indicar a detecção de objetos, utiliza-se bounding boxes,

que são caixas que identificam na imagem ou vídeo, a região com que possui maior

confiança em relação ao objeto buscado (Figura 3) (von Wangenheim, 2018).

Figura 3: Detecção de objetos e respectivos bounding boxes (Redmon et al., 2016)

Seguindo um caminho diferente do processo tradicional de desenvolvimento de

software, o processo de ML possui características particulares e complexas (AMERSHI

et al., 2019). Fazem parte do processo as etapas de análise de requisitos, coleta e

limpeza de dados, rotulação de dados, treinamento do modelo, avaliação, predição e

implantação (Gresse von Wangenheim; von Wangenheim, 2021).

Análise de requisitos. Nesta etapa são analisados os objetivos que o modelo de

ML irá alcançar.

Coleta e limpeza de imagens. Nesta etapa é realizada a coleta de imagens para

a criação de um conjunto de imagens, ou a seleção de um já existente. A limpeza de

imagens é feita visando a retirada de imagens imprecisas ou com algum tipo de defeito.

Rotulação de imagens. A rotulação de imagens visa identificar objetos em cada

registro, anotando os objetos nas imagens com um rótulo. No caso de detecção de

objetos, esta etapa envolve a marcação de bounding boxes junto com a rotulação

identificando a classe do respectivo objeto.

Treinamento. O treinamento do modelo consiste em treinar um modelo. Para isto

são selecionados os modelos/arquiteturas a serem experimentadas. Também são

15



definidos os parâmetros incluindo, p.ex.,o número de épocas e métricas para avaliação

de desempenho.

Avaliação. Para avaliar o desempenho que o modelo possui para detectar os

objetos, utilizam-se métricas. No caso de detecção de objetos, geralmente utiliza-se a

que é baseada na Intersection Over Union (IOU), uma métrica que se baseia no Jaccard

Index. Por meio desta métrica, avalia-se a sobreposição de duas bounding boxes, a que

possui a verdadeira informação rotulada e a estimada pelo modelo treinado (Zou et al.,

2019). Na maioria das vezes é esperado um valor de 0.5 IOU, ou seja, 50% de acerto,

para cada predição que é realizada no treinamento do modelo. Também é possível

utilizar outra medida mais rigorosa comparado ao IOU de 0.5, que é o IOU de 0.75. A

diferença entre os dois é que a IOU de 0.75 exige uma sobreposição ainda maior entre

as bounding boxes, tornando-a uma medida mais restritiva, porém mais assertiva

(Bochkovskiy; Wang; Liao, 2020).

Figura 4: Esquema do IOU (Rosebrock, 2016)

Entretanto, a métrica para avaliação mais utilizada nos últimos anos é o Average

Precision (AP) (Liu et al., 2020). O AP é definido como a média da precisão da detecção

em diferentes recalls. O recall na detecção de objetos refere a proporção de objetos

verdadeiros que são corretamente identificados pelo modelo sobre o número total de

objetos verdadeiros para uma determinada classe de interesse. Ou seja, um recall alto

indica que o modelo está detectando os objetos de forma efetiva (Zou et al., 2019). Para

comparar o desempenho em todas categorias de objetos, utiliza-se o mean Average

Precision (mAP), que geralmente é utilizado como métrica final de desempenho (Zou et

al., 2019). O mAP possui uma variação que é o mAP em 0.5, que utiliza a mesma

fórmula de avaliação que o mAP tradicional, porém busca avaliar a precisão da detecção

de objetos em uma única taxa de IOU de 0,5 (Wang, 2019). Isso significa que apenas as

detecções de objetos que possuem uma sobreposição de 50% ou mais com os objetos
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de referência são consideradas corretas. O mAP50 é útil quando se deseja avaliar a

precisão em um nível de sobreposição moderado. Existe também o mAP90, que

considera uma taxa de IOU de 0.9. Nesse caso, apenas as detecções de objetos com

uma sobreposição de 90% ou mais com os objetos de referência são consideradas

corretas. O mAP90 é útil quando o objetivo é avaliar a precisão em um nível de

sobreposição mais rigoroso, onde apenas as detecções muito precisas são

consideradas corretas.

Predição. Na etapa de predição, são utilizadas imagens novas no modelo, para

detectar os objetos nessas imagens novas.

Implantação. Por fim, o modelo pode ser exportado para ser implantado em um

sistema web ou aplicativo móvel.

TIPOS DE REDES NEURAIS

Existem diversos tipos de redes neurais para resolver os problemas que estão

relacionados à detecção de objetos e uma das mais populares é a Convolutional Neural

Networks (CNN) (Padilla; Netto; Silva, 2020). A CNN foi inspirada no processo biológico

de dados visuais e vem sendo amplamente utilizada no reconhecimento, detecção e

classificação de imagens. Ela consiste em diferentes camadas, em que cada uma delas

possui uma função diferente. Essa divisão permite reconhecer padrões por meio da

convolução das imagens. A camada de convolução consiste em um conjunto de

neurônios, que são responsáveis por aplicar filtros em determinadas regiões da imagem

de entrada. Pode-se imaginar que cada neurônio está conectado em um grupo de pixels

da camada anterior, e que estas conexões possuem um peso. Logo, a combinação

dessas conexões que cada neurônio realizou, retornam uma saída para a camada

seguinte, permitindo detectar características na imagem (Vargas; Paes; Vasconcelos,

2016).
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Figura 5: Rede neural convolucional e suas diferentes camadas (Vargas; Paes; Vasconcelos, 2016).

No passar do tempo, surgiram novos algoritmos para aprimorar o desempenho

das CNN’s e outras redes que são utilizadas na visão computacional. Um deles é o

Region Based Convolutional Neural Network (R-CNN), que realiza uma busca na

imagem, dividindo-a em possíveis categorias independentes que serão utilizadas como

possíveis categorias de detecção. Na sequência, é utilizado a rede neural convolucional

para computar essas categorias e extrair as características identificadas para realizar a

classificação correta (Girshick et al., 2014). Entretanto, o R-CNN possui algumas

desvantagens como a divisão das etapas de teste e o grande número de sub imagens

que é gerado (aproximadamente 2000), acarretando em um grande tempo de espera

(von Wangenheim, 2022).

Visando resolver esses problemas de lentidão e aumentar o desempenho, foram

criados outros tipos de redes como o Fast R-CNN (Girshick, 2015) e o Faster R-CNN

(Girshick, 2015), que buscam ser mais ágil nas etapas de treinamento e teste,

consumindo menos recursos do computador e também aumentando a acurácia da

detecção (Girshick, 2015).

Outro tipo de rede que é utilizada para a detecção de objetos são as redes

neurais convolucionais de disparo único. Uma das mais utilizadas hoje é o YOLO (You

Only Look Once) (Jiang et al., 2022). O YOLO funciona de uma maneira diferente das

redes vistas anteriormente, precisando olhar para imagem apenas uma vez. Utilizando

uma imagem de entrada, ele divide-a em um grid de S x S células (Figura 6).
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Figura 6: Processo de detecção de objetos com grid do YOLO (Redmon et al., 2016)

A partir de cada uma dessas células do grid, é gerado uma predição de bounding

boxes e probabilidades de possíveis classes. Essa predição possui 5 atributos: x, y, w, h

e a confiança. Os valores de x e y representam o deslocamento do centro do bounding

box em relação aos limites da célula do grid. Os valores w e h representam as

dimensões do bounding box e a confiança representa a precisão do bounding box (Lan

et al., 2018).

Figura 7: Processo de detecção de objetos SxS Grid (Lan et al., 2018)

Assim como as CNN’s, o YOLO também evoluiu com o passar do tempo. Com

novas versões que foram lançadas, o YOLOv2, alcançou-se uma maior precisão e

velocidade na detecção de objetos, e também uma melhora na detecção de objetos

menores (Redmon; Farhadi, 2017). Logo após o lançamento do YOLOv2 em 2018, foi

lançado o YOLOv3 que também incrementou a velocidade e precisão na detecção de

objetos (Redmon; Farhadi, 2018). O YOLOv4, uma versão posterior ao YOLOv3, trouxe
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melhorias de desempenho se comparado a outros detectores de objetos. Esta versão

comparada à anterior, aumentou em 10% o AP (Average Precision) e 12% o FPS

(Frames Per Second) (Bochkovskiy et al., 2020). Esta versão possibilitou que qualquer

pessoa utilizando uma GPU comum, alcançasse bons resultados na detecção de

objetos.

Outra versão do YOLO que trouxe mudanças significativas é o YOLOv5 (2022).

Como todas as versões citadas anteriormente tiveram aumento de velocidade e acurácia

na detecção de objetos, o YOLOv5 também obteve essas mudanças. Entretanto, um

grande diferencial é a utilização do PyTorch, que simplifica a exportação do modelo em

formatos ONNX e CoreML, que facilita a integração com dispositivos móveis (YOLOv5,

2022). Esta nova versão do YOLO que se tornou muito popular, possui cinco diferentes

tipos de modelo (Figura 8), possibilitando a criação de modelos mais simples até

modelos mais complexos.

Figura 8: Diferentes modelos do YOLOv5 (Ultralytics, 2021)

Entre estes modelos, a versão que mais se adequa a dispositivos móveis é a

versão YOLOv5s devido ao motivo dela ser mais leve e menor comparado às outras

versões (Ultralytics, 2021). Esta versão utiliza blocos convolucionais mais leves, o que

permite um processamento mais rápido e eficiente em dispositivos móveis (Wang; He,

2021).

A versão 6 do YOLO também apresentou um desempenho melhor que as versões

anteriores, alcançando um nível de Average Precision e acurácia superior ao YOLOv5

(Li et al., 2022). A versão 7 do YOLO também evoluiu no aumento de desempenho,

obtendo uma maior velocidade e acurácia na detecção de objetos (Wang et al., 2022).

Por fim, a versão YOLOv8 trouxe melhorias de desempenho comparado às

versões anteriores do YOLO, possuindo uma maior velocidade e acurácia na detecção

de objetos. Ele também possui diferentes funcionalidades no campo de visão
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computacional, como detecção, segmentação, estimativa de pose, rastreamento e

classificação (Ultralytics, 2023).

Figura 9: Comparação de desempenho entre diferentes versões do YOLO (ULTRALYTICS, 2023)

A arquitetura do YOLO é constituída de alguns elementos fundamentais como

backbone, head e neck (Bochkovskiy et al., 2020):

● O backbone é uma rede neural convolucional que é responsável por

extrair as características da imagem e gerar uma representação

intermediária. Geralmente ele é pré-treinado com um grande conjunto de

dados de imagens para extrair recursos genéricos e, em seguida, é

ajustado em um conjunto menor de dados para tarefas específicas.

● O neck é um conjunto de camadas convolucionais responsável por

conectar o backbone ao head. Ele é responsável por diminuir a dimensão

da representação intermediária gerada pelo backbone, mantendo as

informações relevantes para a detecção de objetos.

● O head é a parte responsável por gerar as bounding boxes e as

probabilidades de classe de cada objeto detectado. Ele é composto por

camadas que são totalmente conectadas entre si, que realizam a

conversão da representação intermediária gerada pelo neck. O head é a

parte final da arquitetura do YOLO.

21



Figura 10: Arquitetura do modelo de detecção YOLOv5 (Ultralytics, 2020)

2.2 CORRENTES DE RETORNO

Correntes de retorno são fluxos de água que se formam na costa e seguem em

direção ao mar, através da zona de surfe, num fluxo contrário a direção das ondas,

sendo estreitas, concentradas e com tamanhos variados (Castelle et al., 2016). Todos os

anos, as correntes de retorno são responsáveis por centenas de acidentes de

afogamento e dezenas de milhares de incidentes envolvendo banhistas em praias ao

redor do mundo (Castelle et al., 2016).

Essas correntes podem ocorrer em diferentes tipos de praias, sob diferentes

condições de ondas e maré. Elas surgem a partir de ondas que, ao chegar à praia

carregando massa e energia, retornam ao mar formando uma resposta hidrodinâmica

através das áreas de zona de surfe (Dalrymple et al., 2011). As correntes de retorno são

compostas por duas áreas hidrodinâmicas: a zona de arrebentação, que é a região onde

ocorre a quebra das ondas e a parte externa à arrebentação, conhecida como antepraia.

O comportamento destas correntes de retorno muitas vezes é camuflado pela

arrebentação das ondas na zona de surfe (Dalrymple et al., 2011), dificultando assim sua

identificação. Uma das maneiras de identificar estas correntes quando estão presentes
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na zona de surfe é por meio de sua coloração. Por estarem situadas em um canal mais

profundo, adotam uma cor mais escura comparada ao mar em sua volta. Elas também

podem interromper a quebra das ondas (Dalrymple et al., 2011). Conforme a Figura 11,

as correntes de retorno compõem-se com a chegada das ondas na zona de surfe, que

após sua arrebentação, geram um fluxo mais fraco e amplo comparado a corrente de

retorno, mantendo as correntes alimentadoras. Como estas correntes alimentadoras são

constantes, acaba-se criando um canal na região nomeada como pescoço. Por fim, esta

corrente retorna a águas mais profundas e tende a se dissipar na região conhecida e

representada como cabeça (Maia; Pereira; Lessa, 2014).

Figura 11: Representação de uma corrente de retorno (Maia; Pereira; Lessa, 2014)

As correntes de retorno podem ocorrer em diferentes tipos de praia, onde

diversas características influenciam na formação delas. Segundo Castelle et al. (2016),

as principais características são a configuração do fundo marinho costeiro e/ou presença

de obstáculos (estruturas de engenharia ou rochosas, bancos de areia, entre outros) e a

forma de como a energia das ondas se comporta. Conforme a classificação de Jackson

(2020), existem diferentes tipos de correntes de retorno:

Correntes de retorno controladas hidrodinamicamente (Figura 12): são correntes

que apresentam uma maior dificuldade para serem identificadas e consequentemente

um maior perigo aos banhistas devido ao fato de se formarem rapidamente e

aleatoriamente. Este tipo de corrente geralmente está presente em praias

morfologicamente uniformes, ou que apresentam bancos de areia planos. Estudos

sugerem que elas podem ser geradas como uma resposta a redemoinhos causados pela

quebra das ondas na zona de surfe.
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Figura 12: A e B esquema e foto das flash rips. C e D esquema e foto das shear instability rips (Castelle et
al., 2016).

Correntes de retorno controladas pela batimetria (Figura 13): são correntes que

possuem uma maior estabilidade em relação a espaço e tempo, tendo sua localização

ao longo da costa associada a características morfológicas da zona de arrebentação.

Este tipo de corrente é influenciado pelas ondas que se propagam perpendicularmente

em direção a costa e por padrões de quebra de onda. Por serem estacionárias, podem

permanecer na mesma região por períodos como dias, semanas e até meses.
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Figura 13: A e B esquema e foto das channel rip currents. C e D esquema e foto das focused rips (no
esquema apresentando uma anomalia batimétrica com maior profundidade) (Castelle et al., 2016).

Correntes de retorno controladas por barreiras (Figura 14): são correntes que tem

suas características controladas por estruturas topográficas fixas rígidas, sendo elas

antropogênicas ou naturais, como promontórios, píeres e afloramentos rochosos. Elas

ocorrem em adjacência a estas estruturas e, por conta da estacionalidade das estruturas

topográficas, estas também assumem a estacionalidade e ocorrem em pontos fixos.
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Figura 14: A e B esquema e foto de shadow rip current. C e D esquema e foto da deflection rip. (Castelle
et al., 2016).

Estes tipos de correntes de retorno possuem características cabíveis de serem

analisadas nas praias localizadas na cidade de Florianópolis, no estado de Santa

Catarina, como a Praia do Santinho e a Praia do Moçambique.

Um dos principais problemas relacionados às correntes de retorno é a dificuldade

para identificá-las. Alguns estudos mostram que mesmo pessoas que conhecem sobre

as correntes de retorno e o risco que elas trazem, não conseguem visualizá-las com

facilidade. Uma pesquisa realizada pela Surf Life Saving Australia (SLSA, 2019) mostrou

que apenas 27% dos nadadores experientes australianos se consideram aptos a

identificar uma corrente de retorno com acurácia.

Correntes de retorno são difíceis de identificar devido aos diferentes tipos que

podem ocorrer, assumindo diferentes formas hidrodinâmicas. Por exemplo, as correntes

de retorno que se formam no meio de bancos de areia geralmente assumem uma

coloração mais escura e aparentam uma água mais mansa sem quebra de ondas

(Castelle et al., 2016). Devido ao fato de as correntes apresentarem visualmente uma

zona de mar calmo, elas acabam representando um risco para os banhistas.
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A presença da comunidade em pesquisa e gestão da área costeira tem sofrido

mudanças nos últimos anos, mudando os modos tradicionais de consulta como oficinas

e reuniões públicas para uma participação mais efetiva no desenvolvimento de

conhecimento e tomada de decisão. Tudo isso tem sido impulsionado pelo avanço da

ciência cidadã, que ensina e capacita comunidades locais colocando-as nas etapas de

coleta, processamento e, em alguns casos, análise de dados (Wehn et al., 2021).

As iniciativas de ciência cidadã para o monitoramento costeiro tem como objetivo

conscientizar as comunidades costeiras sobre as interações entre os processos

marinhos (como ondas, marés e tempestades), as formas terrestres costeiras (como

praias, dunas e casas) e as estruturas construídas (como portos, muralhas do mar e

casas). Estas iniciativas em conjunto com essa conscientização são essenciais para as

comunidades entenderem os acontecimentos recorrentes das áreas costeiras (Harley;

Kinsela, 2022).

Um programa de monitoramento costeiro inovador é o CoastSnap Community

Beach Monitoring (Coastsnap, 2023), que utiliza a tecnologia dos celulares dos cidadãos

para coleta remota de imagens. Este programa utiliza a abordagem de coleta de fotos

envolvendo cidadãos cientistas sem precisar de muito compromisso ou treinamento.

Esta coleta de imagens é feita em pontos estratégicos do CoastSnap ao longo de

regiões costeiras, onde são instalados suportes para os cidadãos posicionarem seus

smartphones, capturam fotos da praia e compartilham em um banco de dados (Harley;

Kinsela, 2022).
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Figura 15: Suporte do CoastSnap para coleta de imagem em Stockton Beach, Australia (NSW,

2021)

O projeto originalmente foi criado na universidade de New South Wales em

Sidney na Austrália e atualmente está sendo aplicado também pelo Laboratório de

Oceanografia Costeira do curso de Oceanografia da Universidade Federal de Santa

Catarina (UFSC). O projeto possui suportes de monitoramento de praias do CoastSnap

localizados na cidade de Florianópolis em Santa Catarina. As praias na Ilha que

possuem os suportes são Praia dos Açores, Praia do Santinho, Praia do Moçambique e

Praia do Morro das Pedras. A comunidade acadêmica realiza a coleta das fotos por meio

da ciência cidadã, solicitando que as pessoas que frequentam estas praias postem as

fotos nas redes sociais utilizando a hashtag CoastSnapSC (#CoastSnapSC) (UFSC,

2019).

Tabela 1: Fotos do suporte CoastSnap em praias de Florianópolis

Figura 16: Suporte do CoastSnap localizado na
Praia do Moçambique

Figura 17: Suporte do CoastSnap localizado na
Praia do Santinho
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3. ESTADO DA ARTE

Para levantar o estado da arte sobre quais pesquisas existem para

automaticamente detectar correntes de retorno em imagens utilizando Deep Learning, foi

conduzido um mapeamento sistemático seguindo os procedimentos propostos por

Petersen et al. (2015). Este mapeamento foi feito em colaboração com outro TCC

(Noguerol, 2023) também focado na detecção de correntes de retorno a partir de

imagens.

3.1 DEFINIÇÃO DO PROTOCOLO DE REVISÃO

O objetivo desta revisão é responder às seguintes questões: quais pesquisas

existem para detectar automaticamente correntes de retorno a partir de imagens

adotando Deep Learning? Com base no objetivo desta revisão, a pergunta de pesquisa

é refinada nas seguintes questões de análise:

AQ1. Quais pesquisas existem em termos de detecção de correntes de retorno?

AQ2. Quais as características em termos do conjunto de dados?

AQ3. Como os modelos foram treinados?

AQ4. Quais os desempenhos relatados?

Critérios de inclusão/exclusão. Foram consideradas somente pesquisas

voltadas para a detecção de correntes de retorno. Foram excluídos artigos não

coniventes a detecção de objetos, p.ex. somente a classificação de imagens. Foram

considerados somente trabalhos públicos nos últimos 10 anos. Foram incluídas somente

pesquisas que analisem imagens. Pesquisas exclusivamente baseadas em vídeos foram

excluídas. Foram consideradas imagens de qualquer tipo, incluindo imagens aéreas ou

webcams.
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Critérios de qualidade. Somente foram considerados artigos ou materiais que

forneciam informações pertinentes para a extração de respostas às perguntas de

análise. Artigos que contêm apenas um resumo de uma proposta, ou para os quais

informações mais detalhadas não foram encontradas, foram excluídos.

Fontes dos dados. Foram abrangidos materiais e artigos publicados que estão

disponíveis no ACM Digital Portal, IEEE e Scopus, que são importantes bibliotecas

digitais acessíveis por meio do Portal Capes. Além disso, foi conduzida uma pesquisa no

Google Scholar, devido ao fato desse mecanismo indexar um amplo conjunto de dados

provenientes de diversas fontes (Piasecki; Waligora; Dranseika, 2018).

Definição da string de busca. A string de busca foi composta de conceitos

relacionados à questão de pesquisa, incluindo sinônimos.

Tabela 2: Termos de busca utilizados no protocolo de revisão

Termo Sinônimo

“Rip current” -

“Deep Learning” “Machine Learning”, “Object detection”, “Artificial Intelligence”, YOLO

A partir disso foi gerado o string de busca genérico:

“Rip current” AND (“Deep Learning” OR “Machine Learning” OR “Object detection” OR “Artificial

Intelligence” OR YOLO)

A string de busca genérica foi adaptada para cada fonte de dados apresentada na

Tabela 3.

Tabela 3: String de busca para cada fonte
Fonte String de busca

ACM [Abstract: "rip current"] AND [[Abstract: object detection] OR [Abstract: Deep Learning] OR
[Abstract: Machine Learning] OR [Abstract: artificial intelligence] OR [Abstract: ai] OR
[Abstract: yolo]] AND [E-Publication Date: (01/01/2018 TO 12/31/2022)]

IEEE ((("Abstract":"rip current") AND ("Abstract":“Machine Learning” OR "Abstract":“Deep Learning”
OR "Abstract":“artificial intelligence” OR "Abstract":“neural network” OR YOLO OR AI)))

SCOPUS (TITLE-ABS-KEY ( "Rip current" ) AND TITLE-ABS-KEY ( "Deep Learning" OR "Machine
Learning" OR "Object detection" OR "Artificial Intelligence" OR yolo ) )
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Google Scholar Rip current “Deep Learning” OR “Machine Learning” OR “Object detection” OR “Artificial
Intelligence” OR YOLO OR AI

3.2 EXECUÇÃO DA BUSCA

A pesquisa foi realizada em maio de 2023 pelo autor em conjunto com Noguerol

(2023) e revisada pela orientadora (Tabela 4).

Tabela 4: Número de artigos identificados por repositório e por fase de seleção
Fonte No. de

resultados
da busca

No. de
resultados
analisados

No. de
resultados

potencialmente
relevantes

No. de resultados
relevante

ACM 1 1 1 0
IEEE 3 3 2 1
Google
Scholar

327 200 13 7

SCOPUS 11 11 5 4
Total (sem duplicados) 7

Na primeira fase de análise, os títulos e resumos dos resultados da busca foram

analisados, resultando em 21 artefatos potencialmente relevantes. No segundo estágio,

os materiais foram lidos por inteiro, para assegurar sua relevância com respeito aos

critérios de inclusão/exclusão. Foram excluídos artigos como, p.ex. (Mcgill; Ellis, 2022)

na qual utiliza apenas visão computacional e não Deep Learning. Sendo assim, apenas

7 dos 21 artefatos potenciais foram considerados relevantes (Tabela 4).

3.3 RESULTADOS DA BUSCA

Com base nas perguntas de análise, foram identificadas e extraídas as

informações pertinentes dos artefatos encontrados.
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3.3.1 QUAIS PESQUISAS EXISTEM EM TERMOS DE DETECÇÃO DE CORRENTES

DE RETORNO?

Não foram encontradas muitas pesquisas sobre detecção de correntes de retorno

usando Deep Learning dentro dos critérios de busca estabelecidos (Tabela 5).

Tabela 5: Pesquisas que utilizam Deep Learning para detecção de correntes de retorno

Referência Título do artigo

(de Silva et al., 2021) Automated Rip Current Detection with Region based Convolutional Neural Networks

(Ishikawa et al., 2021) Proposal and verification of rip current detection using AI

(Maryan, 2018) Detecting Rip Currents from Images/Machine Learning applications in detecting rip
channels from images

(Rampal et al., 2022) Interpretable Deep Learning Applied to Rip Current Detection and Localization

(Rashid et al., 2022) Reducing rip current drowning: An improved residual based lightweight deep architecture
for rip detection

(Rashid et al., 2021) RipDet: A Fast and Lightweight Deep Neural Network for Rip Currents Detection

(Zhu et al., 2022) YOLO-Rip: A modified lightweight network for Rip currents detection

Durante o período em que foi realizada a busca, verifica-se que a primeira

pesquisa foi publicada em 2018 e depois acontece um intervalo sem publicação de dois

anos. Em 2021 volta a ter trabalhos relevantes, sendo 2021 e 2022 os anos com mais

artigos publicados, o que mostra um crescimento de pesquisas envolvendo o assunto

(Figura 18).
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Figura 18: Quantidade de artigos relevantes ao assunto publicados nos últimos 6 anos

3.3.2 QUAIS AS CARACTERÍSTICAS EM TERMOS DO CONJUNTO DE DADOS?

Após a seleção dos trabalhos, foi conduzida uma pesquisa e os resultados

obtidos foram organizados na Tabela 6, que contém uma visão geral das informações

coletadas.

Tabela 6: Informações sobre os dados encontrados nas pesquisas
Referência Tipo de

imagens/vídeos
Quantidade de imagens no
conjunto de dados

Resolução Técnicas de data
augmentation
utilizadas

(de Silva et al., 2021) Imagens aéreas do
Google Earth, 23 videos

Treinamento: 2.440 imagens
(sendo 700 sem correntes de
retorno)

Teste: 18.042 frames dos
vídeos (sendo 8.989 sem
correntes de retorno)

Treinamento: (1086
x 916) até (234 x
234)

Redimensionada
para (300 x 300)

Teste: 1289x720
até 108x920

Rotação de imagens
90º no sentido
horário e anti
horário.

(Ishikawa et al., 2021) Imagens de webcams
na praia (ângulo
oblíquo)

Treinamento: 64.127 Não informado Não informado

(Maryan, 2018) Imagens ortorretificadas

(collection of
backlogged imagery)

514 correntes de retorno e
800 sem correntes de retorno

24 x 24 Não informado

(Rampal et al., 2022) Imagens aéreas do
Google Earth

1.740 (sendo 700 sem
correntes de retorno)

(1086 × 916) até
(234 × 234)

Normalização de
histograma da
imagem,
perturbação de canal
e embaralhamento
de canais. Geração
sintética de névoa,
chuva, brilho do sol,
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rotação e zoom
aleatório

(Rashid et al., 2021) Imagens em tons de
cinza com contornos de
correntes de retorno

Treinamento: 4126
Teste: 483

(1001 x 301) Random Translation:
(-0.3, 0.3)
Horizontal flip:
probabilidade 1
Random Shear: (0.1)
Random scaling:
(-0.3, 0.3)
Random rotation: (1,
360)
Random Object
Replacement,
Random Object
Cutout

(Rashid et al., 2022) Não informado 4.608 imagens (4.126 para
treinamento e 482 para teste)

(1001 × 301) pixels -Translação aleatória
-Rotação aleatória
-Escala aleatória
-Cisalhamento
aleatório
-Espelhamento
horizontal

(Zhu et al., 2022) Imagens aéreas 1.740 (sendo 700 sem
correntes de retorno)

23 vídeos para treinamento

(4000 × 2250) até
(480 × 360) pixels.

Não informado

Analisando as pesquisas encontradas observa-se que foram utilizadas câmeras

webcams, imagens aéreas do Google Earth e frames de vídeos, como a pesquisa

apresentada por de Silva et al. (2021) (Tabela 6). Observa-se também que não foi

encontrado nenhuma pesquisa usando imagens capturadas a partir dos costões da

praia, utilizando dispositivos móveis como smartphones e suportes do CoastSnap.

Em geral, os trabalhos utilizam mais de mil imagens, chegando a 4.000 imagens.

Porém, existe uma exceção, a pesquisa de Ishikawa et al. (2021) usando mais de 60 mil

imagens. Segundo o Ishikawa et al. (2021), foram instaladas 3 câmeras nas praias

durante 4 meses capturando imagens em uma taxa contínua de 3 por segundo. Por

meio de técnicas de data augmentation, eles alcançaram esta quantidade grande de

imagens (Figura 19).
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Figura 19: Quantidade de imagens no conjunto de dados por pesquisa

Para detalhar a análise foi feito um gráfico removendo o outlier conforme

apresentado na Figura 20.

Figura 20: Quantidade de imagens no conjunto de dados por pesquisa após limpeza de outlier

Percebe-se que os trabalhos que realizaram data augmentation utilizaram

técnicas para alterar o posicionamento da imagem como rotação, zoom, shear,

espelhamento. No trabalho de Rampal et al. (2022), também são utilizadas técnicas para

adição de ruídos como névoa, brilho do sol e chuva.
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3.3.3 COMO OS MODELOS FORAM TREINADOS?

No que se refere aos detalhes sobre o treinamento dos modelos, incluindo o

número de épocas utilizadas e outras métricas pertinentes, os dados estão disponíveis

na Tabela 7.

Tabela 7: Informações sobre o treinamento dos trabalhos encontrados
(NI - Não informado)

Referência Modelo de DL Parâmetros

Taxa de
aprendizagem

Epochs Optimizer IoU
Threshold

(de Silva et al., 2021) F-RCNN,
F-RCNN+Frame
Aggregation

NI 60 NI 0,3

(Ishikawa et al., 2021) Tiny Yolo V3 NI NI NI NI

(Maryan, 2018) Max Distance from
Average, SVM,
CNN,
Viola-Jones,
Meta Learner

NI NI NI NI

(Rashid et al., 2021) RipDet (Tiny Yolo
V3 modificado)

1e-4/1e-6 Warmup: 2
Validation:100

Adam -

(Rampal et al., 2022) Classificação

3-layer CNN com
Max
Pooling. Batch
normalization
and Dropout
Regularization

Mobile Net -
28-layer CNN,
Residual
Blocks, Max
Pooling, Batch
Normalization and
Dropout
Regularization.

Localização
Grad-CAM

NI NI NI NI

(Rashid et al., 2022) RipDet (Tiny Yolo
V3 modificado)

NI • Épocas de
treinamento:
100.
• Épocas após
as quais o
modelo foi
avaliado
durante o
treinamento: 5.

Adam • IoU
threshold
during
testing: 0,45.

• IoU
threshold
during
training: 0,5.
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(Zhu et al., 2022) YOLOv5s
(modificado
utilizando um joint
dilatation
convolution no
neck da arquitetura
e SimAM como
mecanismo de
atenção)

0,01 300 NI 0,5

Observando as informações sobre os treinamentos dos artigos, percebemos que

a maioria utiliza modelos YOLO ou modelos baseados nele. O modelo YOLO mais

utilizado foi o Tiny YOLOv3, apenas o trabalho de Zhu et al. (2022) utilizou o YOLOv5S.

Os trabalhos que não utilizaram YOLO utilizaram outras redes neurais convolucionais.

No caso de Maryan (2018) também se utilizou outras técnicas de Machine Learning

como Support Machine Vector e Viola-Jones. Já o trabalho de Rampal et al. (2022),

utiliza dois modelos diferentes de redes neurais convolucionais para a classificação de

imagens e o Grad-CAM para interpretar quais regiões da imagem foram mais relevantes

para classificação da imagem, sendo possível localizar a corrente de retorno.

3.3.4 QUAIS OS DESEMPENHOS RELATADOS?

Na Tabela 8 estão apresentados os resultados relacionados ao desempenho,

incluindo métricas como mAP e acurácia.

Tabela 8: Desempenhos relatados

Referência mAP Acurácia

(Rashid et al., 2021) 98,131 NI

(de Silva et al., 2021) NI F-RCNN: 0,884
F-RCNN+FA: 0,984

(Ishikawa et al., 2021) NI Tiny Yolo: 88% para correntes de retorno, 61% sem correntes de
retorno

(Zhu et al., 2022) 92,15% NI

(Rampal et al., 2022) NI 0.89
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Referência mAP Acurácia

(Rashid et al., 2021) 98,131 NI

(de Silva et al., 2021) NI F-RCNN: 0,884
F-RCNN+FA: 0,984

(Ishikawa et al., 2021) NI Tiny Yolo: 88% para correntes de retorno, 61% sem correntes de
retorno

(Maryan, 2018) NI CNN: 50%
SVM: <85%

(Rashid et al., 2022) 98,55% NI

Nos trabalhos analisados foram observadas duas métricas de análise de

desempenho: a acurácia que mede a proporção de amostras classificadas corretamente

em relação ao total e o mAP. Em termos de acurácia destaca-se a pesquisa de Silva et

al. (2021) relatando uma acurácia de 0,984. Já considerando o mAP50 o trabalho que

relatou o melhor desempenho foi o de Rashid et al. (2022) com 98,55%. Por serem

diferentes formas de avaliar desempenho, não é possível comparar os trabalhos em

termos de desempenho do modelo.

3.4 DISCUSSÃO

Como resultado do mapeamento da literatura observa-se que existem trabalhos

de pesquisa recentes que buscam realizar a detecção de correntes de retorno utilizando

Deep Learning.

Entretanto, grande parte destas pesquisas utilizam imagens aéreas ou imagens

obtidas por meio de câmeras estáticas localizadas na região da praia, o que foge do

escopo do presente trabalho, que visa utilizar fotos tiradas no costão da praia para

possibilitar o próprio cidadão a identificar as correntes de retorno.

Outro aspecto relevante é que não foram encontrados trabalhos relacionados à

detecção de correntes de retorno utilizando Deep Learning com fotos tiradas com o

suporte do CoastSnap e nem pesquisas no Brasil. Isso pode ser um problema tendo em

vista que o Brasil possui uma costa com mais de 8 mil quilômetros de extensão e

diversas praias.
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A maioria dos trabalhos encontrados também não implementaram o modelo de

detecção em um aplicativo móvel para contribuir com a sociedade, que é a mais afetada

com os acidentes relacionados a correntes de retorno. Como atualmente a detecção

dessas correntes é muito desafiadora e difícil para pessoas comuns, a implementação

em um aplicativo móvel seria interessante e é um dos objetivos deste trabalho.

Nesse contexto, a análise do panorama atual revela a ausência de um modelo de

detecção de correntes de retorno específico para o litoral de Santa Catarina, que possa

ser facilmente utilizado por cidadãos por meio de um aplicativo móvel. Além disso, é

importante que esse modelo apresente uma alta precisão para os objetivos deste

projeto.

Ameaças a validade. Como em qualquer mapeamento sistemático, existem algumas

ameaças à validade dos resultados. As ameaças potenciais foram identificadas e

estratégias de mitigação para minimizar os impactos foram aplicadas.

Viés de publicação. Mapeamentos sistemáticos podem sofrer do viés comum de que os

resultados positivos têm maior probabilidade de serem publicados do que os negativos.

No entanto, foi considerado que os resultados dos artigos, sejam positivos ou negativos,

têm apenas uma pequena influência sobre esse mapeamento sistemático, uma vez que

se busca caracterizar as unidades instrucionais, em vez de analisar seus impactos sobre

a aprendizagem.

Identificação de estudos. Outro risco é a omissão de estudos relevantes. A fim de

mitigar esse risco, a string de busca foi construída para ser o mais abrangente possível,

considerando não apenas os principais conceitos, mas também sinônimos. Isso gera um

possível problema em ocultar artigos em bases de dados que foram recortadas em 200

resultados pelo grande volume de artigos encontrados, embora a possibilidade de

ocorrência de tal fato seja menor do que a de omitir resultados sem usar sinônimos.

Foram também realizadas buscas em várias fontes para minimizar esses riscos.

Seleção e extração de dados de estudos. Ameaças para estudar seleção e extração

de dados foram mitigadas por meio do fornecimento de uma definição detalhada dos
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critérios de inclusão, exclusão e de qualidade. Foi definido e documentado um protocolo

para a seleção do estudo e a execução do mapeamento foi revisada pelo colega e pela

orientadora do presente trabalho.
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4. DESENVOLVIMENTO DO MODELO DE DETECÇÃO DE CORRENTES DE

RETORNO

Este trabalho foca no problema de que as correntes de retorno são um fenômeno

hidrodinâmico comum em praia, sendo a principal razão de afogamentos em praias. A

principal maneira de reduzir essas situações de afogamento é por meio da

implementação de medidas preventivas por parte dos salva-vidas durante a temporada

de verão, seja marcando a posição das áreas perigosas ou alertando os frequentadores

da praia sobre os perigos. Entretanto, nem sempre existem salva-vidas designados para

todas as praias, ou então o número deles é insuficiente para cobrir toda a extensão do

litoral. Portanto, um aplicativo com inteligência artificial voltado para a detecção de

correntezas perigosas auxiliaria os banhistas a reduzirem os riscos de afogamento.

Considere o seguinte caso de uso:

Um grupo jovem de amigos, vindos de uma cidade interiorana distante do litoral,

decide explorar as praias de Florianópolis fora da temporada de verão. Ao dirigirem-se à

praia do Santinho, notam a ausência de sinalização indicativa. Sem saber se o local

seguro para nadar, recorrem a um aplicativo móvel que é capaz de detectar perigos

como correntes de retorno a partir de fotos do costão da praia. Para isso, eles avançam

em direção ao costão, onde acabam encontrando um suporte do CoastSnap. Este

suporte auxilia eles a posicionar o celular para capturar as imagens e obter em tempo

real informações precisas sobre as condições das águas.
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Figura 21. Exemplo de imagem de entrada do modelo utilizando suporte do CoastSnap

Utilizando o suporte do CoastSnap, eles tiram uma foto da praia com a câmera do

celular (Figura 21). Usando esta foto como entrada do modelo de Deep Learning, ele

detecta onde há corrente de retorno nesta praia. Como resultado é apresentado a

imagem com os bounding boxes marcando a posição dos correntes de retorno (Figura

22).

Figura 22. Exemplo de imagem classificada pelo modelo

Assim, o grupo de amigos conseguem ter uma noção onde nesta praia tem

correntes de retorno e assim escolher um local para banho mais apropriado e seguro.
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4.1 REQUISITOS

O presente trabalho visa desenvolver um modelo de detecção de correntes de

retorno a partir de fotos do mar tiradas com a câmera do celular em suportes do

CoastSnap localizados nos costões de praias de Florianópolis.

São empregadas estratégias de Deep Learning com o intuito de automatizar o

processo de detecção, por meio da análise e comparação de diversos modelos YOLO,

seguindo as melhores práticas da área, inclusive considerando as versões mais

atualizadas.

Tabela 9: História de usuário

História de usuário COMO banhista EU QUERO identificar locais de ocorrência de
correntes de retorno PARA prevenir acidentes relacionados a
afogamentos no mar.

Funcionalidade(s) Detectar uma corrente de retorno a partir de uma imagem
fotografada de um suporte CoastSnap.

Tabela 10: Objetivos do modelo de Deep Learning

Tarefa Detectar a presença ou não de uma corrente de retorno em imagens
capturadas em um aplicativo Android

Tipo da tarefa Detecção de objetos

Categorias Corrente de retorno/Sem corrente de retorno

Contexto de uso O modelo é utilizado por um banhista para identificar pontos sem
correntes de retorno na praia para se banhar a partir de imagens tiradas
nos suportes oferecidos pelo CoastSnap

Riscos e requisitos de desempenho

Risco Risco alto
A não detecção de uma corrente de retorno na praia pode colocar o
banhista em risco que pode ter consequências fatais.

Desempenho esperado O modelo será otimizado para precisão pois precisa-se reduzir o risco de
não detectar uma corrente de retorno.

Espera se atingir no mínimo um mAP50= 0.98
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4.2 PREPARAÇÃO DO CONJUNTO DE IMAGENS

Para o presente trabalho está sendo coletado um conjunto de imagens tiradas

pelo autor no suporte do CoastSnap presente em praias na cidade de Florianópolis e em

parceria com o projeto CoastSnap. São coletadas imagens nas praias Costa do

Moçambique e Santinho. O conjunto de imagens é armazenado e disponibilizado no

Roboflow (https://universe.roboflow.com/).

A rotulação das correntes de retornos foi realizada por um aluno do curso de

Oceanografia da Universidade Federal de Santa Catarina (UFSC) que também é

salva-vidas civil e revisado por professor do curso de Oceanografia da Universidade

Federal de Santa Catarina (UFSC).

Tabela 11: Preparação do conjunto de imagens

Conjunto de imagens

Praia Total Com corrente Sem corrente Link do conjunto de imagens

Santinho 1.003 857 146 https://app.roboflow.com/cne-ufsc/rip-cur
rent---coastsnap---praia-santinho/deploy/

24

Moçambique 133 128 5 https://app.roboflow.com/cne-ufsc/rip-cur
rent---coastsnap---praia-mocambique/de

ploy/52

Moçambique
+ Santinho

1.136 985 151 https://app.roboflow.com/cne-ufsc/rip-cur
rent-coastsnap-mocambique-santinho/de

ploy/3

Os conjuntos de imagens estão disponíveis no Roboflow conforme indicado na Tabela

11. As imagens presentes na Figura 23 apresentam alguns exemplos de imagens do

conjunto.
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A B

C D

Figura 23: Exemplos de imagens do conjunto. As imagens A, B foram fotografadas na praia do
Moçambique. A imagem C e D, fotografadas na praia do Santinho. Todas contém correntes de retorno

indicadas por bounding boxes

Com o objetivo de aumentar e diversificar o conjunto de dados, são utilizadas

técnicas de data augmentation no Roboflow. Isso inclui técnicas que serão aplicadas

estão relacionadas ao posicionamento das imagens, como rotação e deformação

(alteração da perspectiva). Além disso, serão aplicadas técnicas que afetam o aspecto

visual das imagens, como alteração de tom, saturação, brilho, desfoque e adição de

ruído.
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Tabela 12: Técnicas de data augmentation

Técnica Exemplo

Rotação de 15 graus - 15 graus

Shear 15 graus

Matiz 25 graus

Saturação 25%
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Brilho 25%

Blur 1.25px
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Ruído 5%

Para o presente trabalho, visa-se realizar a divisão do conjunto de imagens da

seguinte maneira:

● 70% para treinamento

● 20% para validação

● 10% para teste.

4.3 TREINAMENTO

Na etapa de treinamento, são utilizados os modelos de YOLOv5n, YOLOv5s e

YOLOv8s. Essas redes neurais foram selecionadas por serem atualmente entre os mais

avançados entre os modelos YOLO indicados para esse tipo de pesquisa, o que permite

obter um desempenho aprimorado. As versões de cada YOLO foram escolhidas levando

em consideração a intenção da implantação dos modelos treinados em um aplicativo
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móvel, e consequentemente focando em modelos menores. Cada um dos modelos foi

criado e aprimorado usando o software Jupyter Notebook executado no Google Colab.

Para o desenvolvimento do modelo foram realizados vários experimentos com

cada um dos modelos selecionados usando diferentes conjuntos de imagens, incluindo

imagens da praia do Moçambique, da praia do Santinho e a união dos dois conjuntos.

Nos experimentos foram também testadas várias combinações de parâmetros de

treinamento, como o tamanho do lote, tamanho da imagem e quantidade de épocas.

Também foi utilizado o parâmetro “early stopping” como valores 50 e 100, que finaliza o

treinamento caso não melhore o desempenho em 50 e 100 épocas, evitando tempo de

processamento.

Nas próximas seções são apresentados os experimentos para cada modelo que

apresentaram os melhores resultados de desempenho durante o treinamento/validação.

Para analisar o desempenho foi avaliado os valores de mAP50, precisão, recall e

métricas relacionadas ao loss durante as épocas para verificar a ocorrência de

overfitting.

4.3.1 TREINAMENTO COM O CONJUNTO DE IMAGENS DA PRAIA DO

MOÇAMBIQUE

4.3.1.1 TREINAMENTO COM YOLOv5n

Conjunto de dados

Praia do Moçambique Total de 133 imagens
(128 com correntes de retorno / 5 sem correntes de retorno)

Treinamento

Modelo YOLOv5n

Quantidade de épocas 300

Tamanho do lote 32

Tamanho da imagem 800

Avaliação de desempenho

mAP50 66%

Precisão 97%
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Recall 53%

F1-score 72%

Resultados do treinamento

Interpretação O treinamento atual apresenta resultados inferiores aos valores de
trabalhos relacionados e, especialmente, em relação ao mAP50
necessário para que o modelo seja considerado aceitável.

4.3.1.2 TREINAMENTO COM YOLOv8s

Conjunto de dados

Praia do Moçambique Total de 133 imagens
(128 com correntes de retorno / 5 sem correntes de retorno)

Treinamento

Modelo YOLOv8s

Quantidade de Épocas 450

Tamanho do lote 32

Tamanho da imagem 800

Avaliação de desempenho

mAP50 84%

Precisão 91%

Recall 69%

F1-score 79%

Resultados do treinamento
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Interpretação Observa-se que o treinamento atual apresenta resultados superiores aos
valores obtidos no treinamento anterior utilizando o YOLOv5, mostrando
uma maior eficácia do YOLOv8 na etapa de treinamento em comparação
ao YOLOv5. Também atingiu uma maior proximidade com o desempenho
esperado. Ao comparar as métricas de loss como box_loss, cls_loss e
dfl_loss entre treinamento e validação, percebe-se um leve aumento,
indicando um possível overfitting.
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4.3.2 TREINAMENTO COM O CONJUNTO DE IMAGENS DA PRAIA DO SANTINHO

4.3.2.1 TREINAMENTO COM YOLOv5s

Conjunto de dados

Praia do Santinho Total de 1.003 imagens
(857 com correntes de retorno / 146 sem correntes de retorno)

Treinamento

Modelo YOLOv5s

Quantidade de épocas 450

Tamanho do lote 32

Tamanho da imagem 800

Avaliação de desempenho

mAP50 69%

Precisão 77%

Recall 63%

F1-score 69%

Resultados do treinamento

Interpretação O treinamento atual apresenta resultados inferiores aos valores de
trabalhos relacionados e, especialmente, em relação ao mAP50
necessário para que o modelo seja considerado aceitável. Ao comparar o
box_loss e obj_loss de treinamento e validação, percebe-se o aumento na
etapa de validação que indica o overfitting.
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4.3.2.2 TREINAMENTO COM YOLOv8s

Conjunto de dados

Praia do Santinho Total de 1.003 imagens
(857 com correntes de retorno / 146 sem correntes de retorno)

Treinamento

Modelo YOLOv8s

Quantidade de épocas 450

Tamanho do lote 32

Tamanho da imagem 800

Avaliação de desempenho

mAP50 71%

Precisão 74%

Recall 65%

F1-score 69%

Resultados do treinamento

Interpretação O treinamento atual apresenta resultados superiores aos valores do
treinamento utilizando o modelo YOLOv5. Entretanto, o mAP50 está abaixo
do necessário para que o modelo seja aceito.
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4.3.3 TREINAMENTO COM O CONJUNTO DE IMAGENS DA PRAIA DO

MOÇAMBIQUE + PRAIA DO SANTINHO

4.3.3.1 TREINAMENTO COM YOLOv5s

Conjunto de dados

Praia do Moçambique +
Praia do Santinho

Total de 1.136 imagens
(985 com correntes de retorno / 151 sem correntes de retorno)

Treinamento

Modelo YOLOv5s

Quantidade de épocas 450

Tamanho do lote 32

Tamanho da imagem 800

Avaliação de desempenho

mAP50 70%

Precisão 73%

Recall 63%

F1-score 67%

Resultados do treinamento

Interpretação O treinamento atual apresenta resultados inferiores aos valores de
trabalhos relacionados e, especialmente, em relação ao mAP50 necessário
para que o modelo seja considerado aceitável. Mesmo que o conjunto de
imagens tenha aumentado,o modelo não obteve um desempenho superior.
Houve um aumento também do obj_loss na etapa de validação, indicando
overfitting.
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4.3.3.2 TREINAMENTO COM YOLOv8s

Conjunto de dados

Praia do Moçambique +
Praia do Santinho

Total de 1.136 imagens
(985 com correntes de retorno / 151 sem correntes de retorno)

Treinamento

Modelo YOLOv8s

Quantidade de épocas 450

Tamanho do lote 32

Tamanho da imagem 800

Avaliação de desempenho

mAP50 69%

Precisão 78%

Recall 63%

F1-score 69%

Resultados do treinamento

Interpretação O treinamento atual apresenta resultados inferiores aos valores de
trabalhos relacionados e, especialmente, em relação ao mAP50 necessário
para que o modelo seja considerado aceitável. Mesmo que o conjunto de
imagens tenha aumentado, o modelo não obteve um desempenho superior.
Ao comprar as métricas de loss como box_loss, cls_loss e dfl_loss entre as
etapas de treinamento e validação, percebe-se um crescimento que
representa overfitting do modelo.
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4.4 TESTE DE DESEMPENHO

De acordo com as diretrizes estabelecidas na norma ISO/IEC 4213 (2022), foram

realizados testes utilizando os modelos previamente treinados, com o objetivo de

detectar correntes de retorno em imagens que não foram incluídas no estágio de

treinamento ou validação.

4.4.1 TESTE DE DESEMPENHO COM O CONJUNTO DE IMAGENS DA PRAIA DO

MOÇAMBIQUE

4.4.1.1 PREPARAÇÃO DO TESTE

O conjunto de teste é composto por um total de 14 imagens, com as

características de qualidade de dados conforme descrito na Tabela 13.

Tabela 13: Características do conjunto de dados de teste da praia do Moçambique

Característica Especificação

Número total de imagens no
conjunto de testes

14 imagens

Distribuição do conjunto de testes Total de 14 imagens
(14 com correntes de retorno / 0 sem correntes de
retorno)

Uso das imagens Essas imagens não foram usadas durante o
treinamento do modelo. As imagens foram
coletadas pelo projeto CoastSnapSC em conjunto
com o autor do presente trabalho.

Fonte Essas imagens não foram usadas durante o
treinamento do modelo. As imagens foram
coletadas pelo projeto CoastSnapSC em conjunto
com o autor do presente trabalho.

Verdade fundamental As imagens foram rotuladas por um aluno do
curso de Oceanografia da Universidade Federal
de Santa Catarina (UFSC) que também é
salva-vidas civil.

Pré-processamento/ augumentação de dados Auto-orientação e redimensionamento para
640x640

Precisão do conjunto de teste A precisão dos rótulos das imagens é de 100%.

Completude do conjunto de teste As imagens no conjunto de dados cobrem todas
as classes de interesse com uma variedade de
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exemplos.

Exclusividade do conjunto de teste Não há duplicatas de imagens no conjunto de
testes.

Autenticidade do conjunto de teste As imagens foram coletadas localmente tirando
fotos do mar na praia do Moçambique na cidade
de Florianópolis/SC

As imagens correspondem às imagens a serem
coletadas pelo público-alvo conforme definido no
caso de uso.

Robustez do conjunto de testes As imagens foram coletadas a partir do suporte do
CoastSnap, sem variar muito o plano de fundo,
ângulos, iluminação, etc.

Confidencialidade do conjunto de teste Não aplicável

Métricas. Para avaliar o desempenho dos modelos, foram utilizadas as seguintes

métricas:

● mAP50 para avaliar o desempenho geral;

● Precisão e recall para apoiar a compreensão de como o modelo lida com falsos

positivos e falsos negativos;

● Pontuação F1 que é a média harmônica entre a precisão e o recall.

Ambiente de execução. O teste foi executado usando Jupyter Notebooks no Google

Colab.

4.4.1.2 RESULTADO DO TESTE COM YOLOv5n

Testes

Tamanho do lote 32

Tamanho da imagem 800

Avaliação de desempenho

mAP50 70%

Precision 90%

Recall 47%

F1-score 62%
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Matriz de confusão

Interpretação Nota-se que o treinamento atual apresenta resultados melhores que os
relatados no treinamento deste modelo, com um de aumento 4% do mAP.
O valor ainda é inferior aos valores mencionados na revisão do estado da
arte e para a meta estabelecida no presente trabalho.

4.4.1.3 RESULTADO DO TESTE COM YOLOv8s

Testes

Tamanho do lote 32

Tamanho da imagem 800

Avaliação de desempenho

mAP50 62%

Precision 78%

Recall 57%

F1-score 64%
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Matriz de confusão

Interpretação Observa-se que o teste diminuiu muito o desempenho do modelo se
comparado ao desempenho do treinamento/validação. Isso mostra uma
dificuldade em detectar correntes de retorno em imagens nunca vistas
pelo modelo. Uma das razões pode ter sido o tamanho relativamente
pequeno deste conjunto de imagens, impedindo que o modelo de fato
aprende generalizar a detecção de correntes de retorno.

4.4.2 TESTE DE DESEMPENHO COM O CONJUNTO DE IMAGENS DA PRAIA DO

SANTINHO

4.4.2.1 PREPARAÇÃO DO TESTE

O conjunto de teste é composto por um total de 102 imagens, com as

características de qualidade de dados conforme descrito na Tabela 14.

Tabela 14: Características do conjunto de dados de teste da praia do Santinho

Característica Especificação

Número total de imagens no
conjunto de testes

102 imagens

Distribuição do conjunto de
testes

Total de 102 imagens
(84 com correntes de retorno / 18 sem correntes de retorno)

Uso das imagens Essas imagens não foram usadas durante o treinamento do
modelo. As imagens foram coletadas pelo projeto CoastSnapSC
em conjunto com o autor do presente trabalho.

Fonte Essas imagens não foram usadas durante o treinamento do
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modelo. As imagens foram coletadas pelo projeto CoastSnapSC
em conjunto com o autor do presente trabalho.

Verdade fundamental As imagens foram rotuladas por um aluno do curso de
Oceanografia da Universidade Federal de Santa Catarina (UFSC)
que também é salva-vidas civil.

Pré-processamento/
augumentação de dados

Auto-orientação e redimensionamento para 640x640

Precisão do conjunto de teste A precisão dos rótulos das imagens é de 100%.

Completude do conjunto de
teste

As imagens no conjunto de dados cobrem todas as classes de
interesse com uma variedade de exemplos.

Exclusividade do conjunto de
teste

Não há duplicatas de imagens no conjunto de testes.

Autenticidade do conjunto de
teste

As imagens foram coletadas localmente tirando fotos do mar na
praia do Santinho na cidade de Florianópolis/SC

As imagens correspondem às imagens a serem coletadas pelo
público-alvo conforme definido no caso de uso.

Robustez do conjunto de testes As imagens foram coletadas a partir do suporte do CoastSnap,
sem variar muito o plano de fundo, ângulos, iluminação, etc.

Confidencialidade do conjunto
de teste

Não se aplica

4.4.2.2 RESULTADO DO TESTE COM YOLOv5s

Testes

Tamanho do lote 32

Tamanho da imagem 800

Avaliação de desempenho

mAP50 59%

Precisão 71%

Recall 50%

F1-score 59%
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Matriz de confusão

Interpretação Nota-se que o treinamento atual apresenta resultados inferiores ao
comparar com os resultados do treinamento deste modelo. O valor ainda é
inferior aos valores mencionados na revisão do estado da arte e para a
meta estabelecida no presente trabalho.

4.4.2.3 RESULTADO DO TESTE COM YOLOv8s

Testes

Tamanho do lote 32

Tamanho da imagem 800

Avaliação de desempenho

mAP50 61%

Precision 67%

Recall 56%

F1-score 59%
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Matriz de confusão

Interpretação Nota-se que o treinamento atual apresenta resultados inferiores ao
comparar com os resultados do treinamento deste modelo. O valor ainda é
inferior aos valores mencionados na revisão do estado da arte e para a
meta estabelecida no presente trabalho.

4.4.3 TESTE DE DESEMPENHO COM O CONJUNTO DE IMAGENS DA PRAIA DO

MOÇAMBIQUE + PRAIA DO SANTINHO

4.4.3.1 PREPARAÇÃO DO TESTE

O conjunto de teste é composto por um total de 116 imagens, com as

características de qualidade de dados conforme descrito na Tabela 15.

Tabela 15: Características do conjunto de dados de teste da praia do Moçambique + praia do Santinho

Característica Especificação

Número total de imagens no
conjunto de testes

116 imagens

Distribuição do conjunto de
testes

Total de 116 imagens
(98 com correntes de retorno / 18 sem correntes de retorno)

Uso das imagens Essas imagens não foram usadas durante o treinamento do
modelo. As imagens foram coletadas pelo projeto CoastSnapSC
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em conjunto com o autor do presente trabalho.

Fonte Essas imagens não foram usadas durante o treinamento do
modelo. As imagens foram coletadas pelo projeto CoastSnapSC
em conjunto com o autor do presente trabalho.

Verdade fundamental As imagens foram rotuladas por um aluno do curso de
Oceanografia da Universidade Federal de Santa Catarina (UFSC)
que também é salva-vidas civil.

Pré-processamento/
augmentation de dados

Auto-orientação e redimensionamento para 640x640

Precisão do conjunto de teste A precisão dos rótulos das imagens é de 100%.

Completude do conjunto de
teste

As imagens no conjunto de dados cobrem todas as classes de
interesse com uma variedade de exemplos.

Exclusividade do conjunto de
teste

Não há duplicatas de imagens no conjunto de testes.

Autenticidade do conjunto de
teste

As imagens foram coletadas localmente tirando fotos do mar na
praia do Moçambique e na praia do Santinho, na cidade de
Florianópolis/SC

As imagens correspondem às imagens a serem coletadas pelo
público-alvo conforme definido no caso de uso.

Robustez do conjunto de testes As imagens foram coletadas a partir do suporte do CoastSnap,
sem variar muito o plano de fundo, ângulos, iluminação, etc.

Confidencialidade do conjunto
de teste

Não se aplica

4.4.3.2 RESULTADO DO TESTE COM YOLOv5s

Testes

Tamanho do lote 32

Tamanho da imagem 800

Avaliação de desempenho

mAP50 60%

Precisão 72%

Recall 50%

F1-score 60%
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Matriz de confusão

Interpretação Nota-se que o treinamento atual apresenta resultados inferiores ao
comparar com os resultados do treinamento deste modelo. O valor ainda é
inferior aos valores mencionados na revisão do estado da arte e para a
meta estabelecida no presente trabalho.

4.4.3.3 RESULTADO DO TESTE COM YOLOv8s

Testes

Tamanho do lote 32

Tamanho da imagem 800

Avaliação de desempenho

mAP50 54%

Precision 74%

Recall 49%

F1-score 58%
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Matriz de confusão

Interpretação Observa-se que o teste diminuiu muito o desempenho do modelo se
comparado ao desempenho do treinamento/validação. Isso mostra uma
dificuldade em detectar correntes de retorno em imagens nunca vistas
pelo modelo.

4.5 DISCUSSÃO

Os resultados provenientes do treinamento/validação dos modelos estão

resumidos na Tabela 16. Esta tabela oferece uma visão abrangente da eficiência dos

modelos em várias métricas de avaliação, tais como mAP, precisão, recall e F1-score,

destacando em negrito os maiores valores de cada métrica por praia.

Tabela 16: Resultado dos treinamentos com diferentes conjuntos de dados e modelos

Resultados da
validação do
desempenho

mAP Precisão Recall F1-score

Praia do
Moçambique

YOLOv5n 66% 97% 53% 72%

YOLOv8s 84% 91% 69% 79%

Praia do
Santinho

YOLOv5s 69% 77% 63% 69%

YOLOv8s 71% 74% 65% 69%
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Praia do
Moçambique +
Praia do
Santinho

YOLOv5s 69% 73% 63% 67%

YOLOv8s 69% 78% 63% 69%

A maioria dos modelos apresentados na Tabela 15 demonstraram resultados

abaixo do esperado. Somente o YOLOv8s obteve um desempenho próximo ao esperado

com o conjunto de imagens da praia de Moçambique. Isso se deve ao fato de que o

conjunto de imagens de Moçambique oferecia uma perspectiva elevada do suporte do

CoastSnap, facilitando a observação das correntes. Além disso, as correntes de retorno

na praia de Moçambique são mais evidentes, tornando a detecção mais fácil. No

entanto, um dos problemas que afetou o desempenho foi a escassez de imagens

disponíveis. A praia de Moçambique possui uma trilha de difícil acesso, o que complicou

a coleta de imagens em diferentes momentos.

Por outro lado, a praia do Santinho é mais acessível para a coleta de imagens,

mas o suporte do CoastSnap não estava localizado em um ponto elevado do costão.

Isso resultou em imagens com uma perspectiva mais plana, o que por sua vez dificultou

a visualização das correntes. A praia também não possui correntes de retorno tão

evidentes próximas ao costão onde está localizado o suporte do CoastSnap.

Cabe ressaltar que os modelos foram treinados e otimizados levando em

consideração as demandas e restrições dos dispositivos móveis, incluindo suas

limitações de recursos e capacidade de processamento.

A Tabela 17 exibe resultados dos testes realizados com os modelos utilizando

imagens novas. Para o conjunto de imagens da praia do Moçambique, foram utilizadas

14 imagens, para a praia do Santinho foram utilizadas 102 imagens e para a união dos

dois conjuntos 116 imagens, destacando em negrito os maiores resultados de cada

métrica por praia.
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Tabela 17: Resultado dos testes com diferentes conjuntos de dados e modelos

Resultados da
validação do
desempenho

mAP Precisão Recall F1-score

Praia do
Moçambique

YOLOv5n 70% 90% 47% 62%

YOLOv8s 62% 78% 57% 64%

Praia do
Santinho

YOLOv5s 59% 71% 50% 59%

YOLOv8s 61% 67% 56% 59%

Praia do
Moçambique +
Praia do
Santinho

YOLOv5s 60% 72% 50% 60%

YOLOv8s 54% 74% 49% 58%

Diferente dos resultados do treinamento/validação, os testes com a versão

YOLO5s mostraram um desempenho superior na tarefa de detecção de correntes de

retorno em imagens previamente não vistas em comparação com o modelo na versão

YOLO8s. Isso indica que mesmo com o desempenho mais baixo, em geral consegue

aprender a generalizar de forma melhor. No entanto, os resultados obtidos ainda não

alcançaram as expectativas conforme especificadas nos requisitos de acordo com os

riscos no presente caso de uso.

Ao comparar nossos resultados com trabalhos correlatos, como o estudo de Zhu

et al. (2022), que utiliza imagens aéreas, fica evidente que imagens com uma visão mais

ampla do mar podem facilitar a detecção das correntes. Assim pode-se inferir que a

escolha do tipo de imagem e sua qualidade podem ter um impacto significativo na

capacidade de detecção de correntes.

Ameaças à validade. Existem ameaças à validade que devem ser consideradas

em relação aos resultados obtidos. No que se refere ao viés de seleção, foi buscada a

criação de uma amostra diversificada e representativa de imagens, abrangendo

diferentes cenários e condições. No entanto, é importante reconhecer que o conjunto de

dados utilizado pode não ser completamente 74 abrangente, o que pode limitar a

generalização dos resultados para todos os contextos possíveis. Além disso, embora um

tamanho de amostra considerável tenha sido utilizado, é importante destacar que
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existem abordagens existentes na literatura que empregam conjuntos de dados maiores.

Outra ameaça é o viés de pré-processamento dos dados, onde foram aplicadas técnicas

padronizadas a todos os modelos comparados para evitar distorções. Além disso, foram

adotados parâmetros de treinamento consistentes para garantir uma comparação justa

entre os modelos. Por fim, é importante mencionar o viés das métricas de avaliação,

onde várias métricas padrão foram utilizadas para avaliar diferentes aspectos do

desempenho do modelo. No entanto, é necessário considerar as limitações inerentes a

cada métrica e interpretar os resultados de forma crítica. Ao levar em conta essas

ameaças à validade, pode-se obter uma compreensão mais abrangente e realista dos

resultados alcançados.

5. CONCLUSÃO

Para embasar o estudo, foi realizado uma análise teórica das correntes de retorno

e da aplicação do deep learning (O1) e também feito um levantamento do estado da arte

na detecção de correntes de retorno por meio do deep learning (O2). Essas etapas

forneceram as bases necessárias para o desenvolvimento da pesquisa. Em relação ao

terceiro objetivo (OE3), foi elaborado modelos de detecção de correntes de retorno

utilizando deep learning, com base em um conjunto de imagens especialmente coletado

e preparado para este estudo. Embora os resultados obtidos no treinamento e validação

dos modelos não tenham atingido os requisitos especificados, registramos um

desempenho máximo de 84% de mAP durante o treinamento com YOLOv8s e 70% de

mAP nos testes com YOLOv5s. Estes resultados destacam a necessidade de otimizar os

modelos e seus parâmetros para alcançar níveis aceitáveis considerando os riscos

envolvidos no caso de uso previsto na detecção de correntes.

Os resultados deste estudo, embora não tenham alcançado uma acurácia de 98%

na detecção de correntes de retorno, demonstram a viabilidade do desenvolvimento de

modelos capazes de realizar essa detecção. Tais modelos têm o potencial de auxiliar os

banhistas na identificação de perigos iminentes. É importante ressaltar que este trabalho

se concentrou no uso de redes neurais mais leves, visando à futura implementação em
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um aplicativo móvel e à captura de imagens diretamente pela câmera do celular, sem a

necessidade de zoom físico ou digital.

Essa abordagem promissora pode beneficiar significativamente a população,

tornando mais acessível a disponibilidade de um detector eficaz e fornecendo uma

ferramenta valiosa tanto para banhistas como para turistas.

Há oportunidades promissoras para futuras pesquisas neste campo. A eficácia do

modelo pode ser aprimorada por meio do aumento da quantidade de dados de

treinamento e pela otimização das técnicas de pré-processamento. Além disso, a

implementação prática dos modelos em um aplicativo é um passo crucial para a sua

disseminação e uso generalizado. Isso possibilitará um acesso rápido e fácil a essa

ferramenta de detecção de correntes de retorno para banhistas, equipes de resgate nas

praias e até mesmo para a população em geral, contribuindo para um monitoramento

mais eficaz, conscientização sobre o perigo que estas correntes trazem e a prevenção

de possíveis acidentes.

Dado que os resultados obtidos no presente estudo não atingiram o limiar mínimo

de mAP, é apresentado a seguir algumas sugestões para aprimorar futuros trabalhos.

Primeiramente, considerar a possibilidade de incorporar imagens já coletadas pelo

CoastSnap em diversas praias ao redor do mundo, uma vez que as restrições de acesso

a algumas praias resultaram em uma coleta de dados relativamente limitada. Dada a

natureza colaborativa do CoastSnap e seu propósito de contribuir para a ciência, a

exploração de parcerias entre universidades e laboratórios pode viabilizar um

intercâmbio valioso de dados.

Outra consideração crucial é a evolução do YOLO para detecção de objetos. A

realização de testes mais abrangentes com a versão mais recente do YOLO, o

YOLO-NAS, pode potencialmente otimizar a detecção de correntes de retorno.

Adicionalmente, há a possibilidade de explorar o uso de vídeos em vez de

imagens. Durante a pesquisa, observou-se que alguns estudos correlatos empregaram

vídeos para realizar a detecção de correntes. A divisão desses vídeos em frames

poderia proporcionar um aumento significativo na quantidade de imagens disponíveis,
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potencialmente contribuindo para um aprimoramento no desempenho dos modelos

desenvolvidos.
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Abstract. Drowning, a major global health concern, claimed 236,000 lives in 2019, with

90% of incidents in low- to middle-income countries. In Brazil, with over 100,000

non-fatal incidents and 5,000 deaths in 2019, rip currents contribute significantly,

particularly in tourist destinations like Santa Catarina. This study proposes a

YOLO-based (You Only Look Once) Deep Learning model to detect rip currents in

coastal photos, taken from the CoastSnap project. The YOLO model enhances the

identification of these perilous currents, offering a promising tool for public awareness

and mitigating drowning incidents in regions prone to rip current-related accidents.

Resumo. Afogamento, uma preocupação global de saúde pública, resultou em 236.000

óbitos em 2019, com 90% dos incidentes ocorrendo em países de baixa e média renda.

No Brasil, com mais de 100.000 incidentes não fatais e 5.000 mortes em 2019, as

correntes de retorno contribuem significativamente, especialmente em destinos

turísticos como Santa Catarina. Este estudo propõe um modelo de Aprendizado

Profundo baseado como YOLO (You Only Look Once) para detectar correntes de

retorno em fotos costeiras, obtidas no projeto CoastSnap. O modelo YOLO aprimora a

identificação dessas correntes perigosas, apresentando uma ferramenta promissora

para conscientização pública e redução de incidentes de afogamento em regiões

propensas a acidentes relacionados a correntes de retorno.

1. Introdução

Atualmente, o afogamento é uma das maiores causas de morte de pessoas ao

redor do mundo [OMS, 2019]. Somente em 2019, 236 mil pessoas perderam suas

vidas por este tipo de asfixia. Com uma porcentagem alta perante o total de mortes

globais, o afogamento vêm ganhando cada vez mais destaque, ocorrendo 90% dos
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casos em países de baixa e média renda. Sendo assim, iniciou-se por parte da

Organização Mundial de Saúde (OMS), uma luta de conscientização para prevenir

afogamentos e consequentemente reduzir o número de mortes.

No Brasil, por se tratar de um país continental com uma costa com mais de 8 mil

quilômetros de extensão, e por possuir uma das maiores áreas banháveis do mundo

durante o ano inteiro, o país possui um dos maiores números de incidentes e óbitos por

afogamento do planeta [SOBRASA, 2021]. Segundo a Sociedade Brasileira de

Salvamento Aquático (SOBRASA) mais de 100 mil incidentes não fatais e mais de 5 mil

óbitos ocorreram no Brasil em 2019 [SOBRASA, 2021]. É um número alto que pode ser

diminuído com conscientização das pessoas em relação às maiores causas.

Uma das causas, muito desconhecida pela população, são as correntes de

retorno e centenas de pessoas se afogam e dezenas de milhares são resgatadas

dessas correntes todos os anos [Castelle et al., 2016]. O estado de Santa Catarina, por

possuir um litoral repleto de praias turísticas e ser o destino de banhistas todos os anos,

possui diversos incidentes com afogamento. Segundo o Corpo de Bombeiros Militar

(2023), 90% desses casos acontecem em correntes de retorno.

Em termos oceanográficos, correntes de retorno são fluxos de água com

velocidade alta, que fluem preferencialmente perpendicular à praia em direção mar

adentro, ou seja, fluxo contrário ao das ondas. A partir destas ondas que vão em direção

à praia, carregadas de energia, massa e impulso, elas tendem a voltar ao mar, formando

os canais de retorno. As correntes de retorno podem variar de acordo com a localização

e tipo de arrebentação da praia, mudando de profundidade, força, tamanho e lugar.

Sendo assim, torna-se um grande perigo para banhistas que podem ser levados para

águas profundas em pouco tempo [Dalrymple et al., 2011].

As correntes de retorno são muitas vezes identificadas por meio de suas

características como a coloração mais escura do mar que indica maior profundidade e a

não formação de ondas e espuma em uma zona de arrebentação [Dalrymple et al.,

2011]. Ainda que a visualização dessas correntes possa ser relativamente

compreensível, muitas vezes não são identificadas com facilidade. Na maioria dos

casos, essa função é regida por profissionais do assunto e salva-vidas que atuam no

local. Consequentemente, a maioria dos banhistas acaba não tendo ciência do que

aquela região se trata e acaba correndo o risco de incidentes ao entrar em uma corrente

de retorno.

Tendo em vista que existe o problema na identificação dessas correntes, uma

possível solução pode ser a utilização de um aplicativo móvel utilizando Deep Learning
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para identificar estas correntes utilizando fotos do costão da praia, que por possuir uma

visão mais ampla da água, identificaria as correntes presentes no mar. A identificação

dessas correntes nas imagens pode ser realizada com Deep Learning, detectando na

foto a presença dessas correntes e mostrando ao usuário sua posição e o avisa sobre o

perigo. Já existem algumas propostas de detecção de correntes de retorno usando Deep

Learning, como o trabalho de Ishikawa et al. (2021), que utiliza vídeos de câmeras

fixadas a uma altura elevada, obtendo uma visão mais panorâmica da água. Porém

ainda não existe uma solução utilizando fotos tiradas do costão da praia.

Nesse contexto, existe no mundo um monitoramento comunitário de praias

chamado CoastSnap [Harley; Kinsela, 2022]. Assim, para coletar imagens das praias por

meio de crowdsourcing, o projeto disponibiliza suportes localizados em praias para

posicionar a câmera do celular para fotografar, e, posteriormente, compartilhar fotos da

praia nas redes sociais. Na Ilha de Santa Catarina, em parceria com a UFSC, foram

instaladas estações nas praias para coleta destas imagens. O foco dessas estações é

monitorar as praias, o comportamento dos bancos arenosos e as correntes de retorno.

Sendo assim, o presente trabalho busca criar um modelo de detecção de correntes, a

partir de fotos tiradas de um celular do costão de praias na Ilha de Santa Catarina

usando o suporte CoastSnap.

2. Trabalhos correlatos
Como resultado do mapeamento da literatura observou-se que existem trabalhos

de pesquisa recentes que buscam realizar a detecção de correntes de retorno utilizando

Deep Learning. Entretanto, grande parte destas pesquisas utilizam imagens aéreas ou

imagens obtidas por meio de câmeras estáticas localizadas na região da praia, o que

foge do escopo do presente trabalho, que visa utilizar fotos tiradas no costão da praia

para possibilitar o próprio cidadão a identificar as correntes de retorno.

Outro aspecto relevante é que não foram encontrados trabalhos relacionados à

detecção de correntes de retorno utilizando deep learning no estado de Santa Catarina e

nem no Brasil. Isso pode ser um problema tendo em vista que o Brasil possui uma costa

com mais de 8 mil quilômetros de extensão e diversas praias.

A maioria dos trabalhos encontrados também não implementaram o modelo de

detecção em um aplicativo móvel para contribuir com a sociedade, que é a mais afetada

com os acidentes relacionados a correntes de retorno.
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Nesse contexto, a análise do panorama atual revela a ausência de um modelo de

detecção de correntes de retorno específico para o litoral de Santa Catarina, que possa

ser facilmente utilizado por cidadãos. Além disso, é importante que esse modelo

apresente uma alta precisão para os objetivos deste projeto.

3. Solução

3.1 Requisitos

O objetivo é desenvolver um modelo de detecção de correntes de retorno que

seja portável a um aplicativo móvel para auxiliar os usuários na identificação de

correntes de retorno a partir de fotos do costão utilizando suportes do CoastSnap. O

modelo utilizará deep learning e aprenderá com base em um conjunto de imagens

rotuladas por um salva-vidas civil. A medida de desempenho desejada é um mean

Average Precision (mAP) de 98%. O erro na detecção de correntes de retorno pode

gerar consequências para a vida das pessoas, por isso é necessário um desempenho

tão efetivo.

3.2 Preparação de dados

Para o presente trabalho foi coletado um conjunto de imagens tiradas pelo autor

no suporte do CoastSnap presente em praias na cidade de Florianópolis e em parceria

com o projeto CoastSnap. Foram coletadas 1.136 imagens das praias do Moçambique e

da praia do Santinho. O conjunto de imagens foi armazenado e disponibilizado no

Roboflow (https://universe.roboflow.com/).

A rotulação das correntes de retornos foi realizada por um aluno do curso de

Oceanografia da Universidade Federal de Santa Catarina (UFSC) que também é

salva-vidas civil e revisado por professor do curso de Oceanografia da Universidade

Federal de Santa Catarina (UFSC).
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A B

C D

Figura 1: Exemplos de imagens do conjunto. As imagens A, B foram fotografadas na praia do
Moçambique. A imagem C e D, fotografadas na praia do Santinho. Todas contém correntes de retorno

indicadas por bounding boxes

Com o objetivo de aumentar e diversificar o conjunto de dados, são utilizadas

técnicas de data augmentation no Roboflow. Isso inclui técnicas que serão aplicadas

estão relacionadas ao posicionamento das imagens, como rotação e deformação

(alteração da perspectiva). Além disso, serão aplicadas técnicas que afetam o aspecto

visual das imagens, como alteração de tom, saturação, brilho, desfoque e adição de

ruído.

A divisão do conjunto de imagens ocorreu da seguinte maneira: 70% para

treinamento, 20% para validação e 10% para teste.
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3.3 Treinamento

Foram realizados treinamentos com o modelo de rede neural YOLO (You Only

Look Once) com portabilidade para dispositivos móveis incluindo as versões 5 (tamanho

small) e 8 (tamanho small). Os conjuntos de imagens utilizados foram: conjunto da praia

do Moçambique, conjunto da praia do Santinho e junção de ambos conjuntos. Os

modelos foram treinados no ambiente Jupyter Notebook na plataforma Google Colab.

Os resultados encontrados são apresentados na Tabela 1.

Tabela 1: Resultado dos treinamentos com diferentes conjuntos de dados e modelos

Resultados da
validação do
desempenho

mAP Precisão Recall F1-score

Praia do
Moçambique

YOLOv5n 66% 97% 53% 72%

YOLOv8s 84% 91% 69% 79%

Praia do
Santinho

YOLOv5s 69% 77% 63% 69%

YOLOv8s 71% 74% 65% 69%

Praia do
Moçambique +
Praia do
Santinho

YOLOv5s 69% 73% 63% 67%

YOLOv8s 69% 78% 63% 69%

A maioria dos modelos apresentados na Tabela 1 demonstraram resultados

abaixo do esperado. Somente o YOLOv8s obteve um desempenho próximo ao esperado

com o conjunto de imagens da praia de Moçambique. Isso se deve ao fato de que o

conjunto de imagens de Moçambique oferecia uma perspectiva elevada do suporte do

CoastSnap, facilitando a observação das correntes. Além disso, as correntes de retorno

na praia de Moçambique são mais evidentes, tornando a detecção mais fácil.

3.4 Testes de desempenho

De acordo com as diretrizes estabelecidas na norma ISO/IEC 4213 (2022), foram

realizados testes utilizando os modelos previamente treinados, com o objetivo de

detectar correntes de retorno em imagens que não foram incluídas no estágio de
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treinamento ou validação. O conjunto de testes da praia do Moçambique é constituído

por 14 imagens, o da praia do Santinho de 102 imagens e o da junção dos conjuntos é

de 116 imagens.

Tabela 2: Resultado dos testes com diferentes conjuntos de dados e modelos

Resultados da
validação do
desempenho

mAP Precisão Recall F1-score

Praia do
Moçambique

YOLOv5n 70% 90% 47% 62%

YOLOv8s 62% 78% 57% 64%

Praia do
Santinho

YOLOv5s 59% 71% 50% 59%

YOLOv8s 61% 67% 56% 59%

Praia do
Moçambique +
Praia do
Santinho

YOLOv5s 60% 72% 50% 60%

YOLOv8s 54% 74% 49% 58%

Diferente dos resultados do treinamento/validação, os testes com a versão

YOLO5s mostraram um desempenho superior na tarefa de detecção de correntes de

retorno em imagens previamente não vistas em comparação com o modelo na versão

YOLO8s. Isso indica que mesmo com o desempenho mais baixo, em geral consegue

aprender a generalizar de forma melhor. No entanto, os resultados obtidos ainda não

alcançaram as expectativas conforme especificadas nos requisitos de acordo com os

riscos no presente caso de uso.

Ao comparar nossos resultados com trabalhos correlatos, como o estudo de Zhu

et al. (2022), que utiliza imagens aéreas, fica evidente que imagens com uma visão mais

ampla do mar podem facilitar a detecção das correntes. Assim pode-se inferir que a

escolha do tipo de imagem e sua qualidade podem ter um impacto significativo na

capacidade de detecção de correntes.
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4. Conclusão

Neste estudo foram elaborados modelos de detecção de correntes de retorno

utilizando deep learning, com base em um conjunto de imagens especialmente

coletadas. Embora os resultados de treinamento e validação não tenham atingido os

requisitos, registrou-se um desempenho máximo de 84% de mAP no treinamento com

YOLOv8s e 70% nos testes com YOLOv5s. Apesar de não alcançar uma acurácia de

98%, o estudo demonstrou a viabilidade do desenvolvimento de modelos para detecção

de correntes, com potencial para auxiliar banhistas na identificação de perigos. O foco

foi em redes neurais mais leves para implementação em um aplicativo móvel, tornando a

detecção mais acessível. O estudo destaca oportunidades futuras, incluindo o

aprimoramento da eficácia do modelo com mais dados de treinamento e otimização do

pré-processamento, além da implementação prática em um aplicativo para ampla

utilização. Isso contribuiria para um monitoramento mais eficaz, conscientização sobre

perigos e prevenção de acidentes relacionados a correntes de retorno.
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