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“[...] The important thing is not to stop questioning.

Curiosity has its own reason for existence. One cannot help but be

in awe when he contemplates the mysteries of eternity, of life, of

the marvelous structure of reality. It is enough if one tries

merely to comprehend a little of this mystery each day. Never lose

a holy of curiosity. [...]”

(Albert Einstein, 1955)



RESUMO

A utilização de redes neurais para a resolução de problemas de inversão sísmica é
realizada desde os anos 1990. Recentemente, a utilização de modelos de aprendizado
profundo (deep learning ou DL) tem se mostrado promissora, com bons resultados em
problemas de inversão sísmica. No entanto, ao proporem um novo modelo aplicado a
este problema, os pesquisadores utilizam conjuntos de dados e métricas de avaliação
diferentes, o que torna difícil a avaliação dos pontos fortes e fracos de cada proposta.
Dependendo de características do sistema geológico e dos dados disponíveis, um
modelo pode se sair melhor do que os outros, assim, a escolha de uma implementa-
ção que atenda às características do problema é crucial. Deste modo, um estudo de
benchmarking se torna necessário para uma melhor seleção de um modelo em detri-
mento dos demais. Neste trabalho, apresentamos e discutimos alguns dos modelos DL
utilizados na literatura para a resolução do problema de inversão sísmica e quais mé-
tricas foram utilizadas pelos respectivos autores para mensurar o desempenho. Assim,
selecionamos implementações DL para serem aplicadas em dois modelos de dados
reais. Apresentamos os experimentos realizados e analisamos o desempenho de cada
modelo através de uma série de métricas uniformizadas.

Palavras-chave: Deep learning. Inversão sísmica. Benchmarking.



ABSTRACT

Neural networks have been applied to seismic inversion problems since the 1990s.
More recently, many publications have reported the use of Deep Learning (DL) neu-
ral networks capable of performing seismic inversion with promising results. However,
when proposing a new model applied to this problem, researchers use different datasets
and evaluation metrics, which makes it difficult to observe the advantages and disad-
vantages of each model. Depending on the characteristics of the geological system
and the available data, one model may perform better than the others, thus, the choice
of an implementation that meets the characteristics of the problem is crucial. This way,
a benchmark study becomes necessary for a better selection of one model over the
others. In this work, we show and discuss some proposed DL models to solve seismic
inversion problems and what metrics were chosen by each author to measure the per-
formance. This way, we selected DL implementations to be applied to two real datasets.
We show the experiments and we analyze the performance of each DL model through
a series of uniform evaluations.

Keywords: Deep learning. Seismic inversion. Benchmarking.
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1 INTRODUÇÃO

O processo de inversão consiste na estimativa de propriedades de um dado

real coletado e, destas propriedades, estimar qual modelo melhor representa o dado

real (TARANTOLA, 2005). A inversão sísmica estima as propriedades quantitativas

de fluídos e rochas da subsperfície a partir de dados sísmicos de reflexão (DAS et

al., 2019). Os dados sísmicos de reflexão são registros geofísicos obtidos a partir da

reflexão de ondas acústicas na subsuperfície devido a uma variação das diferentes

propriedades da rocha e dos fluídos contidos no interior. Ondas sísmicas são artificial-

mente geradas na superfície por uma fonte de energia controlada e a reflexão dessas

ondas são registradas pelos sensores. Tais sinais coletados são processados para

criar um registro sísmico (MOSSER; DEBRULE; BLUNT, 2020) (SOUZA, 2018).

O processo de inversão sísmica consiste em estimar diferentes propriedades

das rochas a partir do registro sísmico, dados de poços e outras fontes de informação. A

inversão sísmica, no geral, não é um problema bem-posto, ou seja, não é um problema

linear com uma única solução. Assim, diferentes combinações de rochas e ondas

podem gerar o mesmo registro sísmico (CHEN et al., 2016).

As aplicações de inversão sísmica ajudam na predição das propriedades de

rocha e fluído que são necessárias para estudos de subsuperfícies, permitindo a cons-

trução de um detalhado modelo 3D petrofísico (ROBINSON, 2001). Na indústria de

óleo e gás, a inversão sísmica é um dos métodos mais utilizados para caracterização

de reservatórios. Tal método é essencial para auxiliar a perfuração de poços, que é um

processo custoso (RUSSEL, 1988).

Os métodos mais tradicionais de inversão sísmica envolvem criar modelos de

rocha, testar a sua aderência ao dado obtido, ajustar o modelo e assim iterativamente

até que o modelo satisfatório seja obtido. Por outro lado, a utilização de redes neurais

é bem mais simples, necessitando apenas o conhecimento dos conjuntos de entrada

e saída para o treinamento da rede, dispensando o uso da criação de modelos de

rocha (DAS et al., 2019).

As redes neurais são utilizadas nas geociências desde os anos 1960 e, mais

especificadamente em inversão sísmica, desde pelo menos os anos 1990 (DRAMSCH,

2020). Diferentes tipos de redes neurais têm sido utilizadas na resolução de varia-

dos problemas de inversão, como por exemplo, o uso de redes adversárias geradoras

em Laloy et al. (2018) e Mosser, Debrule e Blunt (2020), o uso de variational auto-

encoders em Laloy et al. (2017) e o uso de redes neurais convolucionais em Das

et al. (2019). As redes neurais têm sido fundamentais para contornar o problema do

grande uso de recursos computacionais nas inversões sísmicas (MOSSER; DEBRULE;

BLUNT, 2020), porém, os métodos de verificação por cada abordagem geralmente não

são padronizados. No entanto, não foram encontrados estudos abrangentes que ava-
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liem estas possibilidades de inversão em um benchmark mais realístico.

Este trabalho tem como objetivo testar diversas implementações de redes neu-

rais em um ambiente de teste que tenta replicar as condições reais. Foram selecio-

nados dois conjuntos de dados baseados em ambientes reais, em que as entradas

e saídas destes conjuntos já são previamente conhecidas, com o objetivo de testar

qual implementação de rede neural executa a melhor inversão sísmica, resultando na

melhor correlação com a saída esperada. Além de comparar os resultados, cada imple-

mentação de rede neural foi descrita de forma que é possível mensurar os resultados

e a qualidade da inversão e, também, entender as decisões arquiteturais que levaram

a tais resultados, ajudando no desenvolvimento de trabalhos futuros.

1.1 OBJETIVOS

1.1.1 Objetivo Geral

Oferecer um estudo que avalie e compare diferentes arquiteturas ou modelos de

redes neurais de aprendizado profundo utilizadas para inversão sísmica acústica em

um benchmarking, com o intuito de analisar os pontos positivos e negativos de cada

modelo em cada ambiente geológico de implementação.

1.1.2 Objetivos Específicos

• Estudar e avaliar diferentes métricas de similaridade ou correlação entre as pro-

priedades de rochas obtidas pelo método de inversão e as propriedades reais

dos dados de teste, de modo a poder selecionar as métricas mais adequadas

para comparação de diferentes modelos de inversão;

• Avaliar e selecionar diferentes modelos de deep learning utilizados para a resolu-

ção do problema de inversão sísmica, preferencialmente, cujo código-fonte esteja

disponível, a fim de identificar quais possíveis candidatos para os experimentos;

• Avaliar diferentes conjuntos de dados, a fim de que consigam oferecer um ambi-

ente de teste completo para os estudos.
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2.1.1 Sísmica de reflexão

Conforme descrito por Souza (2018), um dos métodos utilizados no processo de

caracterização de reservatórios é a aquisição sísmica através de sísmica de reflexão,

que permite a coleta dos dados sísmicos. A sísmica de reflexão é realizada com a

utilização de ferramentas que geram ondas de energia artificiais a partir da superfície.

Tais ondas se propagam no interior de um meio (p.e., fluído ou rocha) até encontrar

alguma mudança nas propriedades físicas desse meio. Assim, parte da energia dessas

ondas é refletida de volta para a superfície e a outra parte é refratada até encontrar

outras mudanças e ser refletida de volta para a superfície posteriormente.

O processo de coleta dos dados sísmicos, portanto, começa de um pulso so-

noro para o interior da superfície que, no caso de aquisição terrestre, são gerados

por dinamites ou vibradores em caminhões ou, no caso de aquisição marítima, por

canhões de ar comprimido. As ondas que são refletidas de volta para a superfície são

coletadas por estações receptoras que são compostas por geofones, no caso terrestre,

ou hidrofones, no caso marítimo. A figura 2 ilustra os dois casos de aquisição sísmica.

(a) Aquisição sísmica em ambiente marítimo. (b) Aquisição sísmica em ambiente terrestre.

Figura 2 – Diagramas das aquisições sísmicas em ambientes marítimo e terrestre.
Fonte: https://energyinformationaustralia.com.au/oil-and-gas

-explained/environmental-management/seismic-surveys/

Ambos os receptores são sensores sensíveis a pequenas vibrações, que são

transformadas em um sinal elétrico que é registrado em um sismógrafo. O resultado

do processo é um registro de volume de amplitudes dispostos em uma malha. Uma

seção horizontal deste volume é chamada de time slice; as seções na direção do

levantamento são chamadas de inlines e as perpendiculares a ele são chamadas de

crosslines (SOUZA, 2018). Os sinais capturados pelos sensores são chamados de

sinais sísmicos. Todo o processo descrito nesta seção compõe o que é chamado de

modelagem direta, que é um método essencial para compreensão da inversão sísmica.
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2.1.2 Modelagem sísmica direta

Uma das técnicas usadas para exploração de óleo e gás através da subsuperfí-

cie está na utilização de imageamento sísmico, esta técnica tem como resultado uma

representação visual do modelo de subsuperfície. Uma das etapas dessa técnica é a

modelagem sísmica direta, que usa um método de impedância que gera sismogramas

sintéticos de velocidades e densidades das camadas da subsuperfície. A impedância

de cada interface é calculada como uma função de compensação. A série de impedân-

cia resultante, assim, é transformada em uma série de refletividade e, esta, convolvida

com a wavelet, resultando em um conjunto de traços sísmicos (MAURYA; SINGH;

SINGH, 2020).

A wavelet é uma onda resultante do pulso da superfície, dependente da com-

posição da subsuperfície e que se altera durante o trajeto, ou seja, é complexa em

forma. Assim, a estimativa mais precisa possível da wavelet se torna necessária para

determinar a refletividade e a impedância (RUSSEL, 1988).

A impedância é uma grandeza que é medida pela dificuldade que a onda sonora

tem ao percorrer as camadas da subsuperfície. A impedância (Z) é dependente da

velocidade (V ) pelo qual a onda viaja e da densidade (Ä) do ambiente no qual a onda

está percorrendo, assim, a impedância é calculada como:

Z = V Ä. (1)

A refletividade, ou coeficiente de refletividade, corresponde ao quanto de energia

de uma onda é refletida por uma interface de camadas de rocha da subsuperfície com

diferentes impedâncias. A refletividade é obtida a partir da seguinte fórmula:

Rj =
Zj+1 − Zj

Zj+1 + Zj

, (2)

em que Zj é a impedância sísmica da j-ésima camada e Rj é a refletividade sísmica

da interface entre a j-ésima e (j + 1)-ésima camada.

Assim, o sismograma sintético é obtido a partir do coeficiente de reflexão usando

a seguinte equação:

S(t) = W (t) ∗R(t) +N(t), (3)

em que ∗ é a operação de convolução, S(t) é o sismograma sintético, W (t) é a wavelet,

R(t) é o coeficiente de reflexão e N(t) é o ruído, que pode ser assumido como zero

para fins de simplicidade. A Figura 3 ilustra o processo de geração do traço sísmico

descrito na equação 3.

Assim, tendo realizado a modelagem direta, são obtidos os sismogramas sintéti-

cos. Com estes sismogramas é possível obter o tempo de viagem das ondas sísmicas,

a impedância, a amplitude gerada pelas ondas sísmicas e outros parâmetros. Todo
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Cant (2010), a inversão estocástica é um processo estatístico de integração de poço

e dados sísmicos, que gera diversas realizações como resultado. A saída da inversão

estocástica normalmente é uma função densidade de probabilidade que representa

a incerteza em relação aos parâmetros do modelo. Já o resultado de uma inversão

sísmica determinística consiste em apenas uma realização, assim, considerada ótima.

Uma inversão estocástica que retorna apenas uma realização também pode ser consi-

derada determinística.

2.1.4 Resumo do processo ou fluxo de inversão

Conforme descrito por Salleh e Ronghe (1999) e Sancevero, Remacre e Souza

Portugal (2006), o processo de inversão sísmica pode ser descrito em quatro etapas:

1. Geração do modelo de subsuperfície. Uma estrutura de modelo 3D é necessária

para a inversão sísmica. A estrutura de modelo é criada integrando horizontes

interpretados, falhas e dados de poço. Quando o modelo 3D é criado, ele é popu-

lado com informações geofísicas dos logs de poço, como densidade e velocidade.

Então, a informação no poço é interpolada através das camadas do modelo 3D.

Assim, um volume 3D de baixa frequência é criado que representa os logs de im-

pedância acústica interpoladas na subsuperfície. Além disso, este volume pode

ser convolvido com uma wavelet para obter um conjunto 3D de traços sísmicos

sintéticos;

2. Extração da wavelet. Uma forma de extração da wavelet é a partir dos dados

sísmicos atráves de diversos traços sísmicos ao redor da localização do poço e

minimizando o misfit entre os dados de poço e os dados sísmicos;

3. Inversão. Existem diversos algoritmos de inversão, como a inversão recursiva e

a inversão constrained sparse spike (DEBEYE; VAN RIEL, 1990). O processo é

executado iterativamente até que a melhor solução seja obtida;

4. Junção de traços. O passo final envolve a junção do componente de baixa

frequência extraído do modelo de subsuperfície do passo 1 com o resultado

da inversão. Este passo é necessário, pois a sísmica tem banda limitada, como

descrito anteriormente, e a informação de baixa frequência vem dos poços.

Assim sendo, o processo de inversão símica é uma tarefa trabalhosa e dependente

de cada passo. No entanto, a abordagem por redes neurais é muito mais simples, ne-

cessitando apenas que os conjuntos de dados de entrada e saída sejam conhecidos,

portanto, sem a necessidade de criação do modelo de baixa frequência, nem da esti-

mativa da wavelet e da junção de traços. Esta abordagem mostra que as arquiteturas

das redes neurais podem extrair informações do conjunto de treinamento.
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Um algoritmo de machine learning (ML ou aprendizado de máquina) é, de

acordo com Mitchell (1997), um programa que aprende da experiência E referente

a alguma classe de tarefas T e é mensurada com o desempenho P , se o seu desem-

penho nas tarefas em T , como mensurado por P , melhora com a experiência E. Por

exemplo em um jogo de xadrez, um programa pode aprender a jogar xadrez mensu-

rando o seu desempenho calculando a probabilidade de ganhar a partida através da

experiência obtida em partidas contra si mesmo. Vale frisar que os algoritmos de ML

são bastante dependentes dos dados de entrada, logo, é importante que os dados

tenham suas características (ou features, ou seja, a representação dos dados) muito

bem definidas para melhores resultados, no entanto, a tarefa de uma boa escolha das

features é um dos grandes problemas para muitas aplicações de ML (GOODFELLOW;

BENGIO; COURVILLE, 2016).

Deep learning (DL ou aprendizado profundo) vem, portanto, para resolver o

problema de representação dos dados de entrada, utilizando representações mais

simples de conceitos complexos. Por exemplo, é possível ter uma representação de

uma foto de uma pessoa através de combinação de conceitos simples, como bordas

e contornos, que ajudam a identificar o conteúdo da foto (GOODFELLOW; BENGIO;

COURVILLE, 2016). Fazendo um paralelo com o problema de inversão e a técnica de

aprendizagem supervisionada, que será discutida a seguir, um algoritmo deep learning

consegue realizar uma inversão sísmica a partir de dados experimentais coletados

e utilizando os parâmetros do modelo de rocha como validação. Por exemplo, Das

et al. (2019) utilizou dados sísmicos sintéticos para obter a impedância acústica utili-

zando um modelo de redes neurais convolucionais, lembrando que a corretude de uma

inversão depende da precisão dos valores de entrada citados anteriormente.

2.2.1 Tipos de aprendizagem

Conforme definido em Goodfellow, Bengio e Courville (2016), os algoritmos

de ML podem ser classificados, no geral, em duas categorias: os de aprendizado

supervisionado e os de aprendizado não-supervisionado.

Na aprendizagem não-supervisionada, os algoritmos identificam, sem nenhum

tipo de resposta esperada ou rótulos, os padrões nos dados de entrada. A tarefa

mais comumente associada à aprendizagem não-supervisionada é a clusterização.

Na aprendizagem supervisionada, o algoritmo observa alguns exemplos de entrada

e saída e aprende a função que mapeia a entrada para a saída (RUSSEL; NORVIG,

2016).

Os dados trabalhados em algoritmos de aprendizagem supervisionada são se-

parados em três categorias: dados de treinamento, dados de validação e dados de

teste. Os dados de treinamento são, como o nome implica, utilizados para treinar a

rede, assim, serão a entrada; os dados de validação são usados para validar as saídas
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geradas pela rede, portanto, são utilizados durante o treinamento para que a rede

consiga construir a função que mapeia a entrada com a saída; por fim, os dados de

teste serão usados para avaliar os resultados gerados pela rede. Estes dados de teste

não são usados para treinamento da rede.

2.2.2 Redes neurais artificiais

As redes neurais artificiais, mais especificadamente, as redes neurais feed-

forward (FNN1) são os exemplos mais típicos em modelos de deep learning. O propó-

sito de uma rede neural feedforward é conseguir aproximar a alguma função f ∗, assim,

a rede define um mapeamento tal que:

y = f ∗(x; ¹), (4)

em que x corresponde à entrada, y a alguma categoria e ¹ corresponde ao valor

aprendido pela rede que resulta na melhor função de aproximação (GOODFELLOW;

BENGIO; COURVILLE, 2016).

As redes neurais feedforward levam este nome porque a informação neste tipo

de rede percorre apenas uma direção, da entrada à saída. Redes neurais que possuem

algum tipo feedback são chamadas de redes neurais recorrentes e serão discutidas

na subseção 2.2.5.

As redes neurais são representadas por composições de várias funções. Por

exemplo, temos três funções f (1), f (2) e f (3) conectadas em uma cadeia para formar

f(x) = f (3)(f (2)(f (1)(x))), tais cadeias são as formas mais comuns de estruturação de

redes neurais. Ainda no exemplo, a função f (1) é a primeira camada, que é de entrada,

f (2) é a camada escondida e f (3) é a camada de saída. A camada de entrada recebe

os dados de entrada e um rótulo associado y, que determina quais valores devem

aparecer na camada de saída. O algoritmo de aprendizagem deve decidir como utilizar

essas camadas para aproximar a função f ∗ (GOODFELLOW; BENGIO; COURVILLE,

2016).

g (
∑

i wixi + b)

w1

w2

w3

x1

x2

x3

Figura 8 – Estrutura de uma unidade de uma rede neural.

As redes neurais são compostas por neurônios ou unidades, que são os com-

ponentes mais básicos. De forma geral, cada neurônio possui um vetor de entrada x

1 Sigla do nome em inglês: feedforward neural network.
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com pesos associados w e uma função de ativação g, como ilustrado na Figura 8. A

constante b é chamada de viés e assume valor 1. Comumente, a função de ativação de-

finida nas redes neurais é a rectified linear unit (ReLU), descrita pela equação 5, ou a

sigmoide, descrita pela equação 6, ou a tangente hiperbólica, descrita pela equação 7:

g(z) = max{0, z}, (5)

S(z) = 1− S(−z), (6)

tanh z =
e2z − 1

e2z + 1
. (7)

2.2.3 Redes neurais convolucionais

Segundo Goodfellow, Bengio e Courville (2016), as redes neurais convolucio-

nais (CNN2), ou apenas redes convolucionais, são um tipo específico de FNN que são

especializadas em processar dados com topologia similares a uma grade. Por exemplo,

os dados de série temporal, que são uma série de observações listadas em ordem cro-

nológica, podem ser representados como uma grade 1D de amostras, enquanto uma

imagem pode ser representada como uma grade 2D de píxeis. As redes convolucionais

são redes neurais que utilizam convolução no lugar de multiplicação de matrizes em,

pelo menos, uma de suas camadas.

Como o nome implica, as redes convolucionais fazem uso da operação mate-

mática de convolução. A operação de convolução é uma função matemática s(t) que

define uma regra de produção a partir de duas funções:

s(t) = (x ∗ w)(t) =

∫
x(a)w(t− a)da. (8)

A operação de convolução normalmente é denotada com um asterisco, as fun-

ções x e w estão no mesmo domínio de entrada, portanto, pensando na terminologia

de redes convolucionais, a função x é chamada de entrada, enquanto a função w é

chamada de kernel. A saída da função é chamada de feature map (GOODFELLOW;

BENGIO; COURVILLE, 2016). Comumente, a função de convolução é utilizada em

dimensões maiores que um, assim, para uma convolução em uma imagem I de duas

dimensões como entrada, será necessário um kernel K de duas dimensões. A equação

a seguir apresenta a dita operação:

S(i, j) = (I ∗K)(i, j) =
∑
m

∑
n

I(m,n)K(i+m, j + n). (9)

Como apresentado em Goodfellow, Bengio e Courville (2016), a operação de

convolução é comutativa, portanto, é possível realizar a seguinte mudança:

S(i, j) = (K ∗ I)(i, j) =
∑
m

∑
n

I(i−m, j − n)K(m,n). (10)

2 Sigla do nome em inglês: convolutional neural network.
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Muitas bibliotecas de redes neurais implementam a função de convolução com

um kernel bidimensional, assim, as implementações utilizam uma função similar cha-

mada de cross-correlation, que é similar à equação 10, porém conveciona-se chamar

ambas de “convolução”. A equação 11 apresenta a função de cross-correlation e uma

representação visual da dita equação pode ser vista na Figura 9.

S(i, j) = (I ∗K)(i, j) =
∑
m

∑
n

I(i+m, j + n)K(m,n) (11)

Figura 9 – Representação visual da operação de convolução. Fonte: Goodfellow, Ben-
gio e Courville (2016).

Segundo Goodfellow, Bengio e Courville (2016), a convolução tem três caracte-

rísticas importantes que ajudam a melhorar o processo de aprendizagem:

• Conectividade esparsa: com um kernel menor que o tamanho da entrada, uma

unidade não interage com todas as unidades da camada anterior. Por exemplo,

na Figura 9 é possível ver que a unidade está interagindo apenas com um pedaço

da imagem de entrada, isso é vantajoso, pois reduz o consumo de memória e,

também, realiza menos operações, otimizando o tempo;

• Compartilhamento de parâmetros: refere-se à utilização dos parâmetros do

kernel nas unidades de saída. Como é possível observar na Figura 9, em cada

unidade da saída é possível observar os mesmos parâmetros do kernel ;

• Representações equivariantes: Uma função f(x) é equivariante a uma fun-

ção g(x) se f(g(x)) = g(f(x)). A convolução, assim, tem a propriedade de ser
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equivariante à translação, devido à forma em que os parâmetros da rede são

compartilhados e, para processamento de imagens isso é útil, pois a convolução

cria um mapa da localização de certas propriedades na imagem.

Outra técnica utilizada pelas redes convolucionais é a operação de pooling,

que faz com que a representação seja quase invariante a pequenas translações da

entrada, implicando que, se a entrada for transladada um pouco, grande parte dos

valores da saída não serão alterados. Em outras palavras, a invariância da translação

se torna útil para casos em que se deseja manter alguma feature presente nos dados

exatamente no mesmo local onde ela estava inicialmente. Por exemplo, uma rede que

detecta se uma imagem contém um rosto ou não, ela não precisa saber dos detalhes

do rosto, mas apenas saber que há um olho na parte esquerda do rosto e outro olho

na parte direita (GOODFELLOW; BENGIO; COURVILLE, 2016). Uma das operações

mais utilizadas é a de max pooling (ZHOU; CHELLAPPA, 1988), que retorna o valor

máximo de uma região retangular. A Figura 10 ilustra a operação de max pooling, em

uma imagem 3x3 é feita uma varredura por uma janela de tamanho 2x2 dando um

passo de tamanho 1, a saída resultante é de tamanho 2x2.

Entrada Saída

59 3

2 1 7

8 4 8

9 7

8 8

Figura 10 – Ilustração da operação de max pooling. Fonte: Adaptado de Guazzelli
(2019).

2.2.4 Redes convolucionais temporais

Redes convolucionais temporais (TCN3) são um tipo de CNN que podem en-

contrar padrões em entradas maiores onde os valores estão altamente espaçados

e conectados. Proposto por Lea et al. (2016), a TCN foi usada em aprendizado em

vídeos, onde vários quadros podem ser utilizados para capturar padrões e calcular a

saída, para esta tarefa, a TCN utiliza convolução dilatada em cada passo. Convolução

dilatada é um tipo de convolução em que os valores do vetor de entrada são separados
3 Sigla do nome em inglês: temporal convolutional network.
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2.2.7 Redes adversárias geradoras

As redes adversárias geradoras (GAN5) são um modelo composto por dois

componentes: a rede geradora e a rede discriminadora (GOODFELLOW et al., 2014).

Conforme Goodfellow (2017) descreve, a ideia de uma GAN é como um jogo entre dois

jogadores: o gerador cria amostras derivadas dos dados de treinamento, enquanto o

discriminador examina as amostras geradas e determina se são verdadeiras ou falsas,

utilizando técnicas tradicionais de aprendizado supervisionado para a classificação.

Portanto, o gerador existe para tentar enganar o discriminador.

Nas GANs, ambos os jogadores são representados como uma função, em que

o gerador é definido por uma função x = g(z; ¹(g)), em que utiliza z como entrada e ¹(g)

como parâmetros, enquanto o discriminador é definido por d(x; ¹(d)), em que recebe o

x como entrada e utiliza ¹(d) como parâmetros. Ambos os jogadores têm funções de

custo definidas pelos respectivos parâmetros:

J (g)(¹(d), ¹(g)) (14)

J (d)(¹(d), ¹(g)). (15)

As equações 14 e 15 referem-se às funções de custo do gerador e do discrimi-

nador, respectivamente. O objetivo de ambos é minizar as próprias funções de custo,

portanto, o gerador tenta atingir o objetivo controlando ¹(g), porém, ele não tem con-

trole sobre ¹(d), a mesma premissa é válida para o discriminador. Portanto, a solução

desse jogo é encontrar um equilíbrio para a tupla (¹(g), ¹(d)), em que ¹(g) resulta no

mínimo local de J (g) e ¹(d) resulta no mínimo local de J (d) (GOODFELLOW; BENGIO;

COURVILLE, 2016).

Goodfellow (2017) menciona que muitas das implementações de GANs são

baseadas na arquitetura DCGAN (Deep Convolution GAN), que utiliza redes convo-

lucionais como as redes geradora e discriminadora. Conforme apontado por Radford,

Metz e Chintala (2016), o grande diferencial de uma DCGAN para uma GAN regular

está nos seguintes pontos:

• Substituição de todas as camadas de pooling com convoluções strided no dis-

criminador e convoluções fractional-strided (ou deconvolução) no gerador. Esta

mudança permite que a rede entenda o próprio downsampling espacial;

• Utilização de batch normalization no discriminador e no gerador. Essa função

normaliza as entradas, assim permitindo estabilidade no aprendizado pelas redes,

evitando que existam problemas de treinamento e evitando que o gerador colapse

todas as entradas em um único ponto;
5 Sigla do nome em inglês: generative adversarial networks.
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3 TRABALHOS CORRELATOS

No capítulo anterior apresentamos algumas arquiteturas de deep learning e

seus métodos de operação, juntamente com os conceitos que definem o que é uma

inversão sísmica. Com este conhecimento, o objetivo deste trabalho é testar as mencio-

nadas implementações de DL. Assim sendo, serão usadas implementações aplicadas

à inversão sísmica, baseando-se em estudos publicados, para avaliar o seu desem-

penho em um ambiente de teste. Este capítulo descreve as fontes e os estudos que

serviram de base prática para este trabalho, onde cada seção corresponde à discussão

de uma publicação.

A seleção dos trabalhos listados neste capítulo foi realizada a partir da busca

através de bases de dados. Foi levado em consideração coletar trabalhos que fossem

recentes, abordassem o problema da inversão sísmica e que trabalhasse em cima de

diferentes modelos de redes neurais.

Foi realizado uma busca nas bases de dados SEG Library e MDPI, com a string

de busca descrita na tabela 1. Os filtros selecionados foram definidos para limitar a

busca pelas palavras-chave, para artigos publicados entre 2018 e 2021 e ordenados

por relevância. As duas bases de dados mencionadas foram escolhidas para busca

pelos seguintes motivos: a SEG Library é um dos principais repositórios de publicações

relacionadas à geofísica e a MDPI é um repositório com publicações com acesso

aberto.

Tabela 1 – A string de busca utilizada para pesquisar pelos trabalhos relevantes.

Tópico Termos procurados

Inteligência artificial

“artificial intelligence” OR “ai” OR “ma-
chine learning” OR “deep learning”
OR “neural network” OR “nn” OR “neu-
ral networks”

AND

Geofísica
“seismic inversion” OR “stochastic
seismic inversion” OR “geophysics”

3.1 INVERSÃO PARA IMPEDÂNCIA ACÚSTICA USANDO UMA REDE CONVOLU-

CIONAL TEMPORAL

Em Mustafa, Alfarraj e AlRegib (2019), os autores propuseram um modelo de

TCN para inversão de impedância acústica. O objetivo com esta arquitetura foi para que

a rede possa ser bem treinada com uma quantidade limitada de dados de treinamento.

As CNNs são um dos modelos mais comumente utilizados para inversão sísmica e a

proposta dos autores é superar a CNN na identificação de padrões globais. Apesar

das CNNs conseguirem achar padrões locais quando comparado com a sequência
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GP (Wasserstein GAN+gradient penalty1) em uma cGAN (conditional GAN). O uso

de uma cGAN garante que a rede aprenda a mapear cada traço sísmico à respectiva

impedância, fazendo-se com que o dado de entrada sísmico condicione à predição de

impedância. Desta maneira, a WGAN-GP é uma melhoria em relação à WGAN, que

por sua vez, apresenta melhorias de performance e estabilidade em comparação a

uma GAN regular.

Para mostrar a eficiência da GAN, os autores realizaram três experimentos

aplicados em dados públicos. O primeiro experimento foi utilizando o conjunto de dados

Marmousi2 e comparando os resultados com uma CNN convencional com a mesma

arquitetura definida no modelo direto. O segundo experimento utilizou o conjunto de

dados SEAM e comparou os resultados com outros modelos de outros autores, neste

caso, uma joint learning TCN 2D, uma TCN 2D, uma TCN 1D e uma LSTM. O terceiro

experimento utilizou o conjunto de dados Volve mencionado anteriormente e comparou

os resultados com a mesma rede CNN 1D citada na seção 3.2.

O conjunto de dados Marmousi2 contém 13601 pares de traços (sísmica e im-

pedância) e no primeiro experimento os autores escolheram 101 traços espaçados

em distância ímpar para treinamento. Dos 13500 traços restantes, 10% foram aleato-

riamente selecionados para validação e 90% para teste. As métricas para validação

foram MSE, coeficiente de determinação r2 e PCC. O conjunto de dados Volve usado

no terceiro experimento contém 1300 traços de impedância, no qual 750 traços foram

aleatoriamente escolhidos como dados de treinamento rotulados e os 550 traços res-

tantes foram aleatoriamente divididos meio a meio (275 traços cada) para teste não

rotulado e validação. Neste experimento, uma pequena mudança foi feita na rede: to-

dos os valores de kernel foram mudados de 300 para 80, já que o dado possui apenas

160 pontos de tempo. A métrica para validação foi o PCC.

3.4 RESUMO

Conforme mencionado nas seções anteriores, cada experimento utilizou mé-

tricas e conjunto de dados que foram apropriados para os respectivos experimentos.

A tabela 2 apresenta um resumo de cada experimento, incluindo qual modelo DL foi

utilizado e os respectivos conjunto de dados, dados de treinamento (mostrado como

“traços usados/traços totais”), métricas e resultados.

É possível observar que em cada experimento foi utilizado diferentes métricas e

diferentes conjuntos de dados para validar os respectivos desempenhos. Porém, não
1 Conforme resumido por Wu, Meng e Zhao (2021): as GANs são instáveis para treinamento, assim,

Arjovsky, Chintala e Bottou (2017) propuseram o modelo WGAN para melhorar o desempenho e a
estabilidade das GANs. Gulrajani et al. (2017) propuseram uma WGAN com penalidade de gradiente
(WGAN-GP), em que penalizam a norma do gradiente do discriminador ao invés de usar corte de
gradiente (método usado para reduzir o gradiente da rede, a fim de evitar que o grandiente se torne
muito grande e instabilize a rede).
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Tabela 2 – Resumo de cada experimento apresentado neste capítulo.

Modelo Conjunto de dados Dados de treinamento Métricas Resultados

CNN 1D
Sintético 1400/2000 traços PCC 0.95

Volve 750/1300 traços PCC 0.82

GAN

Marmousi2 101/13601 traços
MSE 0.0184
PCC 0.9948
r2 0.9874

2D SEAM 34/1719 traços
PCC 0.9902
r2 0.9753

Volve 750/1300 traços PCC 0.88

TCN Marmousi2 19/2721 traços
PCC 0.96
r2 0.91

se torna possível averiguar qual modelo é melhor na tarefa de predizer a impedância

acústica. O capítulo 4 estará dedicado a apresentar a metodologia utilizada para montar

abiente de testes a fim de avaliar sob as mesmas condições cada um dos modelos de

redes neurais apresentados neste capítulo.
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4 METODOLOGIA

Este capítulo está dedicado a apresentar a metodologia utilizada para realiza-

ção dos experimentos. Como pôde ser visto no capítulo 3, cada experimento utilizou

diferentes métricas e diferentes conjuntos de dados para validar os respectivos desem-

penhos. No entanto, isto não é o suficiente para avaliar qual modelo é superior na tarefa

de predizer a impedância acústica, pois cada um utilizou diferentes conjuntos de dados

e diferentes dados de treinamento. Neste capítulo será apresentado os componentes

que formaram o ambiente de teste para estudar o desempenho de cada modelo DL

apresentado no capítulo anterior.

Todas as redes neurais apresentadas no capítulo anterior foram treinadas em

dois conjunto de dados e o desempenho foi avaliado utilizando análises quantita-

tiva e qualitativa. Os conjuntos de dados utilizados nestes experimentos foram Mar-

mousi2 (MARTIN; WILEY; MARFURT, 2006) e Volve (DAS et al., 2019). O primeiro

é baseado na geologia North Quenguela trough na Bacia do Quanza, em Angola;

o segundo é um reservatório gerado a partir das correlações extraídas de um poço

localizado ao largo da costa do Mar Norte, na Noruega.

As seções a seguir irão descrever os conjuntos de dados utilizados nos experi-

mentos, as métricas e a descrição de cada modelo DL utilizado.

4.1 CONJUNTO DE DADOS

Dois conjuntos de dados foram utilizados para os experimentos. O primeiro foi o

Volve, cuja localização está apresentada na Figura 19a, onde 1300 traços de impedân-

cia foram gerados a partir das estatísticas extraídas dos perfis do poço apresentadas

na Figura 19b utilizando o método de data augmentation1,2. Nos experimentos realiza-

dos neste trabalho, dos 1300 traços sísmicos, 750 foram utilizados para treinamento e

o restante dos 550 traços foram divididos em metade para validação e teste. Os resul-

tados obtidos pela rede são 1300 traços de impedância preditos sobre o conjunto de

teste. Neste trabalho, três traços foram aleatoriamente selecionados para apresenta-

ção dos resultados. Ao contrário do Marmousi2, que será detalhado adiante, o conjunto

de dados Volve não contém uma seção de impedância.

O segundo conjunto de dados é o Marmousi23, que é uma extensão do conjunto

Marmousi. Marmousi2 possui 17 quilômetros de largura e 3.5 quilômetros de profundi-

dade, contendo diferentes estruturas geológicas como canais de gás e petróleo, falhas
1 Das et al. (2019) descreve que o método utilizado para expansão dos dados está na utilização das im-

pedâncias coletadas do poço e na realização de uma simulação sequencial gaussiana (SGS, da sigla
em inglês sequential gaussian simulation) para gerar um volume de impedâncias geostaticamente
interporlado a partir dos dados conhecidos nos poços.

2 https://github.com/vishaldas/CNN_based_impedance_inversion
3 https://wiki.seg.org/wiki/Open_data#AGL_Elastic_Marmousi







Capítulo 4. Metodologia 45

escala dos dados e não é afetado pela normalização dos dados, o que normalmente

é feito durante o processo de treinamento da rede neural. A equação 17 apresenta a

função SSIM:

SSIM(x, y) =
(2µxµy + c1)(2Ãxy + c2)

(µ2
x + µ2

y + c1)(Ã2
x + Ã2

y + c2)
, (17)

em que x e y são as imagens original e predita, respectivamente, µ é a média da

respectiva imagem, Ãxy é a covariância de x e y, Ã2 é a variância da respectiva imagem

e c1 e c2 são variáveis para estabilizar a divisão.

4.3 IMPLEMENTAÇÃO

Cinco implementações de modelos DL foram usados para os experimentos: uma

LSTM, uma GAN, duas CNNs 1D e uma TCN. O capítulo 2 descreve a arquitetura de

cada rede e o capítulo 3 descreve a motivação e os experimentos realizados para cada

rede. As redes CNN6 (DAS et al., 2019) e TCN7 (MUSTAFA; ALFARRAJ; ALREGIB,

2019) foram testadas usando o código-fonte fornecido pelos autores. Os experimentos

com estas duas redes usando a metodologia descrita neste capítulo foram realizados

por Santos (2022) e Marques et al. (2022), assim os resultados referentes a essas

redes que serão apresentados no capítulo 5 foram extraídos desses trabalhos. A GAN

e uma rede CNN foram reimplementações em Tensorflow de Wu, Meng e Zhao (2021)

a partir das informações fornecidas pelo dito trabalho8. Para distinguir as duas redes

CNN 1D, a partir de agora a rede em Das et al. (2019) será referida como D_CNN e a

rede em Wu, Meng e Zhao (2021) será referida como G_CNN.

A rede LSTM foi uma implementação própria, para ser comparada com as

outras redes e mostrar o desempenho dela nos conjuntos de dados selecionados. A

implementação foi feita em Tensorflow e a rede contém sete camadas, descritas a

seguir:

1. LSTM bidirecional, com 120 neurônios e ativação do parâmetro para retornar a

sequência inteira da saída anterior;

2. Batch normalization, com ϵ = 0.0001;

3. ReLU;

4. Uma camada de rede densa, com 150 neurônios;

5. Uma camada de rede densa, com 50 neurônios;
6 https://github.com/vishaldas/CNN_based_impedance_inversion/tree/master/Volve_field_e

xample
7 https://github.com/olivesgatech/Estimation-of-acoustic-impedance-from-seismic-dat

a-using-temporal-convolutional-network
8 As reimplementações da GAN e G_CNN e a implementação da LSTM podem ser vistas em

https://github.com/mrcaique/benchmaru
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6. LSTM bidirecional, com 150 neurônios e ativação do parâmetro para retornar a

sequência inteira da saída da camada anterior;

7. Uma camada de rede densa, com 1 neurônio.

Os valores padrão foram utilizados para os parâmetros não especificados. O anexo A

apresenta o sumário de todas as redes nos respectivos ambientes de testes, apresen-

tando as camadas e os números de parâmetros.

As redes TCN, LSTM e D_CNN têm o MSE definido como função de perda, a

equação 16 apresenta a fórmula do MSE. Conforme descrito em Wu, Meng e Zhao

(2021), a função de perda do discriminador da GAN consiste em perda adversária e

penalidade do gradiente e é descrita na equação 18:

LD =−Exl,yl∈Dl
[D(xl, yl)] + Exl∈S[D(xl, G(xl))]

⏞ ⏟⏟ ⏞

Perda adversária

+¼Exl∈S[(||∇ỹD(xl, ỹ)||2 − 1)2]
⏞ ⏟⏟ ⏞

Penalidade do gradiente

,
(18)

em que D é o discriminador, G é o gerador, Dl é o conjunto de dados rotulados (cujo

elemento é uma tupla (xl, yl) representando um par sísmica e impedância), S é o

conjunto de sísmicas, ¼ é o coeficiente de penalidade e ỹ são pontos aleatoriamente

amostrados juntamente com linhas retas entre yl e G(xl), defindo por:

ỹ = eyl + (1− e)G(xl), (19)

em que e ∼ U [0, 1]. A perda adversária e a penalidade do gradiente são os métodos

similares utilizados na implementação do discriminador da WGAN-GP (GULRAJANI et

al., 2017), tais métodos servem para penalizar a norma do gradiente do discriminador,

assim, garantir mais estabilidade para a rede durante o treinamento. A função de perda

do gerador da GAN e da G_CNN consiste de perda adversária, perda de impedância

e perda de sísmica e é descrita na equação 20:

LD =−Exl∈S[D(xl, G(xl))]
⏞ ⏟⏟ ⏞

Perda adversária

+³E(xl,yl)∈Dl
[||G(xl)− yl||

2
2]

⏞ ⏟⏟ ⏞

Perda de impedância

+´Exu∈S[||F
∗(G(xu))− xu||

2
2]

⏞ ⏟⏟ ⏞

Perda de sísmica

,
(20)

em que xu é um elemento do conjunto de dados sísmicos não-rotulados, F ∗ é o modelo

direto e ³ e ´ são pesos para balancear os termos de perda. A perda de impedância

corresponde à perda entre a impedância gerada e os rótulos e a perda de sísmica

corresponde à perda entre a saída do modelo F ∗ e os dados sísmicos não-rotulados.
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A Figura 22 ilustra o esquemático de cada experimento realizado neste capítulo.

Note que, no fim do processo dos três experimentos, três traços sísmicos de impedân-

cia foram selecionados para análise e, no caso dos experimentos do conjunto de dados

Marmousi2, foi selecionado o conjunto inteiro de saída, a fim de apresentar a estrutura

completa em uma imagem (observando que cada coluna representa um traço). Dita

imagem resultante é similar à Figura 20.
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5.1 CONJUNTO DE DADOS VOLVE

Para compilação da rede LSTM, foi utilizado o otimizador Adam, com taxa de

aprendizado em 0.001, a métrica para a função de perda foi MSE. Para treinamento, o

tamanho do batch foi de 5, o número de épocas foi de 500, e como callback, função

a ser utilizada a cada nova época, está a utilização de early stopping que irá parar

o treinamento caso as métricas de treinamentos escolhidas mostrem que não houve

melhoras. Esta função de callback monitora as perdas. Dos parâmetros desta função

o mode escolhido é de mínimo, que fará com que o treinamento seja interrompido caso

o resultado das perdas não pare de diminuir, o número de épocas a ser monitorado até

tomar a decisão de parar o treinamento foi definido para 300 e, por fim, foi definido como

True a utilização de restore_best_weights, que retorna os pesos obtidos da melhor

época monitorada, assim, com menor número de perdas. A Figura 23a apresenta a

predição da rede LSTM em três exemplos usando o conjunto de dados Volve.

Para compilação da rede GAN, foi utilizado o otimizador Adam com a taxa de

aprendizado de 0.001. As métricas de perdas para as funções de perda e para o

treinamento foram utilizadas conforme descritas em Wu, Meng e Zhao (2021). Para

treinamento, o número do batch foi de 75 e o número de épocas foi de 2000. Du-

rante o treinamento, o discriminador é treinado por cinco passos e, então, no passo

seguinte, o gerador é treinado. A Figura 23d apresenta três resultados de predição

deste experimento.

A rede G_CNN foi compilada usando o otimizador Adam e a taxa de aprendizado

foi definida como 0.001. A função de perda do treinamento foi o MSE, o batch size foi

definido como 75 e a rede foi treinada por 2000 épocas. A Figura 23e apresenta três

resultados de predição deste experimento. A tabela 3 apreseta as métricas resultantes.

A figura 24 ilustra a função de train loss e validation loss de cada rede.

Tabela 3 – Resultados dos experimentos no conjunto de dados Volve, com as cinco
implementações de redes neurais, as métricas foram obtidas comparando
os dados de teste com os resultados gerados por cada rede. O símbolo ³
significa que quanto menor o valor, melhor, enquanto ↑ significa que quanto
maior o valor, melhor.

Conjunto Métrica LSTM TCN D_CNN GAN G_CNN

Volve
MSE ³ 0.0044 0.0286 0.0236 0.0124 0.9240
SSIM ↑ 0.9661 0.7301 0.7132 0.8542 0.0055
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5.2 MARMOUSI2 EM DADOS SÍSMICOS SEM RUÍDO

A configuração da rede LSTM foi em grande parte a mesma apresentada na

seção 4.3, a exceção é que neste experimento foram definidos 300 neurônios nas

duas camadas LSTM. As configurações de compilação neste experimento com a rede

LSTM foram as mesmas descritas na seção 5.1. A Figura 25a apresenta três exemplos

de predição dos traços de impedância e a Figura 26a mostra a predição da seção de

impedância.

Para a rede TCN, a Figura 25b apresenta três exemplos de predição dos traços

de impedância e a Figura 26b mostra a predição da seção de impedância.

Para a rede D_CNN, a Figura 25c apresenta três exemplos de predição dos

traços de impedância e a Figura 26c mostra a predição da seção de impedância.

A configuração da rede GAN foi em grande parte a mesma apresentada na

seção 3.3, com a exceção que, neste experimento, o batch size foi definido como 10,

assim como os autores fizeram. As configurações de compilação neste experimento

foram as mesmas apresentadas na seção 5.1. A Figura 25d apresenta três exemplos

da predição dos traços de impedância e a Figura 26d mostra a predição da seção de

impedância.

Na compilação da rede G_CNN foi utilizado o otimizador Adam e a taxa de

aprendizado foi definida como 0.001. A função de perda do treinamento foi o MSE, o

batch size foi de 10 e a rede foi treinada por 2000 épocas. A Figura 25e apresenta três

exemplos da predição dos traços de impedância e a Figura 26e mostra a predição da

seção de impedância. A tabela 4 apresenta as métricas resultantes.

A figura 27 ilustra a função de train loss e validation loss de cada rede.

Tabela 4 – Resultados dos experimentos no conjunto de dados Marmousi2 sem ruído
sísmico, com as cinco implementações de redes neurais, as métricas foram
obtidas comparando os dados de teste com os resultados gerados por cada
rede. O símbolo ³ significa que quanto menor o valor, melhor, enquanto ↑
significa que quanto maior o valor, melhor.

Conjunto Métrica LSTM TCN D_CNN GAN G_CNN

Marmousi2 (sem ruído)
MSE ³ 0.1143 0.3024 1.5737 0.0026 0.0036
SSIM ↑ 0.6122 0.8019 0.6857 0.7876 0.7614
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A superioridade da LSTM pode ser explicada pelo seu uso das camadas bidirecio-

nais, que provêm a vantagem de registrar mais informação por mais tempo, assim,

garantindo que o método de aprendizado retenha mais informação.

Comparando as redes G_CNN e GAN, é possível observar que o segundo

obteve melhor performance que o primeiro e os resultados na tabela 3 comprovam

qualitativamente. Um experimento similar com as duas redes foi apresentado na se-

ção 3.3 e, novamente, a GAN obteve melhores resultados. Verfica-se que os resultados

são favoráveis a GAN, neste caso, devido ao uso de dados não rotulados durante o

treinamento.

Os resultados obtidos pela TCN e pela D_CNN são bastante similares, o que

chama a atenção dado que a TCN contém uma arquitetura mais complexa, mostrando

que arquiteturas mais complexas podem ser mais úteis para conjunto de dados espe-

cíficos nos quais elas foram treinadas.

5.4.2 Conjunto de dados Marmousi2 (sem ruído adicionado à sísmica)

Podemos ver que a LSTM foi a rede com os piores resultados neste experimento

e as métricas na tabela 4 confirmam que, mesmo com a rede tendo mais unidades em

suas camadas bidirecionais, isso ainda não foi o suficiente para obter melhores resul-

tados. A figura 25a mostra que a predição para alguns traços de impedância também

foi muito aquém do esperado, com quase nenhuma correlação entre as impedâncias

acústicas preditas e esperadas. A figura 26a mostra que a rede LSTM só pôde replicar

algumas interfaces e o canal de gás no canto superior esquerdo é bem pouco visível.

Tais resultados apresentam que, apesar da mencionada adição de unidades, um fator

que contribuiu para a piora nos resultados está na arquitetura da própria LSTM. As

redes LSTM costumam ser mais instáveis nas predições, assim, com a mudança do

conjunto de dados para algo mais complexo e com menos dados de treinamento, a

rede não conseguiu garantir bons resultados. Uma possível forma de resolver o pro-

blema está na reimplementação da arquitetura, reavaliação do número de dados de

treinamento e realizando mais experimentos a fim de fazer com que a rede LSTM

consiga predizer melhor os resultados.

Por outro lado, a figura 25c mostra que a D_CNN conseguiu gerar um resultado

muito melhor, no entanto, vários artefatos são observados. É possível ver apenas um

dos canais de gás, mas com vários artefatos ao redor. A comparação visual entre

alguns traços selecionados, na figura 25c, mostra que a correlação entre os traços não

foi tão satisfatória.

A figura 26b mostra que a rede TCN foi a que obteve melhores resultados neste

experimento, graças ao uso das suas diversas camadas convolucionais em cada bloco

temporal, assim, seu grande número de neurônios permitiu melhor generalização. Ape-

sar do resultado excelente, é possível observar artefatos nas seções mais profundas,
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onde a variação das camadas é mais notável. Essa dificuldade pode ser causada pelo

uso de diversas camadas de convolução dilatada com núcleo dilatado, pois dado que

essas camadas calculam a saída se baseando numa parte grande da entrada, a perfor-

mance da rede tende a ser menor nas partes em que a variação das camadas é mais

notável e as camadas são mais finas. Uma possibilidade para contornar este problema

poderia ser o uso de predição local. A figura 25b apresenta uma boa correlação entre

as impedâncias acústicas preditas e esperadas.

As figuras 26d e 26e mostram que ambas as redes GAN e G_CNN deram

resultados satisfatórios, apesar da GAN ter sido levemente melhor que a G_CNN.

Ambas as redes obtiveram resultados superiores que a LSTM e a D_CNN, graças ao

uso de dados não rotulados pela GAN e pelo uso dos blocos residuais pela G_CNN, o

que propiciou que as entradas sísmicas condicionassem às saídas de impedâncias.

5.4.3 Conjunto de dado Marmousi2 (com ruído adicionado à sísmica)

É possível observar que ambas as redes GAN e G_CNN tiveram bons resulta-

dos, porém, a tabela 5 mostra que a GAN obteve performance levemente superior. As

figuras 29a e 29b mostram que ambas as redes conseguiram detectar bem o canal de

gás no canto superior esquerdo, porém com artefatos presentes. A GAN conseguiu

predizer alguns trechos de arenito com gás no centro, principalmente na parte superior

(veja a figura 20 para referência). Também é possível observar que a GAN conseguiu

predizer algumas falhas da região melhor do que a G_CNN, que gerou um resultado

com artefatos visíveis ao redor da falha.

Comparando a predição dos traços nas figuras 28a e 28b novamente é possível

ver a superioridade da GAN nos três traços selecionados, apesar de ambas as redes

terem resultados não satisfatórios no traço 7003, já que deste traço em diante, as in-

terfaces entre as estruturas tendem a ser mais acentuadas. Ambas as redes utilizaram

camadas convolucionais para as predições, mas a GAN obteve melhores resultados

devido ao uso de dados não rotulados para o treinamento.
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6 CONCLUSÃO

Neste trabalho foram comparadas diversas implementações de deep learning

executadas sob as mesmas condições. Foi observado como os métodos de DL seleci-

onados executaram nos três ambientes de teste definidos, com a utilização de análises

qualitativa e quantitativa, foi observado o desempenho de cada uma.

Destes experimentos, foi observado que cada modelo DL tem vantagens e des-

vantagens em cada ambiente de teste, com habilidades específicas que ajudam a

resolver diferentes problemas de inversão sísmica. No primeiro experimento, a predi-

ção de impedâncias acústicas a partir de traços sísmicos de uma trajetória de poço, a

rede LSTM mostrou os melhores resultados, devido às suas camadas bidirecionais, o

que ajudou a reter a informação por mais tempo. Além disso, as outras redes testadas

tiveram resultados satisfatórios. No segundo ambiente, a predição de impedâncias de

uma estrutura geológica, a rede TCN apresentou os melhores resultados, enquanto

ambas as redes G_CNN e GAN mostraram resultados satisfatórios, a D_CNN apre-

sentou resultados aceitáveis, mas com artefatos, e a LSTM obteve resultados aquém

do esperado. No terceiro ambiente, o mesmo que o anterior, mas com a adição de

ruído aleatório, a GAN mostrou a sua superioridade contra a G_CNN devido ao uso de

dados não rotulados, o que permitiu melhores predições.

Nos experimentos, a TCN obteve bons resultados em ambos os ambientes em

que foi testada graças à sua aquitetura contendo blocos temporais, estrutura possui

convoluções dilatadas (que garantem que a rede consiga obter maiores porções da

entrada com menos camadas, assim, garantindo mais dados a se calcular), camadas

de dropout (que garantem que não haja overfitting) e camadas de normalização (que

fazem com que a rede convergisse mais rapidamente). Vale a observação que a TCN

não obteve o melhor resultado no primeiro experimento, isso se deve à sua arquitetura

mais complexa que a LSTM, assim, fazendo com que a TCN seja mais útil para o

conjunto de dados específico no qual ela foi projetada, no caso, o Marmousi2.

No caso da LSTM, o primeiro experimento obteve bons resultados e é possível

fazer esta observação graças às camadas bidirecionais que garantiram que o aprendi-

zado da rede se retesse por mais tempo. No entanto, no segundo experimento, mesmo

com mais neurônios nas camadas bidirecionais, isso não foi o suficiente para a rede

convergir. Dado que as redes LSTM são mais instáveis e propícias a overfitting. Testes

posteriores com ajustes nas camadas bidirecionais, ainda assim, não conseguiram

resolver o problema. Assim, com entradas envolvendo mais e maiores traços sísmi-

cos, seria necessário uma reimplementação da arquitetura para que a rede LSTM

conseguisse atingir resultados satisfatórios.

Ambas as redes D_CNN e G_CNN possuem a vantagem das camadas con-

volucionais, que permitiram boa generalização das entradas, no entanto, a segunda
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obteve vantagem devido ao fato de possuir mais camadas. A GAN apresentou um

resultado satisfatório em todos os experimentos. Tal vantagem se deve à existência

do discriminador, que permitiu que a rede convergisse para o resultado esperado, e a

utilização de métodos semi-supervisionados, garantindo que os resultados aceitáveis

fossem alcançados sem a necessidade de um conhecimento prévio.

Trabalhos futuros podem realizar mais experimentos com dados ruidosos, neste

caso, incluir a LSTM, a TCN e a D_CNN para prever impedâncias sísmicas do Mar-

mousi2. Além disso, mais experimentos similares com outras implementações de DL

podem ser realizadas em circunstâncias ainda mais realistas, por exemplo, com ainda

menos de 101 traços sísmicos para treinamento. Outra possibilidade é o uso de méto-

dos semi-supervisionados, que são candidatos promissores para performance ótima,

porque eles têm a vantagem dos dados não rotulados. Esta análise poderá ajudar em

determinar qual arquitetura DL é a melhor para problemas reais.
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ANEXO A – SUMÁRIO DAS REDES

Este anexo contém o sumário das redes neurais utilizadas neste trabalho. Os

sumários foram gerados a partir do método de visualização de cada ferramenta: com

as redes implementadas em Tensorflow foi utilizado o método model.summary()1, en-

quanto as redes implementadas em PyTorch foi utilizado o método summary(), provindo

do pacote torch-summary2.

A.1 VOLVE

A.1.1 D_CNN

Layer (type) Output Shape Param #

================================================================

Conv1d-1 [-1, 60, 159] 18,060

ReLU-2 [-1, 60, 159] 0

Conv1d-3 [-1, 1, 160] 18,001

ReLU-4 [-1, 1, 160] 0

================================================================

Total params: 36,061

Trainable params: 36,061

Non-trainable params: 0

----------------------------------------------------------------

Input size (MB): 0.00

Forward/backward pass size (MB): 0.15

Params size (MB): 0.14

Estimated Total Size (MB): 0.29

----------------------------------------------------------------

A.1.2 LSTM

Model: "sequential"

_________________________________________________________________

Layer (type) Output Shape Param #

=================================================================

bidirectional (Bidirectional (None, 160, 240) 117120

_________________________________________________________________

batch_normalization (BatchNo (None, 160, 240) 960

_________________________________________________________________

1 https://www.tensorflow.org/api_docs/python/tf/keras/Model#summary
2 https://pypi.org/project/torch-summary/



ANEXO A. Sumário das redes 72

re_lu (ReLU) (None, 160, 240) 0

_________________________________________________________________

dense (Dense) (None, 160, 150) 36150

_________________________________________________________________

dense_1 (Dense) (None, 160, 50) 7550

_________________________________________________________________

bidirectional_1 (Bidirection (None, 160, 300) 241200

_________________________________________________________________

dense_2 (Dense) (None, 160, 1) 301

=================================================================

Total params: 403,281

Trainable params: 402,801

Non-trainable params: 480

_________________________________________________________________

A.1.3 TCN

----------------------------------------------------------------

Layer (type) Output Shape Param #

================================================================

Conv1d-1 [-1, 3, 160] 30

Conv1d-2 [-1, 3, 160] 30

ReLU-3 [-1, 3, 160] 0

ReLU-4 [-1, 3, 160] 0

Dropout-5 [-1, 3, 160] 0

Dropout-6 [-1, 3, 160] 0

Conv1d-7 [-1, 3, 160] 84

Conv1d-8 [-1, 3, 160] 84

ReLU-9 [-1, 3, 160] 0

ReLU-10 [-1, 3, 160] 0

Dropout-11 [-1, 3, 160] 0

Dropout-12 [-1, 3, 160] 0

Conv1d-13 [-1, 3, 160] 6

ReLU-14 [-1, 3, 160] 0

TemporalBlock-15 [-1, 3, 160] 0

Conv1d-16 [-1, 6, 160] 168

Conv1d-17 [-1, 6, 160] 168

ReLU-18 [-1, 6, 160] 0

ReLU-19 [-1, 6, 160] 0

Dropout-20 [-1, 6, 160] 0
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Dropout-21 [-1, 6, 160] 0

Conv1d-22 [-1, 6, 160] 330

Conv1d-23 [-1, 6, 160] 330

ReLU-24 [-1, 6, 160] 0

ReLU-25 [-1, 6, 160] 0

Dropout-26 [-1, 6, 160] 0

Dropout-27 [-1, 6, 160] 0

Conv1d-28 [-1, 6, 160] 24

ReLU-29 [-1, 6, 160] 0

TemporalBlock-30 [-1, 6, 160] 0

Conv1d-31 [-1, 6, 160] 330

Conv1d-32 [-1, 6, 160] 330

ReLU-33 [-1, 6, 160] 0

ReLU-34 [-1, 6, 160] 0

Dropout-35 [-1, 6, 160] 0

Dropout-36 [-1, 6, 160] 0

Conv1d-37 [-1, 6, 160] 330

Conv1d-38 [-1, 6, 160] 330

ReLU-39 [-1, 6, 160] 0

ReLU-40 [-1, 6, 160] 0

Dropout-41 [-1, 6, 160] 0

Dropout-42 [-1, 6, 160] 0

ReLU-43 [-1, 6, 160] 0

TemporalBlock-44 [-1, 6, 160] 0

Conv1d-45 [-1, 6, 160] 330

Conv1d-46 [-1, 6, 160] 330

ReLU-47 [-1, 6, 160] 0

ReLU-48 [-1, 6, 160] 0

Dropout-49 [-1, 6, 160] 0

Dropout-50 [-1, 6, 160] 0

Conv1d-51 [-1, 6, 160] 330

Conv1d-52 [-1, 6, 160] 330

ReLU-53 [-1, 6, 160] 0

ReLU-54 [-1, 6, 160] 0

Dropout-55 [-1, 6, 160] 0

Dropout-56 [-1, 6, 160] 0

ReLU-57 [-1, 6, 160] 0

TemporalBlock-58 [-1, 6, 160] 0

Conv1d-59 [-1, 6, 160] 330
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Conv1d-60 [-1, 6, 160] 330

ReLU-61 [-1, 6, 160] 0

ReLU-62 [-1, 6, 160] 0

Dropout-63 [-1, 6, 160] 0

Dropout-64 [-1, 6, 160] 0

Conv1d-65 [-1, 6, 160] 330

Conv1d-66 [-1, 6, 160] 330

ReLU-67 [-1, 6, 160] 0

ReLU-68 [-1, 6, 160] 0

Dropout-69 [-1, 6, 160] 0

Dropout-70 [-1, 6, 160] 0

ReLU-71 [-1, 6, 160] 0

TemporalBlock-72 [-1, 6, 160] 0

Conv1d-73 [-1, 6, 160] 330

Conv1d-74 [-1, 6, 160] 330

ReLU-75 [-1, 6, 160] 0

ReLU-76 [-1, 6, 160] 0

Dropout-77 [-1, 6, 160] 0

Dropout-78 [-1, 6, 160] 0

Conv1d-79 [-1, 6, 160] 330

Conv1d-80 [-1, 6, 160] 330

ReLU-81 [-1, 6, 160] 0

ReLU-82 [-1, 6, 160] 0

Dropout-83 [-1, 6, 160] 0

Dropout-84 [-1, 6, 160] 0

ReLU-85 [-1, 6, 160] 0

TemporalBlock-86 [-1, 6, 160] 0

Conv1d-87 [-1, 5, 160] 275

Conv1d-88 [-1, 5, 160] 275

ReLU-89 [-1, 5, 160] 0

ReLU-90 [-1, 5, 160] 0

Dropout-91 [-1, 5, 160] 0

Dropout-92 [-1, 5, 160] 0

Conv1d-93 [-1, 5, 160] 230

Conv1d-94 [-1, 5, 160] 230

ReLU-95 [-1, 5, 160] 0

ReLU-96 [-1, 5, 160] 0

Dropout-97 [-1, 5, 160] 0

Dropout-98 [-1, 5, 160] 0
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Conv1d-99 [-1, 5, 160] 35

ReLU-100 [-1, 5, 160] 0

TemporalBlock-101 [-1, 5, 160] 0

TemporalConvNet-102 [-1, 5, 160] 0

Conv1d-103 [-1, 1, 160] 6

================================================================

Total params: 7,585

Trainable params: 7,585

Non-trainable params: 0

----------------------------------------------------------------

Input size (MB): 0.00

Forward/backward pass size (MB): 0.67

Params size (MB): 0.03

Estimated Total Size (MB): 0.70

----------------------------------------------------------------

A.1.4 G_CNN/Gerador

__________________________________________________________________________________________________

Layer (type) Output Shape Param # Connected to

==================================================================================================

input_5 (InputLayer) [(None, 160, 1, 1)] 0

__________________________________________________________________________________________________

batch_normalization_25 (BatchNo (None, 160, 1, 1) 4 input_5[0][0]

__________________________________________________________________________________________________

re_lu_31 (ReLU) (None, 160, 1, 1) 0 batch_normalization_25[0][0]

__________________________________________________________________________________________________

conv2d_37 (Conv2D) (None, 160, 1, 16) 1296 re_lu_31[0][0]

__________________________________________________________________________________________________

batch_normalization_26 (BatchNo (None, 160, 1, 16) 64 conv2d_37[0][0]

__________________________________________________________________________________________________

re_lu_32 (ReLU) (None, 160, 1, 16) 0 batch_normalization_26[0][0]

__________________________________________________________________________________________________

conv2d_38 (Conv2D) (None, 160, 1, 16) 784 re_lu_32[0][0]

__________________________________________________________________________________________________

batch_normalization_27 (BatchNo (None, 160, 1, 16) 64 conv2d_38[0][0]

__________________________________________________________________________________________________

add_12 (Add) (None, 160, 1, 16) 0 batch_normalization_27[0][0]

conv2d_37[0][0]

__________________________________________________________________________________________________

re_lu_33 (ReLU) (None, 160, 1, 16) 0 add_12[0][0]

__________________________________________________________________________________________________

conv2d_39 (Conv2D) (None, 160, 1, 16) 20496 re_lu_33[0][0]

__________________________________________________________________________________________________

batch_normalization_28 (BatchNo (None, 160, 1, 16) 64 conv2d_39[0][0]

__________________________________________________________________________________________________

re_lu_34 (ReLU) (None, 160, 1, 16) 0 batch_normalization_28[0][0]

__________________________________________________________________________________________________

conv2d_40 (Conv2D) (None, 160, 1, 16) 784 re_lu_34[0][0]

__________________________________________________________________________________________________

batch_normalization_29 (BatchNo (None, 160, 1, 16) 64 conv2d_40[0][0]

__________________________________________________________________________________________________
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add_13 (Add) (None, 160, 1, 16) 0 batch_normalization_29[0][0]

conv2d_39[0][0]

__________________________________________________________________________________________________

re_lu_35 (ReLU) (None, 160, 1, 16) 0 add_13[0][0]

__________________________________________________________________________________________________

conv2d_41 (Conv2D) (None, 160, 1, 16) 20496 re_lu_35[0][0]

__________________________________________________________________________________________________

batch_normalization_30 (BatchNo (None, 160, 1, 16) 64 conv2d_41[0][0]

__________________________________________________________________________________________________

re_lu_36 (ReLU) (None, 160, 1, 16) 0 batch_normalization_30[0][0]

__________________________________________________________________________________________________

conv2d_42 (Conv2D) (None, 160, 1, 16) 784 re_lu_36[0][0]

__________________________________________________________________________________________________

batch_normalization_31 (BatchNo (None, 160, 1, 16) 64 conv2d_42[0][0]

__________________________________________________________________________________________________

add_14 (Add) (None, 160, 1, 16) 0 batch_normalization_31[0][0]

conv2d_41[0][0]

__________________________________________________________________________________________________

re_lu_37 (ReLU) (None, 160, 1, 16) 0 add_14[0][0]

__________________________________________________________________________________________________

conv2d_43 (Conv2D) (None, 160, 1, 1) 49 re_lu_37[0][0]

==================================================================================================

Total params: 45,077

Trainable params: 44,883

Non-trainable params: 194

__________________________________________________________________________________________________

A.1.5 Discriminador

__________________________________________________________________________________________________

Layer (type) Output Shape Param # Connected to

==================================================================================================

input_4 (InputLayer) [(None, 160, 1, 1)] 0

__________________________________________________________________________________________________

conv2d_24 (Conv2D) (None, 80, 1, 16) 1296 input_4[0][0]

__________________________________________________________________________________________________

leaky_re_lu (LeakyReLU) (None, 80, 1, 16) 0 conv2d_24[0][0]

__________________________________________________________________________________________________

max_pooling2d (MaxPooling2D) (None, 40, 1, 16) 0 leaky_re_lu[0][0]

__________________________________________________________________________________________________

conv2d_25 (Conv2D) (None, 40, 1, 16) 20496 max_pooling2d[0][0]

__________________________________________________________________________________________________

re_lu_21 (ReLU) (None, 40, 1, 16) 0 conv2d_25[0][0]

__________________________________________________________________________________________________

conv2d_26 (Conv2D) (None, 40, 1, 16) 784 re_lu_21[0][0]

__________________________________________________________________________________________________

add_9 (Add) (None, 40, 1, 16) 0 conv2d_26[0][0]

max_pooling2d[0][0]

__________________________________________________________________________________________________

max_pooling2d_1 (MaxPooling2D) (None, 20, 1, 16) 0 add_9[0][0]

__________________________________________________________________________________________________

re_lu_22 (ReLU) (None, 20, 1, 16) 0 max_pooling2d_1[0][0]

__________________________________________________________________________________________________

re_lu_24 (ReLU) (None, 20, 1, 16) 0 re_lu_22[0][0]

__________________________________________________________________________________________________

conv2d_29 (Conv2D) (None, 20, 1, 16) 20496 re_lu_24[0][0]

__________________________________________________________________________________________________

re_lu_25 (ReLU) (None, 20, 1, 16) 0 conv2d_29[0][0]

__________________________________________________________________________________________________
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conv2d_30 (Conv2D) (None, 20, 1, 16) 784 re_lu_25[0][0]

__________________________________________________________________________________________________

add_11 (Add) (None, 20, 1, 16) 0 re_lu_24[0][0]

conv2d_30[0][0]

__________________________________________________________________________________________________

max_pooling2d_3 (MaxPooling2D) (None, 10, 1, 16) 0 add_11[0][0]

__________________________________________________________________________________________________

re_lu_26 (ReLU) (None, 10, 1, 16) 0 max_pooling2d_3[0][0]

__________________________________________________________________________________________________

conv2d_31 (Conv2D) (None, 10, 1, 32) 1568 re_lu_26[0][0]

__________________________________________________________________________________________________

conv2d_32 (Conv2D) (None, 10, 1, 32) 1568 re_lu_26[0][0]

__________________________________________________________________________________________________

conv2d_33 (Conv2D) (None, 10, 1, 32) 1568 re_lu_26[0][0]

__________________________________________________________________________________________________

conv2d_34 (Conv2D) (None, 10, 1, 32) 1568 re_lu_26[0][0]

__________________________________________________________________________________________________

batch_normalization_21 (BatchNo (None, 10, 1, 32) 128 conv2d_31[0][0]

__________________________________________________________________________________________________

batch_normalization_22 (BatchNo (None, 10, 1, 32) 128 conv2d_32[0][0]

__________________________________________________________________________________________________

batch_normalization_23 (BatchNo (None, 10, 1, 32) 128 conv2d_33[0][0]

__________________________________________________________________________________________________

batch_normalization_24 (BatchNo (None, 10, 1, 32) 128 conv2d_34[0][0]

__________________________________________________________________________________________________

re_lu_27 (ReLU) (None, 10, 1, 32) 0 batch_normalization_21[0][0]

__________________________________________________________________________________________________

re_lu_28 (ReLU) (None, 10, 1, 32) 0 batch_normalization_22[0][0]

__________________________________________________________________________________________________

re_lu_29 (ReLU) (None, 10, 1, 32) 0 batch_normalization_23[0][0]

__________________________________________________________________________________________________

re_lu_30 (ReLU) (None, 10, 1, 32) 0 batch_normalization_24[0][0]

__________________________________________________________________________________________________

concatenate (Concatenate) (None, 10, 1, 128) 0 re_lu_27[0][0]

re_lu_28[0][0]

re_lu_29[0][0]

re_lu_30[0][0]

__________________________________________________________________________________________________

conv2d_35 (Conv2D) (None, 5, 1, 64) 24640 concatenate[0][0]

__________________________________________________________________________________________________

dense (Dense) (None, 5, 1, 256) 16640 conv2d_35[0][0]

__________________________________________________________________________________________________

leaky_re_lu_1 (LeakyReLU) (None, 5, 1, 256) 0 dense[0][0]

__________________________________________________________________________________________________

flatten (Flatten) (None, 1280) 0 leaky_re_lu_1[0][0]

__________________________________________________________________________________________________

dense_1 (Dense) (None, 1) 1281 flatten[0][0]

==================================================================================================

Total params: 93,201

Trainable params: 92,945

Non-trainable params: 256

__________________________________________________________________________________________________

A.2 MARMOUSI2

A.2.1 D_CNN

----------------------------------------------------------------
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Layer (type) Output Shape Param #

================================================================

Conv1d-1 [-1, 60, 2799] 18,060

ReLU-2 [-1, 60, 2799] 0

Conv1d-3 [-1, 1, 2800] 18,001

ReLU-4 [-1, 1, 2800] 0

================================================================

Total params: 36,061

Trainable params: 36,061

Non-trainable params: 0

----------------------------------------------------------------

Input size (MB): 0.01

Forward/backward pass size (MB): 2.61

Params size (MB): 0.14

Estimated Total Size (MB): 2.75

----------------------------------------------------------------

A.2.2 LSTM

_________________________________________________________________

Layer (type) Output Shape Param #

=================================================================

bidirectional (Bidirectional (None, 2800, 600) 724800

_________________________________________________________________

batch_normalization (BatchNo (None, 2800, 600) 2400

_________________________________________________________________

re_lu (ReLU) (None, 2800, 600) 0

_________________________________________________________________

dense (Dense) (None, 2800, 150) 90150

_________________________________________________________________

dense_1 (Dense) (None, 2800, 50) 7550

_________________________________________________________________

bidirectional_1 (Bidirection (None, 2800, 600) 842400

_________________________________________________________________

dense_2 (Dense) (None, 2800, 1) 601

=================================================================

Total params: 1,667,901

Trainable params: 1,666,701

Non-trainable params: 1,200

_________________________________________________________________
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A.2.3 TCN

----------------------------------------------------------------

Layer (type) Output Shape Param #

================================================================

Conv1d-1 [-1, 3, 2800] 30

Conv1d-2 [-1, 3, 2800] 30

ReLU-3 [-1, 3, 2800] 0

ReLU-4 [-1, 3, 2800] 0

Dropout-5 [-1, 3, 2800] 0

Dropout-6 [-1, 3, 2800] 0

Conv1d-7 [-1, 3, 2800] 84

Conv1d-8 [-1, 3, 2800] 84

ReLU-9 [-1, 3, 2800] 0

ReLU-10 [-1, 3, 2800] 0

Dropout-11 [-1, 3, 2800] 0

Dropout-12 [-1, 3, 2800] 0

Conv1d-13 [-1, 3, 2800] 6

ReLU-14 [-1, 3, 2800] 0

TemporalBlock-15 [-1, 3, 2800] 0

Conv1d-16 [-1, 6, 2800] 168

Conv1d-17 [-1, 6, 2800] 168

ReLU-18 [-1, 6, 2800] 0

ReLU-19 [-1, 6, 2800] 0

Dropout-20 [-1, 6, 2800] 0

Dropout-21 [-1, 6, 2800] 0

Conv1d-22 [-1, 6, 2800] 330

Conv1d-23 [-1, 6, 2800] 330

ReLU-24 [-1, 6, 2800] 0

ReLU-25 [-1, 6, 2800] 0

Dropout-26 [-1, 6, 2800] 0

Dropout-27 [-1, 6, 2800] 0

Conv1d-28 [-1, 6, 2800] 24

ReLU-29 [-1, 6, 2800] 0

TemporalBlock-30 [-1, 6, 2800] 0

Conv1d-31 [-1, 6, 2800] 330

Conv1d-32 [-1, 6, 2800] 330

ReLU-33 [-1, 6, 2800] 0

ReLU-34 [-1, 6, 2800] 0

Dropout-35 [-1, 6, 2800] 0
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Dropout-36 [-1, 6, 2800] 0

Conv1d-37 [-1, 6, 2800] 330

Conv1d-38 [-1, 6, 2800] 330

ReLU-39 [-1, 6, 2800] 0

ReLU-40 [-1, 6, 2800] 0

Dropout-41 [-1, 6, 2800] 0

Dropout-42 [-1, 6, 2800] 0

ReLU-43 [-1, 6, 2800] 0

TemporalBlock-44 [-1, 6, 2800] 0

Conv1d-45 [-1, 6, 2800] 330

Conv1d-46 [-1, 6, 2800] 330

ReLU-47 [-1, 6, 2800] 0

ReLU-48 [-1, 6, 2800] 0

Dropout-49 [-1, 6, 2800] 0

Dropout-50 [-1, 6, 2800] 0

Conv1d-51 [-1, 6, 2800] 330

Conv1d-52 [-1, 6, 2800] 330

ReLU-53 [-1, 6, 2800] 0

ReLU-54 [-1, 6, 2800] 0

Dropout-55 [-1, 6, 2800] 0

Dropout-56 [-1, 6, 2800] 0

ReLU-57 [-1, 6, 2800] 0

TemporalBlock-58 [-1, 6, 2800] 0

Conv1d-59 [-1, 6, 2800] 330

Conv1d-60 [-1, 6, 2800] 330

ReLU-61 [-1, 6, 2800] 0

ReLU-62 [-1, 6, 2800] 0

Dropout-63 [-1, 6, 2800] 0

Dropout-64 [-1, 6, 2800] 0

Conv1d-65 [-1, 6, 2800] 330

Conv1d-66 [-1, 6, 2800] 330

ReLU-67 [-1, 6, 2800] 0

ReLU-68 [-1, 6, 2800] 0

Dropout-69 [-1, 6, 2800] 0

Dropout-70 [-1, 6, 2800] 0

ReLU-71 [-1, 6, 2800] 0

TemporalBlock-72 [-1, 6, 2800] 0

Conv1d-73 [-1, 6, 2800] 330

Conv1d-74 [-1, 6, 2800] 330
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ReLU-75 [-1, 6, 2800] 0

ReLU-76 [-1, 6, 2800] 0

Dropout-77 [-1, 6, 2800] 0

Dropout-78 [-1, 6, 2800] 0

Conv1d-79 [-1, 6, 2800] 330

Conv1d-80 [-1, 6, 2800] 330

ReLU-81 [-1, 6, 2800] 0

ReLU-82 [-1, 6, 2800] 0

Dropout-83 [-1, 6, 2800] 0

Dropout-84 [-1, 6, 2800] 0

ReLU-85 [-1, 6, 2800] 0

TemporalBlock-86 [-1, 6, 2800] 0

Conv1d-87 [-1, 5, 2800] 275

Conv1d-88 [-1, 5, 2800] 275

ReLU-89 [-1, 5, 2800] 0

ReLU-90 [-1, 5, 2800] 0

Dropout-91 [-1, 5, 2800] 0

Dropout-92 [-1, 5, 2800] 0

Conv1d-93 [-1, 5, 2800] 230

Conv1d-94 [-1, 5, 2800] 230

ReLU-95 [-1, 5, 2800] 0

ReLU-96 [-1, 5, 2800] 0

Dropout-97 [-1, 5, 2800] 0

Dropout-98 [-1, 5, 2800] 0

Conv1d-99 [-1, 5, 2800] 35

ReLU-100 [-1, 5, 2800] 0

TemporalBlock-101 [-1, 5, 2800] 0

TemporalConvNet-102 [-1, 5, 2800] 0

Conv1d-103 [-1, 1, 2800] 6

================================================================

Total params: 7,585

Trainable params: 7,585

Non-trainable params: 0

----------------------------------------------------------------

Input size (MB): 0.01

Forward/backward pass size (MB): 11.79

Params size (MB): 0.03

Estimated Total Size (MB): 11.83

----------------------------------------------------------------
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A.2.4 G_CNN/Gerador

__________________________________________________________________________________________________

Layer (type) Output Shape Param # Connected to

==================================================================================================

input_1 (InputLayer) [(None, 2800, 1, 1)] 0

__________________________________________________________________________________________________

batch_normalization (BatchNorma (None, 2800, 1, 1) 4 input_1[0][0]

__________________________________________________________________________________________________

re_lu (ReLU) (None, 2800, 1, 1) 0 batch_normalization[0][0]

__________________________________________________________________________________________________

conv2d_1 (Conv2D) (None, 2800, 1, 16) 4816 re_lu[0][0]

__________________________________________________________________________________________________

batch_normalization_1 (BatchNor (None, 2800, 1, 16) 64 conv2d_1[0][0]

__________________________________________________________________________________________________

re_lu_1 (ReLU) (None, 2800, 1, 16) 0 batch_normalization_1[0][0]

__________________________________________________________________________________________________

conv2d_2 (Conv2D) (None, 2800, 1, 16) 784 re_lu_1[0][0]

__________________________________________________________________________________________________

batch_normalization_2 (BatchNor (None, 2800, 1, 16) 64 conv2d_2[0][0]

__________________________________________________________________________________________________

add (Add) (None, 2800, 1, 16) 0 batch_normalization_2[0][0]

conv2d_1[0][0]

__________________________________________________________________________________________________

re_lu_2 (ReLU) (None, 2800, 1, 16) 0 add[0][0]

__________________________________________________________________________________________________

conv2d_3 (Conv2D) (None, 2800, 1, 16) 76816 re_lu_2[0][0]

__________________________________________________________________________________________________

batch_normalization_3 (BatchNor (None, 2800, 1, 16) 64 conv2d_3[0][0]

__________________________________________________________________________________________________

re_lu_3 (ReLU) (None, 2800, 1, 16) 0 batch_normalization_3[0][0]

__________________________________________________________________________________________________

conv2d_4 (Conv2D) (None, 2800, 1, 16) 784 re_lu_3[0][0]

__________________________________________________________________________________________________

batch_normalization_4 (BatchNor (None, 2800, 1, 16) 64 conv2d_4[0][0]

__________________________________________________________________________________________________

add_1 (Add) (None, 2800, 1, 16) 0 batch_normalization_4[0][0]

conv2d_3[0][0]

__________________________________________________________________________________________________

re_lu_4 (ReLU) (None, 2800, 1, 16) 0 add_1[0][0]

__________________________________________________________________________________________________

conv2d_5 (Conv2D) (None, 2800, 1, 16) 76816 re_lu_4[0][0]

__________________________________________________________________________________________________

batch_normalization_5 (BatchNor (None, 2800, 1, 16) 64 conv2d_5[0][0]

__________________________________________________________________________________________________

re_lu_5 (ReLU) (None, 2800, 1, 16) 0 batch_normalization_5[0][0]

__________________________________________________________________________________________________

conv2d_6 (Conv2D) (None, 2800, 1, 16) 784 re_lu_5[0][0]

__________________________________________________________________________________________________

batch_normalization_6 (BatchNor (None, 2800, 1, 16) 64 conv2d_6[0][0]

__________________________________________________________________________________________________

add_2 (Add) (None, 2800, 1, 16) 0 batch_normalization_6[0][0]

conv2d_5[0][0]

__________________________________________________________________________________________________

re_lu_6 (ReLU) (None, 2800, 1, 16) 0 add_2[0][0]

__________________________________________________________________________________________________

conv2d_7 (Conv2D) (None, 2800, 1, 1) 49 re_lu_6[0][0]

==================================================================================================

Total params: 161,237

Trainable params: 161,043
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Non-trainable params: 194

__________________________________________________________________________________________________

A.2.5 Discriminador

__________________________________________________________________________________________________

Layer (type) Output Shape Param # Connected to

==================================================================================================

input_3 (InputLayer) [(None, 2800, 1, 1)] 0

__________________________________________________________________________________________________

conv2d_20 (Conv2D) (None, 1400, 1, 16) 4816 input_3[0][0]

__________________________________________________________________________________________________

leaky_re_lu_2 (LeakyReLU) (None, 1400, 1, 16) 0 conv2d_20[0][0]

__________________________________________________________________________________________________

max_pooling2d_4 (MaxPooling2D) (None, 700, 1, 16) 0 leaky_re_lu_2[0][0]

__________________________________________________________________________________________________

conv2d_21 (Conv2D) (None, 700, 1, 16) 76816 max_pooling2d_4[0][0]

__________________________________________________________________________________________________

re_lu_17 (ReLU) (None, 700, 1, 16) 0 conv2d_21[0][0]

__________________________________________________________________________________________________

conv2d_22 (Conv2D) (None, 700, 1, 16) 784 re_lu_17[0][0]

__________________________________________________________________________________________________

add_6 (Add) (None, 700, 1, 16) 0 conv2d_22[0][0]

max_pooling2d_4[0][0]

__________________________________________________________________________________________________

max_pooling2d_5 (MaxPooling2D) (None, 350, 1, 16) 0 add_6[0][0]

__________________________________________________________________________________________________

re_lu_18 (ReLU) (None, 350, 1, 16) 0 max_pooling2d_5[0][0]

__________________________________________________________________________________________________

re_lu_20 (ReLU) (None, 350, 1, 16) 0 re_lu_18[0][0]

__________________________________________________________________________________________________

conv2d_25 (Conv2D) (None, 350, 1, 16) 76816 re_lu_20[0][0]

__________________________________________________________________________________________________

re_lu_21 (ReLU) (None, 350, 1, 16) 0 conv2d_25[0][0]

__________________________________________________________________________________________________

conv2d_26 (Conv2D) (None, 350, 1, 16) 784 re_lu_21[0][0]

__________________________________________________________________________________________________

add_8 (Add) (None, 350, 1, 16) 0 re_lu_20[0][0]

conv2d_26[0][0]

__________________________________________________________________________________________________

max_pooling2d_7 (MaxPooling2D) (None, 175, 1, 16) 0 add_8[0][0]

__________________________________________________________________________________________________

re_lu_22 (ReLU) (None, 175, 1, 16) 0 max_pooling2d_7[0][0]

__________________________________________________________________________________________________

conv2d_27 (Conv2D) (None, 175, 1, 32) 1568 re_lu_22[0][0]

__________________________________________________________________________________________________

conv2d_28 (Conv2D) (None, 175, 1, 32) 1568 re_lu_22[0][0]

__________________________________________________________________________________________________

conv2d_29 (Conv2D) (None, 175, 1, 32) 1568 re_lu_22[0][0]

__________________________________________________________________________________________________

conv2d_30 (Conv2D) (None, 175, 1, 32) 1568 re_lu_22[0][0]

__________________________________________________________________________________________________

batch_normalization_11 (BatchNo (None, 175, 1, 32) 128 conv2d_27[0][0]

__________________________________________________________________________________________________

batch_normalization_12 (BatchNo (None, 175, 1, 32) 128 conv2d_28[0][0]

__________________________________________________________________________________________________

batch_normalization_13 (BatchNo (None, 175, 1, 32) 128 conv2d_29[0][0]

__________________________________________________________________________________________________

batch_normalization_14 (BatchNo (None, 175, 1, 32) 128 conv2d_30[0][0]



ANEXO A. Sumário das redes 84

__________________________________________________________________________________________________

re_lu_23 (ReLU) (None, 175, 1, 32) 0 batch_normalization_11[0][0]

__________________________________________________________________________________________________

re_lu_24 (ReLU) (None, 175, 1, 32) 0 batch_normalization_12[0][0]

__________________________________________________________________________________________________

re_lu_25 (ReLU) (None, 175, 1, 32) 0 batch_normalization_13[0][0]

__________________________________________________________________________________________________

re_lu_26 (ReLU) (None, 175, 1, 32) 0 batch_normalization_14[0][0]

__________________________________________________________________________________________________

concatenate_1 (Concatenate) (None, 175, 1, 128) 0 re_lu_23[0][0]

re_lu_24[0][0]

re_lu_25[0][0]

re_lu_26[0][0]

__________________________________________________________________________________________________

conv2d_31 (Conv2D) (None, 88, 1, 64) 24640 concatenate_1[0][0]

__________________________________________________________________________________________________

dense_2 (Dense) (None, 88, 1, 256) 16640 conv2d_31[0][0]

__________________________________________________________________________________________________

leaky_re_lu_3 (LeakyReLU) (None, 88, 1, 256) 0 dense_2[0][0]

__________________________________________________________________________________________________

flatten_1 (Flatten) (None, 22528) 0 leaky_re_lu_3[0][0]

__________________________________________________________________________________________________

dense_3 (Dense) (None, 1) 22529 flatten_1[0][0]

==================================================================================================

Total params: 230,609

Trainable params: 230,353

Non-trainable params: 256

__________________________________________________________________________________________________
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