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RESUMO 

 

Planos de conversão de frotas de veículos à combustão para veículos elétricos já são realidade 

para muitas empresas e países ao redor do mundo. Tal mudança se traduz em um processo 

complexo, que exibe potenciais impactos nos âmbitos socioeconômico e ambiental. Neste 

contexto, o objetivo desta pesquisa foi buscar avaliar o impacto dos veículos elétricos na 

demanda por energia elétrica. A revisão de literatura aprofundou-se na abundante quantidade 

de estudos acerca de previsão de demanda por energia elétrica, e também em estudos 

direcionados ao contexto dos veículos elétricos. Utilizando uma abordagem com Vetores 

Autorregressivos (VAR), e com bases na teoria econômica, foram estimados modelos que 

deginem uma regressão da demanda por eletricidade em função dos veículos elétricos, do PIB, 

da tarifa média de energia e de índices de preço. Como resultado, destaca-se a capacidade 

preditiva dos modelos, que estimaram valores da demanda por eletricidade com erro absoluto 

percentual médio tão baixos quanto 2,33%. No entanto, não foi possível, a partir das análises 

do modelo VAR, medir consistentemente a magnitude do impacto dos veículos elétricos na 

demanda por energia elétrica, apesar de haver evidências de que tal relação pode, de fato, existir. 

 

Palavras-chave: Veículos elétricos. Demanda de energia elétrica. Modelo VAR. 

  



 

 

ABSTRACT 

 

The plans of converting combustion vehicle fleets to electric vehicle fleets are already a reality 

for many companies and countries around the world. This change translates itself into a 

complex process, and it exhibits potential social, economic, and environmental impacts. In this 

context, the goal of this research was trying to analyze the impact of electrical vehicles on 

electricity demand. The literature revision focused on the abundant quantity of research already 

made on the topic of forecasting electricity demand, and, also, focused on the existing literature 

specifically related to electric vehicles. Utilizing the Vectors Autoregressive (VAR) approach, 

and with a basis in the economic theory, it was estimated models that specified an equation for 

electricity demand as a function of electric vehicles, GDP, price of electricity, and inflation 

indexes. As a result, it is highlighted that the models had a good predictive capacity, being able 

to predict new values of electricity demand with a mean absolute percentage error of 2,33%. 

However, it was not possible, using the VAR analysis, to consistently measure the magnitude 

of the impact of electric vehicles on electricity demand, even though there are pieces of 

evidence to believe that this relation may, indeed, exist. 

 

Keywords: Electric vehicles. Electricity demand. VAR model. 
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1  INTRODUÇÃO 

 

Algumas consequências das mudanças climáticas, como o degelo das calotas polares, 

chegaram a um patamar no qual já não podem mais ser revertidas neste século, aponta o último 

relatório do Intergovernmental Panel on Climate Change (IPCC, 2021). Em comparação ao 

período pré-industrial, a temperatura média da superfície terrestre é 1,09 ºC maior, e a meta de 

manter essa medida abaixo de 1,5 ºC até 2050 já não é mais factível. As projeções mostram 

que, entre 2081 e 2100, a superfície do planeta pode ser, em média, de 3,3 ºC até 5,7 ºC mais 

quente do que no período pré-industrial. 

De acordo com a pesquisa realizada pelo Swiss Re Institute (SRI, 2021), os efeitos 

climáticos do aquecimento global podem trazer enormes prejuízos econômicos nos próximos 

30 anos. Mudanças de temperatura, eventos climáticos extremos, secas, inundações e aumento 

do nível dos mares são alguns exemplos de ocorrências que afetarão a produtividade agrícola 

no mundo inteiro. As estimativas apontam que até 2050 as nações do G7 podem ver perdas 

equivalentes a 8,5% de seu PIB a cada ano, mais do que o dobro das perdas causadas pela 

pandemia do covid-19, se não forem tomadas ações agressivas para conter a emissão de gases 

de efeito estufa (GEE), que são os principais causadores do aquecimento do global. 

Segundo dados da International Energy Agency (IEA, 2021), em 2019 o setor de 

transportes foi responsável por cerca de 24,57% do total de emissões de CO2 no mundo, sendo 

que naquele mesmo ano a concentração de gás carbônico na atmosfera foi maior do que 

qualquer outro período nos últimos 2 milhões de anos. No Brasil, segundo dados do Instituto 

de Energia e Meio Ambiente (IEMA, 2020), em 2019 o setor de transportes foi responsável por 

quase 10% das emissões de gases de efeito estufa no país. Por isso, a eventual transição para 

uma economia mais sustentável, com baixas emissões de carbono e outros GEE, certamente 

implica na transformação do setor de transportes. 

É neste contexto, de necessidade de mudanças significativas na forma como a 

sociedade interage com o meio ambiente, que os veículos elétricos (VEs) vêm rapidamente 

ganhando espaço no mundo inteiro, e se consolidando como uma alternativa de energia 

potencialmente mais limpa para o setor de transportes. Segundo o relatório Global EV Outlook 

de 2021, da IEA (2021), as vendas de VEs no mundo cresceram 41% em 2020, mesmo com a 

pandemia do coronavírus, e no primeiro semestre de 2021 as vendas foram 140% maiores do 

que no mesmo período do ano anterior. Muitos dos países da Europa visam começar a proibir 
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veículos à combustão no horizonte dos anos 2030-2035, e também grandes montadoras já 

começam a planejar-se para o futuro elétrico, como é o caso da GM, que em 2030 visa ao menos 

40% de sua frota sendo de veículos híbridos e/ou elétricos. No Brasil, a partir de dados do 

Instituto Brasileiro de Geografia e Estatística (IBGE, 2020) e da Neo Charge (2021), é possível 

estimar que os VEs, incluindo os híbridos, representam apenas 0,06% da frota total de veículos 

do país. No entanto, em agosto de 2021 o número de VEs foi 84,29% maior do que no mesmo 

mês do ano anterior, evidenciando uma rápida expansão desse mercado no país. 

Para que os efeitos positivos ambientais e econômicos dos VEs sejam aproveitados ao 

máximo, há uma importante condição que deve ser satisfeita: a energia elétrica necessária para 

o abastecimento dos veículos deve ser gerada a partir de fontes renováveis e não poluentes. No 

caso dos EUA, país onde a matriz energética tem como um de seus elementos principais as 

usinas termelétricas, o estudo de Holland et al. (2016) mostra que a poluição gerada pelas usinas 

para gerar o adicional necessário de eletricidade para os veículos incorreria graves prejuízos 

sociais e ambientais, que, inclusive, são distribuídos heterogeneamente entre o território do país, 

visto que as áreas próximas das usinas termelétricas são mais diretamente afetadas pela 

poluição. 

Por outro lado, a matriz energética brasileira é uma das mais limpas e renováveis do 

mundo, e mais de 65% da energia elétrica do país é gerada pelas hidrelétricas, segundo dados 

da Empresa de Pesquisa Energética (EPE, 2021). Entretanto, uma das implicações dessa 

configuração é a de que recorrentemente, quando há períodos de seca, é necessária a utilização 

das usinas termelétricas para suprir a demanda de energia, já que nesses períodos as 

hidrelétricas não operam na capacidade ideal. A termelétricas, além de serem mais poluentes, 

têm custo maior de geração de energia: no ano de 2021, segundo a Agência Nacional de Energia 

Elétrica (ANEEL, 2021), o Brasil viveu a maior seca dos últimos 90 anos, que teve como 

consequência uma série de aumentos consecutivos na conta de luz dos brasileiros, e no ano de 

2022 deve aumentar mais 19%, segundo as projeções. 

Frente a esse cenário e a expansão do mercado de VEs, surge a necessidade de que o 

setor de energia do Brasil seja adaptado para suprir a demanda adicional de eletricidade dos 

novos veículos com o mínimo de impactos ambientais e econômicos. 

No contexto da literatura internacional, as conclusões acerca dos impactos dos VEs na 

demanda por energia elétrica são heterogêneas. Estudos como Engel et al. (2018), que observa 

dados da Alemanha, como o de Khoo et al. (2014), que considera um estudo de caso na 
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Austrália e como o de Harris e Webber (2014), que analisa os padrões de carregamento dos 

VEs no Texas, EUA, apontam que as redes de energia não serão significativamente afetadas até 

o horizonte de 2030. Por outro lado, o trabalho de Kapustin e Grushevenko (2020), que 

considera dados de diversos países pelo mundo, aponta que os VEs podem sim comprometer 

as redes de distribuição de eletricidade, e o maior risco se deve aos possíveis picos de demanda 

em horários específicos, como no final do dia após a jornada de trabalho. Por isso há a 

necessidade de não somente estimar a demanda por eletricidade dos VEs, mas também analisar 

padrões de consumo para tomar ações que minimizem a sobrecarga na rede nos horários de 

pico. 

Uma grande parte dos estudos sobre essa questão no Brasil, dentre eles Basso (2011), 

Fernandes (2013) e Santos, Araujo e Santos (2021), foca nos aspectos técnicos da rede de 

energia elétrica. Análises e projeções de como esse mercado irá se comportar nos próximos 

anos, ou estimativas do impacto na demanda de energia elétrica, como é feito em Baran (2012), 

são bastante escassas. Esse estudo considera projeções até 2030 de PIB e população para 

estimar a frota de veículos à combustão, cria cenários de penetração dos VEs, e estima, a partir 

disso, as demandas de energia elétrica e de combustível, a nível nacional, com o principal intuito 

de avaliar a eficiência energética total do sistema. Havia limitações acerca da disponibilidade 

de dados no Brasil sobre VEs, sendo que informações básicas, como o tamanho desse mercado 

na época, eram inexistentes. Além disso, projeções de PIB e frota de veículos foram 

significativamente diferentes do que de fato aconteceu, evidenciando a necessidade de 

atualização da pesquisa. 

Isto posto, este trabalho terá como principal intuito empregar métodos de análise de 

séries temporais como uma tentativa de avaliar quantitativamente os impactos dos VEs na 

demanda de energia elétrica do Brasil. 

 

1.1 OBJETIVOS 

 

Nesta seção são apresentados os objetivos da pesquisa 
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1.1.1 Objetivo Geral 

 

Estimar o impacto causado pelos veículos elétricos na demanda de energia elétrica do 

Brasil. 

 

1.1.2 Objetivos Específicos 

 

Os objetivos específicos são:  

 

a) Revisar a literatura acerca da inserção de veículos elétricos e seu impacto na demanda 

de energia elétrica, bem como outros tópicos relacionados; 

b) Coletar dados acerca do cenário atual da demanda por energia elétrica, da frota de 

veículos elétricos no Brasil, além de demais dados e indicadores considerados 

relevantes. 

c) Criar modelos estatísticos e gerar análises com o intuito de estimar o impacto sobre a 

demanda de energia elétrica. 

 

1.2 DELINEAMENTO DA PESQUISA 

 

Nesta seção serão apresentados os métodos e técnicas utilizadas na confecção do 

presente trabalho. Inicialmente foi feito o delineamento da pesquisa em termos de 

complexidade, método, caráter e tipo, e, por fim, serão explanadas as formas de 

operacionalização da pesquisa (área e fontes de pesquisa bibliográfica, coleta de dados e suas 

respectivas fontes e técnicas de análise dos dados). 

Segundo Gil (2017), uma pesquisa descritiva tem como objetivo primordial a descrição 

das características de uma determinada população ou fenômeno ou o estabelecimento de 

relações entre variáveis. Visto que o presente trabalho buscou estudar a relação entre a inserção 

de veículos elétricos e os impactos na demanda por energia elétrica, o mesmo é considerado de 

natureza descritiva. 

Na pesquisa foi utilizada a abordagem que parte de observações particulares e elabora 

uma conclusão de nível geral, em outras palavras, a abordagem indutiva. O objetivo dos 

argumentos indutivos é justamente chegar a conclusões cujo conteúdo é mais amplo do que o 
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das premissas nas quais se basearam, e, portanto, essas conclusões não são absolutamente 

verdadeiras, são provavelmente verdadeiras (MARCONI; LAKATOS, 2003, p. 86). 

Em relação ao caráter da pesquisa, ela enquadra-se no caráter aplicado, pois é 

constituída da aplicação prática do conhecimento em uma situação específica. As pesquisas 

aplicadas são voltadas pada resolução de problemas no âmbito da sociedade na qual os 

pesquisadores vivem (GIL, 2017, p. 32). 

No que diz respeito à categoria da pesquisa, o presente trabalho pode ser enquadrado 

na categoria quantitativa, pois utiliza de dados e análises estatísticas para o estudo de 

determinados fenômenos. Segundo Marconi e Lakatos (2003, p. 187) as pesquisas quantitativo-

descritivas consistem em investigações de pesquisa empírica com a finalidade de delineamento 

ou análise das características de fatos ou fenômenos, a avaliação de programas, ou o isolamento 

de variáveis principais ou chave. 

No primeiro momento, foi realizada uma revisão de literatura principalmente nas áreas 

de economia ambiental e economia de energia. A primeira é caracterizada pelo campo da 

economia que se debruça sobre o estudo da propriedade comum e como mitigar externalidades 

ambientais negativas maximizando o valor dos recursos. Já a segunda, é a área que aborda temas 

como demanda, oferta e infraestrutura de energia. Como referenciais foram utilizados 

principalmente artigos científicos, periódicos e artigos de revistas conceituadas, teses de 

conclusão de programas de mestrado e doutorado e trabalhos monográficos de conclusão de 

curso, que foram principalmente buscados e encontrados em fontes como SciELO (Scientific 

Electronic Library Online), portal da CAPES (Coordenação de Aperfeiçoamento de Pessoal de 

Nível Superior), Google Acadêmico, Scopus e ScienceDirect. Como forma de sintetização e 

organização dos materiais, foram criados resumos para cada um dos referenciais bibliográficos. 

A etapa posterior à revisão bibliográfica foi a de coleta de dados socioeconômicos, 

demográficos, da frota de veículos no Brasil, e séries históricas acerca do mercado de energia 

elétrica. Dentre as principais fontes estão ANEEL, Secretaria Nacional de Trânsito 

(SENATRAN), Fundação Getúlio Vargas (FGV), e Instituto de Pesquisa de Economia Aplicada 

(IPEA). 

Para etapa de análise, processamento, tratamento de dados e confecção dos modelos 

estatísticos foram utilizados os softwares de código livre Python e R. Python é uma linguagem 

de programação de alto nível que tem sido amplamente adotada para projetos de Data Science 

(PYTHON, 2022). A linguagem R nasceu com o propósito de ser uma ferramenta de 
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computação estatística e análise de dados (R-PROJECT, 2022). No contexto deste trabalho, a 

primeira foi majoritariamente empregada para processamento e tratamento de dados, enquanto 

a segunda foi utilizada para a parte de modelagem por proporcionar um ambiente mais completo 

para as tarefas deste tópico. 

Por fim, a última etapa foi analisar os resultados dos modelos e das previsões fora da 

amostra da demanda por eletricidade, com o intuito de avaliar as potencialidades do impacto 

que os VEs podem causar na demanda por energia elétrica. 

 

1.3 ESTRUTURA DA MONOGRAFIA 

 

Além deste capítulo de introdução, o presente trabalho está divido em outros 4 

capítulos. O Capítulo 2 é referente à revisão de literatura relacionada ao tema, e é subdividido 

em uma seção de estudos relacionados à previsão de demanda por energia elétrica e outra seção 

de estudos acerca da inserção de veículos elétricos e a relação com o consumo de eletricidade. 

O Capítulo 3 discorre sobre os métodos e dados utilizados neste trabalho e se divide nas seções 

de modelo teórico, modelo e procedimentos estatísticos, e variáveis e tratamento de dados. O 

Capítulo 4 traz a análise exploratória dos dados e resultados e análises dos modelos VAR. Por 

fim, o Capítulo 5 trata das considerações finais. 
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2 REVISÃO DE LITERATURA 

 

O presente capítulo tem como objetivo trazer, através de uma revisão de literatura, os 

principais tópicos de estudo acerca dos assuntos de previsão de demanda por energia elétrica, 

do mercado de carros elétricos e como estes relacionam-se entre si. Primeiramente, serão 

abordados estudos sobre previsão de demanda por energia elétrica, e, em seguida, estudos do 

mercado de veículos elétricos e seu impacto na demanda por energia elétrica. 

 

2.1 PREVISÃO DE DEMANDA POR ENERGIA ELÉTRICA 

 

A partir do final do século XIX, a eletricidade começou a ser amplamente gerada 

distribuída em vários países pelo mundo, e eventualmente se consolidou como um importante 

componente da sociedade moderna. Desde então, a demanda mundial por energia elétrica vem 

crescendo consistentemente, sendo que nos anos de 2000 até 2019 esse crescimento foi de quase 

100%. Além disso, previsões até 2040 essa tendência deve ser mantida, com o aumento da 

demanda sendo puxado principalmente por países em desenvolvimento (IEA, 2019). 

A crescente utilização de tecnologias mais modernas, como fontes de energia 

renováveis e carros elétricos, tem provocado significativas mudanças e adaptações nas redes de 

energia elétrica pelo mundo, e também colocam um componente de incerteza acerca de como 

a demanda por eletricidade será afetada. Neste cenário, para que seja possível o bom 

gerenciamento da geração e distribuição de eletricidade, urge a necessidade de haver métodos 

eficazes que tornem possível antecipar, ou prever, o comportamento da demanda. Além disso, 

destaca-se que a demanda por eletricidade é variável de região para região, a depender, por 

exemplo, do perfil socioeconômico regional (MIR et. al, 2020). 

Uma análise feita por Verwiebe et al. (2021) de 419 artigos publicados entre anos de 

2015 e 2020, no escopo de modelagem da demanda por energia, indica que a grande maioria 

dos trabalhos se concentra na demanda por eletricidade, e que as técnicas de previsão que 

envolvem Machine Learning1 (ML) e/ou modelagem estatísticas têm sido as mais utilizadas 

 
1 Machine Learning, ou aprendizado de máquina, é uma subárea do inserida no contexto de Inteligência Artificial, 

e que consiste basicamente em fornecer dados de entrada e assim a máquina pode aprender com esses dados e 

elaborar saídas que satisfaçam a situação problema. Algoritmos de ML são estruturados com equações pré-

definidas para organizar e executar os dados conforme a necessidade (DAMACENO; VASCONCELOS, 2018). 
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pelo mundo. No contexto de ML, algoritmos de Redes Neurais Artificiais (ANN) vêm 

ganhando enorme destaque em muitas áreas diferentes, incluindo previsões de séries temporais, 

como no caso da demanda por energia elétrica. No contexto de modelos estatísticos, modelos 

da família ARIMA estão entre os mais comuns. 

Kalimoldayev et al. (2020) que também se propuseram a analisar métodos modernos 

de previsão de demanda por eletricidade, chegam a conclusões semelhantes: no contexto de 

modelos estatísticos, modelos autorregressivos e de suavização exponencial são os mais 

populares, e no âmbito de ML, o destaque é para algoritmos de redes neurais, mas por ser um 

campo de estudo relativamente novo, muitas outras abordagens, com vários outros tipos de 

algoritmos, têm sido utilizadas. Além disso, os autores utilizaram dados de consumo de energia 

elétrica por hora dos Estados Unidos, no período de 2012 a 2017, para criar modelos com as 

diferentes abordagens mencionadas acima e compará-los. Os resultados indicam que existe uma 

tendência de transição da utilização de técnicas convencionais de estatística para modelos de 

ML, principalmente pelo fato de que, em termos da métrica MAPE (Mean Absolute Percentage 

Error), são os modelos que apresentam melhores resultados. No entanto, um dos pontos 

negativos dessas abordagens mais complexas é o de que a interpretação dos resultados é menos 

intuitiva, mais nebulosa. São algoritmos cuja finalidade é “ensinar a máquina” a imitar a 

inteligência humana, e por isso a tarefa de explicar como o algoritmo chegou aos resultados 

nem sempre é trivial. 

 

2.1.1 Um Framework Teórico 

 

Quando o caso se trata de modelar a demanda por energia elétrica a partir de variáveis 

independes, ou explicativas, a teoria do consumidor é um dos principais aparatos teóricos 

usados nas abordagens ao problema. Segundo Pindyck e Rubinfeld (2010), as pessoas 

comportam-se racionalmente ao buscarem a máxima satisfação possível por meio da aquisição 

de bens ou serviços, e o fazem tendo em vista uma restrição orçamentária. Nos casos do 

consumo de energia elétrica residencial e da demanda por bens eletrointensivos, estes estão 

sujeitos ao nível de renda do consumidor e ao preço da tarifa de energia elétrica. 

O fato de que o preço da tarifa de energia elétrica não varia continuamente de acordo 

com a quantidade consumida, mas sim em blocos de consumo, faz com que existam uma lista 

de preços de equilíbrio, em vez de um único. 
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Essa particularidade faz com que a especificação da variável preço seja um dos objetos 

de debate na literatura econômica que aborda demanda de energia elétrica. Existem autores que 

defendem que o preço marginal seja utilizado e outros que dizem que o preço médio é o ideal, 

sendo que o primeiro é o preço cobrado por unidade de consumo referente ao bloco onde recai 

a quantidade e o segundo obtido dividindo-se a quantidade total consumida pelo total pago 

(Silva, 2001 apud Mattos e Lima, 2005). 

Após uma revisão de onze estudos sobre a demanda de energia elétrica, Taylor (1975) 

concluiu que a melhor forma de especificar a demanda de um bem que tem preço em bloco é 

utilizar tanto o preço marginal quanto o preço médio. No entanto, os estudos mais recentes que 

têm sido realizados no Brasil usam somente a tarifa média em seus modelos de demanda por 

energia elétrica. Andrade e Lobão (1997) argumentam que dados de tarifas médias são 

amplamente difundidos e de fácil coleta, enquanto dados de preço marginal não estão 

disponíveis. 

Isto posto, os estudos de Andrade e Lobão (1997), Schmidt e Lima (2004), Mattos e 

Lima (2005), Viana e Silva (2014) e Silveira (2017) utilizam-se de um modelo teórico que tem 

como base a função de Cobb-Douglas, e é especificado pela equação a seguir: 

 𝐷𝑡 = 𝑘 ∙ 𝑇𝑡
𝛼 ∙ 𝑅𝑡

𝛽
∙ 𝑃𝐸𝑡

𝛾
∙ 𝑆𝑡

𝛿. (1) 

Aplicando-se logaritmo natural, tem-se: 

 
ln 𝐷𝑡 = 𝑙𝑛 𝑘 + 𝛼 𝑙𝑛 𝑅𝑡 + 𝛽 𝑙𝑛 𝑇𝑡 + 𝛾 𝑙𝑛 𝑃𝐸𝑡 + 𝛿 𝑙𝑛 𝑆𝑡 , (2) 

em que: 

𝐷𝑡 é a demanda por energia elétrica no tempo t. 

𝑘 é uma constante positiva que representa o intercepto da função de demanda. 

𝑇𝑡 é a tarifa de energia elétrica no tempo t. 

𝑅𝑡 é a renda no tempo t. 

𝑃𝐸𝑡 é o preço de equipamentos eletrointensivos (eletrodomésticos, máquinas de fábricas, etc.) 

no tempo t. 

𝑆𝑡 é o preço de bens substitutos da energia elétrica, sendo somente aplicada para o caso da 

demanda industrial por energia elétrica. 

𝛼 é a elasticidade-renda. 

𝛽 é a elasticidade-preço da tarifa. 
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𝛾 é elasticidade-preço em relação aos bens eletrointensivos. 

𝛿 é a elasticidade-preço em relação aos bens substitutos de energia elétrica. 

             Todos os estudos acima mencionados utilizaram-se dos modelos VAR ou VAR-VECM 

para realizar projeções da demanda de energia elétrica. Usualmente, há uma equação para 

demanda comercial, outra para a residencial e outra para a industrial. Schmidt e Lima (2004), 

Viana e Silva (2014) e Silveira (2017) geraram seus modelos tendo em vista o Brasil inteiro, 

enquanto Mattos e Lima (2005) fizeram seu estudo voltado para o estado de Minas Gerais e 

Nunes (2019) voltado para o estado do Rio Grande do Sul. Dentre esses, somente Nunes (2019) 

trouxe a ideia de utilizar a métrica MAPE para avaliar seus modelos e também compará-los 

com os de Silveira (2017) e outros modelos ARIMA. Como conclusões, Nunes (2019) aponta 

que os modelos de nível nacional são piores do que os modelos de nível estadual e, também, 

que os modelos ARIMA têm melhor performance nos setores comercial e industrial, enquanto 

modelos VAR-VECM apresentaram melhores resultados no setor residencial. 

De forma semelhante, o estudo de Pontes (2018), utilizou modelos ARIMA, VAR-

VECM e modelos autorregressivos de defasagens distribuídas (ARDL), para a estimar a 

demanda por energia elétrica. Os principais resultados avaliaram que as melhores predições 

são, na verdade, atingidas quando são empregadas combinações desses três tipos de modelos. 

Castro e Montini (2010) utilizaram um modelo ARDL para inserir um componente 

autorregressivo no modelo teórico acima mencionado. Além de todas as variáveis explicativas, 

foi adicionado um termo na equação que representa a variável dependente defasada. Como 

resultados, os autores apontam um modelo bastante satisfatório com coeficiente de 

determinação de 95,4% e com todos os parâmetros estimados sendo estatisticamente 

significantes. 

 

2.1.2 Modelos Empíricos Multivariados 

 

Visto que existe uma grande parcela de trabalhos, no Brasil e no exterior, que busca 

estimar a demanda por energia elétrica de países inteiros, ou regiões, através de modelos com 

variáveis selecionadas empiricamente, considera-se importante trazer alguns dos principais 

tópicos dentre deste contexto. No que tange ao escopo destes estudos, duas variáveis 

consolidaram-se como essenciais, e estão presentes em quase todos os estudos: renda, 

normalmente trazida como PIB, e população. 
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O estudo de He et al. (2020) analisou diversos métodos de análise e previsão da série 

de demanda por energia elétrica na China. Usando como base estudos anteriores e também o 

teste de causalidade de Granger, os autores selecionaram as principais variáveis que 

influenciam na demanda por energia elétrica: PIB, população, estrutura industrial (valor 

adicionado da indústria secundária é usado como proxy), estrutura energética (porcentagem da 

energia elétrica oriunda do carvão na China), urbanização (porção da população total que reside 

em área urbanizada). Após a seleção das variáveis, os autores empregaram. Com dados de 1980 

até 2015, os autores estimaram modelos utilizando diversos algoritmos de otimização, como 

Chicken Swarm Optimization (CSO) e Simulated Annealing (SA), e fizeram previsões para os 

anos de 2016-2035. O melhor modelo foi, na verdade, uma combinação AS-CSO, que na sua 

forma exponencial atingiu MAPE de 5,82%. 

O modelo LEAP (anteriormente Long-range Energy Alternatives Planning System, e 

atualmente Low Emissions Analysis Platform) é uma ferramenta utilizada por muitas 

organizações em mais de 190 países pelo mundo, incluindo governos, para planejamento e 

análise de geração e consumo de energia e emissão de gases de efeito estufa, e foi desenvolvido 

pelo Stockholm Environment Institute (LEAP, 2022). O estudo de Mirjat et al (2018) utilizou a 

ferramenta LEAP para fazer previsões de longo prazo para a demanda por energia elétrica no 

Paquistão. Utilizando dados de 1991-2015 e tendo como duas de suas principais variáveis PIB 

e população, além de outras como número de residências e dados de comércio, indústria e 

agricultura, os autores projetaram a demanda por energia elétrica de 2016 até 2050, e fizeram 

análises de sensibilidade das projeções em relação às variações individuais de cada uma das 

variáveis independentes. 

No Brasil, uma das referências na área de planejamento do setor elétrico nacional é a 

EPE (Empresa de Pesquisa Energética), que é responsável por organizar dados e estatística e 

auxiliar o governo no planejamento estratégico do setor. A metodologia para projetar a demanda 

por energia elétrica é baseada, principalmente, nas projeções de PIB e população, mas também 

incorpora projeções de setores caracterizados como grandes consumidores de eletricidade 

(siderúrgicas, indústria petroquímica, entre outra). As demandas residencial, comercial, 

industrial e de grandes consumidores são calculadas separadamente. Para estimar a demanda 

residencial, estima-se, usando regressões, o Número de Consumidores Residenciais (NCR) em 

função da população e o Consumo Médio por Consumidor Residencial (CPC) em função do 

PIB, e estimativa da demanda é o produto de NCR por CPC. No caso da demanda comercial, 
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estima-se através de uma regressão o consumo comercial per capita em função do PIB, e a 

demanda final é o produto do consumo comercial per capita pela população. No caso industrial, 

é regredido diretamente o consumo elétrico industrial em função do PIB (EPE, 2019). 

O estudo de Cabral et. al. (2020) definiu um modelo empírico de demanda residencial 

por energia elétrica com as seguintes variáveis explicativas: demanda por eletricidade com um 

período de defasagem (𝑡 − 1), preço da eletricidade, renda média per capita dos consumidores, 

número de residências conectadas à rede elétrica e, por fim, a temperatura. Os autores 

estimaram os modelos Generalised Method of Moments (GMM), Dynamic Spatial Durbin 

Model (Dynamic SDM) e SAC-AR (Spatial lag autorregressive with autorregressive 

componetns) e compararam os resultados obtidos. Utilizando dados do período de 2008-2018, 

os autores estimaram as elasticidades de cada uma das variáveis explicativas, e apontaram o 

modelo SDM como o melhor com MAPE de 14,7%. 

 

2.1.3 Modelos Univariados 

 

O modelo Autorregressivo Integrado de Média Móvel (ARIMA) foi proposto na 

década de 1970 por Box e Jenkins, e é um dos métodos mais utilizados para análise de séries 

temporais por ser bastante simples e apresentar razoável capacidade preditiva em grande parte 

dos casos em que é empregado. Os modelos da família ARIMA utilizam somente observações 

defasadas de uma variável para prever o comportamento futuro da série (STEGHELE et al, 

2020).  

Junior et al. (2018) utilizaram dados de consumo de energia elétrica do setor 

residencial do Nordeste brasileiro, no período de 2004 até 2012, para criarem modelos 

estatísticos para prever a demanda por eletricidade do ano de 2013. Foram testados diversos 

modelos autorregressivos da família ARIMA, incluindo modelos com componente de 

sazonalidade (SARIMA), e chegou-se à conclusão de que os modelos ARIMA, em geral, tem 

resultados satisfatórios, mas o modelo SARIMA (1,1,0) (0,0,1)12 apresenta o melhor resultado, 

com Erro Quadrático Médio de Previsão (EQMP) de 4,25. 

Stenghele et al. (2020) também utilizaram de modelos SARIMA para estimar a 

demanda de energia elétrica total da região sudeste do Brasil. O estudo considerou dados de 

2004 a 2018 e concluiu que o modelo SARIMA (1,1,1) (2,1,3) foi o que melhor se ajustou aos 
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dados, visto que apresentou os menores valores de Raíz do Erro Quadrático Médio (REQM) e 

Erro Médio Absoluto (EMA). 

O estudo de Kandananond (2011) comparou resultados de vários modelos para 

previsão de demanda de energia elétrica na Tailândia: ARIMA, Redes Neurais Artificiais e 

Regressões Lineares múltiplas. Tendo como base os dados históricos entre 1986 e 2010, o 

estudo concluiu que não existe diferença estatisticamente significante entre os erros de previsão 

dos três modelos. Dado que o modelo ARIMA apresenta estruturas mais simplificadas, o autor 

considera que este seja preferível em relação aos demais. 

O problema da previsão de demanda por energia elétrica não é simples, podendo 

incorporar uma gama de variáveis dos contextos socioeconômicos, populacional, e também 

ambiental. Neste contexto, os modelos univariados autorregressivos trazem uma vantagem: não 

é necessário buscar variáveis que expliquem a demanda por energia elétrica, apenas utilizam-

se as suas próprias defasagens para estimar seus valores futuros. Esses modelos frequentemente 

apresentam boa capacidade preditiva, mas, naturalmente, não trazem grandes contribuições 

quando o objetivo da pesquisa é analisar a relação entre duas variáveis distintas, como é o caso 

deste trabalho, que visa investigar a relação entre a demanda de eletricidade e os veículos 

elétricos. 

 

2.2 VEÍCULOS ELÉTRICOS E A DEMANDA POR ENERGIA ELÉTRICA 

 

Em relação ao mercado mundial de veículos elétricos para o ano de 2030, o IEA (2018) 

elaborou dois possíveis cenários: no primeiro, chamado cenário de Novas Políticas, foram 

consideradas políticas e medidas governamentais que já estão em vigor em vários países, e 

também as políticas já anunciadas, mas ainda não postas em prática. No segundo cenário, 

chamado de EV30@30, a expectativa é que 30% da frota mundial de veículos seja de veículos 

elétricos em 2030. Para tanto, são consideradas, além de todas as políticas do primeiro cenário, 

novas políticas que devem ser lançadas para que os países atinjam as metas do Acordo de Paris, 

de 2016, que visa, a partir de 2020, reduzir a emissão de gases de efeito estufa. As estimativas 

do cenário EV30@30 apontam que o número de veículos elétricos no mundo em 2030 deve 

ficar em torno de 228 milhões, 100 milhões a mais do que no cenário de Novas Políticas. 

Boa parte dos estudos recentes que relacionam VEs com uma função de demanda por 

energia elétrica tem como foco a previsão de curtíssimo prazo – estimativas de demanda em 
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cada horário do dia, por exemplo – ou então focam em como a rede elétrica pode ser 

comprometida caso ocorram picos de consumo em horários de carregamento de VEs. 

Alquthami et al. (2022) fizeram um estudo do impacto dos VEs na rede de energia da Arábia 

Saudita utilizando de um modelo probabilístico e simulações baseadas em agentes. Dentre os 

resultados da pesquisa, destacam que quando os VEs forem 20% da frota total de veículos 

daquele país, os picos de demanda por eletricidade, comuns em certos horários do dia, devem 

ser 3,4% maiores do que os atuais. 

A curva de demanda por eletricidade de residências na Alemanha foi estimada por 

Engel (2018) sob condições de diferentes cenários de penetrações de carros elétricos. Uma 

análise de Monte Carlo foi utilizada para gerar os cenários. Os resultados principais apontam 

que o choque na demanda não será tão intenso quanto se espera. Também, foi verificado que as 

cidades e regiões urbanas tendem a ter maior concentração de VEs, visto que o acesso aos 

pontos de reabastecimento será mais fácil. 

Koengkan et al. (2022), utilizou-se dos métodos de mínimos quadrados ordinários 

(MQO) e de regressões quantílicas para estimar o impacto de veículos elétricos a bateria (BEV), 

um subgrupo dos VEs, na demanda por eletricidade. Os dados utilizados para os modelos foram 

de 29 países da Europa do período entre 2010 e 2020. Indicadores de PIB, e-commerce e do 

mercado de BEVs foram utilizados para estimar o consumo de energia elétrica. Os modelos 

MQO indicam que PIB impacta positivamente no consumo de energia elétrica, enquanto o 

crescimento do e-commerce não é estatisticamente significante na regressão. As regressões 

quantílicas indicam os mesmos resultados para o PIB e apresentam o e-commerce como 

também uma variável de influência positiva na variável dependente. No entanto, em ambos os 

tipos de modelos, o crescimento do mercado de BEVs teve influência negativa no consumo 

final de energia elétrica. Os autores teorizam que esse inesperado resultado tem embasamento 

no aumento da eficiência energética dos países, que é decorrente da modernização das redes de 

geração e distribuição de energia. 

Estudos como os de Dowds (2010) et al. e Stephan e Sullivan (2008) analisaram os 

principais modelos e marcas de VEs e quilometragem média diária de regiões nos EUA e, a 

partir disso, estimaram o impacto na demanda total de energia elétrica em relação ao market 

share dos VEs. Dowds et al. estimaram que se os PHVEs (Veículos Elétricos Híbridos plug-in) 

fossem 10% da frota total de veículos da região da Nova Inglaterra (EUA) o consumo de energia 

elétrica aumentaria 3,3%. Já Stephan e Sullivan (2008) indicam que para cada 1% de penetração 
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dos VEs na frota total de veículos dos EUA o consumo de energia elétrica deve aumentar em 

0,38%. 

O trabalho deve Nogueira, Sousa e Alves (2021) buscou estimar a difusão de VEs em 

uma região específica de Portugal na década de 2020-2030. Foram utilizadas variáveis como 

índice de população, frota de veículos existentes, oferta de carros elétricos e incentivos para 

compra de VEs para estimar as vendas de VEs durante o período de interesse. Além disso, 

devido à incerteza e dificuldade para projetar as variáveis mencionadas, os autores optaram por 

gerar dois cenários alternativos: o primeiro no qual em 2030 um terço de todas as vendas de 

veículos corresponderiam a VEs, e o segundo no qual VEs são 20% da frota total de veículos 

daquela região. Considerando o consumo modelos de VEs mais vendidos e uma gama cenários 

conservadores e arrojados na projeção de quilometragem diária rodada, os autores estimaram o 

impacto na rede de distribuição de energia durante períodos de carregamento dos VEs. Cenários 

mais otimistas estimam que a rede de energia elétrica não será comprometida até 2030, ainda 

que provavelmente precisem de ajustes, enquanto cenários mais pessimistas indicam que há 

necessidade de mudanças estruturais na rede antes de 2026. 

O estudo de Bitencourt et al. (2021) utiliza do modelo de difusão de Bass, um modelo 

que estima a taxa de penetração, em função do tempo, de uma inovação (no caso, os carros 

elétricos) em um dado mercado. Os autores fazem uma modificação no modelo original para 

incorporar o efeito de políticas públicas de longo prazo no crescimento do mercado de veículos 

elétricos. O cenário proposto considera que, no Brasil, seriam postas em prática políticas de 

redução do Imposto sobre a Propriedade de Veículos Automotores (IPVA), do Imposto sobre 

Produto Industrializado (IPI), taxação de veículos movidos à combustão e subsídios para 

redução de custo dos VEs. Os resultados do modelo indicam que no ano de 2050 os veículos 

elétricos devem representar apenas 41% da frota total de veículos no país, bem abaixo de países 

como Japão (59%) e Noruega (88%), e com crescimento relativamente estável em 2 milhões de 

veículos por ano no período de 2024 até 2050.  

Em mais um exemplo da utilização do modelo de difusão de Bass no Brasil, pode-se 

citar o trabalho de Cenci (2019), que, da mesma forma que Bitencourt et al (2021), modifica o 

modelo original para incluir uma série de outras variáveis no processo de modelagem. O autor 

usa variáveis como a fatura de energia elétrica, a fatura de combustível, preços de veículos 

elétricos e à combustão, publicidade, renda (PIB) e também a políticas públicas ao setor de 

carros elétricos para estimar a decisão do consumidor entre comprar um VE ou um veículo à 
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combustão. Além disso, leva em conta variáveis de tecnologia e conhecimento das montadoras, 

que têm influência sobre o preço dos veículos. A partir dos resultados apresentados, é esperado 

que em 2050 o país tenha pouco mais de 9 milhões de VEs em circulação. As conclusões 

apresentadas pelo autor indicam que é necessário que políticas públicas sejam agressivas e 

contínuas para que o mercado de veículos elétricos tenha crescimento significativo nas 

próximas décadas. 

De modo geral, a revisão de literatura apresentada neste capítulo mostra que os estudos 

que buscam estimar o impacto dos VEs na demanda por eletricidade, e que não tratam de 

horizontes de curtíssimo prazo (horas), são escassos. No Brasil, a maioria dos estudos focaram 

seus esforços em modelos voltados para as ideias de projetar cenários baseados em modelos de 

difusão de inovações, e não há estudos buscando investigar a relação entre VEs e demanda por 

eletricidade. Dito isso, foi decidido por utilizar modelos VAR, técnica amplamente difundida 

no contexto de modelagem da demanda por energia elétrica, para justamente tentar estimar o 

impacto dos VEs na demanda por eletricidade. 
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3 MÉTODOS E DADOS 

 

Neste capítulo serão apresentados todos os métodos e dados utilizados durante a 

confecção deste trabalho. Incialmente será derivada uma extensão de um modelo teórico de 

demanda de energia elétrica para o contexto dos veículos elétricos. Trata-se de uma extensão 

original elaborada a partir do modelo canônico. Em seguida serão abordados tópicos referentes 

aos dados utilizados e os procedimentos de análise e tratamento destes, bem como tópicos 

referentes ao modelo estatístico escolhido para o trabalho. 

 

3.1 MODELO TEÓRICO DE DEMANDA POR ENEGIA ELÉTRICA 

 

Uma das referências mais antigas na pesquisa de demanda por energia elétrica é Taylor 

(1975), que fez uma análise da teoria da época e descreveu um modelo de demanda por energia 

elétrica, cuja especificação começa com a seguinte equação: 

 𝐷 = 𝑢(𝑅, 𝑇, 𝑧)𝑠, (3) 

em que: 

𝑠 representa o estoque de bens que consomem eletricidade. 

𝐷 é a demanda por energia elétrica. 

𝑢 é a função que determina a taxa de utilização dos estoques de bens que consomem eletricidade 

(𝑠), e depende de 𝑥, 𝜋 e 𝑧. 

𝑅 representa o nível de renda. 

𝑇 é a tarifa de eletricidade. 

𝑧 representa quaisquer outros fatores econômicos, sociais e demográficos que possam 

influenciar no consumo de eletricidade. 

Ainda, o autor assume que a função 𝑢 tem a seguinte forma: 

 𝑢 = 𝑎0 + 𝑎1 ln 𝑅 + 𝑎2 ln 𝑇  + 𝑎3 ln 𝑧. (4) 

Sendo assim, a Equação (4) pode ser derivada de uma função no formato de Cobb-

Douglas: 

 𝑈 = Λ ∙ 𝑅𝑎1 ∙ 𝑇𝑎2 ∙  𝑧𝑎3, (5) 
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em que: 

𝑢 representa logaritmo de 𝑈. 

𝑎0 representa logaritmo de Λ. 

Sob a premissa de que os estoques são fixos no curto prazo, e, portanto 𝑠 é constante, 

a equação de demanda por energia elétrica de curto prazo pode ser escrita como: 

 𝐷 = 𝑎0 + 𝑎1 ln 𝑅 + 𝑎2 ln 𝑇  + 𝑎3 ln 𝑧. (6) 

No longo prazo, entretanto, 𝑠 não é fixo e, segundo Taylor (1975), depende de fatores 

como a taxa de depreciação dos bens de que consome eletricidade, taxa de juros da economia e 

de investimentos de reposição e novos investimentos. No entanto, trabalhos mais recentes, 

como o de Andrade e Lobão (1997), consideram que o estoque dos bens que consomem 

eletricidade depende essencialmente da variação dos preços e da renda, e, pode ser definido 

pela seguinte equação: 

 𝑆 = Δ ∙ 𝑃𝐸𝑎4 ∙ 𝑅𝑎5, (7) 

em que: 

Δ𝑃𝐸 a variação dos preços de bens que consomem eletricidade e 𝑅 é a renda. 

Reescrevendo a equação de demanda por energia elétrica utilizando 𝑢 e 𝑠 no seu 

formato Cobb-Douglas (𝑈 e 𝑆): 

 𝐷 = 𝑈(𝑅, 𝑇, 𝑧)𝑆 = Λ ∙ 𝑅𝑎1  ∙ 𝑇𝑎2 ∙  𝑧𝑎3 ∙ Δ ∙ 𝑃𝐸𝑎4 ∙ 𝑅𝑎5. (8) 

Aplicando o logaritmo: 

 ln 𝐷 = 𝑘 + 𝛼 ln 𝑅 + 𝛽 ln 𝑇 + 𝛾 𝑙𝑛 𝑃𝐸𝑡 + 𝜃 ln 𝑧. (9) 

em que: 

𝑘 é o logaritmo de Λ ∙ Δ. 

𝛼 é igual a 𝑎1 ∙  𝑎5. 

𝛽 é igual a 𝑎2. 

𝛾 é igual a 𝑎4. 

𝜃 é igual a 𝑎3. 

Além disso, os coeficientes 𝛼, 𝛽 e 𝛾 representam as elasticidades da demanda 

residencial em relação à renda, tarifa de energia elétrica e ao preço dos bens que consomem 
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eletricidade. O coeficiente 𝜃 representa a elasticidade em relação a outros fatores econômicos, 

sociais e demográficos. 

Visto que o presente trabalho busca investigar a relação entre o mercado de veículos 

elétricos e a demanda por energia elétrica, foi feita uma modificação no modelo para que fosse 

possível estabelecer uma relação explícita entre as duas variáveis. Partindo a função original de 

demanda original, temos que: 

 𝐷 = 𝑢(𝑅, 𝑇, 𝑧, 𝑉𝐸)𝑠, (10) 

em que: 

𝑉𝐸 é a variável que representa os veículos elétricos. 

Definindo 𝑈 como: 

 𝑈 = Λ ∙ 𝑅𝑎1 ∙ 𝑇𝑎2 ∙  𝑧𝑎3 ∙ 𝑉𝐸Φ. (11) 

E reescrevendo a Equação (9) com a nova variável de veículos elétricos: 

 ln 𝐷 = 𝑘 + 𝛼 ln 𝑅 + 𝛽 ln 𝑇 + 𝛾 𝑙𝑛 𝑃𝐸𝑡 + 𝜙 ln 𝑉𝐸 + 𝜃 ln 𝑧, (12) 

em que: 

𝜙 é a elasticidade da demanda por energia elétrica em relação ao número de veículos elétricos. 

O que é esperado ao estimar um modelo estatístico da Equação (12) é que a elasticidade 

𝜙 seja positiva, implicando que o aumento do número de veículos elétricos leva a um aumento 

da demanda por energia elétrica. O que não fica definido, no entanto, é qual variável do mundo 

real pode representar a variável 𝑉𝐸 do modelo, e por isso foram testadas diferentes 

especificações da proxy de veículos elétricos, o que será abordado no capítulo a seguir. 

 

3.2 MODELO E PROCEDIMENTOS ESTATÍSTICOS 

 

Nesta seção serão apresentados tópicos relevantes para a estimação da Equação (12) 

via métodos estatísticos. Em consonância com demais trabalhos acadêmicos da área, o modelo 

escolhido foi o modelo vetorial autorregressivos (VAR). 
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3.2.1 Testes de Raiz Unitária 

 

Seguno Gujarati e Porter (2008), uma série temporal é dita fracamente estacionária se 

atender a 3 condições: (i) ter média constante ao longo do tempo; (ii) ter variância constante ao 

longo do tempo, e; (iii) se a covariância entre duas observações separadas por k períodos for 

constante ao longo da série. Caso sejam feitas análises de regressão utilizando séries não 

estacionárias é não só possível, mas provável, que as relações estatísticas estimadas entre as 

séries sejam espúrias. Isto posto, em grande parte das análises de regressões com séries de 

tempo deseja-se estacionariedade. 

Neste trabalho foram utilizados dois dos testes mais comuns para verificar se séries 

temporais são estacionárias: o teste de raiz unitária de Dickey-Fuller Aumentado (ADF) e o 

teste de raiz unitária KPSS (Kwiatkowski-Phillips-Schmidt-Shin). O teste de Dickey-Fuller tem 

como hipótese nula que existe raiz unitária, enquanto o teste KPSS tem como hipótese 

alternativa a existência de raiz unitária. Se uma série tem raiz unitária, significa que ela segue 

o padrão de um passeio aleatório, que pode ainda conter elementos como constante (intercepto) 

e tendência. 

 

3.2.2 Abordagem Clássica e VAR 

 

Os métodos clássicos de estimação, como MQO, assumem que existe uma relação 

previamente conhecida entre as variáveis do sistema. Essencialmente, busca-se estimar valores 

médios de uma variável dependente y em relação à valores fixos de variáveis dependentes x, e 

isso implica que existe uma relação de causalidade que vai de x para y. No entanto, variáveis 

econômicas que apresentam uma relação bilateral de causalidade não são incomuns, como por 

exemplo o caso da quantidade de moeda e taxa de juros do Canadá apresentado por Gujarati e 

Porter (2008), no qual é usado o teste de causalidade de Granger para mostrar que as defasagens 

das duas variáveis em questão são úteis para prever uma a outra, e nestes casos os modelos 

VAR são particularmente úteis. 

Quando há simultaneidade em um conjunto de conjunto de variáveis, isto é, quando 

existe uma relação de causalidade bilateral, então não se deve definir uma distinção entre elas 

a priori (SIMS, 1980 apud GUJARATI e PORTER, 2008). Em outras palavras, é indicado que 
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todas as variáveis sejam tratadas como endógenas, em vez de arranjá-las como na forma clássica 

de um MQO com variáveis dependentes e independentes, por exemplo. 

No caso da demanda por energia elétrica, a maioria dos trabalhos segue na linha de 

modelos VAR, com ou sem o Vetor de Correção de Erros (VEC), e essa decisão se apoia 

essencialmente na premissa de que existe uma relação de causalidade bilateral entre demanda 

por energia elétrica e outras variáveis, como a própria tarifa cobrada pelo consumo de 

eletricidade. 

Segundo Gujarati e Porter (2008), modelos VAR foram e ainda são bastante 

empregados em modelos macroeconômicos e tendem a apresentar melhores previsões do que 

abordagens mais complexas como modelos de equações simultâneas. No entanto, algumas 

críticas centrais à essa abordagem são justamente relacionadas com o fato de que no modelo 

não contém conteúdo teórico (já que trata todas as variáveis igualmente), e a interpretação de 

coeficientes individuais dentre o conjunto de equações é frequentemente confusa. 

 

3.2.3 Especificação de Modelos VAR 

 

Segundo Greene (2002), um modelo VAR de p defasagens, ou VAR(p), pode ser 

definido como: 

 
𝑦𝑡 =  𝜇 + ∑ Γ𝑖𝑦𝑡−𝑖

𝑝
𝑖=1  +  𝜀𝑡 , (13) 

em que: 

𝑦 é um k vetor de variáveis endógenas. 

𝜀 é um k vetor de distúrbio não autocorrelacionado. 

𝜇 é um k vetor de constantes. 

Γ𝑖 são matrizes 𝑛 ×  𝑛 de coeficientes das variáveis endógenas. 

A especificação acima conta somente com um vetor de variáveis endógenas. No 

entanto, não é incomum que sejam definidos modelos VAR com variáveis exógenas, e a 

motivação para isso é a de que, desta forma, é possível incorporar no modelo variáveis exógena 

que têm, ou tiveram, algum impacto nas variáveis endógenas, mas a variável exógena, em si, 

não é impactada pelas variáveis endógenas. 
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A partir da Equação (13), Bierens (2004) define um modelo VAR com variáveis 

exógenas, chamado também de VARX, com p defasagens das variáveis endógenas e q 

defasagens das variáveis exógenas, ou também VAR (p, q), como sendo: 

 
𝑦𝑡 =  𝜇 + ∑ Γ𝑖𝑦𝑡−𝑖

𝑝
𝑖=1 + ∑ Θ𝑖𝑥𝑡−𝑗

𝑞
𝑗=1  +  𝜀𝑡 , (14) 

em que: 

𝑥 é um k vetor de variáveis exógenas. 

Θ𝑖 são matrizes 𝑛 ×  𝑛 de coeficientes das variáveis exógenas. 

No caso deste trabalho, foi adicionada uma única variável exógena: uma dummy que 

assume valor 1 nos meses mais severos da pandemia do covid-19, e valor 0 em todos os demais 

períodos. Todas as demais variáveis de consumo de eletricidade, PIB, tarifa de energia elétrica, 

índices de preços e veículos elétricos são consideradas endógenas. 

Uma das principais decisões na confecção de modelos VAR é o número de defasagens, 

ou ordem, do modelo. As defasagens p e q podem ser tanto definidas empiricamente ou então 

por meio de critérios de informação, que também são úteis para comparar diferentes 

especificações de um mesmo modelo, não somente as defasagens. Dentre os critérios mais 

populares, estão os critérios de informação de Akaike (AIC), de Hannan-Quinn (HQIC) e o 

Bayesiano (BIC). À medida que se adicionam parâmetros a um modelo, o coeficiente de 

determinação R² tende a crescer. No entanto, um coeficiente de determinação alto demais pode 

indicar problemas de overfitting2. A ideia principal desses critérios é computar um mecanismo 

que penaliza a adição de novas variáveis, e ao mesmo tempo tenta maximizar o ajuste do modelo 

aos dados. 

As diferenças entre os critérios acima mencionados residem no detalhe de como são 

balanceadas as penalidades. Por exemplo, o critério Bayesiano é o que penaliza relativamente 

mais a adição de parâmetros no modelo, e, como consequência, o critério BIC tende a sugerir 

defasagens de menor ordem para modelos autorregressivos. No contexto de séries temporais, e 

especialmente quando se tem amostras de tamanho reduzido, o critério AIC tende a ser 

preferido (GUJARATI e PORTER, 2008; GREENE, 2002). Por isso, este foi o critério mais 

 
2 Um modelo com overfitting é um modelo se ajusta muito bem aos dados da amostra, mas não é generalizável. 

Em outras palavras, o modelo só representa bem os dados da amostra, e não o verdadeiro modelo populacional 

(GUJARATI e PORTER, 2008). 
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utilizado no decorrer desta pesquisa, tanto para definir defasagens, quanto para comparar 

diferentes modelos estimados com diferentes proxies. 

 

3.2.4 Causalidade de Granger e Causalidade Instantânea 

 

Lütkepohl (2006) descreve a causalidade de Granger como sendo, essencialmente, 

uma relação de precedência temporal entre duas variáveis. É dito que 𝑥 “Granger-causa” 𝑦 se 

as defasagens de 𝑥 preverem os valores de 𝑦 com menor Erro Quadrático Médio (MSE) do que 

as defasagens de 𝑦 preverem os valores de 𝑥. O autor destaca que a causalidade de Granger 

isoladamente não é suficiente para afirmar a existência de uma real relação de causalidade entre 

duas variáveis no mundo real, e, por isso, o recomendado é que se tenha ao menos um aparato 

teórico que descreva o comportamento de tais variáveis. 

O conceito de causalidade instantânea, por sua vez, diz que os valores futuros de uma 

variável são úteis para melhoras as previsões de outra. Por exemplo, o valor de 𝑥𝑡+1 é útil para 

prever o valor de 𝑦𝑡+1. Um detalhe adicional, mas não menos importante, é que por definição, 

se 𝑥 apresenta causalidade instantânea para com 𝑦, então 𝑦 também causa 𝑥. Em outras 

palavras, a relação de causalidade instantânea é necessariamente bilateral, e por isso usualmente 

demanda um aparato teórico para que a relação entre as variáveis seja compreendida 

precisamente (LÜTKEPOHL, 2006). 

Como os modelos VAR podem ser entendidos como um conjunto de equações 

interagindo entre si com p defasagens, normalmente as relações de causalidades acima descritas 

acompanham as análises do modelo. Neste trabalho foram feitos testes para identificar ambos 

os tipos de causalidade. 

 

3.2.5 Funções de Impulso-Resposta 

 

Não é incomum os modelos VAR utilizarem muitas defasagens de várias variáveis nas 

suas equações. Além disso, em boa parte dos casos nem todas as defasagens são estatisticamente 

significantes, e as séries são estacionárias. Essas características do VAR tornam difícil a 

interpretação dos coeficientes de regressão e o entendimento como cada variável influencia uma 

a outra. Para fornecer uma forma mais adequada de analisar essas relações, existem as Funções 

de Impulso-Resposta (IRF), que nada mais fazem do que fornecer uma forma de avaliar os 
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impactos que choques externos, ou choques em uma ou mais variáveis, causam em uma ou mais 

das variáveis do modelo. Além disso, é importante que a matriz de ruído branco seja 

decomposta, usualmente pela decomposição de Cholesky, para eliminar a correlação entre os 

resíduos da matriz, e assim evitar que choques em uma terceira variável tenham influência na 

análise de impulso-resposta entre outras duas variáveis (LÜTKEPOHL, 2006). A depender do 

método utilizado para decomposição, os resultados da função de impulso-respostas podem 

variar marginalmente. Neste trabalho, as funções de impulso-resposta foram computadas 

utilizando a decomposição de Cholesky. 

 

3.2.6 Decomposição da Variância do Erro de Previsão 

 

              A Decomposição da Variância do Erro de Previsão (FEVD) permite que o analista 

possa investigar como choques em outras variáveis contribuem para o erro de previsão de uma 

dada varável. O comportamento normalmente esperado é de que no curto prazo as defasagens 

da própria variável tenham a maior parcela de influência na variância do erro, mas à medida 

que mais períodos se passem, espera-se que os choques nas demais variáveis se propaguem para 

a variável em questão (LÜTKENPOHL, 2006). Para a análise da decomposição da variância 

foram utilizados 10 períodos, isto é, analisa-se a variância do erro de previsão do consumo de 

eletricidade no período de 10 meses. 

 

3.2.7 Procedimentos para Avaliação dos Modelos 

 

Uma das propriedades essenciais para analisar nos modelos VAR é a estabilidade. 

Quando há uma mudança estrutural na relação entre duas séries temporais é dito que a série não 

é estável. Na prática, isso significa que os coeficientes de uma regressão mudaram, ou mudam, 

ao longo do tempo. Testes como o de Chow são usualmente empregados para captar mudanças 

estruturais quando o período de mudança é conhecido previamente, enquanto testes como o da 

Soma Cumulativa de resíduos (CUMSUM) conseguem identificar até mesmo mudanças 

estruturais que podem ter acontecido ao longo do tempo de forma gradual sem que tenha 

informação alguma com antecedência (GREENE, 2002). 

Outra forma de avaliar a estabilidade de modelos VAR é olhar para as raízes do 

modelo, isto é, as soluções do sistema. Se elas estiverem dentro do círculo unitário ou, em 
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módulo, sejam menores ou iguais a 1, pode-se afirmar que o modelo VAR é estável. Um modelo 

não estável é dito explosivo, pois o impacto dos choques no sistema nunca se extinguiria, mas 

sim, explodiria. Normalmente, isso é um forte indício de que ao menos uma das séries do 

modelo não é estacionária (LÜTKENPOHL, 2006). 

No contexto dos modelos VAR deste trabalho, o teste da Soma Cumulativa de resíduos 

é executado com os resíduos dos modelos, sendo que a hipótese nula é de que os coeficientes 

das regressões são os mesmos em todo o período de análise. Além disso, são avaliadas se as 

raízes estão dentro do círculo unitário. 

No que tange às análises de autocorrelação de resíduos, como colocado por Gujarati e 

Porter (2008), regressões estimadas por MQO, método usualmente utilizado nas regressões de 

um modelo VAR, que apresentam resíduos autocorrelacionados não garantem que os 

parâmetros estimados sejam eficientes, isto é, tenham a mínima variância. E isto tem impacto 

no erro padrão dos parâmetros, o que compromete as estatísticas de testes. 

Isto posto, é recomendado que sejam executados testes de autocorrelação para modelos 

VAR, ainda que a prioridade do pesquisador seja a capacidade preditiva do modelo, caso no 

qual a autocorrelação dos resíduos pode não representar um problema significativo 

(LÜTKENPOHL, 2006). 

Para os testar a autocorrelação de resíduos foram escolhidos os testes Portmanteau e 

Breusch-Godfrey Lagrange Multiplier (LM), ambos recomendados por Lütkenpohl (2006). Os 

dois testes usam como hipótese nula a não existência de autocorrelação nos resíduos.  

Outra propriedade importante dos resíduos é a variância, que idealmente deve ser 

constante. Para testar se os resíduos de modelos autorregressivos são homoscedásticos, isto é, 

apresentam variância constante, é comum que seja utilizado o teste ARCH (Autorregressive 

Conditional Heteroscedasticity). Este método surgiu com o intuito de modelar séries que 

normalmente estão sujeitas a períodos de alta volatilidade, como séries de preços de ações. A 

hipótese nula do teste é de que não existe heteroscedasticidade, e, portanto, se esta for rejeitada, 

conclui-se que os resíduos são homoscedásticos (GURAJATI; PORTER, 2008). Para análise 

de heteroscedasticidade dos resíduos dos modelos VAR, foi empregado o teste ARCH. 

Por fim, a última característica dos resíduos que deve ser avaliada é a sua distribuição. 

Como colocado por Gujarati e Porter (2008), se os resíduos de uma regressão MQO forem 

normalmente distribuídos, podemos afirmar que a distribuições dos parâmetros estimados 

também são normais, e isso faz com que seja possível utilizar os testes paramétricos descritos 



28 

 

 

nos tópicos anteriores. Se os resíduos não se distribuem normalmente, os intervalos de 

confiança definidos para testar significância estatística dos parâmetros, por exemplo, não são 

confiáveis. 

Um dos testes de normalidade de resíduos mais comuns é o teste Jarque-Bera, que 

avalia os coeficientes de assimetria e curtose da distribuição e calcula uma estatística de teste. 

Quanto mais perto de zero estiver a estatística, maior a probabilidade de que os resíduos sejam 

normalmente distribuídos. A hipótese nula considera, justamente, que os resíduos se distribuem 

normalmente, e foi o teste empregado neste trabalho. 

 

3.3 DEFINIÇÃO DAS VARIÁVEIS E TRATAMENTO DE DADOS 

 

Os trabalhos de Andrade e Lobão (1997), Schmidt e Lima (2004), Mattos e Lima 

(2005), Viana e Silva (2014) e Silveira (2017) desmembram a demanda total por energia elétrica 

em 3 categorias: demanda residencial, demanda comercial e demanda industrial. Tal divisão 

por setores da economia implica na estimação de um modelo por setor, e na escolha de 

diferentes proxies para as variáveis da Equação (9) para cada um dos casos. O único estudo que 

utiliza a demanda total de energia elétrica é o de Leite (2006). A Tabela 1 resume as variáveis 

utilizadas nos trabalhos citados.  
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Tabela 1 - Proxies utilizadas em outros trabalhos acadêmicos sobre o tema. 

Autor (es) Setor 

Variável 

Renda Tarifa 
Preço de bens 

eletrointensivos 

Andrade e 

Lobão (1997) 
Residencial PIB per capita Média residencial 

IPA-OG – 

Eletrodomésticos 

Schmidt e Lima 

(2004) 

Residencial 
Remuneração real dos 

trab. assalariados 
Média residencial 

IPA-DI – Bens de 

consumo duráveis 

Comercial PIB preços de mercado Média industrial 
IPA-OG – Mat. 

Elétricos 

Industrial PIB preços de mercado Média comercial 

IPA-OG – Máq. e 

equipamentos 

industriais 

Mattos e Lima 

(2005) 
Residencial PIB MG per capita Média residencial 

Índice real do preço 

dos eletrodomésticos 

Leite (2006) Total PIB Média total IGP-DI 

Viana e Silva 

(2014) 
Residencial PIB per capita Média residencial 

IPA-OG – 

Eletrodomésticos 

Silveira (2017) 

Residencial PIB per capita  Média residencial 
IPA-OG – 

Eletrodomésticos 

Comercial PIB serviços Média comercial 
IPA-OG – Mat. 

Elétricos 

Industrial PIB Industrial Média industrial 

IPA-OG – Máq. e 

equipamentos 

industriais 

Fonte: Elaborado pelo autor. 

 

Todos os trabalhos revisados utilizaram-se de dados anuais, e as variáveis relacionadas 

ao PIB foram deflacionadas pelo deflator implícito do IPEA (Instituto de Pesquisa Econômica 

Aplicada), enquanto as séries de tarifas médias e índices de preços foram deflacionados, na 

maioria dos trabalhos, pelo IGP-DI. 

No caso dos veículos elétricos, que podem ter suas baterias recarregadas tanto em 

residências, condomínios residenciais ou eletro-postos comerciais, não há dados disponíveis 

que permitam replicar a mesma divisão da demanda por energia elétrica como é feito 

tradicionalmente. No entanto, considera-se razoável assumir que a demanda industrial de 
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energia elétrica não é afetada pelo uso cotidiano de veículos elétricos, e, portanto, foram 

testados modelos que excluíram a parcela industrial do consumo total de eletricidade. 

Além disso, só existem dados acerca da frota de veículos elétricos a partir de maio de 

2013. Como consequência, e diferentemente de todos os trabalhos anteriores, tomou-se a 

decisão de utilizar dados mensais para que fosse possível obter uma amostra com observações 

suficientes para estimar os modelos. 

Outra consideração importante é a de que o objetivo inicial do trabalho era fazer a 

análise a nível das grandes regiões do país, mas devido à escassez de dados mensais de nível 

regional, como por exemplo o PIB e índices de preço, não houve outra opção a não ser trabalhar 

com os dados nacionais. Também, a série do IPA-OG decomposto em seus componentes 

atualmente só está disponível no site da FGV mediante pagamento, que só pode ser efetuado 

por Pessoas Jurídicas (PJ). 

Dito isso, foram coletados dados de diversas fontes para o período de maio de 2013 

(05/2013) até fevereiro de 2022 (02/2022). A tabela a seguir resume as proxies utilizadas neste 

trabalho. 

 

Tabela 2 - Proxies de cada variável do modelo empírico 
Variável do 

Modelo 
Proxies Fonte (s) 

D 

Consumo total de energia elétrica (MWh) 

Consumo residencial de energia elétrica (MWh) 

Consumo comercial de energia elétrica (MWh) 

ANEEL (2022) 

R PIB mensal a preços de 1995 (R$) FGV (2022) 

T 

Tarifa média total (R$/MWh); 

Tarifa média residencial (R$/MWh); 

Tarifa média comercial (R$/MWh); 

ANEEL (2022) 

PE 

IGP-DI (abr. 2013 = 100) 

IPCA – artigos residenciais (abr. 2013 = 100) 

IPP – Máquinas, aparelhos e materiais elétricos (abr. 2013 = 100) 

FGV (2022); IPEA 

(2022) 

VE 

Veículos elétricos e híbridos (unidades) 

Composição da frota de veículos: razão entre veículos elétricos e 

híbridos sobre veículos à combustão (%) 

SENATRAN (2022) 

PD Variável dummy da pandemia do covid-19 (0 ou 1) Elaborado pelo autor 

Fonte: Elaborado pelo autor. 

 



31 

 

 

Em relação ao tratamento dos dados, as séries IPCA, IPP e de tarifas médias foram 

deflacionadas pelo IGP-DI, e as séries de PIB e consumo de energia elétrica foram 

dessazonalizadas utilizando o software X-13-ARIMA-SEATS3. O processo de 

dessazonalização pode ser dividido em duas etapas gerais: pré-ajuste e ajuste sazonal. O pré-

ajuste consiste em análises iniciais, como detecção de outliers, e permite que o analista forneça 

informações sobre variáveis externas que possam ter impactado a série em determinados 

períodos. Essa primeira etapa termina com o ajuste de um modelo ARIMA aos dados. A 

segunda etapa, a do ajuste sazonal, pode ser feita via médias móveis (suavização exponencial), 

ou então com um modelo SARIMA. O software fornece todas as informações necessárias para 

o analista verificar a validade do modelo SARIMA e gráficos que mostram a série original 

versus a série com ajuste sazonal. 

Por fim, foi incluída uma variável dummy exógena no modelo VAR para controlar 

pelos eventuais efeitos estatisticamente significativos da pandemia do covid-19 sobre a 

demanda de energia elétrica. Analisando as séries de consumo de energia elétrica e PIB, foram 

identificados outliers no período de 6 meses de abril até setembro de 2020, período no qual a 

dummy assumiu o valor 1. Em todos os outros períodos a dummy assumiu valor 0. 

  

 
3O X-13-ARIMA-SEATS teve sua primeira versão lançada em 1967, chamada de X-11, e foi desenvolvido pelo 

United States Census Bureau. Ao longo do tempo, o software recebeu contribuições de pesquisadores canadenses 

e do Banco da Espanha, e hoje é amplamente utilizado para análises de séries temporais, sendo inclusive 

empregado por pesquisadores da FGV (X-13, 2022). 
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4 RESULTADOS E DISCUSSÕES 

 

Nesta seção serão apresentados os resultados das análises estatísticas feitas no decorrer 

do trabalho. A primeira parte se trata das análises gráfica dos dados e testes de estacionariedade, 

a segunda parte aborda tópicos dos modelos estimados e a terceira, e última, parte engloba 

previsões, análises de causalidade, funções de impulso-resposta e decomposição da variância 

dos erros de previsão. 

 

4.1 ANÁLISE DESCRITIVA DOS DADOS 

 

A primeira etapa na análise dos dados consistiu em gerar gráficos das séries para ver 

como as variáveis de interesse evoluíram ao longo do tempo. A Figura 1 e Figura 2 a mostram 

a evolução do consumo de energia elétrica total e também o agregado dos consumos residencial 

e comercial, em GWh, e do PIB à preços de 1995 com suas respectivas séries dessazonalizadas.  

 

Figura 1 - Consumo total, residencial e comercial de energia elétrica de maio de 2013 a abril 

de 2022  

 
Fonte: Elaborado pelo autor a partir de ANEEL (2022). 
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Figura 2 – Produto interno bruto do Brasil a preços constantes de 1995 de maio de 2013 a 

abril de 2022 

 
Fonte: Elaborado pelo autor a partir de FGV (2022). 

 

Nas Figuras acima verifica-se que o ajuste sazonal tem como resultado a atenuação 

das variações da série, deixando-a mais suave, como esperado. Ainda assim, é possível notar 

um período destacado dos demais em 2020, nos meses mais severos da pandemia do covid-19, 

quando as séries tiveram quedas mais significativas e apresentam outliers, e esse é o motivo da 

adição da variável dummy aos modelos VAR. 

As séries de tarifas médias reais, deflacionadas pelo IGP-DI com base 100 em abril de 

2013, apresentaram quedas bastante significativas a partir de 2020, possivelmente por causa da 

alta no próprio índice de inflação, o IGP-DI. 
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Figura 3 – Tarifas médias reais total, residencial e comercial de energia elétrica de maio de 

2013 a abril de 2022 

 

Fonte: Elaborado pelo autor a partir de ANEEL (2022). 

 

A Figura 4 apresenta as séries dos índices de preços IGP-DI, IPCA de artigos 

residenciais e do Índice de Preços ao Produtor (IPP) de máquinas, aparelhos e materiais 

elétricos. 

 

Figura 4 – IGP-DI nominal, IPCA e IPP deflacionados pelo IGP-DI de maio de 2013 a abril 

de 2022. 

 

Fonte: Elaborado pelo autor a partir de FGV (2022); IPEA (2022). 
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Por fim, a Figura 5 traz a série do número de veículos elétricos e híbridos somados, 

desde maio de 2013. Nota-se que, apesar de representarem uma parcela ínfima da frota total 

(cerca de 0,1%), o número desses veículos tem crescido exponencialmente nos últimos anos. 

 

Figura 5 – Número de veículos elétricos e híbridos de maio de 2013 a abril de 2022 

 

Fonte: Elaborado pelo autor a partir de SENATRAN (2022). 

 

Em todas as séries acima mencionadas foi aplicado o logaritmo natural, em razão de 

seu comportamento heteroscedástico, e então computada a primeira diferença. Com exceção da 

série do número de veículos elétricos, todas as séries se mostraram 𝐼(1), ou seja, integradas de 

ordem 1. Isso significa que as séries são estacionárias após transformadas em sua primeira 

diferença. Já no caso da série de veículos elétricos, com base nos testes ADF e KPSS, não se 

pode afirmar que a série é estacionária, mesmo em primeira diferença. Por essa razão, foi 

necessário computar a segunda diferença, e por isso optou-se por transformar todas as demais 

séries também para segunda diferença. Além disso, torna-se impraticável a utilização de 

modelos de Vetores de Correção de Erros (VEC) na sua forma convencional4, como fazem 

 
4 Stock e Watson (1993) publicaram um trabalho com uma metodologia para estimar vetores de cointegração 

para séries integradas de ordem maior do que 1. 
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quase todos os trabalhos acadêmicos desta área. A Tabela 3 resume os resultados dos testes de 

estacionariedade. 

 

Tabela 3 – Testes de estacionariedade com o logaritmo natural da variável de VEs 
 Teste ADF Teste KPSS 

 
Estatística do 

Teste 

Nível de Significância e 

Valor Crítico 

Estatística do 

Teste 

Nível de Significância 

e Valore Crítico 

Primeira 

Diferença 
-1.4388 10% = -1.62 1.2322 1% = 0.739 

Segunda 

Diferença 
-9.9614 1% = -2.58 0.0286 10% = 0.347 

Fonte: Elaborado pelo autor 

 

Na primeira diferença, não se pode se rejeitar a hipótese nula de raiz unitária do teste 

ADF, e também é rejeitada a hipótese nula de estacionariedade do teste KPSS, e, portanto, a 

série do número de veículos elétricos e híbridos não é estacionária. Já na segunda diferença os 

resultados são o exato oposto, e por isso afirma-se que a série é estacionária. Vale mencionar, 

ainda, que a proxy composta pela razão entra a soma dos veículos elétricos e híbridos e veículos 

à combustão apresenta o exato mesmo comportamento: só é estacionária em sua segunda 

diferença.  

Uma vez constatado que todas as séries são estacionárias, torna-se possível, então, a 

estimação dos modelos VAR, tópico que será tratado na seção seguinte. 

 

4.2 RESULTADOS DOS MODELOS VAR 

 

O número total de observações disponíveis na amostra é de 108 (mai. 2013 até abr. de 

2022), sendo que destas foram retiradas 10 observações para avaliar previsões fora da amostra, 

e restaram apenas 98 observações para estimar os modelos. Devido ao número pequeno de 

observações, optou-se por limitar o número máximo de defasagens dos modelos VAR em 7, 

isto é, observações de até 7 meses no passado foram utilizadas para prever valores presentes. 

Tal escolha visa evitar que os graus de liberdade do modelo atinjam números muito baixos. 

As equações dos modelos VAR foram estimadas por MQO, e o número específico de 

defasagens das variáveis endógenas foi escolhido de acordo com o critério de informação de 

Akaike (AIC), e não foram utilizadas defasagens da variável dummy (exógena). Na maioria dos 
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cenários, o melhor número de defasagens, segundo o AIC, foi o máximo permitido, isto é, 7. 

Caso fossem permitidas mais defasagens, haveria modelos que teriam um maior número de 

parâmetros do que graus de liberdade, e, além disso, nos modelos com séries dessazonalizadas 

o melhor número de defasagens é 6, de acordo com o AIC. 

Ademais, foram testadas diversas especificações de modelos utilizando diferentes 

combinações das proxies apresentadas na Tabela 2, além da utilização de séries com ajuste 

sazonal, com transformação em per capita5 e, também, com ou sem a dummy da pandemia do 

covid-19. Os melhores modelos foram obtidos utilizado as proxies de consumo total de 

eletricidade, número de veículos elétricos e híbridos somados e PIB a preços de 1995 e IGP-

DI, e serão os modelos apresentados a seguir. 

A Tabela 4 traz detalhes das regressões do consumo de eletricidade estimadas pelos 

modelos VAR incluindo a variável dummy, e sem ajuste sazonal. São mostrados os coeficientes 

da regressão com seus respectivos erros padrões entre parênteses, e também a significância 

estatística6. A primeira defasagem de uma variável é identificada com o sufixo “.d1”, a segunda 

com o sufixo “.d2”, e assim por diante. Além disso, são trazidas informações dos testes dos 

resíduos, coeficientes de determinação e do AIC. Os modelos VAR são numerados 

sequencialmente, partindo do número 1.  

 
5 Os modelos com especificações per capita tiveram resultados bastante semelhantes aos modelos com a mesma 

especificação, mas com variáveis em seu formato não per capita. Por isso, não serão apresentados nesta seção. 
6 Os três asteriscos “***” representam 99% de confiança, enquanto “**” e “*” representam 95% e 90% de 

confiança, respectivamente. 
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Tabela 4 – Modelos VAR com dummy – regresão da demanda de eletricidade 

Regressores 
Variável Dependente: 𝐷𝑡 

Modelo 1 Modelo 2 Modelo 3 Modelo 4 

D.d1 -0.7634*** (0.1302) -0.8413*** (0.1216) -0.7501*** (0.1246) -0.7954*** (0.1248) 

VE.d1 0.4909* (0.2558) 0.4066 (0.2466) 0.5704** (0.2428) 0.4643* (0.2478) 

R.d1 0.0815 (0.1123) 0.0438 (0.1056) -0.0065 (0.1017) 0.0917 (0.1086) 

T.d1 -0.1104 (0.1223) - - 0.0064 (0.1201) 

PE.d1 -1.1776** (0.4689) - -0.7831* (0.4068) - 

D.d2 -0.2599* (0.1505) -0.4198*** (0.1508) -0.2557* (0.1436) -0.3668** (0.1548) 

VE.d2 -0.2085 (0.2623) 0.0661 (0.257) -0.262 (0.2546) 0.0173 (0.2543) 

R.d2 -0.4897*** (0.1509) -0.445*** (0.1426) -0.5185*** (0.1421) -0.3956*** (0.1465) 

T.d2 0.1279 (0.134) - - 0.0284 (0.1325) 

PE.d2 0.0885 (0.4807) - 0.0895 (0.4317) - 

D.d3 -0.2025 (0.1468) -0.3086** (0.1456) -0.2727* (0.1392) -0.2802* (0.1472) 

VE.d3 0.6909** (0.2609) 0.5119* (0.2612) 0.6418** (0.2506) 0.5378** (0.2634) 

R.d3 -0.6028*** (0.1971) -0.5611*** (0.1815) -0.6165*** (0.1832) -0.4666** (0.1855) 

T.d3 0.0271 (0.1404) - - 0.079 (0.1427) 

PE.d3 -0.0876 (0.5358) - 0.2361 (0.4806) - 

D.d4 -0.4201*** (0.1516) -0.4208*** (0.1463) -0.4561*** (0.1438) -0.3527** (0.1486) 

VE.d4 -0.0968 (0.2704) -0.0369 (0.2672) -0.056 (0.2577) -0.0088 (0.2714) 

R.d4 -0.5169** (0.2088) -0.5202** (0.1976) -0.4765** (0.1983) -0.5008** (0.1985) 

T.d4 0.1847 (0.1503) - - 0.2078 (0.1467) 

PE.d4 -0.2868 (0.4988) - -0.5372 (0.4632) - 

D.d5 -0.4181** (0.1631) -0.4525*** (0.1526) -0.4594*** (0.1556) -0.3617** (0.1546) 

VE.d5 0.0028 (0.2618) 0.0532 (0.2703) 0.0351 (0.252) 0.0103 (0.2737) 

R.d5 -0.3225* (0.1859) -0.2784 (0.1791) -0.2751 (0.1759) -0.2442 (0.18) 

T.d5 -0.0774 (0.1529) - - -0.0966 (0.1516) 

PE.d5 -0.0277 (0.5034) - 0.1763 (0.455) - 

D.d6 -0.3255** (0.1556) -0.3062** (0.1449) -0.2927* (0.151) -0.3061** (0.1438) 

VE.d6 -0.5224* (0.2708) -0.6723** (0.2743) -0.4435* (0.2603) -0.6934** (0.2794) 

R.d6 -0.0801 (0.1464) -0.0852 (0.1408) -0.0499 (0.1385) -0.079 (0.1408) 

T.d6 -0.0546 (0.1521) - - 0.0806 (0.146) 

PE.d6 -1.1555*** (0.4316) - -1.1952*** (0.4065) - 

D.d7 -0.0835 (0.1238) -0.1639 (0.1154) -0.0702 (0.118) -0.1069 (0.1167) 

VE.d7 0.0029 (0.2856) 0.0462 (0.291) 0.065 (0.273) 0.1358 (0.2974) 

R.d7 0.294*** (0.0974) 0.2665*** (0.0989) 0.28*** (0.0936) 0.2829*** (0.0993) 

T.d7 -0.0936 (0.1369) - - -0.2007 (0.132) 

PE.d7 -0.0646 (0.4556) - 0.1846 (0.4231) - 

const -0.0028 (0.0026) -0.0032 (0.0027) -0.0033 (0.0025) -0.0029 (0.0027) 

PD 0.0398*** (0.0146) 0.0337** (0.014) 0.0414*** (0.0143) 0.0308** (0.0139) 

AIC -398.79 -391.66 -403.67 -390.91 

R² 81% 71% 79% 75% 

R² ajustado 67% 62% 68% 63% 

p-valor Breusch-Godfrey 

LM 
0.0037 2.00E-04 0.0232 0.0111 

p-valor ARCH 0.1959 0.6316 0.1489 0.2435 

p-valor Jarque-Bera 0.1598 0.9195 0.1337 0.9552 

Fonte: Elaborado pelo autor. 

 

A partir da Tabela 4 é possível visualizar que existem no mínimo duas defasagens da 

variável de veículos elétricos em cada um dos modelos VAR que são estatisticamente 
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significantes para prever a demanda por energia elétrica. Vale, ainda, mencionar que o 

coeficiente estimado, na maioria das vezes, pouco muda de uma regressão para outra, 

evidenciando certo grau de estabilidade, mesmo quando são adicionadas ou removidas outras 

variáveis da regressão. Outra importante observação é a de que os coeficientes da dummy são 

significantes em todos os modelos. 

Em termos dos sinais dos parâmetros, pelo fato de que as variáveis estão em segunda 

diferença, é difícil interpretar o impacto que uma tem em outra e avaliar se os coeficientes estão 

dentro do esperado pela teoria. Uma outra tentativa de investigar as relações entre as variáveis, 

será apresentada, mais adiante, na seção que trata das funções de impulso-resposta. 

Na parte inferior da tabela, pode-se ver que o teste de Breusch-Godfrey LM indica que 

há autocorrelação de resíduos, e como consequência, os coeficientes estimados não são os mais 

eficientes. Por fim, de acordo com o AIC, o melhor modelo foi o modelo 3, que remove da 

equação a tarifa média de eletricidade, o que faz sentido estatístico, visto que nenhuma das 

defasagens da tarifa média foi significante em nenhum dos modelos. Esse resultado, no entanto, 

é contrário à teoria econômica, mas já foi observado em outros estudos como o de Silveira 

(2017). 

A Tabela 5 traz o diagnóstico no modelo VAR como um todo, levando em conta as 

demais regressões do modelo, e não somente a regressão da demanda por energia elétrica. Para 

avaliação dos resíduos são utilizados os mesmos testes, mas na sua versão multivariada, que 

considera os resíduos de todas as regressões. 

 

Tabela 5 – Diagnósticos dos modelos 1-4 

 Modelo 1 Modelo 2 Modelo 3  Modelo 4 

Estabilidade Estável Estável Estável Estável 

p-valor Breusch-Godfrey LM 0 1.00E-04 0 0 

p-valor ARCH 1 0.5765 1 1 

p-valor Jarque-Bera 0.2489 0.363 0.4799 0.0997 

MAPE - 𝐷𝑡+1 até 𝐷𝑡+10  2.68% 7.01% 6.62% 5.37% 

Fonte: Elaborado pelo autor. 

 

Todos os modelos VAR são estáveis, possuem resíduos homoscedásticos e 

normalmente distribuídos, mas autocorrelacionados. O modelo que apresentou a melhor 

capacidade preditiva foi o modelo 1, o que mostra que o AIC penaliza este modelo pela maior 
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chance de ocorrer overfitting, e prefere o modelo 3, mesmo que este apresente a segunda pior 

capacidade preditiva dentre os quatro apresentados. 

Em seguida é trazido o modelo com as mesmas proxies e especificações, mas desta 

vez as séries de PIB e consumo de eletricidade estão com ajuste sazonal. 

 

Tabela 6 – Modelos VAR com dummy e ajuste sazonal – regressão da demanda de 

eletricidade 

Regresores 
Variável Dependente: 𝐷𝑡 

Modelo 5 Modelo 6 Modelo 7 Modelo 8 

D.d1 -1.3398*** (0.1319) -1.3835*** (0.1321) -1.3526*** (0.1274) -1.3628*** (0.1327) 

VE.d1 0.2753 (0.1651) 0.2849 (0.1712) 0.3087* (0.1658) 0.2602 (0.1614) 

R.d1 0.5436*** (0.1596) 0.4247*** (0.1543) 0.5296*** (0.1506) 0.4447*** (0.1545) 

T.d1 -0.1919** (0.0778) - - -0.184** (0.0794) 

PE.d1 -0.5532** (0.276) - -0.4209 (0.2714) - 

D.d2 -1.4509*** (0.2282) -1.4594*** (0.217) -1.4045*** (0.2136) -1.5134*** (0.2216) 

VE.d2 -0.0869 (0.1665) 0.0731 (0.1719) -0.1483 (0.1707) 0.0867 (0.1613) 

R.d2 0.6184*** (0.2184) 0.5423** (0.2114) 0.6306*** (0.2073) 0.5602** (0.213) 

T.d2 -0.1419 (0.0863) - - -0.1817** (0.0875) 

PE.d2 -0.108 (0.3014) - -0.2027 (0.2959) - 

D.d3 -1.1833*** (0.3001) -1.1175*** (0.2651) -1.1339*** (0.2705) -1.2255*** (0.2793) 

VE.d3 0.5806*** (0.1727) 0.4144** (0.1812) 0.4848*** (0.1729) 0.5003*** (0.1747) 

R.d3 0.4346 (0.3013) 0.2542 (0.273) 0.4008 (0.2719) 0.3406 (0.2852) 

T.d3 -0.117 (0.0928) - - -0.0872 (0.0928) 

PE.d3 -0.0263 (0.3142) - 0.1075 (0.3118) - 

D.d4 -0.8769*** (0.3112) -0.7304*** (0.2609) -0.8687*** (0.2749) -0.7811*** (0.2814) 

VE.d4 -0.0773 (0.1782) -0.0952 (0.1844) -0.0973 (0.1755) -0.0648 (0.1805) 

R.d4 0.1355 (0.3222) -0.0369 (0.2752) 0.2439 (0.2847) -0.0568 (0.2932) 

T.d4 0.0393 (0.0931) - - 0.0697 (0.0906) 

PE.d4 -0.403 (0.2996) - -0.6191** (0.2923) - 

D.d5 -0.5729** (0.2426) -0.4793** (0.2068) -0.6608*** (0.2177) -0.4059* (0.2213) 

VE.d5 -0.112 (0.1724) -0.2022 (0.1762) -0.1417 (0.1698) -0.1633 (0.1704) 

R.d5 -0.181 (0.2547) -0.2487 (0.2164) -0.0738 (0.2225) -0.3304 (0.2317) 

T.d5 -0.1305 (0.0878) - - -0.1238 (0.0853) 

PE.d5 0.0251 (0.268) - 0.1076 (0.2697) - 

D.d6 -0.2681* (0.1366) -0.1548 (0.1239) -0.3119** (0.1271) -0.1557 (0.1318) 

VE.d6 -0.6016*** (0.1697) -0.6588*** (0.1726) -0.5049*** (0.1668) -0.7413*** (0.1675) 

R.d6 -0.0437 (0.1753) -0.1751 (0.1504) 0.0783 (0.1593) -0.2393 (0.1586) 

T.d6 -0.0053 (0.0827) - - 0.0532 (0.0807) 

PE.d6 -0.7002** (0.2772) - -0.8637*** (0.2777) - 

const -0.0015 (0.0016) -0.0015 (0.0018) -0.0013 (0.0017) -0.0016 (0.0017) 

PD 0.0246** (0.0097) 0.0216** (0.0099) 0.0237** (0.01) 0.0217** (0.0094) 

AIC -485.48 -472.65 -481.15 -481.84 

R² 84% 76% 81% 81% 

R² ajustado 75% 69% 73% 73% 

p-valor Breusch-Godfrey 

LM 
0.1134 0.3584 0.2415 0.3 

p-valor ARCH 0.6326 0.8103 0.9098 0.876 

p-valor Jarque-Bera 0.529 0.3486 0.8365 0.4699 

Fonte: Elaborado pelo autor. 
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Um dos resultados mais notáveis da estimação dos modelos com variáveis 

dessazonalizadas é o de que as regressões de demanda por energia elétrica se ajustam 

relativamente melhor aos dados. Além disso, não apresentam o problema da autocorrelação e o 

critério de Akaike é melhor em comparação com os modelos sem ajuste sazonal. Ainda, de 

acordo com o AIC, o modelo 5 é o melhor. 

No que tange aos coeficientes, menos coeficientes da variável de veículos elétricos 

apresentam significância estatística, mas, novamente, geralmente não apresentam mudanças 

significativas de uma regressão para outra, indicando certo grau de estabilidade. Ainda, os 

coeficientes da variável dummy são significantes em todos os modelos. 

Na Tabela 7, é apresentado o conjunto de avaliações realizadas para o diagnóstico dos 

modelos. 

 

Tabela 7 – Diagnósticos dos modelos 5-8 

 Modelo 5  Modelo 6 Modelo7 Modelo 8 

Estabilidade Estável Estável Estável Estável 

p-valor Breusch-Godfrey 

LM  0 2.00E-04 3.00E-04 0.0249 

p-valor ARCH 1 0.8977 1 1 

p-valor Jarque-Bera 0 0 0 0 

MAPE - 𝐷𝑡+1 até 𝐷𝑡+10  2.33% 2.60% 2.40% 2.50% 

Fonte: Elaborado pelo autor. 

 

Desta vez, o melhor modelo indicado pelo AIC é também o modelo que apresenta as 

melhores previsões. No entanto, quando avaliado o conjunto de equações desses modelos VAR, 

nota-se que há problemas de autocorrelação, que indicam que a variância dos parâmetros 

estimados possivelmente é maior do que se espera, e também de não normalidade de resíduos, 

que indica que os intervalos de confiança estimados podem não ser confiáveis. Vale ressaltar 

que a regressão de demanda por energia elétrica, isoladamente, não sofre desses problemas, 

como indicam os resultados dos testes na Tabela 6. Lütkepohl (2006) argumenta que, se o 

objetivo da pesquisa é realizar previsões, a autocorrelação não necessariamente é um problema, 

o que vai de encontro com os resultados apresentados pelo modelo 5. Em relação à normalidade 

de resíduos, Gujarati e Porter (2008) colocam que em determinados casos uma amostra com 

mais de 20 observações já não é significativamente afetada pela não normalidade de resíduos, 

enquanto em outros casos podem ser necessárias mais de 160 observações. Mas, de qualquer 
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forma, a não normalidade de resíduos não necessariamente afeta previsões, mas sim os 

intervalos de confiança estimados. 

 

Tabela 8 – Modelos VAR sem dummy – regressão da demanda de eletricidade 

Regressores 
Variável Dependente: 𝐷𝑡 

Modelo 9 Modelo 10 Modelo 11 Modelo 12 

D.d1 -0.6515*** (0.1308) -0.7487*** (0.1194) -0.6325*** (0.1247) -0.7121*** (0.1229) 

VE.d1 0.4241 (0.2696) 0.3215 (0.2526) 0.5052* (0.2561) 0.3846 (0.2531) 

R.d1 0.0934 (0.1188) 0.0814 (0.1081) 0.0055 (0.1076) 0.1321 (0.1105) 

T.d1 -0.1142 (0.1295) - - -0.0134 (0.1236) 

PE.d1 -0.8115* (0.4756) - -0.3813 (0.4048) - 

D.d2 -0.1604 (0.1546) -0.2965** (0.1469) -0.1555 (0.1476) -0.2587* (0.1516) 

VE.d2 -0.3391 (0.273) -0.0922 (0.2572) -0.4074 (0.2643) -0.1206 (0.2545) 

R.d2 -0.4788*** (0.1597) -0.4044*** (0.1466) -0.5057*** (0.1505) -0.3529** (0.1499) 

T.d2 0.1193 (0.1419) - - 0.0314 (0.1368) 

PE.d2 0.4786 (0.4859) - 0.4978 (0.432) - 

D.d3 -0.1536 (0.1543) -0.2124 (0.145) -0.2213 (0.1462) -0.1901 (0.1461) 

VE.d3 0.5229* (0.2684) 0.3206 (0.2576) 0.4609* (0.257) 0.3813 (0.262) 

R.d3 -0.5258** (0.2065) -0.4534** (0.1821) -0.5335*** (0.1916) -0.368* (0.1859) 

T.d3 0.03 (0.1487) - - 0.081 (0.1473) 

PE.d3 0.3728 (0.5384) - 0.7231 (0.4766) - 

D.d4 -0.3568** (0.1586) -0.3077** (0.1434) -0.3889** (0.1503) -0.2496* (0.1457) 

VE.d4 -0.3242 (0.2722) -0.2462 (0.2616) -0.2991 (0.258) -0.1971 (0.2661) 

R.d4 -0.4275* (0.2183) -0.3929* (0.1971) -0.3761* (0.2068) -0.3894* (0.1982) 

T.d4 0.1976 (0.159) - - 0.223 (0.1513) 

PE.d4 0.1139 (0.5046) - -0.1488 (0.4694) - 

D.d5 -0.3581** (0.1711) -0.351** (0.1519) -0.3979** (0.1632) -0.2648* (0.1531) 

VE.d5 -0.2521 (0.2589) -0.2161 (0.2547) -0.2206 (0.2498) -0.2367 (0.258) 

R.d5 -0.2275 (0.1933) -0.1611 (0.1784) -0.1711 (0.1823) -0.1437 (0.1798) 

T.d5 -0.0988 (0.1617) - - -0.1111 (0.1563) 

PE.d5 0.2812 (0.5192) - 0.5139 (0.4657) - 

D.d6 -0.2856* (0.164) -0.2286 (0.1462) -0.2467 (0.1591) -0.2377 (0.145) 

VE.d6 -0.7918*** (0.2669) -0.8997*** (0.2666) -0.7137*** (0.2573) -0.914*** (0.2695) 

R.d6 -0.0047 (0.1522) -0.0074 (0.1418) 0.029 (0.1439) -0.0104 (0.1418) 

T.d6 -0.0695 (0.161) - - 0.0562 (0.1502) 

PE.d6 -0.9089** (0.4468) - -0.9463** (0.4207) - 

D.d7 -0.0898 (0.131) -0.1452 (0.1192) -0.0765 (0.1249) -0.0937 (0.1203) 

VE.d7 -0.1712 (0.2948) -0.1285 (0.2918) -0.1188 (0.2812) -0.0268 (0.2974) 

R.d7 0.3334*** (0.102) 0.31*** (0.1007) 0.3239*** (0.0979) 0.3237*** (0.1007) 

T.d7 -0.0913 (0.1449) - - -0.2118 (0.1362) 

PE.d7 0.1809 (0.4728) - 0.4457 (0.4378) - 

const -3e-04 (0.0025) -6e-04 (0.0026) -8e-04 (0.0025) -5e-04 (0.0026) 

AIC -388.92 -386.16 -393.93 -385.79 

R² 78% 69% 76% 73% 

R² ajustado 63% 59% 64% 61% 

p-valor Breusch-

Godfrey LM 
1.00E-04 1.00E-04 8.00E-04 0.002 

p-valor ARCH 0.4677 0.5978 0.1173 0.4279 

p-valor Jarque-Bera 0.2323 0.6306 0.1463 0.8242 

Fonte: Elaborado pelo autor. 
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A Tabela 8 traz os detalhes das regressões de demanda por energia elétrica dos 

modelos VAR estimados, desta vez, sem a variável exógena (dummy). Em termos do AIC e dos 

coeficientes de determinação, os modelos sem dummy, comparados aos seus pares idênticos 

com dummy, são piores. No que diz respeito aos coeficientes, a remoção da dummy teve pouco 

impacto, e mesmo é verdade no contexto dos testes dos resíduos, que também apresentam o 

problema de autocorrelação. Em relação ao parâmetro de maior interesse, o de veículos 

elétricos, há menos defasagens estatisticamente significantes, e há relativamente maior 

variabilidade nas estimavas do coeficiente, quando comparando com os demais modelos VAR 

apresentados até então.  

Finalmente, vale mencionar que a remoção da dummy não impactou a escolha do 

modelo de acordo com o AIC, que mantém o melhor score no modelo que não utiliza a variável 

de tarifa média (modelo 11), assim como foi feito com os modelos 1-4. 

 

Tabela 9 – Diagnósticos dos modelos 9-12 

 Modelo 9 Modelo 10 Modelo 11 Modelo 12 

Estabilidade Estável Estável Estável Estável 

p-valor Breusch-Godfrey LM 0 0 1.00E-04 0 

p-valor ARCH 1 0.2605 1 1 

p-valor Jarque-Bera 0.3468 0.1606 0.541 0.1028 

MAPE - 𝐷𝑡+1 até 𝐷𝑡+10 4.57% 8.04% 9.73% 5.98% 

Fonte: Elaborado pelo autor. 

 

A Tabela 9 de diagnóstico dos modelos VAR indica que a capacidade preditiva se 

deteriorou em razão da exclusão da variável dummy. Além disso, há, novamente, o problema 

da autocorrelação quando analisado o conjunto de equações dos modelos VAR. 

Por fim, a Tabela 10 apresenta os resultados das regressões de demanda por energia 

elétrica dos modelos VAR estimados sem dummy e com ajuste sazonal. 
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Tabela 10 – Modelos VAR sem dummy e com ajuste sazonal – regressão da demanda de 

eletricidade 

Regressores 
Variável Dependente: 𝐷𝑡 

Modelo 13 Modelo 14 Modelo 15 Modelo 16 

D.d1 -1.262*** (0.1339) -1.4047*** (0.1437) -1.2881*** (0.1287) -1.2977*** (0.1338) 

VE.d1 0.2155 (0.1707) 0.1407 (0.175) 0.2575 (0.1701) 0.1804 (0.1627) 

R.d1 0.6531*** (0.1605) 0.5703*** (0.149) 0.6342*** (0.149) 0.566*** (0.15) 

T.d1 -0.1796** (0.0811) - - -0.1695** (0.0817) 

PE.d1 -0.4438 (0.2848) - -0.2981 (0.2756) - 

D.d2 -1.3349*** (0.2335) -1.5371*** (0.2472) -1.3126*** (0.2173) -1.4146*** (0.2244) 

VE.d2 -0.1721 (0.1703) -0.0717 (0.1764) -0.2334 (0.1726) -0.0037 (0.1615) 

R.d2 0.6701*** (0.2272) 0.7797*** (0.229) 0.7009*** (0.2122) 0.6377*** (0.2171) 

T.d2 -0.113 (0.0893) - - -0.1515* (0.0894) 

PE.d2 0.0801 (0.3051) - -0.0414 (0.2979) - 

D.d3 -1.0464*** (0.3084) -1.2797*** (0.3138) -1.0285*** (0.2761) -1.0858*** (0.2815) 

VE.d3 0.4682*** (0.1743) 0.3383* (0.1789) 0.381** (0.173) 0.3883** (0.1732) 

R.d3 0.5038 (0.3134) 0.5845* (0.3119) 0.4834* (0.279) 0.4563 (0.2898) 

T.d3 -0.0992 (0.0966) - - -0.0739 (0.0956) 

PE.d3 0.2106 (0.3133) - 0.352 (0.3044) - 

D.d4 -0.7686** (0.3221) -0.9254*** (0.3247) -0.7819*** (0.2819) -0.6541** (0.2849) 

VE.d4 -0.2437 (0.173) -0.1737 (0.182) -0.2436 (0.1699) -0.2327 (0.1705) 

R.d4 0.2123 (0.3351) 0.352 (0.3293) 0.3371 (0.2918) 0.0503 (0.2989) 

T.d4 0.0563 (0.097) - - 0.0913 (0.093) 

PE.d4 -0.2467 (0.3063) - -0.4825 (0.2965) - 

D.d5 -0.5139** (0.2523) -0.764** (0.3039) -0.6145*** (0.2244) -0.3253 (0.2256) 

VE.d5 -0.2418 (0.172) -0.3385* (0.1811) -0.272 (0.1662) -0.2662 (0.1697) 

R.d5 -0.0769 (0.2626) 0.1698 (0.311) 0.0308 (0.2257) -0.2149 (0.2335) 

T.d5 -0.1369 (0.0917) - - -0.1276 (0.088) 

PE.d5 0.1647 (0.274) - 0.2581 (0.2712) - 

D.d6 -0.2319 (0.1419) -0.37 (0.2261) -0.2759** (0.1306) -0.1075 (0.1344) 

VE.d6 -0.7088*** (0.1717) -0.7957*** (0.1803) -0.5999*** (0.1675) -0.835*** (0.1678) 

R.d6 0.051 (0.1789) 0.1506 (0.2326) 0.1653 (0.1604) -0.1399 (0.1576) 

T.d6 0.0076 (0.0862) - - 0.0658 (0.0831) 

PE.d6 -0.5929** (0.2862) - -0.7657*** (0.2841) - 

const 1e-04 (0.0016) 0 (0.0017) 1e-04 (0.0016) 0 (0.0016) 

AIC -478.07 -463.19 -475.61 -476.68 

R² 82% 76% 79% 79% 

R² ajustado 73% 68% 71% 71% 

p-valor Breusch-

Godfrey LM 
0.1336 0.2341 0.2449 0.1892 

p-valor ARCH 0.5283 0.4809 0.7362 0.7804 

p-valor Jarque-Bera 0.5102 0.9787 0.5728 0.5834 

Fonte: Elaborado pelo autor. 

 

Os resultados desses modelos VAR reforçam a constatação de que dessazonalizar as 

séries tem como efeito o melhor ajuste do modelo aos dados, e melhores critérios de Akaike. 

No entanto, quando esses modelos são comparados aos seus pares idênticos que contém a 

variável dummy, tanto ajuste quanto AIC são relativamente piores. Em relação aos coeficientes, 
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há poucas defasagens da variável de veículos elétricos que são significantes, mas na maioria 

dos casos o coeficiente demonstra certo grau de estabilidade entre uma regressão e outra. 

 

Tabela 11 – Diagnósticos dos modelos 13-16 

 Modelo 13 Modelo 14 Modelo 15 Modelo 16 

Estabilidade Estável Estável Estável Estável 

p-valor Breusch-Godfrey LM 3.00E-04 0.0121 0.0212 0.0174 

p-valor ARCH 1 0.2822 1 1 

p-valor Jarque-Bera 0 0 0 0 

MAPE - 𝐷𝑡+1 até 𝐷𝑡+10 2.80% 3.21% 3.06% 2.93% 

Fonte: Elaborado pelo autor. 

 

Por fim, a última tabela de diagnósticos dos modelos VAR reforça a constatação de 

que a exclusão da variável dummy deteriora previsões, e pouco não tem efeito significativo para 

com os problemas de autocorrelação e normalidade de resíduos. 

De modo geral, os resultados apresentados nesta seção trazem evidências para 

acreditar que a variável dummy contribui positivamente para o modelo. Além disso, apesar de 

existirem problemas de autocorrelação e não normalidade de resíduos quando analisado o 

conjunto de equações de alguns dos modelos VAR apresentados, a análise da regressão de 

demanda por energia elétrica isolada fornece indícios de que pode existir uma relação 

significativa entre os veículos elétricos e a demanda por energia elétrica, e os coeficientes 

daquela variável se mostraram relativamente estáveis, na maioria dos casos, frente às adições 

ou remoções de outras variáveis no modelo.  

Para dar continuidade à análise dos modelos VAR, foram escolhidos os melhores 

modelos dentre aqueles com ajuste sazonal e sem ajuste sazonal, de acordo com o AIC. O 

modelo 3 apresenta AIC da regressão de demanda por energia elétrica de -403,67, enquanto o 

modelo 5 possui AIC de -485,48, e é o melhor critério dentre o total de 16 modelos 

apresentados. Ambos os modelos possuem a dummy em sua especificação, e serão exploradas 

suas relações de causalidade, impulso-resposta e decomposição da variância do erro de previsão 

na próxima seção. 
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4.3 PREVISÕES E DEMAIS ANÁLISES DOS MODELOS VAR 

 

Os estudos mencionados no decorrer deste trabalho que utilizaram ou modelos VAR 

ou VAR-VECM para modelar a demanda por energia elétrica, como Andrade e Lobão (1997), 

Schmidt e Lima (2004), Mattos e Lima (2005), Viana e Silva (2014) e Silveira (2017), tinham 

como principal objetivo prever a demanda por energia elétrica, e não foi direcionado muito foco 

para relações entre as variáveis. Por isso, não há base comparativa na literatura para uma a 

maioria das análises apresentadas nesta seção. 

O primeiro aspecto a ser analisado é a capacidade de previsão fora da amostra dos 

modelos. O que pode-se observar na Figura 6 na Figura 7 é essencialmente o que se espera ao 

olhar o MAPE dos modelos: o MAPE do modelo 3 é de 6,62%, enquanto o MAPE do modelo 

5 é de apenas 2,33%. No gráfico da Figura 6 nota-se que as previsões do modelo 3 apresentam 

uma tendência de queda não existente nos dados reais. Isso significa que a cada novo período 

adicional que a série é prevista, a qualidade das estimativas cai significativamente por estar se 

afastando da série real. Já o modelo 5, cujas previsões estão, aparentemente, próximas ao nível 

e tendência da série original, possivelmente geram boas estimativas por períodos relativamente 

mais longos. 

 

Figura 6 – Previsões da demanda total de energia elétrica do modelo 3 de julho de 2021 até 

março de 2022 

 

Fonte: Elaborado pelo autor. 
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Figura 7 – Previsões da demanda total de energia elétrica do modelo 5 de julho de 2021 até 

março de 2022 

 
Fonte: Elaborado pelo autor. 

 

Para fins de comparação da capacidade preditiva dos modelos VAR com outros 

modelos estimados por autores já citados no decorrer deste trabalho, foi criada a Tabela 12, que 

traz o indicador do erro de médio absoluto de previsão MAPE. Nota-se que o modelo 5 

apresentou melhores resultados nas previsões fora da amostra do que qualquer outro modelo 

apresentado por outro estudo. 

 

Tabela 12 – Comparação do MAPE com outros estudos 
Autor (es) Método Periodicidade Período de Previsão Setor MAPE 

Leite (2006) VAR-VEC Anual 2003-2005 Total 5,5% 

Silveira (2017) VAR-VEC Anual 2015 

Residencial 3,33% 

Comercial 4,78% 

Industrial 6,8% 

Nunes (2019) 

VAR-VEC Anual 2011-2017 

Residencial 9,51% 

Comercial 7,11% 

Industrial 18,7% 

VAR 

  Residencial 5,91% 

Anual 2011-2017 Comercial 7,57% 

  Industrial 32,21% 

Fonte: Elaborado pelo autor. 

0

5

10

15

20

25

30

35

40

45

50

1/
20
18

3/
20
18

5/
20
18

7/
20
18

9/
20
18

11
/2
01
8

1/
20
19

3/
20
19

5/
20
19

7/
20
19

9/
20
19

11
/2
01
9

1/
20
20

3/
20
20

5/
20
20

7/
20
20

9/
20
20

11
/2
02
0

1/
20
21

3/
20
21

5/
20
21

7/
20
21

9/
20
21

11
/2
02
1

1/
20
22

3/
20
22

T
W

h

Consumo Total Consumo Total - previsão



48 

 

 

Em se tratando de analisar as relações entre as variáveis, os modelos VAR são 

dinâmicos, isto é, são modelos que consideram informações de vários momentos diferentes no 

tempo para gerar suas estimativas. E, por isso, buscar entender quais variáveis precedem outras, 

no sentido temporal, é essencial na análise desses modelos. Tendo como “causa” a variável dos 

veículos elétricos, a Tabela 13 mostra os resultados dos testes de não-causalidade de Granger e 

de causalidade instantânea dos modelos 3 e 5, enquanto a Tabela 14 apresenta os mesmos 

resultados, mas com a “causa” sendo o consumo,  de energia elétrica. 

 

Tabela 13 – Testes de não-causalidade de Granger e causalidade instantânea – veículos 

elétricos 

 Modelo 3 Modelo 5 

 Defasagens p-valor Defasagens p-valor 

Não-causalidade de Granger 7 0.00568 6 4.13e-05 

Causalidade Instantânea 1 0.0987 1 0.00666 

Fonte: Elaborado pelo autor. 

 

Tabela 14 – Testes de não-causalidade de Granger e causalidade instantânea – consumo de 

energia elétrica 

 Modelo 3 Modelo 5 

 Defasagens p-valor Defasagens p-valor 

Não-causalidade de Granger 7 0.00317 6 0.013 

Causalidade Instantânea 1 0.0292 1 0.00222 

Fonte: Elaborado pelo autor. 

 

Ambos os testes assumem como hipótese nula que não existe relação causal entre as 

variáveis. As defasagens do teste de Granger são iguais à ordem do modelo VAR, e a 

causalidade instantânea utiliza é avaliada com uma das variáveis 1 período à frente das demais. 

A única hipótese nula que não pôde ser rejeitada com 95% de confiança, mas sim com 90%, foi 

a do teste de causalidade instantânea do modelo 3, tendo como “causa” a variável dos veículos 

elétricos. Assim, podemos concluir que há evidências para acreditar que existe causalidade 

instantânea entre as variáveis dos modelos, e tanto a variável de veículos elétricos quanto a 

variável de consumo de eletricidade causam, no sentido de Granger, as demais variáveis. 
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Em relação às funções de impulso-resposta, foram plotados nos gráficos também os 

intervalos de confiança (linhas tracejadas em vermelho). Na Figura 8, nota-se que a relação 

entre o número de veículos elétricos e o consumo de eletricidade não pôde ser estimada 

consistentemente, visto que o zero está dentro do intervalo de confiança. No entanto, o fato de 

que as séries estão em segunda diferença pode ser a causa do comportamento cíclico, além de 

que a interação entre as séries não é intuitiva, pois elas não estão em nível. Uma evidência que 

apoia essa constatação é a de que até mesmo o PIB, que é uma variável amplamente conhecida 

na literatura e que é correlacionada com a demanda por energia elétrica, apresenta um padrão 

muito semelhante na sua função e impulso resposta na Figura 9. A interpretação mais acurada 

para esses gráficos é a de que, um choque unitário na segunda diferença da variável em questão 

(veículos elétricos ou PIB), há um impacto entre, aproximadamente, -0.015 e 0.015 unidades 

no consumo de energia elétrica no caso dos veículos elétricos, ou então entre, 

aproximadamente, -0.010 e 0.010 no caso no PI. Em termos práticos, essa informação não tem 

grande valor. 

 

Figura 8 – Função de Impulso-Resposta do modelo 3 - Veículos Elétricos 

 
Fonte: Elaborado pelo autor. 
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Figura 9 – Função de Impulso-Resposta do modelo 3 - PIB real a preços constantes de 1995 

 
Fonte: Elaborado pelo autor. 

 

Vale mencionar, ainda que por volta dos 30 meses após o choque ter ocorrido, o 

impacto na demanda por energia elétrica já está perto de ser completamente dissipado. O 

mesmo padrão visto nos gráficos anteriores pode ser visto na Figura 10, que trata do impacto 

dos veículos elétricos na consumo de energia elétrica no modelo 5. 
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Figura 10 – Função de Impulso-Resposta do modelo 5 - Veículos Elétricos 

 
Fonte: Elaborado pelo autor. 

 

Por fim, são mostradas as figuras da decomposição da variância do erro de previsão 

do consumo de eletricidade. Em ambos os casos o comportamento está dentro do que se espera: 

a própria variável explica sua variância nos primeiros períodos, e ao longo do tempo as demais 

variáveis passam a ter um papel mais significativo. 

 

 

Figura 11 – Decomposição da variância do erro de previsão do modelo 3 – demanda de 

eletricidade 

 

Fonte: Elaborado pelo autor 
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Figura 12 – Decomposição da variância do erro de previsão do modelo 5 – demanda de 

eletricidade 

 

Fonte: Elaborado pelo autor. 

 

Ao final das análises dos resultados, pode-se afirmar que o modelo 5 apresentou bom 

poder preditivo, superando modelos de outros estudos da área, e levando em conta informações 

dos veículos elétricos nas suas previsões. Ainda, existem razões para acreditar que pode existir 

uma relação entre as variáveis de veículos elétricos e a consumo de energia elétrica. Os testes 

de causalidade fora indicam precedência temporal e causalidade instantânea, a decomposição 

da variância indica que a parte da variabilidade da demanda por energia elétrica pode ser 

explicada pelos veículos elétricos, mas as funções de impulso-resposta, que seriam cruciais para 

essa análise, acabam por ter seu potencial limitado pelas condições dos dados, tamanho da 

amostra, e a necessidade de transformar as séries em segunda diferença. 

Em suma, é plausível acreditar que exista um impacto dos veículos elétricos na 

demanda por energia elétrica, mas os modelos estimados a partir dos métodos apresentados 

neste trabalho não foi capaz de medi-lo de forma consistente. 
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5 CONSIDERAÇÕES FINAIS 

 

Estre trabalho buscou utilizar dos métodos amplamente difundidos na literatura de 

modelagem da demanda por energia elétrica para estimar o impacto que a difusão de veículos 

elétricos pode causar no consumo de eletricidade. Objetivo, este, que surgiu a partir da 

percepção de que o tema é certamente relevante nos âmbitos socioeconômicos e ambientais, e 

também do fato de que a eletrificação das frotas de veículos pelo mundo já está sendo 

incorporada em planos de inúmeros governos e empresas. 

O primeiro passo para atingir o objetivo da pesquisa foi fazer uma revisão da literatura 

relacionada ao tema. Por ser um escopo de estudo relativamente novo, foi encontrado um 

número reduzido de estudos que tratavam diretamente do tópico de veículos elétricos, 

especialmente no Brasil. Por conta disso, o escopo da revisão de literatura foi expandido para 

literatura relacionada à modelagem de demanda por energia elétrica, o que forneceu diversos 

insights que posteriormente foram incorporados ao trabalho. 

Os trabalhos que, de fato, buscavam analisar as consequências da inserção dos veículos 

elétricos no mercado usualmente recorriam à recursos de simulação de cenários, como 

Bitencourt et al. (2021) e Cenci (2019) que implementaram modelos de difusão de Bass, ou 

então eram estudos de curtíssimo prazo como o trabalho de Alquthami et al. (2022). Além disso, 

vale mencionar que as concussões dos estudos são heterogêneas, com boa parte dos autores 

argumentado que haverá impactos na demanda por energia elétrica, com autores como Engel 

(2018) afirmando que não haverá impacto significativo, e também autores como Koengkan et 

al. (2022), que viram os resultados dos modelos apontarem uma relação negativa entre veículos 

elétricos e o consumo de energia elétrica.  

Nesse contexto, a abordagem que pareceu apresentar maior potencial de sucesso, e já 

com uma ampla gama de estudos empregando-a, ainda que não contexto dos veículos elétricos, 

foi a de usar modelos VAR ou VAR-VECM para modelar a demanda por energia elétrica. O 

escopo de previsão de demanda por energia elétrica, em si, é bastante volumoso. Incontáveis 

trabalhos buscam estimar os valores futuro dessa variável com métodos que vão dos mais 

simples, como um modelo ARIMA, até aqueles que combinam uma série de modelos de 

Machine Learning para gerar as previsões. A abordagem dos modelos VAR-VECM destacou-

se por apresentar um arcabouço embasado em teoria econômica, enquanto a grande maioria 

pode ser classificada como estudo empírico. 
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Feito isso, iniciou-se a fase de coleta e exploração dos dados, na qual foram coletados 

diversos indicadores de preço de fontes como FGV (2022) e IPEA (2022), dados de consumo 

de energia elétrica e tarifas de energia da ANEEL (2022), do PIB mensal (FGV, 2022), e 

também dados da frota de veículos brasileira (SENATRAN, 2022). Uma vez que as proxies 

foram definidas e passaram pelos devidos tratamentos, incia-se a fase de estimação dos modelos 

VAR. 

Com o intuito de avaliar os melhores modelos dentre uma gama de possibilidades 

gerada pela combinação das diferentes proxies disponíveis, foram estimadas diversas 

especificações de modelos, incluindo, também, uma variável dummy e tratamentos de ajuste 

sazonal. Verificou-se então, que os melhores modelos eram aqueles que tinham uma dummy 

para controlar os efeitos adversos da pandemia do covid-19, e que utilizavam as variáveis de 

consumo total de eletricidade, PIB real a preços de 1995, IGP-DI, tarifa média e veículos 

elétricos. 

Ao final das análises dos modelos, foi verificado que em boa parte das regressões do 

consumo total de energia elétrica algumas defasagens da variável de veículos elétricos foram 

estatisticamente significantes, e os coeficientes estimados apresentam relativa estabilidade 

quando a especificação da regressão é alterada, adicionando ou removendo variáveis. Além 

disso, testes de causalidade de Granger e a decomposição a variância do erro de previsão 

indicam que pode haver, de fato, uma relação de impacto de veículos elétricos na demanda por 

energia elétrica. Vale, ainda, ressaltar que o modelo que apresentou melhor potencial preditivo, 

inclusive desempenhado melhor do que modelos de outros estudos da área, leva em conta 

defasagens significantes dos veículos elétricos para prever a demanda por energia elétrica. 

No entanto, é importante destacar que todos os modelos VAR, em seu conjunto de 

equações, apresentaram problemas de autocorrelação, e boa parte deles também apresentaram 

não-normalidade de resíduos. Além disso, pelo fato de que a série de veículos elétricos é 

integrada de ordem 2, as séries do modelo VAR foram computadas em segunda diferença, o 

que tornou difícil a interpretação dos coeficientes das regressões, e também afetou severamente 

as funções de impulso-reposta, que eram peças cruciais no quesito de quantificar o impacto dos 

veículos elétricos na demanda por energia elétrica. 

Existem ainda outros fatores que possivelmente tiveram um impacto negativo na 

pesquisa. Como por exemplo, os dados de veículos elétricos só existem a partir de maio de 

2013, e por isso, a amostra coletada é considerada pequena (108 observações) e também a 
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escassez de dados a nível regional e com periodicidade mensal. O tamanho da amostra limitou 

o número máximo de defasagens que era possível utilizar no modelo, pois os graus de liberdade 

eram uma preocupação constante. E em se tratando de dados mensais, não é incomum que sejam 

incorporadas observações com mais de 1 ano de defasagem, o que não foi possível fazer nesta 

pesquisa.  

Em suma, os esforços dedicados a este trabalho permitiram concluir que é plausível 

acreditar que exista uma relação entre veículos elétricos, mas as combinações de métodos e 

dados utilizadas aqui não foram capazes de estimar consistentemente os impactos dos veículos 

elétricos na demanda por energia elétrica. 

Como sugestão para demais estudos, há a ideia de buscar métodos menos 

convencionais de estimar vetores de cointegração, como colocado por Stock e Watson (1993), 

e desta forma é possível trabalhar com séries em nível, evitando os problemas de perda de 

informação e complexidade de interpretação de resultados que são trazidos ao trabalhar com 

séries estacionárias. Além disso, como os veículos elétricos são uma tecnologia bastante 

incipiente, métodos que não dependam de dados históricos, como simulações, podem agregar 

valor para os estudos da área. 
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