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,
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RESUMO

No cendrio atual as organizagdes precisam cada vez mais pensar € buscar a inovagdo como
forma de se manterem competitivas. A inovacdo, entendida como um processo impacta na
criacdo ou atualizagdo de algo ja existente, por exemplo, um produto ou servico, tem sua
origem na geragdo de ideias. Entre as diversas areas envolvidas neste processo, encontra-se a
Mineracao de Ideias, que objetiva a identificacdo ou extragdo de ideias a partir de bases de
dados ndo estruturados em formato de texto, por meio de ferramental advindo da Engenharia
do Conhecimento. Neste sentido, o objetivo deste trabalho consiste em propor um modelo
baseado em M¢étodos e Técnicas de Engenharia do Conhecimento, bem como em
conhecimento de especialistas para auxiliar na identificacdo e ordenamento (ranking) de
ideias. Para atingir este objetivo foi realizada uma revisdo sistematica da literatura com a
finalidade de explicitar os elementos que pudessem promover suporte a mineragao de ideias.
Em seguida, estes elementos foram utilizados na proposi¢cdo do modelo desta tese. Para a
avaliagdo do modelo foram elaborados dois cenarios de estudo compostos por conjuntos de
dados representando ideias, projetos e textos comuns. Os resultados foram obtidos executando
testes inicialmente no primeiro cendrio de estudo e em seguida no segundo cenario de estudo.
Para o segundo cenario o ranking final é composto por 112 textos (50% de ideias e 50% de
projetos) referentes a 20% do segundo conjunto de dados utilizado como verificagdo do
modelo. Considerando um cenario ideal, as 56 primeiras posi¢des deveriam ser ocupadas por
ideias. A afericao desta situacao apds a utilizacdo do modelo produziu uma acuracia de 80%.
Esta acuracia aumenta para 93% caso sejam consideradas as primeiras 40 posi¢des. De
maneira geral, considerando os resultados obtidos pode-se concluir que as informagdes
produzidas pelo modelo podem auxiliar na tarefa de identificagdo e selecdo de ideias,
facilitando assim a tomada de decisdo por parte de especialistas na definicao de quais ideias
possuem maior potencial de implementacdo e desenvolvimento.

Palavras-chave: Mineragdo de Ideias. Engenharia do Conhecimento. Aprendizado de
Maquina. Representa¢do do Conhecimento.



ABSTRACT

In the current scenario, associations need to increasingly think and seek innovation as a way
to remain competitive. Innovation, understood as a process that impacts the creation or
updating of something that already exists, for example, a product or service, has its origins in
the generation of ideas. Among the various areas involved in this process is Idea Mining,
which aims to identify or extract ideas from non-structured databases in text format, using
tools from Knowledge Engineering. In this sense, the objective of this work is to propose a
model based on Knowledge Engineering Methods and Techniques, as well as on expert
knowledge to help identify and organize ideas. To achieve the objective, a systematic
literature review was carried out with a modifier to explain the elements that could support the
mining of ideas. Then, these elements were used in the proposition of the model of this thesis.
For an evaluation of the model, two studies of studies composed of representative data sets,
projects and common texts were elaborated. The results were raised tests formulated in the
first study scenario and then in the second study scenario. For the second scenario, the final
ranking is composed of 112 texts (50% of the ideas and 50% of the projects) referring to 20%
of the second data set used as model verification. Consider an ideal scenario, from the first 56
columns investigated being occupied by ideas. The measurement of this situation after using
the model produced an accuracy of 80%. This accuracy increases to 93% if the first 40
positions are considered. In general, considering the results obtained, it can be seen that the
information produced by the model can help in the task of identifying and selecting ideas,
thus facilitating decision-making by the specialty in defining which ideas have the greatest
potential for implementation and development.

Keywords: Idea Mining. Knowledge Engineering. Machine Learning. Knowledge
Representation.
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1 INTRODUCAO

1.1 CONSIDERACOES INICIAIS

Para permanecerem competitivas as organizagdes buscam a inovagdo
constantemente, desenvolvendo novos produtos, servigos e processos (KARIMI-MAJD;
MAHOOTCHI, 2015). A inovagdo € um processo que ocorre por meio da criagdo ou
renovacdo de algo existente, partindo de estudos, observagdes e persisténcia na busca de
solucdes que sejam praticas e simples, sendo facilmente entendidas e aceitas pelos
consumidores (DIAZ-GARCIA; GONZALEZ-MORENO; SAEZ-MARTINEZ, 2015). E para
que um processo de inovacdo possa ser eficaz ¢ necessaria a geracdo de ideias inovadoras.
Portanto, a capacidade de uma organizacdo crescer depende de sua competéncia em gerar
novas ideias e explora-las para o seu beneficio no longo prazo (FLYNN et al., 2003).

Todos os dias, as pessoas criam ideias que podem contribuir no desenvolvimento de
novos produtos e servigos (KHAN et al., 2014). E muitas destas ideias se encontram inseridas
no meio de uma grande quantidade de informacao textual acessivel pela web. Esta informacao
pode ser uma fonte valiosa para os tomadores de decisdo, visto que podem conter muitas
ideias com potencial para resolver problemas que envolvam a tomada de decisdo. O desafio
reside em como identificar ideias interessantes a partir de grandes volumes de dados textuais.

O método mais comum reside na busca por documentos relevantes, realizada por um
especialista humano, constituindo-se em uma tarefa dificil e demorada (THORLEUCHTER;
VAN DEN POEL, 2012). Por outro lado, existem métodos e técnicas que podem auxiliar na
identificacdo de ideias em fontes de informagdo textual. Entre estas, a descoberta de
conhecimento em textos', também referenciada como mineracio de texto, refere-se ao
processo de extrair automaticamente informagdes uteis a partir de dados ndo estruturados na
forma de textos (HOTHO et al., 2005).

Desta forma, Thorleuchter, Van Den Poel e Prinzie (2010) introduziram a Mineragao
de Ideias (MI), entendida como um processo automatico voltado a extracdo ou identificagdo
de ideias novas e uteis a partir de contetido textual usando métodos e técnicas de mineragao
de texto e, a partir disso, a apresentacdo aos usuarios do resultado obtido de maneira

compreensivel.

! Neste trabalho assume-se como equivalentes os conceitos de descoberta de conhecimento em texto € mineragdo
de texto
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O processo de mineracdo de ideias consiste em trés etapas conforme proposto por
Thorleuchter, Van Den Poel e Prinzie (2010). A primeira etapa se concentra na defini¢cdo do
problema onde o usudrio da tarefa de mineragdo de ideias fornece informagdes que descrevam
seu problema especifico, chamada de etapa de descricdo do problema. Na segunda etapa o
usuario prové informagdes adicionais onde ele supde a existéncia de ideias que,
provavelmente, possam resolver o problema. Por fim, na terceira etapa, todos os padrdes de
texto extraidos sao avaliados quanto a novidade e utilidade. Isso significa que tais padroes sao
comparados a descricdo do problema, usando alguma medida de mineragdo de ideia
especifica.

A literatura apresenta alguns estudos que mostram a utilizagdo pratica da tarefa de
mineracdo de ideias aplicando técnicas computacionais. S3o estudos baseados em
classificagdo de ideias em organizagdes (PAUKKERI, 2009), métodos automdticos no
dominio tecnoldgico (THORLEUCHTER; VAN DEN POEL, 2012; THORLEUCHTER;
VAN DEN POEL; PRINZIE, 2010), no dominio social (THORLEUCHTER; HERBERZ;
POEL, 2011) e no dominio interdisciplinar (THORLEUCHTER; VAN DEN POEL, 2016),
voltados para a web (THORLEUCHTER; VAN DEN POEL, 2013) e combinados com outras
técnicas (CHRISTENSEN et al, 2017a; LEE; TAN, 2017a, 2017b; SERGIO; SOUZA;
GONCALVES, 2017). Sob o contexto do aperfeicoamento das técnicas de mineracao de
ideias, alguns estudos propdoem melhorias buscando ideias em artigos (ALKSHER et al.,
2018a, 2018b; LIU; GOULDING; BRAILSFORD, 2015) e buscando ideias na web
(CHRISTENSEN et al., 2017b; THORLEUCHTER; VAN DEN POEL, 2015; TRIPATHY et
al., 2012). Citam-se ainda estudos que avaliam os métodos de minerag¢ao de ideias utilizando
estatistica e avaliacdo por especialistas humanos (ALKSHER et al., 2017; KLEIN; GARCIA,
2015), assim como estudos contemplando uma revisdo geral dos métodos de mineracdo de

ideias (ALKSHER et al., 2016; AYELE; JUELL-SKIELSE, 2021).

12 APRESENTACAO DO PROBLEMA

Ideias resultam de atividade mental e sdo formuladas verbalmente para que possam
ser representadas, compartilhadas e refinadas (KIM; MACDUFFIE; PIL, 2010). No ambiente
competitivo atual, as atividades geradoras de ideias tornaram-se cada vez mais importantes
para o sucesso das empresas. Elaborar, criar e utilizar novos conhecimentos gera

possibilidades cada vez mais diversas, o que potencializa futuras acdes a serem criadas
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independentemente do porte ou segmento da organizacio (MORAIS; MARIA; OLIVEIRA,
2021).

As ideias constituem a forga vital das empresas na geragao de novos produtos ou
servicos, novos modelos comerciais, novos processos, bem como na producdo de estratégias
organizacionais de mudanca e manutengdo da organizacio (VAN DEN ENDE;
FREDERIKSEN; PRENCIPE, 2015). Neste contexto, surge a Mineragdo de Ideias voltada a
extracdo de informagdes uteis a partir de dados textuais e sendo um método automatico de
identificagdo de ideias (AYELE; JUELL-SKIELSE, 2020).

A MI é um campo novo e promissor na area de pesquisa de recuperagdo de
informagdes e mineragdo ¢ textos. O objetivo principal é a utilizagdo de métodos
computacionais eficientes que caracterizem uma ideia, extraindo-a ou identificando-a a partir
de grandes bases de dados nao estruturadas na forma textual (ALKSHER et al., 2017).

Constitui-se como um processo ndo trivial em que as ideias representam a matéria-
prima. No entanto, existem desafios como a sobrecarga de informagdes e a descrigao trivial de
ideias, fazendo com que o processo de selecdao e identificagdo de ideias potenciais se torne
relevante e desafiador para as organizagdes (SERGIO; SOUZA; GONCALVES, 2017). Taxas
de sucesso de ideias langcadas no mercado voltadas ao desenvolvimento de novos produtos sdao
baixas. Estima-se que apenas 3 ideias bem sucedidas de cada 1000 ideias sejam langadas. Isso
sugere que praticas tradicionais utilizadas no lancamento de produtos nas organizacdes sao
altamente ineficientes (IBRAHIM; GILMOUR, 2016).

Outro desafio da area de mineracdo de ideias € a crescente quantidade de informacao,
principalmente quando se considera a web. A web é uma valiosa fonte de informagdo onde
muitas ideias podem ser encontradas nos mais diferentes dominios. No entanto, h4 uma
grande dificuldade para identificar essas ideias dentro da grande quantidade de informagdes
textuais (THORLEUCHTER; VAN DEN POEL; PRINZIE, 2010).

Uma consideragdo importante foi realizada por Li e Chen (2014) como forma de
alerta aos trabalhos publicados. Na mineracdo de ideias os pesquisadores se concentram em
como explorar algoritmos para extrair, a partir de textos, padrdes implicitos, desconhecidos e
potencialmente uteis, mas ignoram as estruturas de conhecimento existentes nos textos. O
conhecimento extraido pela mineragdo de ideias pode ser chamado de “conhecimento bruto”.
Esse conhecimento deve ser avaliado e posicionado em um dominio, para entdo derivar o
conhecimento aceito pelos usuarios ou organizagdes e ser considerado “conhecimento

inteligente”.
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As técnicas de mineragdo de ideias automatizadas sdo fundamentalmente limitadas.
Isto decorre pelo fato dos algoritmos atuais de processamento de linguagem natural terem
apenas uma compreensao superficial da linguagem natural ou se concentrarem apenas nos
resultados sem estruturar e padronizar o processo em si (AYELE; JUELL-SKIELSE, 2020;
KLEIN; GARCIA, 2015). Neste sentido, Klein e Garcia (2015) propdem a utilizagdo de
avaliadores para a analise de ideias candidatas com base em uma descri¢ao clara dos critérios
de selecdo estabelecidos, e assim, realizarem uma filtragem adicional.

Sérgio e Gongalves (2019) apresentaram uma visao geral sobre a mineracao de ideias
e propuseram um modelo que possibilita, apos a andlise de contetido textual, a visualizagdo
das ideias com maior potencial de investimento utilizando uma base de conhecimento,
podendo ser representada no formato de uma ontologia. Ainda assim, os autores ressaltam que
¢ necessaria a intervencao do especialista para a avaliagdo do resultado do modelo, onde este
determinara se uma ideia ird ou ndo ser implementada.

Especialistas em um dominio particular desenvolvem estratégias ou heuristicas que
permitem selecionar ideias a partir da leitura de textos e aplica¢do de critérios de escolha. Os
métodos computacionais por sua vez, realizam esta mesma tarefa de selegdo de ideias,
utilizando algoritmos concebidos para executar a tarefa de um especialista de dominio. Um
mecanismo capaz de traduzir esse conhecimento de dominio dos especialistas humanos em
uma estrutura de aprendizagem coesa e expressiva, combinando conhecimento dos seres
humanos com a potencialidade das maquinas, constitui-se em uma pesquisa desafiadora
(SILVA; GOMBOLAY, 2019).

Neste sentido, o presente trabalho, ao lidar com os desafios acima descritos recorre a
M¢étodos e Técnicas de Engenharia do Conhecimento (MTECs). Mais especificamente, esta
tese baseia-se nos conceitos de Aprendizado de Maquina, por meio da classificacdo de texto,
Incorporagdo de Palavras (Word Embeddings - WE) e Grafos de Conhecimento (Knowledge
Graphs - KG), com o intuito de integrar elementos computacionais ¢ de conhecimento
humano especializado (critérios de selecdo de ideias) que possam auxiliar na mineragao de
ideias.

A classificacdo de texto ¢ uma tarefa de aprendizagem supervisionada em que um
modelo ¢ treinado para prever rotulos para documentos desconhecidos a partir da observagao
de documentos rotulados (MOREO; ESULI; SEBASTIANI, 2021). Entre os classificadores

citam-se as Arvores de Decisdo (Decision Trees - DT), o Naive Bayes (NB), as Maquinas de
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Vetores de Suporte (Support Vector Machines — SVM) e as Florestas Aleatorias (Random
Forest — RF).

Ja os WE codificam relagdes de palavras dentro de um espago vetorial (HEIMERL;
GLEICHER, 2018) e tém se mostrado eficazes para capturar informacdes semanticas latentes
em varias tarefas de processamento de linguagem natural (SHUANG et al., 2020). Por sua
vez, os KG representam o conhecimento humano no formato de grafo capaz de ser entendido
por maquinas e estdo se tornando um importante elemento para varias aplicacdes de
inteligéncia artificial e processamento de linguagem natural (WANG et al., 2018), incluindo
recuperagdo de informacao, resposta a perguntas e geragao de hipoteses (ZHANG; HUANG;
TAN, 2020).

A partir da andlise de diversos trabalhos, alguns j& citados acima e considerando o
ponto de vista de seus autores, a seguir sdo relacionados os principais desafios encontrados:

e A partir de certa quantidade de informacdo textual torna-se dificil para o ser
humano lidar adequadamente com a identificagdo de ideias (SERGIO; SOUZA;
GONCALVES, 2017; THORLEUCHTER; VAN DEN POEL; PRINZIE, 2010);

e Os pesquisadores se concentram em como explorar algoritmos para extrair, a
partir de textos, padroes implicitos, desconhecidos e potencialmente tuteis, mas
ignoram as estruturas de conhecimento existentes nos textos (AYELE, 2020; LI;
LI; CHEN, 2014);,

e O conhecimento do especialista ¢ fundamental na etapa de selecdo de ideias.
Existe a necessidade de traduzir esse conhecimento de dominio dos especialistas
humanos em uma estrutura de aprendizagem coesa e expressiva, pois 0s
especialistas em um dominio particular desenvolvem estratégias ou heuristicas
que permitem superar os métodos computacionais na tarefa de selecdo de ideias
(SERGIO; GONCALVES, 2019; SILVA; GOMBOLAY, 2019);

¢ A identificagdo dos critérios utilizados pelos especialistas na sele¢do de ideias,
bem como o seu uso na tarefa de mineracdo de ideias através de MTECs ¢ outro
ponto relevante. Critérios adequados para selecionar ideias aumentam as chances
de organizacdes desenvolverem produtos potencialmente inovadores e
competitivos (VALDATI; DANDOLINI, 2019).

e A importancia e as possibilidades de geracdo e avaliacdo de ideias estdo

aumentando devido as crescentes demandas por inovagdo digital e pelo aumento
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de dados textuais disponiveis. Desta forma, a mineragdo de ideias assume papel
importante. O desafio atual consiste em utilizar ferramentas de aprendizado de
maquina e andlise visual no apoio a geragdo ¢ avaliagao de ideias (AYELE;

JUELL-SKIELSE, 2020).

1.3 PERGUNTA DE PESQUISA

Considerando o exposto acima, esta tese objetiva responder a seguinte pergunta de
pesquisa: “Como identificar ideias a partir de fontes de dados ndo estruturados na forma de
texto, considerando critérios de escolha utilizados por especialistas durante o processo de

selecao de ideias?”.

1.4 OBJETIVOS
1.4.1 Objetivo Geral

O objetivo geral deste trabalho ¢ propor um modelo voltado a identificacdo de ideias
a partir de fontes de dados nao estruturados na forma de texto levando-se em conta MTECS e

critérios de escolha de ideias utilizados por especialistas.

1.4.2 Objetivos Especificos

e Identificar os principais critérios utilizados por especialistas na identificacdo de
ideias;

e Selecionar os principais métodos e técnicas de mineragdo de ideias que possam
promover suporte ao desenvolvimento do modelo proposto considerando os
critérios utilizados por especialistas;

e Apresentar as ideias identificadas, em formato de ranking, em que fique
explicitada a aderéncia da ideia aos critérios utilizados pelos especialistas;

e Evidenciar a viabilidade do modelo proposto através do desenvolvimento de um

protdtipo e aplicag@o deste em cenarios de estudo.
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1.5 JUSTIFICATIVA E RELEVANCIA DO TEMA

A capacidade organizacional para inovar constantemente, recriando e modificando
recursos internos e externos ¢ a principal fonte de sobrevivéncia das empresas em ambientes
competitivos (NISULA; KIANTO, 2013; SILVA; PEDRON, 2019). No atual cenario
econdmico, as mudancas tecnologicas e de mercado sdo altamente imprevisiveis e continuas.
Por isso, a inovagao € essencial para as organizacoes, agregando valor a produtos e servigos,
mantendo a empresa no mercado e gerando vantagem competitiva (COSTA et al., 2021).

O potencial inovador de uma organizagdo estd diretamente relacionado com o
lancamento e aceitagdo de seus produtos ou servigos pelo mercado, que ¢ a evidéncia da
eficacia dos processos de inovagdo na organizacdo (SADRIEV; PRATCHENKO, 2014).

A inovagdo tornou-se a chave para o sucesso de muitas organizagdes sendo pré-
requisito de competitividade no mundo atual. Impulsionada pela capacidade de seus
colaboradores em gerar ideias interessantes e, a partir disso, realizar a etapa de implementacao
(ALKSHER et al., 2018a).

As organizagdes empresariais acumulam muito conhecimento, incluindo grandes
bancos de dados sobre produtos, clientes, concorrentes, mercados, entre outros, reunidos ao
longo dos anos. As organizagdes também tém conhecimento pessoal arquivado no espago de
trabalho do colaborador, como arquivos de texto, dados, livros e e-mails (NONAKA,
IKUJIRO; TAKEUCHI, 2000).

E, inseridas nesses bancos de dados, que podem ou nao estar conectados a internet,
muitas vezes encontram-se boas ideias. Essas ideias, se ndo exploradas, perdem a sua
finalidade, pois nunca serdo colocadas em pratica ou até mesmo corre-se o risco de perdé-las.

Entretanto, convocar um grupo de especialistas para identificar as melhores ideias, a
partir de grandes bases textuais, pode ser proibitivamente caro e lento (KLEIN; GARCIA,
2015).

Com o aumento no volume desses dados passa a ser impraticavel a leitura e andlise
somente com métodos manuais. Usando métodos de mineracao de texto ¢ possivel processar
grandes quantidades de dados textuais e encontrar conexdes semanticas entre eles. Para
realmente apoiar a criatividade e inovacgdes nas organizagdes, devem existir ferramentas de
software que coletem e armazenem ideias para entdo torna-las gerenciaveis (AYELE; JUELL-

SKIELSE, 2020; PAUKKERI, 2009).
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A mineracdo de ideias ¢ uma tendéncia de pesquisa em engenharia e extragdo de
conhecimento. Ela depende principalmente de informagdes latentes e de suas mudangas
dinamicas para conduzir a criacdo, integracdo e avaliacdo de ideias. O processo de mineragao
de ideias ¢ baseado na extracdo de termos e relacionamentos latentes em dados nao
estruturados identificados como padrdes de texto (ALKSHER et al., 2017).

Outro fator a ser considerado ¢ que muitas inovagdes falham porque as ideias ndo
inovadoras sdo selecionadas como ponto de partida. Isso torna o processo de inovagao
demorado e dispendioso (DISSELKAMP, 2015). A solu¢do adequada para promover
inovacao vai além de um software, reside na escolha correta de um modelo ou processo para o
gerenciamento da inovacdo com uma selecdo e implementacdo das ideias alinhadas a
realidade e cultura organizacional das empresas (COSTA et al., 2021).

Dentro deste contexto, o presente trabalho se justifica pela sua contribui¢do no
aprimoramento da tarefa de minera¢do de ideias a partir da utilizagdo de critérios de
especialistas e de MTECs. A proposta estd situada em uma pesquisa interdisciplinar

interconectando a Mineragao de Ideias e a Engenharia do Conhecimento.

1.6 ORIGINALIDADE

Para garantir a originalidade e a relevancia deste trabalho, foi realizada uma revisao
sistemética de literatura utilizando as bases de dados Scopus®, Science Direct®, ACM®,
IEEE® e Springer Link®. No capitulo 3 serdo apresentados os detalhes metodologicos
utilizados nesta revisdo. A partir desta revisdo sistematica da literatura foi possivel constatar
que:

e Dos estudos encontrados, pode-se dizer que todos se dizem eficazes, inclusive
com demonstracdo de estudos de caso, o que responde ao questionamento inicial
desta revisao. Todavia, a mineracao de ideias ainda ¢ uma area de conhecimento
que pode ser bastante explorada, tendo em vista sua complexidade. Para que um
método computacional possa efetivamente identificar uma ideia, € necessario que
este esteja embasado sobre o que ¢ uma ideia e como ela pode ser identificada em
um texto. Por exemplo, ao se investigar detalhadamente o processo de
identificacdo de ideias realizado por especialistas humanos e, compreendendo
quais os critérios sdo levados em consideracdo, torna-se possivel aprimorar os

métodos de mineragao de ideias. Para se obter um método, técnica, modelo, entre
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outros, que conduza a um elevado grau de acuracia ¢ fundamental conhecer e
sistematizar como o processo ¢ realizado por especialistas.

e Outro ponto relevante ¢ a apresentacdo da aderéncia das ideias encontradas aos
critérios dos especialistas. O trabalho pretende apresentar, como resultado final,
um ordenamento (ranking) de ideias considerando os critérios dos especialistas
para determinar quais textos podem ser classificados como uma ideia. Dentro da
revisdo sistemadtica realizada, ndo foram encontrados trabalhos que explicitassem
esta possibilidade.

e Destaca-se que nos ultimos anos trabalhos que combinam mineracao de ideias
com a utilizacdo de técnicas de aprendizado de maquina para treinar algoritmos
capazes de identificar ideias t€ém sido elaborados. Este parece ser um campo
promissor com espaco para aperfeicoamentos e que possui vantagens e
desvantagens em relagdo a técnicas mais tradicionais. Pelo fato de utilizarem
aprendizado supervisionado, o conceito de ideia torna-se simplificado, visto que
sdo apresentados ao sistema exemplos de ideias selecionadas por especialistas
dentro de um conjunto de dados. Porém, essa selecdo de ideias pode ser subjetiva
e tornar o método pouco efetivo, uma vez que o sucesso da aprendizagem de
maquina esta altamente relacionado a qualidade dos dados.

Avaliando as constatagdes obtidas na revisdo sistematica da literatura, esta tese
propde um modelo de mineragdo de ideias utilizando MTEC:sS, principalmente a representagao
do conhecimento e o aprendizado de maquina. Além da contribui¢do principal, outras
contribui¢des do modelo podem ser citadas:

e Separacdo das ideias de acordo com os critérios dos especialistas utilizados
durante o processo de identificacdo e/ou selecdo de ideias com potencial de
implementacao;

e Utilizacdo de técnicas de representacdo de conhecimento e aprendizado de
maquina para modelar a forma como uma ideia ¢ escolhida por um especialista
humano;

e Apresentacdo de um conjunto de ideias na forma de uma classifica¢do (ranking),
com o intuito de auxiliar especialistas na escolha de quais devem ser

implementadas.
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e Desenvolvimento de um prototipo que ateste a viabilidade do modelo proposto

através da demonstra¢ao em cenarios de estudo.

1.7 ESCOPO DO TRABALHO

O escopo deste trabalho constitui-se na proposi¢ao e desenvolvimento de um modelo
capaz de agregar a tarefa de mineragdo de ideias diversas técnicas, objetivando contribuir no
processo de identificacdo de ideias realizado por seres humanos.

Para o modelo proposto serdo utilizados MTECs, mais especificamente, o
Aprendizado de Maquina, por meio de classificadores de texto, entre eles, DT, NB, SVM ¢
FT, bem como os WEs e KGs para promover suporte a representagdo de conhecimento. Estas
MTECs serao utilizadas como ferramentas para identificagao de ideias, de acordo com os
critérios utilizados por especialistas.

A tese nao pretende evoluir na questdo dos critérios dos especialistas, sendo que
estes serdo buscados através de revisao da literatura. Esta tese também nao possui o intuito de
prover um produto final, mas sim um software na forma de prototipo para a avaliagdo do
modelo através de cendrios de estudo.

As bases de dados utilizadas serdo bases de ideias disponiveis na web. Estas serdo
coletadas e armazenadas em bancos de dados para utilizacao pelo modelo. Os textos estardao
escritos no idioma portugués, bem como todas os MTECs utilizados deverdo considerar este
idioma. Os conjuntos de dados utilizados para treinamento e testes ndo sdo considerados
grandes devido a dificuldade de se encontrar bases de ideias disponiveis para consulta. Ainda
assim, a andlise, classificacio e selecdo de ideias ¢ complexa para o ser humano
representando um desafio caso fossem realizadas sem o auxilio computacional.

Vale ressaltar que a premissa desta tese ¢ que o conhecimento de especialistas
utilizado para selecionar ideias pode ser explicitado e modelado através da representacdo de
conhecimento e aprendizado de maquina, promovendo avancos na area de Mineragdo de

Ideias.

1.8 ADERENCIA AO PROGRAMA DE POS-GRADUACAO

Esta se¢do tem por objetivo contextualizar a aderéncia do trabalho desenvolvido na

tese ao objeto de pesquisa do Programa de Poés-Graduagdo em Engenharia e Gestdo do
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Conhecimento (PPGEGC/UFSC). Para torna-la mais explicativa, dividiu-se a secdo em trés
subsecdes que apresentam a identidade da tese, o contexto estrutural da pesquisa no PPGEGC

e as referéncias factuais da pesquisa a partir da base de teses e dissertagdes do PPGEGC.

1.8.1 Identidade

A proposta desta tese esta centrada na area de Engenharia do Conhecimento (EC)
voltada a tarefa de mineragdo de ideias com reflexo na solucdo de problemas apresentados
pela Mineracdo de Ideias.

A Mineracdo de Ideias ¢ vista como a aplicagdo de técnicas e algoritmos que buscam
identificar padrdes textuais relevantes em um conteudo ndo estruturado para resolver um
determinado problema estratégico (THORLEUCHTER; VAN DEN POEL, 2013).

A Engenharia do Conhecimento ¢ uma area que se dedica ao desenvolvimento e uso
de ferramentas que auxiliem nos processos de extragdo e modelagem do conhecimento, de
forma a torna-lo explicito, formalizando, disponibilizando e disseminando o conhecimento em
um sistema de conhecimento. A Engenharia do Conhecimento abrange métodos e técnicas de
varias disciplinas, como Inteligéncia Artificial, Aprendizado de Maquina, Banco de Dados,
Mineracdo de Dados, entre outras, além de utilizar métodos e técnicas que permitem a
elicitacdo do conhecimento de especialistas a fim de modela-los, visando a automatizagdo de
tarefas, a representacdo de processos e o reconhecimento de padrdes (VIEIRA, 2020).

Esta tese vem ao encontro do exposto acima, pois pretende modelar conhecimento

para automatizar tarefas, tendo como base a formalizagdo do conhecimento de especialistas.

1.8.2 Contexto Estrutural da Pesquisa no PPGEGC

Além da érea de concentra¢do de Engenharia do Conhecimento, esta tese se relaciona
a linha de pesquisa Teoria e Pritica em Engenharia do Conhecimento, pois aborda
metodologias e tecnologias da Engenharia do Conhecimento e da Inteligéncia Computacional
e suas relagdes com a Gestdo do Conhecimento (EGC-UFSC, 2021).

Este enquadramento ocorre devido ao estudo e aplicacdo de técnicas e metodologias
que objetivam contribuir significativamente na infraestrutura do conhecimento de uma
organizagao, originando subsidios que auxiliam a Gestdao do Conhecimento (GONCALVES,

2006).
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O objeto de pesquisa do PPGEGC ¢ o conhecimento que deve ser analisado sob uma
perspectiva interdisciplinar. Neste sentido, o Programa articula conexdes interdisciplinares

destacando trés énfases de formacao e pesquisa:

(1) explicitacdo, emulagdo e modelagem do conhecimento, englobando a criagdo, a
descoberta, a aquisi¢do, a formalizacdo, a codificacdo, o armazenamento, a distribuigéo e
uso de conhecimento (Engenharia); (2) planejamento e alinhamento coletivo e
organizacional do conhecimento compostos de sub processos como integracdo,
avaliacdo, auditoria, retencdo-descarte, criagdo-inovagdo, propriedade e evolucdo do
conhecimento (Gestdo); e (3) difuso, comunicagdo e compartilhamento do
conhecimento que abrange a preservacdo, disseminagdo, transferéncia, socializagdo e
acesso ao conhecimento (Midia) (EGC-UFSC, 2021).

Dentre os varios conceitos de interdisciplinaridade, um deles ¢ a construgdo de um
sistema complexo que visa integrar as verdades de cada disciplina como unidades simples,
mas aceitando suas diferengas e respeitando a complexidade de sua prépria formagao,
reintegrando cada disciplina em um todo que ja foi um dia naturalmente unido (PACHECO;
TOSTA; FREIRE, 2010).

A aderéncia deste trabalho ao objeto de pesquisa do PPGEGC, ou seja o
conhecimento, pode ser reforcada a partir da 4area de concentragdo de Engenharia do

Conhecimento:

A EC define conhecimento como “processo e produto tangivel ou intangivel efetivado na
relagdo entre pessoas e agentes ndo humanos para a gerag@o de valor.” Desta forma, com
base na visdo cognitivista, os objetivos desta area de concentragdo incluem a pesquisa € o
desenvolvimento de métodos, técnicas e ferramentas para a constru¢do de modelos e
sistemas de conhecimento em atividades intensivas em conhecimento (EGC-UFSC,
2021).

Conforme o exposto, a presente tese estd aderente ao objeto do programa, o
conhecimento, pois propde um modelo de mineracdo de ideias utilizando-se de MTEC. O
enfoque da pesquisa ¢ interdisciplinar, pois busca conceitos teoéricos das disciplinas
Engenharia do Conhecimento, Ciéncia da Computacdo em colaboragdo com a Mineragao de

ideias.

1.8.3 Referéncias Factuais

O Programa PPGEGC possui trabalhos desenvolvidos que sdo relacionados com a

area de Mineracao de Ideias, sendo estes:

e ALVAREZ, Guilherme Martins. Andlise de Agrupamentos e Mineracdo de

Opinido como Suporte a Gestdo de Ideias. Dissertagdo (Mestrado) - Programa de
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Pos-graduagdo em Engenharia e Gestdo do Conhecimento, Universidade Federal
de Santa Catarina, Florianépolis, 2018.

e DOROW, Patricia Fernanda. O Processo de Geracao de Ideias para Inovacgao:
Estudo de Caso em uma Empresa Nautica. Dissertacdo (Mestrado) - Programa de
Pos-graduacdo em Engenharia e Gestao do Conhecimento, Universidade Federal
de Santa Catarina, Florianopolis, 2013.

e MIGUEZ, Viviane Brandao. Uma Abordagem de Geragdo de Ideias para o
Processo de Inovagdo. Dissertagdo (Mestrado) - Programa de Pés-graduacao em
Engenharia e Gestdo do Conhecimento, Universidade Federal de Santa Catarina,
Floriandpolis, 2012.

e PRADA, Charles A. Proposta de modelo para o gerenciamento de portfolio de
inovacdo: modelagem do conhecimento na geragdo de ideias. Dissertagdo
(Mestrado) - Programa de Pods-graduagdo em Engenharia e Gestdo do
Conhecimento, Universidade Federal de Santa Catarina, Floriandpolis, 2009.

e RIBEIRO, Alessandro Costa. Modelo de Reconhecimento de Padroes em Ideias
usando Técnicas de Descoberta de Conhecimento em Textos. Dissertagdo
(Mestrado) - Programa de Pos-graduacio em Engenharia e Gestdo do
Conhecimento, Universidade Federal de Santa Catarina, Floriandpolis, 2016.

e SERGIO, Marina Carradore. Um Modelo Baseado em Ontologia e Analise de
Agrupamento para Suporte a Gestdo de Ideias. Dissertacdo (Mestrado) - Programa
de Pos-graduacdo em Engenharia e Gestdo do Conhecimento, Universidade
Federal de Santa Catarina, Florianopolis, 2016.

e SERGIO, Marina Carradore. Modelo de Avaliacio de Potenciais Ideias Alinhadas
ao Contexto Organizacional. Tese (Doutorado) - Programa de Pds-graduagdao em
Engenharia e Gestdo do Conhecimento, Universidade Federal de Santa Catarina,

Floriandpolis, 2020.

No que tange ao estudo do processo de critérios de avaliagao de ideias, o programa
PPGEGC também possui trabalhos desenvolvidos, sendo estes:
e ROCHADEL, Willian. Identificagdo de Critérios para Avaliacdo de Ideias: Um

Meétodo Utilizando Folksonomias. Dissertagdo (Mestrado) - Programa de Pos-
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graduagdo em Engenharia e Gestdo do Conhecimento, Universidade Federal de
Santa Catarina, Florianopolis, 2016.

e VALDATI, Aline de Brittos. Processo de selecao de ideias em empresas
inovadoras. Dissertacdo (Mestrado) - Programa de Pos-graduacdo em Engenharia
e Gestdo do Conhecimento, Universidade Federal de Santa Catarina,

Floriandpolis, 2017.

E por ultimo, cabe citar os trabalhos desenvolvidos no PPGEGC na area de
Descoberta de Conhecimento:

e BOVO, Alessandro Botelho. Um Modelo de Descoberta de Conhecimento
Inerente a Evolu¢do Temporal dos Relacionamentos Entre Elementos Textuais.
Tese (Doutorado) - Programa de Pos-graduagdo em Engenharia e Gestdo do
Conhecimento, Universidade Federal de Santa Catarina, Floriandpolis, 2011.

e WOSZEZENKI, Cristiane Raquel. Modelo para Descoberta de Conhecimento
Baseado em Associagdo Semantica e Temporal entre Elementos Textuais. Tese
(Doutorado) - Programa de Po&s-graduagdo em Engenharia e Gestdo do
Conhecimento, Universidade Federal de Santa Catarina, Floriandpolis, 2016.

A partir das referéncias apresentadas, a presente tese ¢ aderente ao Programa EGC

por evidenciar que o trabalho estd de acordo com a area de concentracdo de Engenharia do
Conhecimento, promovendo suporte a area de Mineracdo de Ideias, e possui trabalhos

anteriores que abordam tematicas similares dentro do mesmo programa.

1.9 ORGANIZACAO

O trabalho ¢ composto por seis capitulos que descrevem todo o percurso da tese.

No capitulo 1 ¢ apresentada uma introdu¢do ao tema para situar o leitor a respeito do
problema de pesquisa, da pergunta de pesquisa, dos objetivos, da justificativa, da
originalidade, da delimitagdo e da aderéncia ao Programa de Pds-Graduagdo em Engenharia e
Gestao do Conhecimento (PPGEGC/UFSC).

O referencial tedrico ¢ apresentado no capitulo 2 e foi obtido através de uma visao
interdisciplinar, objetivando estudar os métodos e as técnicas da Engenharia do Conhecimento
e suas relacdes com a Mineragdo de Ideias, auxiliando na tomada de decisdo no processo de

identificacdo e selegdo de ideias. Os instrumentos empregados para o referencial tedrico
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foram a pesquisa bibliografica com foco na revisdo sistemadtica, utilizando bases de dados
internacionais como Scopus®, Web of Science®, ACM®, IEEE® e Springer Link®.

O capitulo 3 detalha o enquadramento metodologico, a aplicacdo da metodologia
Design Science Research e a revisao sistematica realizada. No capitulo 4 apresenta-se o
modelo proposto e a descricao detalhada das etapas que o compdem.

No capitulo 5 ¢ apresentada como foi realizada a avaliagdo do modelo seguido da
discussao dos resultados alcangados por meio de cenarios de estudo.

E por fim, o capitulo 6 explicita as conclusdes da tese, assim como as sugestoes

identificadas para trabalhos futuros.
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2 FUNDAMENTACAO TEORICA

Neste capitulo serdo apresentados os topicos que fundamentam a pesquisa elaborada,
sendo eles: Mineracdo de Texto, Mineracdo de Ideias, Aprendizagem de Maquina,
Classificacdo de Texto, Word Embeddings, Knowledge Graph e Trabalhos Correlatos na area
de Mineragao de Ideias. Ao final deste capitulo sdo apresentadas as consideracdes finais. A

seguir sera apresentado o referencial tedrico que envolve cada um dos topicos.

2.1 MINERACAO DE TEXTO

A mineragdo de texto (do inglés Text Mining — TM) ou descoberta de conhecimento
a partir de textos (do inglés Knowledge Discovery in Text — KDT) refere-se ao processo de
extrair automaticamente informacgdes interessantes ¢ conhecimento de conteudo nao
estruturado (HOTHO et al., 2005).

O conceito de mineracao de texto foi introduzido pela primeira vez por Feldman e
Dagan (1995) e abrange uma grande quantidade de métodos, técnicas e algoritmos para
analise de texto, aplicados em diferentes campos, onde cita-se recuperacdo de informagao,
processamento de linguagem natural, mineracio de dados e aprendizado de madaquina
(ALLAHYARI et al., 2017).

Em muitas aplicacdes de mineracdo de texto, particularmente na recuperagao de
informacao, os documentos precisam ser classificados de forma a definir a importancia de
uma palavra em um documento. A forma mais comum de fazer esta defini¢do desta
importancia ¢ representar os documentos como vetores € um valor numérico ¢ atribuido a
cada palavra do documento, de forma a graduar esta importancia (SINGHAL, 2001).

As aplicacdes da mineracdo de texto sdo abrangentes e impactam em Vvarios
dominios, estando presentes em uma ampla gama de areas de pesquisa, com o proposito de
organizar e compreender documentos, revelando padrdes semanticos em um texto (KARAMI
et al.,2020).

A mineracao de texto tem sido usada em varios estudos que envolvem extragdao de
informagdo para tomada de decisdo (PEJIC-BACH et al., 2020), dentre os quais pode-se citar

a minera¢do de ideias, secdo tratada a seguir.
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2.2 MINERACAO DE IDEIAS

Com base no conceito ¢ mineracao de texto, Thorleuchter, Van Den Poel e Prinzie
(2010) introduziram o conceito de mineragdo de ideias como um processo automatico voltado
a extragdo e selecdo de ideias novas e tuteis de texto ndo estruturado usando métodos e
técnicas de mineracao de texto e, a partir disso, apresentar ao usuario o resultado obtido de
maneira compreensivel.

O processo de mineracdo de ideias inicialmente proposto por Dirk Thorleuchter et al.
(2010) pode ser descrito em 3 etapas. A primeira etapa se concentra no problema, onde o
usuario tem que fornecer informagoes textuais onde ele descreve seu problema especifico. Na
segunda etapa o usudrio deve fornecer mais informagdes textuais que provavelmente, possam
resolver o seu problema. Finalmente, a terceira etapa consiste em avaliar todos os padrdes de
texto extraidos quanto a novidade e utilidade. Isso significa que eles sdo comparados a
descricdo do problema usando uma medida de mineracdo de ideia especifica capaz de
classificar os textos retornados como uma ideia nova e util.

Pouco depois, Thorleuchter ¢ Van Den Poel (2012) evoluiram o conceito
anteriormente descrito de mineracao de ideias como sendo o processo em que se divide uma
ideia em um meio e um fim, através da criacdo de um padrao textual representativo para o
meio e o fim, e que identifica novas ideias procurando por meios desconhecidos que aparecem
juntamente com fins conhecidos ou vice-versa. Meios e fins que ocorrem no mesmo contexto
de uma descricio do problema sdo meios e fins conhecidos e representam uma ideia
conhecida. Caso contrario, se meios e fins puderem ser encontrados € ndo ocorrerem neste
mesmo contexto de uma descricdo do problema, entdo eles sdo desconhecidos e essa
combinagdo representa uma nova ideia (THORLEUCHTER; VAN DEN POEL, 2013).

Esta técnica ainda € utilizada como base para o surgimento de melhorias no processo.
Trabalhos como Alksher ef al. (2018b) consideram as relagdes semanticas entre os termos
conhecidos e desconhecidos dentro do padrao de texto, melhorando o desempenho da tarefa
de mineracao de ideias.

E num contexto ainda mais atual, a de mineragdo de ideias evoluiu para o uso de
técnicas mais especificas, como técnicas de aprendizado de maquina, aprendizagem profunda,
recuperagdo de informacdes, filtragem colaborativa, regras de associagdo, etc., para gerar
ideias uteis e novas a partir de dados textuais ndo estruturados ou semiestruturados (AYELE,

2020).
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2.2.1 Definicao de Ideia

As organizagdes que desejam manter a inovacao constante precisam de um fluxo
continuo de novas ideias. Essa necessidade impulsionou o uso de plataformas com o objetivo
de gerar novas ideias e incentivar os funciondrios e clientes a participarem do processo de
inovagdo (ELERUD-TRYDE; HOOGE, 2014).

Todos os dias, as pessoas criam ideias que podem contribuir no desenvolvimento de
novos produtos e servicos (KHAN et al., 2014). Muitas destas ideias se encontram inseridas
no meio de uma grande quantidade de informagdo textual acessivel pela internet. Esta
informacao pode ser uma fonte valiosa para os tomadores de decisao, visto que podem conter
muitas ideias interessantes com potencial para resolver problemas que envolvam a tomada de
decisdo. O desafio reside em como extrair ideias interessantes a partir de grandes volumes de
informagao textual. O método mais comum ¢ a extragdo intuitiva por um especialista humano,
constituindo-se em uma tarefa dificil ¢ demorada (THORLEUCHTER; VAN DEN POEL,
2012). Por outro lado, existem métodos e técnicas capazes de auxiliar na identificagao de
ideias em fontes de informacao textual.

Uma ideia ¢ uma imagem existente ou formada na mente, mas que pode ser escrita
como informacao textual (THORLEUCHTER; VAN DEN POEL; PRINZIE, 2010). Outra
definicdo, mais filosofica, define ideia como uma combinacdo de duas coisas: um significado
e um proposito especifico (POZZO, 1998). J4& Azman et al. (2020) define uma ideia como
sendo a combinacdo de um meio desconhecido € um propodsito conhecido. E que tais
condi¢des dentro de um texto aumentam a probabilidade deste conter uma nova ideia para o

leitor.

2.2.2 A Mineracao de Ideias como Método de Extracao e Selecao de Ideias

As organizagdes empresariais acumulam muito conhecimento, incluindo grandes
bancos de dados sobre produtos, clientes, concorrentes, mercados, entre outros, reunidos ao
longo dos anos. As organizagdes também tém conhecimento arquivado no espago de trabalho
pessoal de seus colaboradores, como arquivos de texto, dados, livros e e-mails (NONAKA,
IKUJIRO; TAKEUCHI, 2000; TREVISAN; PELOGIA; DAMIAN, 2018).

A tendéncia ¢ que esses bancos de dados crescam rapidamente em volume e, desta

forma, tornam-se impraticaveis a realizacao de analises manuais. Usando métodos avangados
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de mineracdo de texto € possivel processar volumosas quantidade de dados e encontrar
conexdes semanticas entre eles. Para realmente apoiar a criatividade e inovagdes nas
organizagoes existem ferramentas de software que coletam e armazenem ideias para entdo
torna-las gerenciaveis e tteis em um processo de tomada de decisao (PAUKKERI, 2009).

A mineracdo de ideias ¢ uma area de pesquisa que depende principalmente de
informacdes latentes e suas mudangas dinamicas para conduzir a criacdo de ideias, integragao
e avaliagdo durante o processo de criatividade sustentavel. O processo de mineracao de ideias
¢ baseado na extra¢ao de termos latentes no texto a partir de texto nao estruturado, utilizando
padrodes de caracterizagdo da ideia (ALKSHER et al., 2017).

Devido ao volume de dados textuais, ¢ impossivel resumir as informagdes
manualmente e, consequentemente, métodos automaticos eficientes de mineragao de texto sao
necessarios para se extrair ideias (ALKSHER et al., 2016).

A avaliagdo humana ¢ frequentemente necessdria no processamento de linguagem
natural para avaliar desempenho do sistema (KISHIDA, 2005), sendo importante considerar a
selecdo dos avaliadores, em termos de especializagdo e experiéncia (ALKSHER et al., 2017).
Em um contexto ideal, um método automatico de mineracdo de ideias deve incorporar
critérios de selecao de ideias utilizados por especialistas, para que o sistema possa funcionar
da forma mais semelhante possivel com as escolhas desses especialistas. Estes critérios
podem representar fatores quantitativos e qualitativos a serem considerados, por exemplo:
disponibilidade de recursos, necessidade do mercado, superioridade do produto,
singularidade, complexidade tecnologica e riscos sobre resultado de projetos (MOUSAVI;

TORABI; TAVAKKOLI-MOGHADDAM, 2013).

2.2.3 Critérios de Selecao de Ideias

A atividade de selecdo de ideias pode ser realizada por especialistas em uma
organizagdo. Segundo Cooper e Edgett (2008), um grupo de gerentes pode se reunir
periodicamente para analisar as ideias e avalia-las por meio de um sistema de pontuacdo, que
determina critérios preestabelecidos para essa decisdo. Se a ideia for rejeitada, o criador da
ideia recebe um feedback justificando, a partir dos critérios, o porqué da ndo aceitagdo. Isso
permite ao autor reformular a ideia para participar novamente do processo, garantindo um

fluxo constante de novas ideias.
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Magnusson, Wistlund e Netz (2014) resumem esta corrente de pesquisa na ndo
existéncia uniforme de critérios aceitos para a selecao de ideias. Assim, os critérios devem ser
escolhidos em fungao do contexto ¢ da fase do ciclo de desenvolvimento.
Ferioli et al. (2008) tentaram estimar uma lista ndo exaustiva que apresenta um
conjunto de critérios considerados como 0s mais importantes por sua investigagdo. Os autores
ainda afirmam que os critérios sejam bem definidos para permitirem que os especialistas os
usem no momento da sele¢cao de forma eficiente.
Quando nao existiam ferramentas formais de avaliacao de ideias, os especialistas
usavam sua sensibilidade e experiéncia para avaliar as ideias geradas pela criatividade, onde
entdo era possivel que uma boa ideia escapasse da sua sensibilidade (FERIOLI et al., 2008).
Existem diversos trabalhos publicados que tratam de estabelecer critérios de extracao
de ideias (FERIOLI et al., 2008; MAGNUSSON; WASTLUND; NETZ, 2014; VALDATI,
2017). Nao ¢ o foco desta tese estabelecer ou criar critérios, isto sera feito através de revisao
de literatura, onde serdo estabelecidos alguns critérios de uso, por ordem de importancia
dentro do aspecto tecnologico.
Diante do exposto acima, constata-se que os critérios mais recorrentes na literatura
sdo: Viabilidade (Produtibilidade, Compatibilidade de Recursos e Compatibilidade com a
Infraestrutura da Empresa) e Originalidade (subdividida em Novidade, Criatividade e
Singularidade do Produto). Estes critérios fazem parte do aspecto tecnologico, possuindo o
maior numero de critérios na literatura pesquisada, seguido do aspecto Economico. Este
aspecto engloba questdes de mercado financeiro e clientes. Com menor frequéncia sdo citados
os aspectos subjetivo e social (VALDATI, 2017).
A partir desta andlise da literatura foram identificados os trés critérios mais
recorrentes na literatura, listados e brevemente definidos abaixo:
e Produtibilidade: representa a perspectiva da empresa sobre a facilidade com que o
servigo pode ser implementado ou produzido. Este critério assume a perspectiva
da oferta (MAGNUSSON; WASTLUND; NETZ, 2014).

¢ Originalidade: representa a novidade e inovagdo, isto ¢, 0o qudo incomuns e
originais as ideias sdo a respeito do contexto em que se inserem (MAGNUSSON;
WASTLUND; NETZ, 2014). O autor baseia-se em Amabile (1996), no qual
defende que a originalidade ¢ um conceito genérico e que as pessoas t€ém uma

sensagdo intuitiva para o que ¢ criativo.
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e Viabilidade Econdmica: Para aprofundar o caracter econdmico durante a
avaliacdo da ideia, ¢ essencial estimar o preco de venda e o beneficio potencial.
Também ¢ importante avaliar se estd de acordo com os objetivos da empresa e
estimar os custos de producdo e de desenvolvimento, bem como o tempo que vai

levar para atingir o mercado (FERIOLI et al., 2008; OZER, 2004).

A pesquisas na area de selegdo de ideias mostraram que ndo existe um critério
simples para esta sele¢do, revelando que um conjunto complexo de critérios diferentes devem
ser considerados. Critérios estes que sdo interdependentes e que influenciam fortemente um
ao outro. No entanto, ao criar uma estrutura de suporte para selecao de ideias, deve-se
considerar cada critério individualmente para promover objetividade a estrutura
(GRUNLING, 2017).

A determinacdo dos critérios, bem como sua selecdo, normalmente ¢ realizada
subjetivamente pelos tomadores de decisdo de uma organiza¢do, onde uma avaliacao final dos
critérios geralmente é realizada por um grupo de avaliadores (OLSSON; LANDSTROM,
2020).

As solugdes automatizadas podem ser uteis no processo de selecdo de ideias. Como
por exemplo, a automatizagdo da pré-selecao de ideias, em que se as ideias que nao atenderem
determinados pré-requisitos sdo eliminadas. Como esta tarefa de selecdo inicial exige muito
esforco manual, o desenvolvimento tecnologico de éareas como inteligéncia artificial,
processamento de linguagem natural e aprendizado de maquina, atuam como ferramentas para
desenvolver servigos automatizados que podem ajudar individuos durante o processo selecao
de ideias (SARIGIANNI et al., 2020).

Como exemplo bem-sucedido pode-se citar o trabalho de Li et al. (2021) que
desenvolveu métodos automaticos de selecdo de ideias para novos produtos focado na
abordagem de tomada de decisdo multicritério, na qual critérios multiplos e subcritérios
podem ser considerados no processo de selecdo. As abordagens utilizadas para a tomada de
decisdo multicritério foram a teoria dos conjuntos difusos € o0 método do melhor-pior (Best-
Worst Method). O método do melhor-pior (REZAEI, 2015) ¢ usado para avaliar um conjunto
de alternativas com relacdo a um conjunto de critérios de decisao.

Diante do exposto acima e, considerando que a identificacdo de critérios de selegcdo
de ideias ¢ subjetiva, complexa e interdependente e, que a automatizacdo do processo de

selecdo de ideias mostra ser viavel, a proposta da tese no que tange a identificagdo de critérios
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consiste na utilizagdo de MTECs, envolvendo Aprendizado de Méaquina, Word Embeddings e

Knowledge Graphs aplicados a mineracao de ideias.

2.3 APRENDIZADO DE MAQUINA

O aprendizado de maquina (do inglés Machine Learning — ML) pode ser definido
como o processo onde determinado algoritmo identifica padrdoes dos dados e cria previsdes
sem ser explicitamente programado para fazé-lo (SAMUEL, 2000). E usado para desenvolver
algoritmos preditivos complexos e gerar modelos matematicos mais precisos que analisam
grandes quantidades de dados historicos para fazer previsdes sobre eventos futuros
(JORDAN; MITCHELL, 2015).

A aplicacdo de técnicas de aprendizado de maquina (ML) em varios campos da
ciéncia vem crescendo rapidamente, especialmente nos ultimos 10 anos. Em relagdo a
inteligéncia artificial (IA), os termos ML e IA podem ser usados como sind6nimos. Isso ¢ um
equivoco compreensivel, ja que ML ¢ um subconjunto de IA, mas nem tudo relacionado a IA
se enquadra na categoria ML (PADARIAN; MINASNY; MCBRATNEY, 2020).

O ML ¢ um topico de consideravel interesse atualmente na academia e na industria.
Muitas empresas usam algoritmos de aprendizado de maquina para destacar o conhecimento
oculto nos dados do consumidor e melhorar os negdcios, proporcionar melhor experiéncia ao
cliente e contribuir para uma eficiéncia operacional como velocidade, economia de custos e
maior precisdo (BAYOUDE et al., 2018).

Técnicas de aprendizado de maquina oferecem potencial para que sejam obtidos
resultados como maior eficécia e eficiéncia em diferentes tarefas intensivas em conhecimento.
Entre essas tarefas destacam-se a classificacdo (foco nesta tese), a regressao, o agrupamento, a
associacdo, entre outras. Os pontos fortes do aprendizado de méquina incluem a capacidade
de lidar com dados de alta dimensionalidade e, no caso da tarefa de classificacdo, mapear
classes com caracteristicas muito complexas. No entanto, implementar uma classificagdo com
aprendizado de maquina ndo ¢ simples e a literatura fornece informagdes conflitantes sobre
muitas questdoes (MAXWELL; WARNER; FANG, 2018).

O aprendizado de maquina ¢ um estudo multidisciplinar de como os computadores
usam dados ou experiéncias anteriores. Com a capacidade de melhorar de forma independente

algoritmos especificos, o computador adquire conhecimento por meio da aprendizagem O
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aprendizado de maquina ¢ uma das mudangas tecnologicas no mundo moderno da
computagdo que tem um grande impacto em todas as esferas (HOU et al., 2020).

Geralmente, esses métodos tendem a produzir maior precisdo em comparagdo com
classificadores paramétricos tradicionais, especialmente para dados complexos, com recursos
esparsos e de muitas varidveis, fato este que pode ser comprovado nos trabalhos de Ghimire et
al. (2012), Loyola-Gonzalez, Medina-Pérez e Choo (2020), Parcheta et al. (2020) e Shuang et
al. (2020).

A secdo a seguir fornece um maior detalhamento sobre a tarefa de classificacao de

texto utilizando no contexto do aprendizado de maquina.

2.4 CLASSIFICACAO DE TEXTO

A tarefa de classificacdo de texto surgiu da necessidade natural de organizagdo dos
dados em que se objetiva atribuir assuntos semelhantes para determinada classe. Os métodos
automaticos, por sua vez, vieram para auxiliar esta tarefa diante do aumento no volume de
dados disponiveis para consulta.

Uma das defini¢des de classificacao de texto refere-se como o processo de classificar
documentos de texto em um numero fixo de classes predefinidas (VIJAYAN; BINDU;
PARAMESWARAN, 2017). De forma semelhante Altinel e Ganiz (2018), definem a
classificagdo automatica de texto como a tarefa de organizar documentos em classes pré-
determinadas, geralmente usando algoritmos de aprendizado de maquina.

A classificagdo de texto define que os objetos sdo separados em categorias,
geralmente para algum propdsito especifico, onde uma categoria explora uma relagdo entre as
palavras e os seus significados. E uma tecnologia chave para lidar e organizar grandes
volumes de documentos, sendo utilizada em aplicacdes de gerenciamento de informagodes,
alocando automaticamente um documento para uma ou mais classes predefinidas (KADHIM,

2019).
2.4.1 Técnicas de Classificacao de Textos

A classificacdo de texto ¢ usada para extrair conhecimento a partir de padrdes do
texto nao estruturado de varias fontes e tem suas bases na tarefa de classificacao da area de
Aprendizado de Maquina e técnicas de pré-processamento advindas do Processamento de

Linguagem Natural. E uma 4rea de pesquisa que assume o desafio de produzir ferramentas de
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inteligéncia, analisar grandes quantidades de texto em linguagem natural e encontrar padrdes
(BRINDHA; PRABHA; SUKUMARAN, 2016).

Existem duas formas de realizar a classificagdo automatica de texto: abordagens
baseadas em regras e aprendizado de maquina. Na abordagem baseada em regras, as regras de
classificacdo sdo definidas através de programacdo e os documentos sdo classificados com
base nessas regras. Esta abordagem promove bons resultados quando o nimero de regras ¢
pequeno, caso contrario, a manutengcdo da base de regras se torna dificil a medida que o
numero de regras aumenta e acabam conflitando entre si (SEBASTIANI, 2002).

Para superar essas limitagdes, a abordagem de aprendizado de maquina ¢ usada na
classificagdo de texto. De modo geral, objetiva classificar documentos de texto observando as
caracteristicas de um determinado corpus e, a partir dessas caracteristicas, decidir para qual

categoria um novo documento desconhecido sera atribuido (DWIVEDI; ARYA, 2016).

2.4.1.1 Arvore de Decisdo

Uma Arvore de Decisdo (do inglés Decision Tree - DT) é essencialmente uma
decomposi¢ao hierarquica do espago de dados, em que um predicado ou uma condi¢do no
valor do atributo ¢ usado para dividir o espaco de dados hierarquicamente. A divisdo do
espaco de dados ¢ realizada recursivamente na arvore de decisdo, até que os nos da folha
contenham certo nimero minimo de registros (QUINLAN, 1986).

O documento ¢ entdo classificado para a classe representada pelo né da folha. Os
predicados de decisdo nos nds internos podem ser a presenga ou auséncia dos termos em
documentos de texto (VIJAYAN; BINDU; PARAMESWARAN, 2017).

A construcdo de uma arvore de decisdo consiste em partigdes sucessivas do conjunto
de treinamento original em subconjuntos menores. Em um contexto de mineracao de texto,
mesmo que ndo sejam necessariamente utilizadas na classificacao de novas instancias, as DTs
podem ser construidas para fornecer descrigdes das caracteristicas comuns aos membros de
cada classe (FRIZZARINI; LAURETTO, 2013).

Os classificadores de arvore de decisdo mostram um grande potencial em muitos
problemas de reconhecimento de padrdes, onde pode-se citar: classificacao de dados de varias
origens, diagnodstico médico, reconhecimento de fala, entre outros. Uma das principais
caracteristicas das DTs reside na flexibilidade de serem utilizadas com diferentes

subconjuntos de recursos e regras de decisdo, em diferentes estagios de classificagdo, bem
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como a capacidade de compensagdes entre precisdo de classificagdo e eficiéncia de tempo
(SAFAVIAN; LANDGREBE, 1991).

Trabalhos como o elaborado pelos autores Ranganathan, Irudayaraj e Tzacheva
(2018) utilizam arvore de decisdo na area de mineracao de emocdes e marketing. A aplicagdo
desenvolvida inclui dispositivos que detectam as emocgdes e sugerem recomendacgdes de
acordo com os comentdrios do usudrio, aprimorado, segundo os autores, no marketing de
produtos com impacto no aumento das vendas.

Em Phu et al. (2017) ¢ utilizado uma arvore de decisdo para classificagdo semantica
de documentos, através da abordagem de classificagdo de sentimentos. A abordagem
demonstrou precisdo, porém os autores destacam que o conjunto de treinamento deve ser

incrementado para melhorar os resultados.

2.4.1.2 Naive Bayes

Os classificadores Naive Bayes (NB) adotam a suposicdo de que o valor de uma
determinada caracteristica ¢ independente do valor de qualquer outra caracteristica em um
texto. Na classificagdo de texto, a suposicao em um classificador NB refere-se a probabilidade
de cada palavra de um documento ser independente da ocorréncia de outra palavra no mesmo
documento (DENG et al., 2019).

O NB ¢ um algoritmo classico e tem sido amplamente utilizado na categorizacao de
textos (JOACHIMS, 1997; MCCALLUM; NIGAM, 1998). De modo geral, simplifica muito
o aprendizado e compete bem com classificadores mais sofisticados, sendo indicado para
situagdes onde ¢ necessario escolher entre duas condigdes distintas de uma classe de
parametros, ou seja, escolhas bindrias (RISH, 2001). Seu desempenho competitivo na
classificagdo demonstra bons resultados, uma vez que a suposi¢do inicial de independéncia
condicional em que se baseia, normalmente ¢ verdadeira em uma série de aplicacdes do
mundo real (ZHANG, 2004).

Em Zhang e L1 (2007) os autores utilizaram NB para realizar a deteccdo de spam e
mencionam a necessidade de um ntmero elevado de instancias de treinamento para uma
classificagdo precisa. O mesmo estudo sugere um ajuste dindmico das probabilidades de
ocorréncia das palavras (caracteristicas) durante a classificacdo para obter um modelo capaz

de realizar previsdes adequadas.
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Embora o algoritmo NB seja caracterizado pela simplicidade, trabalhos recentes
como Ababneh (2019) e Chen et al. (2019) demonstraram uma boa eficiéncia na tarefa de

classificagdo de texto em mais de um idioma e com conjuntos de treinamentos pequenos.

2.4.1.3 Maquinas de Vetores de Suporte

Uma Maquina de Vetores de Suporte (do inglés Support Vector Machine - SVM) tem
como principio determinar um limiar de separagdo em um espago de busca que pode separar
adequadamente diferentes classes (AGGARWAL; ZHAI, 2012). Matematicamente, uma
SVM gera uma decisdo limite que melhor separa duas ou mais classes com uma margem em
torno deste limite, que tem sua posicdo e largura controlada e pode ser vista como um
parametro utilizado para ajustar a sensibilidade do classificador (CHRISTENSEN et al.,
2017b).

Com sua boa capacidade de generalizacdo, as SVMs eliminam a necessidade de
selecdo de caracteristicas, tornando a aplicacdo da categoriza¢do do texto consideravelmente
mais facil. Outra vantagem das SVMs sobre os métodos convencionais ¢ a sua robustez. Além
disso, as SVMs ndo exigem nenhum parametro de ajuste, pois elas podem encontrar boas
configuragdes de parametros automaticamente (JOACHIMS, 1998).

Estudos como o de Coussement e Van den Poel (2008), mostram que as SVMs
apresentam bom desempenho de generalizagdo quando aplicadas a minera¢do de dados
utilizando grandes bases de dados e com muitos ruidos. J& Christensen et al. (2017b) usaram
uma SVM para testar se um classificador de aprendizado de maquina desta natureza poderia
aprender o padrdo de ideias escritas como texto. A comparagdo entre o desempenho no
conjunto de validagdo e o desempenho no conjunto de teste demonstra a confiabilidade do

classificador utilizado.

2.4.1.4 Florestas Randémicas

Um classificador designado como Floresta Randomica (do inglés Randon Forest -
RF) ¢ um método introduzido por Ho (1995) e aprimorado por Breiman (1999) baseado
também na classifica¢do de texto, que utiliza uma estrutura composta em arvores.

Os classificadores baseados em arvore podem ter sua capacidade expandida para

aumentar a precisdo. A esséncia do método RF ¢ construir varias arvores em subespacos
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selecionados aleatoriamente do espago inicial. Arvores em diferentes subespacos generalizam
sua classificagdo de maneiras complementares, ¢ sua classificagdo combinada pode ser
aprimorada (BREIMAN, 1999).

Porém ha um limite que deve ser balanceado para conquistar uma estrutura, pois a
medida que mais arvores na RF aumentam, aumenta também a complexidade do tempo de
processamento na previsao (KOWSARI et al., 2019).

Um modelo de RF compreende um conjunto de arvores de decisdo, cada uma das
quais ¢ treinada usando subconjuntos aleatorios de dados. Considerada uma instancia, a
previsao por RF ¢ obtida pela maioria de votos das previsdes de todas as arvores na floresta.
Por esta caracteristica, as RFs s3o adequadas para lidar com os dados ruidosos de alta
dimensao na classificacdo de texto (ISLAM et al., 2019).

No trabalho de Cunningham et al. (2019) ¢ proposto o uso de classificacdo de texto
para detectar malwares usando RFs como método de classificacdo, atingindo bons resultados.
Os autores consideram a tarefa de detectar malwares como um problema de classificagdo de
texto binario, onde o algoritmo RF apresentou boa precisdo nesta tarefa.

O método RF também produziu bons resultados na analise de sentimentos, mais
precisamente na classificagdo de fweets. O sarcasmo € a principal razdo por tras dos
problemas na classificagdo de tweets, visto que esta caracteristica desvia o significado da sua
composi¢do real, confundindo a classificacdo e produzindo resultados falsos. Problema este
que foi abordado utilizando RF como classificador tendo apresentado bons resultados

(KUMAR; KAUR, 2020).

2.5 WORD EMBEDDING

Word Embedding (WE) ou incorporagdo de palavras ¢ uma forma de representagdo
que permite que palavras com significados semelhantes também tenham uma representacao
semelhante. Isso possibilita que sistemas computacionais desenvolvam uma melhor
compreensdo das palavras (AUBAID; MISHRA, 2018). E uma abordagem destinada a
capturar as informagdes semanticas latentes da linguagem, podendo ser utilizada para
classificacdo de texto (MIKOLOV, 2013).

Uma das caracteristicas do WE ¢ a utiliza¢ao de vetores densos e de baixa dimensao
cujo beneficio ¢ o aumento da capacidade computacional, uma vez que ndo hé necessidade de

se manipular vetores dispersos e de alta dimensionalidade, como ¢ o caso de alguns outros
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classificadores (GOLDBERG, 2013). As representacdes podem ser facilmente construidas a
partir de vetores de incorporacdo de palavras que também tem a vantagem de ndo
necessitarem de uma grande quantidade de documentos para treinar os modelos (SINOARA
etal.,2019).

Os WEs sdo modelos matematicos que codificam relagdes de palavras dentro de um
espaco vetorial. Eles sdo criados por um processo de treinamento baseado em informagdes de
coocorréncia entre palavras em uma grande base de informagdo. E uma ferramenta emergente
para o processamento de linguagem natural com aplicagdo para uma ampla variedade de
tarefas de processamento de texto, em que a sua utilidade decorre da capacidade de codificar
relacionamentos de palavras no espago vetorial. As aplicagdes variam de componentes em
sistemas de processamento de linguagem natural até ferramentas para andlise linguistica no
estudo de linguagem e literatura (HEIMERL; GLEICHER, 2018).

A representacdo WE possui a capacidade de construir uma representacdo vetorial de
palavras, com a propriedade de que palavras semanticamente relacionadas sejam projetadas
na mesma vizinhanca do espaco (BUTNARU; IONESCU, 2018). Na Figura 1 tem-se um
conjunto de palavras representado em um espaco 2D, gerado pela aplicagdo de um WE de 300
dimensdes.

Figura 1 - Exemplo de representagdo WE de palavras no espaco 2D
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Fonte: Traduzido de Butnaru e Ionescu (2018)
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Os dois métodos mais conhecidos para implementar WE sdo Word2Vec e Global
Vectors (GloVe). Esses dois métodos tém atraido grande atengdo e tém sido relatados como os
mais eficientes para aprender representagdes vetoriais de palavras. Por esta razdo vém sendo
usados em diferentes tarefas de processamento de linguagem natural (NAILI; CHAIBI; BEN
GHEZALA, 2017).

Word2Vec ¢ um método de incorporacdo de palavras proposto por Mikolov et al.
(2013). O principio deste método ¢ aprender vetores dimensionais usando um dos dois
modelos neurais distintos: Continuous Bag of Words (CBOW) e Skip-Gram. O CBOW prevé
uma palavra atual com base em seu contexto, que corresponde as palavras vizinhas. J& o Skip-
Gram busca a predi¢ao do contexto dado uma palavra.

De acordo com Mikolov et al. (2013), cada um desses modelos tem sua propria
vantagem. O Skip-Gram ¢é mais eficiente com pequenos conjuntos de dados de treinamento e
com palavras pouco frequentes. Por outro lado, o CBOW ¢ mais rapido e funciona bem com
palavras frequentes.

GloVe, outro método conhecido para implementar WE, foi proposto por Pennington,
Socher ¢ Manning (2014). E baseado em ocorréncias de palavras em um texto, sendo
composto de duas etapas principais. A primeira € a constru¢ao de uma matriz de coocorréncia
a partir de um conjunto de treinamento utilizando a frequéncia da palavra que coocorre com
outra palavra. O segundo passo ¢ a fatoracao da matriz de coocorréncia para obter vetores.

A partir do conceito de WE varios métodos, modelos e aplicagdes vém sendo
propostos e implementados.

Um modelo de linguagem neural, baseado em topicos Skip-Gram, Word Embedding
e em Redes Neurais Convolucionais foi proposto por Xu et al. (2016) para classificar dados
textuais biomédicos, capturando as relagdes semanticas das palavras com modelos de topicos.
As palavras indexadas no Word Embedding sdo utilizadas como entradas as arquiteturas de
Redes Convolucionais Multimodais. Os experimentos conduzidos em varios conjuntos de
dados do mundo real mostram que a combinagdo proposta executa com sucesso as tarefas de
classificacdo de textos, incluindo a indexacdo de artigos médicos.

Butnaru e Ionescu (2017) propuseram uma nova abordagem para a classificagdo de
texto com base em Word Embedding, inspirados em “Bag of Visual Words” que ¢ um modelo
de palavras, amplamente utilizado em visdo computacional. Os autores relatam a obtencao de
bons resultados em duas tarefas de mineragdo de texto, a saber: categoriza¢do de texto por

topico e classificagdo de polaridade.
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Um documento pode ser originalmente representado por uma matriz termo-
documento, que relaciona todas as palavras e o nimero de vezes que cada palavra aparece em
um documento. No entanto, a matriz termo-documento possui alta dimensionalidade e sua
transformagao se faz necessario. No trabalho de Hoai Nam e Quoc (2017) os autores analisam
duas caracteristicas de transformacdo na matriz termo-documento: o modelo baseado na
aproximacao de baixa classificagdo (Low-Rank Approximation) ¢ o modelo com base em
Word Embedding. Os resultados da experiéncia confirmam que o equilibrio na utilizagao
destes dois recursos cria uma boa condigdo para o aprimoramento da classificagao.

Na sua utilizagdo considerando a semantica das palavras e incorporando a
representacao implicita do texto, o WE implementado no Word2vec foi utilizado na tarefa de
classificagdo de texto baseada no Open Directory Project. Ao contrario do uso comum do
Word2Vec, foram utilizados os vetores de entrada e saida e isso permitiu calcular uma
combinagdo tipica de similaridade entre palavras, o que ¢ mais eficaz na classifica¢do do texto
(ALIYEVA et al., 2018).

A incorporacdo de palavras também atua em conjunto com a classificacdo de texto
baseada em regras e o trabalho de Aubaid e Mishra (2018) concentrou-se principalmente nas
areas sociais: ciéncias, classificacao de produtos para compras, bibliotecas digitais e filtragem
de spam. Os resultados contribuiram para determinar a boa atuacao dos sistemas baseados em
regras, bem como fornecer um guia para auxiliar os pesquisadores em planejamento de
pesquisas futuras.

Em Kilimci e Akyokus (2018) foram utilizadas diferentes representacdes de
documentos com o0 WE e um conjunto de classificadores de base para classificacao de texto.
O conjunto de classificadores de base inclui algoritmos de aprendizado de maquina, como
Naive Bayes, Support Vector Machine, Random Forest e uma Deep Learning-Based
Convolutional Network. Foi realizada a analise da precisdo da classificacdo de diferentes
representacdes de documentos empregando um conjunto de classificadores e os resultados
experimentais mostraram que o uso de métodos de aprendizado profundo em conjunto com
WE melhora o desempenho da classificacdo dos textos. O autor cita como classificadores de
melhor desempenho o Random Forest e a Deep Learning-Based Convolutional Network.

Um método geral de pré-processamento entdo foi proposto para cendrios em que 0s
dados de treinamento sao escassos. Ele agrupa termos semanticamente semelhantes através do

WE, que simulam como humanos pré-processam textos, substituindo palavras desconhecidas
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por termos conhecidos e também agrupando palavras semanticamente semelhantes (ELEKES
etal., 2019).

Em Guo et al. (2019) € proposto um novo esquema de ponderacdo de termos
combinados com WE para melhorar o desempenho da classificagdo das redes neurais
convolucionais. Primeiramente, ¢ executado o método de WE para mapear cada palavra em
um vetor de palavras e depois foi utilizada uma rede neural convolucional para realizar a
classificacao.

Uma estratégia de agrupamento hierarquico modificada por WE pré-treinada também
foi proposta para classificacdo de texto, em um modo de aprendizado por transferéncia de
dominios. O modelo aproveita e transfere o conhecimento obtido de alguns dominios de
origem, para reconhecer e classificar as sequéncias de texto a partir de exemplos no dominio
do problema de destino (PAN et al., 2019).

Um novo método de representacdo de texto denominado Hybrid Word Embeddings
foi proposto por Song, Srimani ¢ Wang (2019) combinando informac¢des semanticas e
contextuais obtidas do WordNet® e extraidas de documentos, para fornecer representacdes
concisas e precisas dos textos. O estudo experimental sobre classificacio de documentos
mostra que o método proposto supera os métodos existentes, incluindo o Word2Vec, em
termos de precisdo de classificacao.

O trabalho de Stein, Jaques e Valiati (2019) ¢ um estudo investigativo sobre a
aplicacdo de modelos e algoritmos sobre o problema especifico da classificagdao hierarquica
de texto. Foram treinados modelos de classificacio com destaque em implementacdes de
algoritmos de aprendizado de maquina: fastText, XGBoost, Support Vector Machines e redes
convolucionais utilizando a biblioteca Keras®, bem como, métodos de incorporacio de
palavras como o GloVe e o Word2Vec. Os resultados foram avaliados com medidas
apropriadas para o contexto hierdrquico. O fastText alcangou o melhor desempenho em
conjunto com a incorporagdo de palavras e demonstrou ter uma abordagem muito promissora
para a classificagdo hierarquica de texto.

Em Topaz et al. (2019) foi aplicado o sistema NimbleMiner em uma grande amostra
de anotagdes clinicas de pacientes internados para identificar casos de diabetes, apresentando
bons resultados com o uso de incorporagao de palavras no dominio da satide. O NimbleMiner
¢ um sistema de processamento de linguagem natural baseado em WE, para classificacao de

textos clinicos, independentemente do idioma.
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2.6 KNOWLEDGE GRAPH

Um Knowledge Graph (KG) ou grafo de conhecimento, representa a espinha dorsal
de muitos sistemas de informagao que requerem acesso a estruturas de conhecimento, seja de
dominio especifico ou dominio independente (PAULHEIM, 2016). KG representa o
conhecimento humano no formato legivel por maquinas e estdo se tornando a base importante
de muitas aplicacdes em areas como a inteligéncia artificial e o processamento de linguagem
natural (WANG et al., 2018)

Um KG ¢ um grafo direcionado, com entidades do mundo real como nods e suas
relacdes como arestas. Neste grafo, cada aresta direcionada, juntamente com duas entidades, a
principal e a cauda, constituem uma tripla, ou seja, entidade principal, predicado e entidade
cauda, que também ¢ chamado de fato. O conhecimento do mundo real quando modelado
pelos KGs costumam conter milhdes ou bilhdes de fatos (LIN et al., 2015; WANG et al.,
2017).

Devido aos KGs terem a fungao de ligar a variavel alvo ou atributos da variavel com
o contetdo dos dados de texto (por exemplo, entidades e relagdes mencionadas no texto),
podem ser utilizados para construir recursos eficazes voltados, por exemplo, as tarefas de
previsao e classificacao (JIANG; ZHAI; MEI, 2018).

Recentes esforcos nas areas de extragdo de informagdes e engenharia de
conhecimento criaram KGs em grande escala, em que multiplas entidades e relagdes sdo
extraidas a partir de dados ndo estruturados e semiestruturados, sendo posteriormente
processados manualmente ou automaticamente e, em seguida, organizados em um KG
(BOLLACKER et al., 2008; ROTMENSCH et al., 2017).

Os grafos de conhecimento podem efetivamente organizar e representar o
conhecimento para que ele possa ser eficientemente utilizado em aplicativos e sistemas. O
raciocinio de conhecimento sobre graficos de conhecimento visa inferir novas conclusoes a
partir dos dados existentes. A partir da anélise do KG e de suas relagdes, informacdes podem
ser derivadas por meio de raciocinio de conhecimento e pode fornecer dados para apoiar os
aplicagdes (CHEN; JIA; XIANG, 2020). Na Figura 2 ¢ mostrado um KG obtido através de

dados do dominio alimentar onde ¢ mostrada a relacao construida entre os elementos.
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Figura 2 - Exemplo de Grafo de Conhecimento
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Fonte: Traduzido de Yu ef al. (2020)

Existem diversos trabalhos publicados onde os KGs sdo utilizados como
classificadores, dentre os quais serdo citados alguns, nos paragrafos a seguir.

Em Marin et al. (2014) ¢ proposto um método para aprender padroes de frases em
um classificador de texto, usando informacdes externas na forma de um KG. O estudo
mostrou que a combinagao entre a utilizagao de classificadores e knowledge graph obteve um
bom desempenho e apontou que melhorias no conjunto de treinamento podem tornar o
sistema mais assertivo.

No artigo de Wang, Guo e Liu (2019) ¢ proposto um método para aumentar a
eficacia de uma base de dados treinada com incorporacdo de palavras por meio do KG, para
fornecer uma representacdo mais adequada de vetores de palavras faltantes voltada a
classificagdo de textos. Esta técnica tem como objetivo preencher o numero de vetor de
palavras faltantes no mapeamento do vetor de palavras de um classificador de textos, fato este
que ¢ comum em alguns idiomas.

Experimentos comprovaram que a introdu¢do de conhecimento prévio do KG pode

melhorar o desempenho da classificacdao de texto. Combinando KGs com redes neurais para
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melhorar a informagdo granular promove uma aprendizagem profunda da rede neural,
proporcionando tal melhora. Nos modelos de aprendizagem ¢ importante utilizar com eficacia
uma grande quantidade do conhecimento existente e reduzir a dependéncia em amostras para
melhorar a eficiéncia da classificagdo de texto (MENG; WANG:; LIU, 2019).

O artigo de Jiang et al. (2020) propde um novo método baseado em KG utilizado
para classificagdo de textos curtos, chamado BaKGraSTeC. Este método emprega
conhecimento externo ao KG para enriquecer as informagdes de texto e utilizar suas
informacodes estruturais por meio de uma rede neural, para promover a compreensdo do texto.
Além disso, ¢ inserido um mecanismo que emite avisos considerando semelhanga e
coocorréncia entre conceitos encontrados em textos.

Em Tosi e Reis (2021) ¢ proposto o SciKGraph, um framework para estruturar o
conhecimento de um campo cientifico considerando a semantica dos conceitos extraidos de
documentos textuais da area, para construir grafos de conhecimento. A abordagem agrupa os
grafos de conhecimento em seus principais topicos e extrai automaticamente informagoes,
como 0s conceitos mais relevantes e sobreposi¢ao de conceitos entre os topicos. De modo
geral, SciKGraph contribui estruturando o conhecimento que pode auxiliar pesquisadores no
estudo de suas areas, reduzindo o esforco e o tempo dedicado a tarefas que envolvem a

sintetiza¢do de informagdes.

2.7 TRABALHOS CORRELATOS NA AREA DE MINERACAO DE IDEIAS

O termo mineracdo de ideias sO foi introduzido na literatura no ano de 2010 por
Thorleuchter; Van Den Poel e Prinzie (2010) como “um processo de extrair ideias novas e
uteis a partir de texto ndo estruturado usando métodos de mineragdo de texto”. Porém, em
trabalhos anteriores a 2010, ja era introduzido o mesmo conceito, porém utilizando outros
termos.

Outro trabalho que introduz o conceito de mineracdo de ideias, porém no contexto
organizacional, mas sem utilizar explicitamente o termo, ¢ o de Paukkeri (2009). Este estudo
propde a recuperacdo de ideias dentro do local de trabalho, onde normalmente os
colaboradores tendem a escrever suas ideias ¢ invengdes em cadernos ou armazena-los em
arquivos de seus laptops e telefones celulares. Posteriormente, com certa frequéncia torna-se
dificil encontrar a anotagdo necessaria ou criar uma visdo geral de todas as ideias, isto sem

mencionar os numerosos pedacos de papel perdidos. Para realmente apoiar a criatividade e
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inovagdes nas organizacdes, devem existir ferramentas de software capazes de auxiliar na
coleta e gerenciamento de ideias. Ferramentas estas que devem fornecer uma maneira simples
de inserir notas e facilitar o posterior acesso as ideias produzidas por qualquer integrante da
organizagao.

Thorleuchter et al. (2010) introduz o termo mineragdo de ideias e descreve este
processo em trés etapas. A primeira etapa se concentra no problema, o usudrio tem que
fornecer informacgdes textuais onde ele descreve um problema especifico. Na segunda etapa o
usuario deve fornecer mais informagdes textuais que, provavelmente, possam resolver o seu
problema. Finalmente, a terceira etapa consiste em avaliar todos os padrdes de texto extraidos
quanto a novidade e utilidade. Isso significa que eles sao comparados a descri¢ao do problema
usando uma medida de mineracdo de ideia especifica capaz de classificar os padrdes
retornados como uma ideia nova e util.

Em 2011 surgem trabalhos utilizando mineragdo de ideias aplicada a dominios
especificos. A defini¢do da ideia ndo se restringe apenas ao dominio tecnologico, pode
também ser utilizada no dominio do comportamento social. Porém, essas ideias de diferentes
dominios precisam de parametros diferentes para que a extracao ¢ a identificacdo de novas
ideias possam ser consideradas bem sucedidas (THORLEUCHTER; HERBERZ; POEL,
2011)

A aplicacdo da mineragdo de ideias no dominio tecnologico teve sua comprovacao de
sucesso a partir de um estudo de caso apresentado por Thorleuchter e Van Den Poel (2012).
Este trabalho também menciona a grande quantidade de informagdo textual acessivel na
internet, abrangendo diferentes topicos. Esta informagdo pode ser uma fonte valiosa para os
tomadores de decisdo, pois podem conter ideias interessantes, que possivelmente sao
relevantes para resolver problemas que envolvam a tomada de decisdo.

Em 2012 tem-se o registro do trabalho de Tripathy et al. (2012) que combina
mineracao de ideias com buscas na internet. O processo de busca de ideias na internet se
inicia com um usuario fornecendo uma descricdo do produto. Em seguida, a descricdo do
produto fornecida ¢ separada usando uma lista padrdo de palavras (termos) relevantes. As
ideias identificadas devem ter duas propriedades: novidade e utilidade. Novidade significa
que a descrigao da ideia contém informagdes que ndo devem estar na descricado do produto.
Utilidade significa que a descricdo da ideia também contém informa¢do que deve estar na
descri¢do do produto. E para haver uma ideia nova e util, deve haver uma combinagdo entre

estas duas propriedades.
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Thorleuchter e Van Den Poel (2013) propdem uma nova metodologia que permite uma
identificacdo de ideias a partir da internet capaz de resolver determinado problema. A etapa
de mineracdo da web ¢ usada para identificar sites da internet onde ideias relevantes sao
descritas. Para acessar essas informagdes textuais, sdo usados os mecanismos de busca
tradicionais.

O processo da abordagem de mineracdo na web ¢ baseado no mesmo processo da
abordagem de mineracdo de ideias onde o usudrio fornece um contexto (descricao do
problema) e, ap6s o pré-processamento, sdo criados os vetores de termos e as consultas de
pesquisa representando o problema. As consultas sd3o executadas por meio de um mecanismo
de pesquisa da web e os vetores de termos sdo criados a partir dos resultados da consulta com
base nas caracteristicas da ideia para um dominio em particular. O tamanho do vetor ¢
definido pelo niimero de palavras-chave obtidas no texto, onde se supde a existéncia de uma
nova ideia. Esses vetores sdo comparados a vetores fornecidos na descri¢do do problema,
utilizando-se uma medida euclidiana que calcula a distancia, ¢ com isso se obtém uma
proposta de medida de mineracdo de ideias. Como resultado, ideias uteis sdo extraidas da
internet (THORLEUCHTER; VAN DEN POEL, 2013)

Uma consideracao relevante foi apresentada por Li e Chen (2014) que, de certa forma,
faz um alerta aos trabalhos publicados. Na mineragdo de ideias os pesquisadores se
concentram em como explorar algoritmos para extrair, a partir de textos, padrdes implicitos
desconhecidos e potencialmente uteis, mas ignoram os componentes do conhecimento desses
padrdes. O conhecimento ou padrdes ocultos descobertos pela mineragdo de ideias podem ser
chamados de “conhecimento aproximado”. Esse conhecimento deve ser posicionado em um
dominio para entdo derivar o conhecimento aceito pelos usuarios ou organizagdes, para entao
ser chamado de “conhecimento inteligente”.

Seguindo a mesma linha de trabalhos que mencionam a avaliag@o das ideias coletadas
por métodos computacionais, Klein e Garcia (2015) afirmam que as técnicas de mineragao de
ideias sdo fundamentalmente limitadas. Isto pelo fato de que algoritmos atuais de
processamento de linguagem natural t€ém apenas uma compreensao superficial da linguagem
natural e, portanto, podem ser facilmente enganados. Neste sentido, os autores propdem a
utilizacdo de avaliadores para a analise de ideias candidatas com base em uma descrigdo clara
dos critérios de selecao estabelecidos, e assim, realizarem uma filtragem adicional.

Por outro lado, os métodos de mineracdo de ideias vém evoluindo e se tornando mais

eficazes. Liu et al. (2015) propdem um método de extracdo de ideias a partir da andlise de



53

resumos de artigos, mais especificamente explorando os titulos e resumos. O método consiste
em descobrir as ocorréncias de solu¢des de problemas entre palavras e frases detectadas nos
resumos ¢ classificar as ideias obtidas como potencialmente inovadoras.

Ainda no contexto de evolucdo e aprimoramento, a mineracao de ideias comeca a
incorporar conceitos ja conhecidos nas areas de administragdo e planejamento estratégico, os
quais propdem a classificagdo de eventos em sinais fortes (eventos conhecidos) e sinais fracos
(eventos incertos e inesperados). A abordagem proposta por Thorleuchter ¢ Van den Poel
(2015) tem como objetivo identificar sinais fortes e fracos emergentes que possuem
relevancia para um determinado problema de decisdo estratégica da organizagdo. Esta etapa
de identificagdo de sinais ¢ utilizada para filtrar os resultados obtidos na mineragao de ideias.

Em Alksher et al. (2016) foi apresentada uma revisao de métodos de mineracao de
ideias. Este trabalho apresenta de forma resumida a explicagcdo de varias técnicas e conceitos
de mineragdo de ideias ja utilizadas. Como principal contribui¢ao destaca-se a constatacao de
que a minera¢do de ideias ¢ uma area de pesquisa aberta, que ainda apresenta lacunas em
caracterizar a definicdo de ideia, por se tratar de um conceito bastante amplo ¢ com varias
interpretagoes.

Muitas vezes as ideias, que sdo usadas como ponto de partida para uma pesquisa sao
de natureza interdisciplinar, pois combinam aspectos de diferentes disciplinas. A identifica¢do
de ideias interdisciplinares numa fase precoce possibilita a introducdo de pesquisas mais
abrangentes que permitem avangos no processo de inovagdo. A possibilidade de que uma
inovagao seja bem-sucedida ¢ normalmente maior aplicando-se este tipo de pesquisa. Porém,
uma ideia que hoje ¢ considerada interdisciplinar possivelmente pode ser considerada como
disciplinar futuramente. Assim, a natureza interdisciplinar de uma ideia depende das
disciplinas e de suas defini¢des atuais (THORLEUCHTER; VAN DEN POEL, 2016).

Uma abordagem ligeiramente diferente dos trabalhos anteriores consta em alguns
estudos a partir de 2016, que consiste na utilizacdo de algoritmos de aprendizagem
combinados com a mineragdo de ideias. O trabalho de Christensen et al. (2017a) propde uma
selecdo aleatoria de mensagens (trés mil) por dois avaliadores de ideias. Os avaliadores foram
instruidos a lerem cada texto e avaliarem se estes textos continham sugestdes sobre produtos,
melhorias, ou oportunidades de negocios, classificando-os com pesos. A partir disso, os dados
representaram a entrada para algoritmos de aprendizado de maquina. Os resultados mostraram
que € possivel a utilizagdo de inteligéncia artificial e aprendizagem de maquina para aprender

e reconhecer conceitos abstratos como ideias.
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Ainda em continuidade com o trabalho acima, Christensen et al. (2017b) propuseram
um sistema que utiliza como entrada uma grande quantidade de textos de ideias relevantes e
nao relevantes e, dessa forma, o sistema depois de treinado identifica essas diferencgas. A
principal conclusdao reside na possibilidade de um classificador genérico baseado em
aprendizado de maquina ser usado para detectar ideias em qualquer contexto.

O trabalho de Lee e Tan (2017a) explora e rastreia a dinamica do desenvolvimento de
ideias que consiste em trés fases: descoberta, identificagdo e analise de ideias. Ainda na
mesma linha de atuagdo, Lee e Tan (2017b) continuaram o processo de analise de ideias com
foco na construcao de conhecimento, embora tenham classificado o processo como desafiador
devido a amplitude e complexidade dos dados. Este trabalho atuou na andlise de
aprendizagem, propondo um método que combina andlise temporal e aprendizado de méquina
ndo supervisionado para analisar ideias e investigar a natureza das mesmas.

O modelo apresentado no trabalho de Sérgio et al. (2017) objetiva auxiliar no processo
de tomada de decisao no dominio de Gestao de Ideias. Para atingir o objetivo foi desenvolvida
uma ontologia de dominio voltada a representacdo semantica das ideias e, a partir disso,
aplicou-se a analise de agrupamento. Através da andlise de agrupamentos foi possivel
evidenciar padroes e tendéncias com relagdo as ideias analisadas, classificando-as como
potenciais ideias.

O trabalho de Alksher et al. (2017) estd voltado para a avaliagdo dos resultados da
mineragdo de ideias. Este propde um método para comparar diferentes escalas de medida,
bem como investigar a validade e confiabilidade do julgamento humano como critérios de
avaliagdo, utilizando uma analise estatistica. Sua principal contribui¢do foi demonstrar que o
uso da escalas de avaliagcdo de ideias sdo limitadas e portanto, ndo devem ser usadas para a
avaliagdo de ideias.

A mineracdo de ideias também demonstrou sua aplicagdo na busca por ideias
relevantes a partir de artigos cientificos, mais especificamente analisando os seus resumos. Os
resumos cientificos sdo semelhantes em termos de sua estrutura de informagao. Alguns dos
resumos podem conter o objetivo do estudo, os métodos utilizados no estudo e a conclusio
que descreve os resultados obtidos (GUO et al., 2010). No trabalho de Alksher et al. (2018a)
assume-se que a ideia pode ser identificada dentro do resumo de um artigo. Como tal, o
resultado ¢ um método de identificacdo de ideias que sugere qual parte do resumo contém a
principal ideia discutida no artigo reduzindo a complexidade da busca e tornando o método

mais assertivo.



55

Em continuidade ao trabalho mencionado anteriormente, Alksher et al. (2018b)
propdem melhorias ao seu modelo de mineragdo de ideias considerando também as relagdes
semanticas entre termos baseados em sindnimos. Os resultados desta investigagdo mostraram
um aumento da eficiéncia do método em comparacdo com o modelo apresentado em seu
trabalho anterior.

Ainda na mesma linha da utilizagdo de mineragdo de ideias aplicada a artigos, Azman
et al. (2019) utilizaram inteligéncia artificial e métodos de ajustes de curvas para descobrir a
posi¢do do texto do resumo de artigo com maior probabilidade de conter a ideia. O resumo ¢
igualmente dividido em trés se¢des: introdugdo, corpo e conclusdo. Verificou-se que a maioria
das ideias esta localizada na introdu¢ao ou na conclusdao de um resumo.

Em Sérgio e Gongalves (2019) € proposto um modelo de mineracao de ideias capaz de
contribuir na andlise e interpretagdo dos dados coletados em plataformas de Gestdo de Ideias,
com o intuito de auxiliar no processo de tomada de decisdo. A caracteristica importante do
modelo proposto é a presenga de uma ontologia responsavel por representar o conhecimento
de dominio.

As comunidades onde usudrios compartilham voluntariamente ideias sobre novos
produtos ou servigos tem se tornado uma importante fonte de inovagdao. Em funcao do volume
de informacgdes textuais nessas comunidades, Kim e Park (2019) propdem uma abordagem
integrada, construindo duas bases de dados sobre ideias versus produtos existentes usando
mineracdo de texto e verificando a sobreposi¢do entre os dois usando raciocinio baseado em
casos. Essa abordagem permitiu identificar oportunidades de inovagdo e produtos de
referéncia para adaptacdo. O uso da mineracdo de texto aumentou a variedade de potenciais
oportunidades a serem aproveitadas nas comunidades de inovacgdo. Ja a eficicia da
identificacdo foi incrementada através de raciocinio baseado em casos realizando uma
verificacdo de sobreposi¢do entre ideias e produtos ou servigos existentes.

O objetivo do trabalho de Roltgen ef al. (2020) foi desenvolver e avaliar uma
ferramenta organizacional colaborativa e gratuita chamada IdeaCheck. Usando um estudo de
caso para explicar e relatar experiéncias com a ferramenta durante a primeira implementagao,
esta possibilita ao usudrio discutir as etapas que uma ideia deve ser avaliada até que seja
aceita. Os critérios de avaliacdo também sdo registrados, o que torna o processo de escolha
transparente aos usuarios.

A mineragdo de ideias foi também aplicada para avaliacdo de ideias criadas por alunos

de cursos online. A partir de textos produzidos por esses alunos, o critério utilizado para
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selecionar ideias consistiu em buscar os textos que continham a combina¢do de meios
desconhecidos e fins conhecidos, ou em outras palavras, se um fim foi atingido utilizando um
meio novo, caracteriza entao a presen¢a de uma ideia (AZMAN et al., 2020).

Em Ayele (2020) ¢ proposto um modelo reutilizavel de mineragdo de ideias, o
CRISP-IM. O CRISP-IM pode ser usado para guiar o processo de identificacdo de tendéncias
usando conjuntos de dados de literatura académica, patentes organizadas temporariamente ou
qualquer outro conjunto de dados textuais de qualquer dominio para extrair ideias, através de
aprendizado de maquina ndo supervisionado e analise estatistica.

Em Ayele e Juell-Skielse (2020) ¢ apresentada uma melhoria do modelo CRISP-IM
dividindo-o em camadas. A primeira apresenta a camada de negodcios, onde sdo detalhadas as
tarefas executadas por escalas de tecnologia, incubadoras, aceleradoras, consultores e gerentes
de concurso. A segunda apresenta a camada técnica onde as tarefas sdo realizadas por
cientistas de dados, engenheiros de dados e especialistas.

Uma outra revisdo sistematica da literatura na area de mineragcdo de ideias foi
publicada onde se lista as principais técnicas utilizadas para a realizacdo de mineracao de
ideias. Sendo elas recuperacdo de informacdo, inteligéncia artificial, aprendizado profundo,
aprendizado de maquina, técnicas estatisticas, processamento de linguagem natural (PLN) e
analise morfoldgica baseada em PLN (AYELE; JUELL-SKIELSE, 2021).

O estudo de Ozcan et al. (2021) teve como objetivo criar um modelo de classificacao
para identificar tweets que continham uma ideia para explorar tendéncias e recuperar ideias
para varios fins. As contribui¢des praticas se aplicam a inovagao, gestdo, desenvolvimento de
produtos e sustentabilidade.

E, por fim, tem-se o estudo de Ha e Geum (2022), que sugere uma estrutura para
identificar novos servigos usando uma abordagem de identificagdo de palavras-chave
especificas para construir uma matriz que expressa a relagdo entre estas palavras. Foi utilizado
o algoritmo de agrupamento k-means (um algoritmo de clusterizagdo ou agrupamento) para a
identificacdo de palavras-chave e os autores apontam que os resultados do estudo sdo

promissores e refletem diretamente as necessidades do mercado.

2.8 CONSIDERACOES FINAIS

A fundamentagdo tedrica detalhada nesta secdo abrange os conceitos utilizados na

proposi¢do e desenvolvimento do modelo desta tese.
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Os conceitos de mineragao de texto ¢ minerag¢ao de ideias estdo relacionados com os
objetivos geral e especificos da tese e fornecem os conceitos introdutdrios para a compreensao
do tema. Com esta finalidade sdo detalhados os conceitos de ideia, bem como os critérios
utilizados por especialistas no processo de identificagdo e sele¢ao de ideias.

O aprendizado de méaquina por sua vez representa um ponto central na construgdo do
modelo, pois procura simular o comportamento humano através de algoritmos
computacionais.

Na secao sobre classificagdo de texto sao apresentadas as técnicas de classificagao de
texto que foram utilizadas no modelo, baseadas em uma revisao da literatura onde foram
elencadas e detalhadas técnicas amplamente utilizadas nesta tarefa.

Sao apresentadas ainda as técnicas Word Embeddings e Knowlwdge Graph, que t€m
sua utilizacdo em varias areas ¢ que podem ser também utilizadas como classificadores de
texto, porém incorporando ao modelo estruturas de conhecimento.

Finalmente, discute-se um conjunto de trabalhos relacionados a mineragdo de ideias,
através de uma classifica¢do cronologica, onde se pode ter uma noc¢do da evolucdo sobre o

assunto no decorrer dos anos.
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3METODOLOGIA DA PESQUISA

Este capitulo apresentarda como a pesquisa foi realizada, classificando-a quanto a
natureza, abordagem e procedimentos adotados. Serd realizada a descricdo quanto a
metodologia adotada, no caso o Design Science Research (DSR), sendo apresentados os
detalhes da revisdo sistematica realizada e, por fim, o detalhamento da pesquisa indicando os
procedimentos metodologicos adotados caracterizados nesta tese como desenvolvimento da

pesquisa.

3.1 ENQUADRAMENTO METODOLOGICO

Considerando a visao de mundo proposta por Morgan (1980) a pesquisa se enquadra
no quadrante inferior direito do modelo de Morgan, caracterizando-se como funcionalista. A
perspectiva funcionalista ¢ essencialmente reguladora e prética e estd interessada em
compreender a sociedade de maneira que produza conhecimento empirico util. O
funcionalismo se faz pelo fato do cientista engajar-se totalmente com a ciéncia e por meio
dela a realidade ser observada por uma lente objetivista (BURRELL; MORGAN, 1979).

Como modalidade de pesquisa, a proposta se enquadra como pesquisa tecnologica,
tendo como objetivo a criagdo de um artefato tecnoldgico. Segundo Aguiar (1991) a pesquisa
tecnoldgica € o trabalho sistematico, delineado a partir de conhecimento preexistente, obtido
através da pesquisa cientifica e/ou da experiéncia pratica, e aplicado na produgdo ou
aperfeicoamento de produtos, processos ou servigos.

O objeto da pesquisa tecnoldgica ¢ o conhecimento prescritivo, uma vez que o
artificial "constitui-se em um sistema adaptado ao ambiente em funcdo de determinado
proposito humano, um objeto (artefato) com propriedades desejadas, idealizado e fabricado
conforme desenho e projeto (design)” (CUPANI, 2011).

Do ponto de vista da sua natureza, pode ser considerada uma pesquisa aplicada, pois
objetiva gerar conhecimentos para aplicacdo pratica e dirigidos a solucdo de problemas
especificos (SILVA; MENEZES, 2005) A pesquisa aplicada ¢ a investigacdo original
concebida pelo interesse em adquirir novos conhecimentos. E, entretanto, primordialmente
dirigida em fun¢do de um fim ou objetivo pratico especifico (OCDE, 2013).

O referencial tedrico sera obtido através de uma visdo interdisciplinar, com objetivo

de estudar os métodos e técnicas da Engenharia do Conhecimento e suas relagdes com a
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Mineragdo de Ideias, auxiliando no processo de identificacio de ideia. Também sdo
explorados os critérios de selecdo de ideias, de forma a promover subsidios para a construgdo
do modelo. O instrumento empregado constitui-se na pesquisa bibliografica com foco na
revisdo sistematica dos constructos que suportam esta tese por meio de bases de dados

internacionais.

3.2 DESIGN SCIENCE RESEARCH METHODOLOGY

A metodologia Design Science Research Methodology (DSRM) serviu de base para
esta pesquisa, mais especificamente a proposicao de condugdao de Peffers et al. (2007).
Segundo Peffers ef al. (2007) a DSRM ¢ desenvolvida a partir de seis etapas que podem ser
executadas sequencialmente ou de acordo com a necessidade de projeto:

e Etapa 1 - Identificagdo do problema e sua motivagdo: esta etapa ¢ dedicada a
definicdo do problema de pesquisa especifico, apresentando-se uma justificativa
para a sua investigagdo. E importante que a definicio deste problema seja
empregada na constru¢do de um artefato que pode efetivamente oferecer a solucao
para este problema. Tem-se como recursos necessarios para esta etapa o estado da
arte do problema e da relevancia da solu¢do apresentada.

e Etapa 2 - Definicdo dos objetivos para a solugdo: tendo-se como ponto de partida
o conhecimento acerca do problema, bem como a nogao do que ¢ viavel e factivel,
delineiam-se os objetivos da solucdo a ser desenvolvida. Sdo elencados como
requisitos desta etapa novamente o estado da arte do problema e o conhecimento
das possiveis solugdes ja previamente apresentadas.

e Etapa 3 - Projetar e desenvolver: etapa destinada a criacdo do artefato,
determinando-se a sua funcionalidade desejada para o artefato, sua arquitetura e
em seguida a criacdo do proprio artefato. Os recursos necessarios para a terceira
etapa compreendem o conhecimento da teoria que pode ser exercida em uma
solucao.

e Etapa 4 — Demonstracdo: momento de demonstragdo do uso do artefato
resolvendo uma ou mais instancias do problema por meio de um experimento ou
simulagdo, estudo de caso, prova formal ou outra atividade apropriada. Os
recursos relacionados para esta etapa incluem o conhecimento efetivo de como

usar o artefato para resolver o problema.



60

e Etapa 5 — Avaliagdo: nesta etapa deve-se observar e mensurar como o artefato
atende a solug¢do do problema, comparando-se os objetivos propostos para a
solugdo com os resultados advindos da utilizacdo do artefato. Nesta etapa pode-se
definir pela recursividade da metodologia, isto ¢, o retorno as etapas 3 ou 4, de
modo a aprimorar o artefato.

e Etapa 6 — Comunicagdo: momento de divulgacao do problema e da relevancia da
propositura de uma solugdo para o mesmo, além da apresentacdo do artefato
desenvolvido.

A Figura 3 detalha graficamente as etapas da metodologia DSR descritas acima.

Figura 3 — Etapas da DSRM
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Fonte: Traduzido de Peffers et al. (2007)

3.3 REVISAO SISTEMATICA DA LITERATURA

A revisdo sistematica consiste em um tipo de investigacdo cientifica que tem por
objetivo reunir, avaliar criticamente e conduzir uma sintese dos resultados de multiplos
estudos primarios (COOK; MULROW; HAYNES, 1997). Ela também objetiva responder a
uma pergunta claramente formulada, utilizando métodos sistematicos e explicitos para
identificar, selecionar e avaliar as pesquisas relevantes, coletar e analisar dados de estudos
incluidos na revisao (CLARKE; HORTON, 2001).

Os instrumentos empregados neste trabalho foram a pesquisa bibliografica com foco
na revisdo sistematica do tema “mineracdo de ideias”, utilizando bases de dados
internacionais, entre elas: Scopus®, Science Direct®, ACM®, IEEE® e Springer Link®. A
escolha destas bases de dados ocorreu pelo fato de serem os principais meios de publicacao do

tema em pesquisa e, segundo Almeida (2006), interdisciplinares e internacionais.
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Os critérios de busca foram utilizados com o termo "idea mining" sendo este o
conceito central da pesquisa. Para captar artigos que tenham o contexto de aplicagdo pratica, o

"o cc

termo “idea mining” foi combinado com os termos "idea management", “data mining", “text

mining”, “machine learning”, “artificial intelligence” e “knowledge representation”. Desta
forma, a pesquisa foi realizada com a expressao de busca a seguir:

¢ ("idea mining") AND (“idea management” OR "text mining" OR "data mining"

OR "machine learning" OR Tartificial intelligence" OR "knowledge

representation")

A busca retornou inicialmente 150 artigos distribuidos da seguinte maneira: ACM®

(42), Science Direct® (35), Scopus® (38), Springer Link® (21) e IEEE® (14). Apds a

eliminagdo das duplicacdes (26 ao todo), foi realizada a andlise inicial com os 124 artigos

restantes. Através da leitura dos titulos verificou-se que 15 ndo possuiam relagdo direta com

os temas abordados nessa pesquisa, sendo entdo removidos. Apos efetuar a leitura dos

resumos também foram excluidos 75 artigos, também por ndo possuirem rela¢do direta com

os temas abordados. Foram ainda descartados 4 artigos que somente estavam disponiveis

mediante pagamento. Apo6s a analise restaram 30 artigos para serem analisados. A Figura 4

apresenta os percentuais dos artigos obtidos na revisao sistematica.

Figura 4 — Porcentagens dos artigos obtidos na revisao sistematica
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Nao houve restri¢do temporal na busca realizada, recuperando publicagdes do periodo
compreendido entre o ano de 2009 e o ano de 2022 A Figura 5 apresenta a série historica dos

artigos recuperados e selecionados para esta revisao sistematica.

Figura 5 - Série historica dos artigos recuperados e selecionados na revisdo sistematica

Estudos por Ano
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Fonte: autor

A partir do conjunto de artigos selecionados para a revisdo sistemadtica, foi possivel
identificar uma lista de 143 palavras-chave e a partir da lista foi produzida uma nuvem de fags

apresentada na Figura 6.



Figura 6 - Nuvem de tags produzida a partir das palavras-chave dos artigos
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Nos 30 estudos analisados, observou-se uma lista de autores e instituigdes: sdo 54

autores, filiados a 29 instituigdes de 17 paises. O Quadro 1 apresenta os autores por ordem de

quantidade de publicagdes, com os seus respectivos numeros de artigos publicados sobre o

tema, afiliagcdo e pais.

Quadro 1 - Autores por ordem de quantidade de publicagdes

Autor Numero Afiliacao Pais
de
Estudos
Dirk Thorleuchter 6 Fraunhofer INT Alemanha
Dirk Van den Poel 6 Ghent University Bélgica
Mostafa A. Alksher 6 Universiti Putra Malaysia Malasia
Azreen Azman 6 Universiti Putra Malaysia Malasia
Razali Yaakob 6 Universiti Putra Malaysia Malasia
Eissa M. Alshari 6 IBB University Iémen
Rabiah Abdul Kadir 4 Universiti Kebangsaan Malaysia Malasia
Abdulmajid Mohamed 4 Sebha University Libia
Workneh Y. Ayele 3 Stockholm University Suécia
Shyamala Doraisamy 2 Universiti Putra Malaysia Malasia
Kasper Christensen 2 Norwegian University of Life Sciences Noruega
Sladjana Nerskov 2 Aarhus University Dinamarca
Joachim Scholderer 2 Aarhus University Dinamarca
Alwyn Vwen Yen Lee 2 Nanyang Technological University Singapura
Seng Chee Tan 2 Nanyang Technological University Singapura
Marina Carradore Sérgio 2 Universidade Federal de Santa Catarina Brasil
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Sercan Ozcan

University of Portsmouth

Reino Unido

Metin Suloglu

Leeds University

Reino Unido

C. Okan Sakar

Bahcesehir University

Turquia

Sushant Chatufale

Aston University

Alexandre L. Gongalves 2 Universidade Federal de Santa Catarina Brasil
Gustaf Juell-Skielse 2 Stockholm University Suécia
Mari-Sanna Paukkeri 1 Helsinki University of Technology Finlandia
Tanja Kotro 1 National Consumer Research Centre Finlandia
Anita Prinzie 1 The University of Manchester Reino Unido
Sarah Herberz 1 Fraunhofer INT Alemanha
Xingsen Li 1 Ningbo Institute of Technology | Republica da China
Liping Li 1 Computer and Information Institute | Republica da China
Zhengxin Chen 1 College of Information Science & Technology Estados Unidos
Mark Klein 1 Massachusetts Institute of Technology Estados Unidos
Ana Cristina B. Garcia 1 Universidade Federal Fluminense Brasil
Haixia Liu 1 University of Nottingham Malaysia Maléasia
James Goulding 1 University of Nottingham Reino Unido
Tim Brailsford 1 University of Nottingham Malaysia Malasia
Amiya Tripathy 1 Don Bosco Institute of Technology india
Suman Raina 1 Don Bosco Institute of Technology India
Rylan Mascarenhas 1 Don Bosco Institute of Technology India
Sonu Pangotra 1 Don Bosco Institute of Technology india
Rilesh Rodrigues 1 Don Bosco Institute of Technology india
Lars Frederiksen 1 Aarhus University Dinamarca
Kristian Hovde Liland 1 Norwegian University of Life Sciences Noruega
Knut Kvaal 1 Norwegian University of Life Sciences Noruega
Einar Risvik 1 Nofima A/S Noruega
Alessandra Biancolillo 1 Nofima A/S Noruega
Tormod Naes 1 Nofima A/S Noruega
Jodo Artur de Souza 1 Universidade Federal de Santa Catarina Brasil
Jieun Kim 1 Massachusetts Institute of Technology Estados Unidos
Yongtae Park 1 Massachusetts Institute of Technology Estados Unidos
Anna T. Roltgen 1 Abteilung fiir Arbeits Universitit Trier Alemanha
Valeria Bernardy 1 Abteilung fiir Arbeits Universitit Trier Alemanha
Rebecca Miiller 1 Abteilung fiir Arbeits Universitit Trier Alemanha
ConnyH.Antoni 1 Abteilung fiir Arbeits Universitit Trier Alemanha
Sohee Ha 1 Seoul National University of Science and Technology | Republica da Coreia
Youngjung Geum 1 Seoul National University of Science and Technology | Republica da Coreia

1

1

1

1

Reino Unido

Fonte: autor

E, por fim, o Quadro 2 apresenta as principais informacdes dos artigos, os quais foram

lidos na integra.




Quadro 2 - Principais informacdes dos artigos da revisdo sistematica
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Autor Titulo Ano | Palavras- Base Descricao Geral
Chave de
dados
Paukkeri, M.-S., Framework for 2009 | idea tool, Scopus | Método para salvar e
Kotro, T. analyzing and innovation, text organizar ideias em
clustering short mining, practice, organizacdes
message organizational
database of ideas memory
Thorleuchter, D., Mining ideas 2010 | Idea mining, Text | Scopus | Método computacional
Van Den Poel, D., | from textual mining, Text de mineragdo de ideias
Prinzie, A. information classification,
Technology
Thorleuchter, D., Mining social 2011 | Idea Mining, Scopus | Método de mineragéo de
Herberz, S., Van behavior ideas of Social Behavior, ideias para dominio
Den Poel, D. Przewalski Przewalski social
horses Horses,
Textmining,
Knowledge
Discovery
Thorleuchter, D., Extraction of 2012 | Idea Mining, Scopus | Método de mineragdo de
Van Den Poel, D. ideas from Microsystems, ideias para dominio
microsystems Technology, tecnologico
technology Textmining,
Knowledge
Discovery
A. Tripathy; S. Extracting new 2012 | Web Logs;Data | IEEE Me¢étodo de mineracdo de
Raina; R. product ideas Mining;Search Web
Mascarenhas; S. from consumer Engines;Stemmin
Pangotra; R. blogs g, Knowledge
Rodrigues Discovery
Thorleuchter, D., Web mining 2013 | Web mining, Scopus | Método computacional
Van Den Poel, D. based extraction R&D planning, de mineragdo de ideias
of problem Idea mining, Text voltado para Web
solution ideas mining
Xingsen LiLiping Toward Extenics- | 2014 | Extension Springer | Modelo que combina
LiZhengxin Chen Based Innovation innovation - Link Extenics, mineragdo de
Model on Intelligent dados e gestdo do
Intelligent knowledge conhecimento
Knowledge management
Management -‘Data mining -

Extenics
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Mark Klein, Ana High-speed idea 2015 | Keywords: Science | Método para classificar
Cristina Bicharra filtering with the Collective Direct | ideias utilizando
Garcia, bag of lemons, intelligence, especialistas
Open innovation;
Social
computing; Idea
filtering
Liu, H., Goulding, | Towards 2015 | Idea mining - Scopus | Método computacional
J., Brailsford, T. computation of Text mining de mineragdo de ideias
novel ideas from Natural language
corpora of processing -
scientific text Recommender
systems -
Collaborative
filtering
Thorleuchter, D., Idea mining for 2015 | Web mining, Scopus | Método que usa
Van den Poel, D. web-based weak Strategic mineragdo de ideias para
signal detection decision making, detectar informacdo
Idea mining, relevante (sinais fortes)
Weak signal
analysis
Alksher, M.A., A review of 2016 | Text mining; Scopus | Revisdo geral de
Azman, A., Yaakob, | methods for Idea mining; métodos de mineracao
R., Kadir, R.A., mining idea from Information de ideias
Mohamed, A., text retrieval; Text
Alshari, E.M. classification
Thorleuchter, D., Identification of 2016 | Text mining, Scopus | Método de mineracao de
Van den Poel, D. interdisciplinary Latent semantic ideias interdisciplinares
ideas indexing, Idea usando cluster e
mining, classificagdo semantica
Clustering,
Classification
Kasper Christensen, | In Search of New | 2017 | no NA Mineragéo de ideias
Sladjana Nerskov, | Product Ideas: utilizando machine
Lars Frederiksen Identifying Ideas learning
and Joachim in Online
Scholderer Communities
byMachine
Learning and
Text Mining
Alksher, M.A., A framework for 2017 | Text mining, Idea | Scopus | Estrutura baseada em
Azman, A., Yaakob, | idea mining mining, analise estatistica para
R., Abdul Kadir, R., | evaluation Evaluation avaliacdo humana dos

Mohamed, A.,
Alshari, E.

Process, Idea

Reliability

resultados da mineragéo
de ideias
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Kasper Christensen, | Mining online 2017 | Machine Science | Método de mineracao de
Kristian Hovde community data: learning, Text Direct | Web
Liland, Knut Kvaal, | The nature of mining, Natural
Einar Risvik, ideas in online language
Alessandra communities processing,
Biancolillo, Joachim Online
Scholderer, Sladjana communities,
Norskov, Tormod ideas, Partial
Nas least squares,
Support vector
machines
Alwyn Vwen Yen | Discovering 2017 | Online discourse | NA Framework de dinamica
Lee & Seng Chee dynamics of an analysis, do desenvolvimento de
Tan idea pipeline: knowledge ideias dentro de uma
Understanding building construgdo de
idea development discourse, idea conhecimento
within a pipeline, idea
knowledge development, text
building mining, network
discourse analysis
Alwyn Vwen Yen | Promising ideas 2017 | Temporal NA Me¢étodo de mineragdo
Lee and Seng Chee | for collective analytics, usando analise temporal
Tan advancement of machine ¢ analise de cluster
communal learning, cluster
knowledge using analysis,
temporal promising ideas,
analytics and idea analysis,
cluster analysis knowledge
building
discourse
M. Carradore Idea 2017 | Cluster IEEE modelo baseado em
Sergio; J. Artur de | Identification Analysis,; Idea ontologias e analise de
Souza; A. Leopoldo | Model to Support Management, Inn cluster para apoiar a
Goncalves Decision Making ovation,; Ontology Gestao de Ideias
Mostafa Alksher, Feasibility of 2018 | Text extraction;, |NA Me¢étodo para identificar
Azreen Azman, Using the Text pattern; e posicionar ideias
Razali Yaakob, Position as Text position; dentro de artigos
Rabiah Abdul Kadir, | Feature for Idea Idea
Abdulmajid Identification identification;
Mohamed and Eissa | from Text Information
Alshari retrieval
Alksher M., Azman | Effective idea 2018 | Idea mining, Scopus | Método baseado em
A., Yaakob R., mining technique Information semantica para melhorar
Alshari E.M., Kadir | based on retrieval, a relagdo entre termos
R.A., Mohamed A. | modeling lexical WordNet, text de minera¢do de ideias
semantic pattern, text

mining
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Marina Carradore Andlise e 2019 | Idea Scopus | Modelo de analise e
Sérgio; Alexandre interpretagdo de management; interpretacdo de ideias
Leopoldo Gongalves | ideias: proposta Idea mining;
de um modelo Innovation; Idea
mining model
Azreen Azman, Optimization of 2019 | Idea mining, Text | Scopus | Otimizag¢do de modelo
Mostafa Alksher, idea mining position, de mineragdo de ideias
Eissa Alshari, Razali | model based on Optimization,
Yaakob, Shyamala | fext position Curve fitting,
Doraisamy weight Artificial Neural
Network
Jieun Kim, Yongtae | Leveraging ideas 2019 | no Scopus | Aplicativo de mineragéo
Park from user de ideias com text
innovation mining e raciocinio
communities: baseado em casos
using text-mining
and case-based
reasoning
Azreen Azman, A Framework for | 2020 | Online learning, | Springer | Framework de
Mostafa Alksher, Automatic Essay Link mineragdo de ideias
Shyamala Analysis of assessment, Idea
Doraisamy, Razali | Essays Based on mining, Text
Yaakob, and Eissa | Idea Mining mining, Analysis
Alshari tool
Roltgen, A.T.Email | Development, 2020 | Digital Scopus | Criacdo de aplicativo de
Author, Bernardy, implementation collaboration, gestdo de ideias
V., Miiller, R., and evaluation of Formative
Antoni, C.H. a digital idea evaluation, Idea
management management,
system. A case Innovation
analysis
Workneh Y. Ayele | A Data Mining 2020 | CRISP-IM; idea | Springer | Aplicativo de mineragdo
Process for generation, idea | Link de ideias
Generating Ideas evaluation; idea
Using a Textual mining
Dataset evaluation;
dynamic topic
modeling;
CRISP-DM
Workneh Y. Ayele; | A Process Model 2020 | Idea mining Springer | Aplicativo de mineragao
Gustaf Juell-Skielse | for Generating Idea generation | Link de ideias, melhoria

andEvaluating
Ideas: The Use of
MachineLearning
and Visual
Analytics to
Supportldea
Mining

Idea evaluation
Text mining
Machine
learning
Dynamic topic
modeling
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data-driven
morphological
analysis

Data analytics

Ayele W.Y., Juell- | 4 Systematic 2021 | Computer- Scopus | Revisdo sistematica de
Skielse G Literature Review assisted métodos de mineragao

about creativity, Idea de ideias

Idea elicitation, ldea

Mining generation, Idea

: The Use of mining,

Machine-Driven Machinelearning

Analytics to , Machine-driven

Generateldeas analytics, Text

mining

Sercan Ozcan, Social media 2021 | Text mining Science | Modelo de classificacdo
Metin Suloglu, C. mining for Semi-supervised |Direct | para identificar tweets
Okan Sakar, Sushant | ideation: learning que
Chatufale Identification of Support vector continha uma ideia

sustainable machines

solutions Decision-making

and opinions Crowdsourcing

Sustainability

Sohee Ha, Identifying new 2022 | New service Science | Processo para a
Youngjung Geum innovative development Direct | construgdo de

services using Big data implantagdo de fungéo

M&A data: An M&A de qualidade orientada a

integrated OFD dados

approach of MA (QFD) e analise

morfoldgica baseada em
dados (MA)

Com a finalidade de permitir a organizacao dos 30 artigos analisados nesta revisao

Fonte: autor

sistematica da literatura, estes foram divididos em grupos, conforme a técnica que foi aplicada

para implementac¢do da tarefa de minerag¢do de ideias. Os grupos propostos foram: artigos de

revisdo da literatura, artigos com métodos manuais de mineragdo de ideias, artigos com

métodos automaticos baseados em regras e artigos com métodos automaticos baseados em

aprendizado de méaquina. O Quadro 3 apresenta os dados acima descritos.
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Quadro 3 - Técnica aplicada na tarefa de mineracdo de ideias
Técnica de Mineracao de Ideias Numero de
Aplicada artigos Referéncia do Artigo
Artigos sem técnica de Mineracao de Ideias 2 (ALKSHER et al, 2016;
(Revisdo da Literatura) AYELE,; JUELL-SKIELSE,
2021)

Artigos com Métodos Manuais de Mineragdo 2
de Ideias (KLEIN;  GARCIA, 2015;

PAUKKERI, 2009)

Artigos com Métodos Automaticos de 14 (ALKSHER et al., 2017, 2018b,
Mineracdo de Ideias Baseados em Regras 2018a; KIM; PARK, 2019;
LEE; TAN, 2017b; LI, LI;
CHEN, 2014, LIU;
GOULDING; BRAILSFORD,
2015; THORLEUCHTER;
HERBERZ; POEL, 2011;
THORLEUCHTER; VAN DEN
POEL, 2015, 2016, 2012, 2013;
THORLEUCHTER; VAN DEN
POEL; PRINZIE, 2010;
TRIPATHY et al., 2012)

Artigos com Métodos Automaticos de 12 (AYELE, 2020; AYELE;
Mineragdo de  Ideias Baseados em JUELL-SKIELSE, 2020;
Aprendizado de Maquina AZMAN et al., 2019, 2020;
CHRISTENSEN et al., 2017a,
2017b; HA; GEUM, 2022;
LEE; TAN, 2017a; OZCAN et
al., 2021; ROLTGEN et al,
2020; SERGIO; GONCALVES,
2019; SERGIO; SOUZA;
GONCALVES, 2017)

Fonte: autor

Pode-se verificar através desta organizagdo realizada que h4d uma tendéncia de
utilizacdo de métodos automadticos de mineragdo de ideias baseados em aprendizado de
maquina nos ultimos 5 anos. Este parece ser um campo promissor que ainda pode ser
aperfeicoado e que possui vantagens e desvantagens se comparado com técnicas mais
tradicionais. Pelo fato de utilizarem aprendizado supervisionado, o conceito de ideia torna-se
simplificado, visto que serd apresentado ao sistema exemplos de ideias selecionadas por
especialistas dentro de um conjunto de dados. Porém, essa sele¢do de ideias pode ser subjetiva
e tornar o método pouco efetivo, uma vez que o sucesso da aprendizagem de maquina esta

altamente relacionado a qualidade dos dados.
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3.4 DESENVOLVIMENTO DA PESQUISA

Esta pesquisa teve seu desenvolvimento seguindo a abordagem metodologica da
Design Science Research, que tem como objetivo prover um processo para a conducao de
pesquisas cientificas e fornecer aos pesquisadores um modelo para detalhar e apresentar
resultados de pesquisa (PEFFERS et al., 2007).

O capitulo inicial da tese, mais especificamente as se¢des 1.2 e 1.5, assim como a
fundamentagado teodrica contém o detalhamento do que foi realizado na etapa 1. Ainda neste
capitulo, mais especificamente na se¢do 1.4, estd contida a defini¢do dos objetivos apontados
pela etapa 2 da DSR. No que tange ao estado da arte, mencionadas nas etapas 1 e 2, foi
realizada uma revisao sistematica da literatura, detalhada na secao 3.3.

No capitulo 4 ¢ apresentado como o artefato, ou seja, o modelo proposto, foi
construido, a partir de testes realizados levando em consideracdo as etapas 3 e¢ 4. Neste
capitulo, todas as etapas do modelo e a interconex@o entre as mesmas sdo detalhadas. Ainda,
para tornar mais claro o entendimento da proposi¢ao realizou-se uma instanciagdo do modelo.

O capitulo 5 contempla a etapa 5. Apos a demonstra¢ao dos resultados, estes foram
analisados e discutidos, permitindo uma avaliagdo do modelo proposto.

E, por fim, a etapa de comunicagdo foi realizada através de publicagdo de artigos em
periodicos e eventos, bem como a propria escrita da tese como um todo.

Os relacionamentos das etapas da DSRM com as sec¢des da tese correspondentes sdo

mostrados na Figura 7.



72

Figura 7 — Se¢des da tese e etapas da DSRM
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Fonte: autor

As secdes a seguir promovem um detalhamento das etapas do desenvolvimento da

tese, segundo as etapas da DSRM.

3.4.1 Identificacao do problema e sua motivacao

A identificagdo do problema foi feita a partir da revisdo sistematica, detalhada na

secdo 3.3. O problema e sua motivagdao também sao descritos na se¢ao 1.2.

3.4.2 Defini¢ao dos objetivos para a solucio

Na sequéncia, os objetivos desta tese foram definidos levando-se em conta o
problema identificado a partir da revisdo sistematica (secdo 3.3) e estdo descritos na se¢ao

1.4.
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3.4.3 Projetar e Desenvolver

Para projetar e desenvolver o sistema utilizado na avaliagdo do modelo foram
utilizados diferentes ambientes de desenvolvimento, descritos nos paragrafos a seguir.

Para a classificagio dos conjuntos de dados utilizou-se a aplicacio Lightside®
(MAYFIELD; ROSE, 2012), por ser um aplicativo de codigo aberto destinado & tarefa de
classificagdo de textos. Foram utilizadas as configuragdes padrdes do classificador SVM,
habilitando a opgao LibLinear, adequada para aumentar a eficiéncia do classificador. Também
foram utilizadas as configuragdes padrdes do classificador DT, desabilitando as opgdes de
trabalho com tabelas esparsas e de alta dimensdo, condi¢ao mais indicada para trabalhos que
envolvem valores numéricos. E por ultimo, as configura¢des padrdes do classificador NB
foram utilizadas, onde se encontram desabilitadas as op¢des de utilizacdo de estimadores
Kernel e discretizagao supervisionada.

Para a configuracdo dos recursos foi utilizada a op¢do de umigrams onde sdo
extraidas as palavras distintas do conteudo de cada texto do conjunto de dados. Cada palavra
representa uma caracteristica, tendo agregada a si a frequéncia em que ocorre na colegdo de
textos. Também foi utilizada a opcao track feature hit location que inclui o registro da
localizagdo de cada caracteristica extraida de cada documento. Isso ¢ importante para permitir
que se execute a andlise de erros apos a criagdo e avaliacdo de um modelo (MAYFIELD;
ROSE, 2012).

Como a aplicagio Lightside® ndo contempla o classificador RF, a aplicacio escolhida
neste caso foi o Orange® (DEMSAR et al., 2016) por ser um kit de ferramentas de andlise e
visualizacdo de dados de cddigo aberto, aprendizado de maquina e mineragdo de dados.
Foram utilizadas as configuracdes padrdes do classificador RF, utilizando replicable training
(treinamento replicavel) e desabilitando a op¢ao growth control (controle de crescimento).

Para a composicdo dos KGs do conjunto de dados utilizou-se a aplicagao Sobek
Mining® (REATEGUI et al., 2011), por ser um aplicativo de mineracio de texto que gera um
KG como resultado. A Sobek Mining® é uma ferramenta de mineragio de texto criada em
2007 pelo Grupo de Pesquisa em Tecnologia Aplicada a Educacdo do Programa de Pos-
Graduagdo em Informatica na Educa¢ao da Universidade Federal do Rio Grande do Sul. Sua
aplicacdo estd destinada a tarefas que envolvam a compreensdo da leitura e criagdo de
resumos, em que através da mineracdo de texto, cria um grafo do texto a partir dos conceitos

mais relevantes e suas relacdes utilizando como principio a analise de frequéncia de cada
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termo. A aplicag¢do permite a escolha de criacdo de grafos com 15, 30 ou 50 conceitos, sendo
que para esta tese se utilizou a configuragdo de 50 conceitos por ser a configuragdo maxima,
com a finalidade de captar o maior nimero possivel de conceitos.

O método de composicio dos grafos de conhecimento usado pelo Sobek Mining® foi
construido baseado no modelo de grafo de distancia simples, em que os nds representam os
principais termos encontrados no texto e as arestas usadas para ligar os nos representam
informacdes de adjacéncia. Portanto, nos e arestas representam como os termos aparecem no
texto. O método também identifica termos compostos e, par tal, se utiliza de alguns
parametros para extrair os conceitos compostos com mais de uma palavra: frequéncia minima
(indica o menor numero de ocorréncias que uma palavra deve ter para aparecer no grafico),
lista de cada conceito e seus vizinhos, nimero de ocorréncias de cada conceito € niumero
maximo de conexdes possiveis. De acordo com estes parametros, ¢ criada uma combinacao da
palavra atual com as palavras subsequentes. Depois de identificar as combinagdes frequentes
de palavras, chamadas de conceitos, o processo de mineracdo seleciona o conjunto de
conceitos relevantes com base em sua frequéncia no texto. A proxima etapa calcula a
semelhancga entre conceitos. O coeficiente de similaridade entre eles sdo calculados com o
produto escalar. Também ¢ calculado o coeficiente de relevancia para comparar dois
conceitos € manter aquele de maior importancia, mesmo que este possua uma frequéncia
menor (REATEGUI et al., 2011).

Para o calculo de coordenadas de WEs foi utilizado o método Word2vec®
(MIKOLOV et al., 2013) por ser uma técnica para processamento de linguagem natural que
utiliza um modelo de rede neural para aprender associagdes de palavras a partir de um grande
corpo de texto. O modelo de aprendizagem utilizado foi o CBOW, com 50 dimensdes € no
idioma portugués. Os algoritmos criados foram implementados em Python® (VAN ROSSUM,
1995).

Nas secoes a seguir serdo detalhadas as etapas de pré-processamento (comum aos
classificadores, KGs e WEs), transformagdo vetorial (utilizada nos classificadores) e

treinamento (comum aos classificadores, KGs e WEs).
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3.4.3.1 Pre-Processamento

O pré-processamento ¢ uma etapa necessaria para a retirada de informacgoes do texto
que ndo sao relevantes ao contexto de estudo. Para isso foram realizadas a tokenizacdo e a
remocao de stopwords.

A tokenizagdo € o processo de transformacao de um texto em unidades menores,
chamados de tokens, responsaveis por realizar a segmentagao do texto. Quando estes fokens
isolados de seus contextos ndo exprimem significados determinantes na compreensdo do
texto, ocorre a sua eliminagdo através do processo denominado de remogdo das stopwords

(JURAFSKY; MARTIN, 2020).

3.4.3.2 Transformagdo Vetorial

Para a correta utilizacdo de cada um dos documentos que compdem a colegao de
documentos pelos classificadores torna-se necessaria a realizagdo de uma transformagado
vetorial. Neste trabalho, foi utilizado o método bag-of-words.

O método bag-of-words representa um vetor de documento constituido de palavras
(ou caracteristicas) e suas frequéncias ou pesos e, apds a sua constituicao, serve de entrada
para a classificacdo de documentos em que a frequéncia de ocorréncia ou peso de cada
caracteristica € usada como seu recurso para treinar o classificador de texto (HARRIS, 1954;

DHAVALIKAR; CHOUDHARI, 2021).

3.4.3.3 Treinamento

O procedimento de validagdo cruzada foi aplicado a todos os MTECs deste trabalho
que envolvam treinamento. Para o caso especifico dos classificadores, além da validacao
cruzada foi utilizada a separacao do conjunto de dados em 80% treinamento e 20% testes.

A validagao cruzada ¢ um procedimento estatistico bastante comum em atividades de
minera¢do de dados e aprendizado de maquina, utilizado basicamente para evitar resultados
tendenciosos ao se utilizar um espago amostral reduzido. Consiste na parti¢do de uma amostra
de dados em subconjuntos mutuamente exclusivos onde a analise ¢ inicialmente realizada em
um subconjunto enquanto os demais sdo guardados para uma confirmacdo e validacdo da
andlise inicial. O conjunto de dados inicial ¢ chamado de conjunto de treinamento e os outros

sdo chamados de conjunto de validacdo ou teste. O procedimento é repetido circularmente
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para todas as particdes, onde cada uma ¢ utilizada uma unica vez durante o treinamento. O
resultado final ¢ a média das avaliagdes (KOHAVI, 1995; SCHAFFER, 1993; TAVARES;
LOPES; LIMA, 2007).

3.4.3.4 Calculo do delimitador para os Word Embeddings

Para o treinamento dos WEs foi necessario a criagdo de um delimitador entre as
ideias e os textos comuns, utilizando-se do centroide das 5 palavras mais frequentes do texto

analisado, aplicando a seguinte equagao:

maximocoord.—minimocoord-) (1)

centroide ,prq. = MINIMOporq. + ( >

A partir do centroide geral dos textos das ideias tragou-se uma figura geométrica
delimitadora que pudesse otimizar esta separacdo entre os textos contendo ideias e textos
comuns. Utilizando o centroide geral dos textos das ideias como ponto central, a figura foi
elaborada variando suas distncias delimitadoras dos eixos x, y e z. Os valores foram obtidos

apos testes com diferentes configuragdes, apresentados na Tabela 1.

Tabela 1 - Diferentes configuragdes para a obtenc¢ao da figura delimitadora com as respectivas
acuracias

Distancia somada ao Distancia somada ao Distancia somada ao

centroide geral dos centroide geral dos centroide geral dos

Identificador | textos das ideias no textos das ideias no textos das ideias no

do teste eixo X eixo Y eixo Z Acuracia

1 0,1 0,1 0,1 59%
2 0,2 0,2 0,2 68%
3 0,3 0,3 0,3 65%
4 0,4 0,4 0,4 56%
5 0,2 0,3 0,1 71%
6 0,3 0,2 0,1 69%
7 0,25 0,26 0,10 73%

Fonte: autor

As distancias foram calculadas inicialmente utilizando variacdes de 0.1 a partir do
centroide. Verificou-se entdo que a partir da distancia 0.5, a acurdcia dos testes caiu
consideravelmente. Portanto, as variacoes de 0.1 foram realizadas até 0.4, onde foram testadas

todas as possibilidades, porém, apenas apresentadas acima sdo as mais relevantes. Entre as
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configuragdes 5 e 6, foram obtidos os melhores desempenhos. Visando aferir a possibilidade
de incremento na acuricia, foram aplicadas variagdes de passo na segunda casa decimal de
0.01 nas distancias de x, y e z para os valores que constam entre as configuragdes 5 e 6.

O melhor resultado estd identificado como 7 e possibilitou a obtengdo da matriz

confusdo apresentada na Tabela 2.

Tabela 2 - Matriz confusdo entre ideias e textos comuns considerando os resultados dos WEs
Atual / Predito texto comum

ideia 36
texto comum

26

Fonte: autor

A matriz confusao mostra que o indice de acerto dos textos contendo ideias foi de
71% e dos textos comuns de 74%, atingindo uma acuréacia total em torno de 73%.

Os mesmos procedimentos descritos foram realizados considerando os WEs
treinados para identificar os critérios dos especialistas versus textos comuns. A Figura 8
apresenta o grafico de dispersdao em 2 dimensdes para facilitar a visualizagdo dos centroides

gerais das ideias, das ideias separadas por critérios e dos textos comuns.

Figura 8 — Grafico dos centroides

Grafico de Dispersao de y versus x
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Fonte: autor
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Nesta figura ¢ possivel verificar que existe separabilidade linear entre os critérios e
os textos comuns, mostrando que os WEs sdo capazes de realizar a tarefa de identificacdo dos
critérios.

E, por fim, ¢ realizada a comparagao entre os centroides gerais de cada critério com

cada texto do conjunto de dados, sendo apresentada abaixo a matriz confusdo na Tabela 3.

Tabela 3 - Matriz confusdo entre critérios e textos comuns considerando os resultados dos
WEs
ideia por critério

Atual / Predito
ideia por critério
texto comum

texto comum
9

24

Fonte: autor

Como se trata de WEs individuais, para contabilizagdo dos resultados foi realizado o
mesmo procedimento descrito para os classificadores nesta condi¢do, onde sdo considerados
os acertos dos WEs individuais treinados para identificar cada critério. O acerto final do WE ¢
atingido se os resultados obtidos alcancem a condi¢do de acerto de pelo menos um dos

critérios.

3.4.3.5 Definig¢do das Regras de Comparag¢do dos Knowledge Graphs

Apo6s a submissdo dos textos separados por critérios ao KG e encontrados os termos
mais frequentes e as relagdes que remetem ao critério, foram criadas regras de aderéncia para
cada critério especifico. O algoritmo que define as regras de aderéncia compara o KG gerado
para cada critério com um grafo simples produzido por um texto no Sobek Mining®. Quanto
maior o numero de conceitos e relagdes em comum, maior a possibilidade de um texto ser
aderente a um critério. Foram considerados no minimo 3 conceitos em comum e pelo menos 1

relagdo em comum, como valores de corte.

3.4.3.6 Calculo do Ranking

Para realizacdo dos calculos do ranking e do grau de pertinéncia aos critérios foram

definidas as seguintes varidveis, declaradas no Quadro 4.
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Quadro 4 — Defini¢do das varidveis para calculo do ranking

Variavel Descrigao
C O Resultados do classificador treinado para identificagdo do critério
Originalidade
crP Resultados do classificador treinado para identificagdo do critério
Produtibilidade

cr Resultados do classificador treinado para identificagdo do critério
Viabilidade Economica
KG O | Resultados do KG treinado para identificag¢do do critério Originalidade
KG P | Resultados do KG treinado para identificag@o do critério Produtibilidade
KG V| Resultados do KG treinado para identificagdo do critério Viabilidade
Econdmica
WE O | Resultados dos WE treinado para identifica¢do do critério Originalidade
WE P | Resultados dos WE treinado para identificacdo do critério Produtibilidade
WE V | Resultados dos WE treinado para identifica¢do do critério Viabilidade
Econdmica
Res C | Composicao dos resultados dos 3 critérios avaliados pelo classificador,
que indica se pelo menos um critério foi identificado por um classificador
treinado para cada critério
Res KG | Composi¢ao dos resultados dos 3 critérios avaliados pelo Knowledge
Graph, que indica se pelo menos um critério foi identificado por um KG
treinado para cada critério
Res WE | Composi¢ao dos resultados dos 3 critérios avaliados pelo Word
Embedding, que indica se pelo menos um critério foi identificado por um
WE treinado para cada critério
G(0) Grau de pertinéncia ao critério Originalidade
G(P) Grau de pertinéncia ao critério Produtibilidade
G) Grau de pertinéncia ao critério Viabilidade Econdmica

Fonte: autor

Vale mencionar que diferentes classificadores podem ser utilizados, sendo
necessario, para determinada execucdo, a escolha de um classificador em particular. A seguir

¢ apresentada a equacdo que compoes o resultado do ranking:

ranking = 100 X (

Res_C+Res_KG +RestE+C70+KG?0+WE70+C7P+KG?P+WE7P+C7V+KG?V+WE7V) (2)
12

As variaveis Res_C,Res_ KG e Res WE (composicdo dos resultados do
classificador, do KG e do WE) indicam se um texto ¢ ou ndo uma ideia. E as varidveis C O,
CP, CV, KGO, KGP, KGV, WE O, WE P e WE V, (resultados individuais do
classificador, do KG e do WE) indicam os acertos de cada critério. Na equagdo do ranking ¢
feito uma média entre a composi¢do dos resultados do classificador, do KG e do WE e os

resultados individuais de cada critério para o classificador, o KG e o WE.
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Os graus de pertinéncia de cada um dos critérios sdo calculadas da seguinte forma:

G(O) _ ( (C_O+KG_O+WE_0)
- (C_O+KG_O+WE_0)+(C_P+KG_P+WE_P)+(C_V+KG_V+WE_V)

) x 100 3)

G(P) _ ( (C_P+KG_P+WE_P)
- (C_O+KG_O+WE_0)+(C_P+KG_P+WE_P)+(C_V+KG_V+WE_V)

) x 100 4)

G(V) . ( (C_V+KG_V+WE_V)
- (C_O+KG_0+WE_0)+(C_P+KG_P+WE_P)+(C_V+KG_V+WE_V)

) x 100 (5)

3.4.4 Demonstracao

A demonstracao da viabilidade do modelo foi construida a partir de cenarios de
estudo. Os conjuntos de dados utilizados para elaboragdo destes cendrios foram divididos em
conjunto de dados para avaliagdo do modelo e conjunto de dados para verificagdo do modelo.
O objetivo desta divisdo ocorreu pois, para avaliagdo do modelo foi necessario um conjunto
de dados voltado para avaliacdo das técnicas, onde as ideias € os textos comuns estivessem
claramente separados. Isto se justifica devido a escolha dos métodos para cada tarefa do
modelo sendo interessante um treinamento com as ideias claramente evidenciadas em relacao
aos textos comuns. Porém, em uma condigdo pratica e real, isso dificilmente ocorria. Sendo
assim, foi criado um conjunto de dados para verificagdo do modelo onde os textos que nao
contém ideias sdo mais semelhantes aos textos que contém ideias, porém sem indicativos de

inovacao.

3.4.4.1 Conjunto de Dados para Avaliagdo Inicial do Modelo

Este conjunto de dados contém ideias disponibilizadas publicamente através do
Portal Sinapse da Inovagio®, que é um programa de incentivo ao empreendedorismo inovador
que tem por objetivo “transformar e aplicar as boas ideias geradas por estudantes,
pesquisadores, professores e profissionais dos diferentes setores do conhecimento e
econdmicos em negocios de sucesso” (SINAPSE DA INOVACAO, 2018). O conjunto de
dados possui 122 textos representando ideias que alcangaram a ultima etapa para serem

selecionadas, sendo aprovadas e que receberam aporte financeiro do Sinapse na Inovacao®,
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edi¢dao 2018. Adicionalmente, foram incluidos ao conjunto de dados 100 textos com conteudo
diverso retirado da web.

O conjunto de dados de ideias foi entdo classificado manualmente considerando os
trés critérios de especialistas considerados nas avaliagdes iniciais, sendo originalidade,
produtibilidade e viabilidade economica, a partir da leitura individual de cada ideia. Os
quantitativos foram: ideias que explicitamente mencionam somente a viabilidade econdmica
(rotulo Viabilidade Economica), 21; ideias que mencionam somente informacdes que possam
representar o critério de produtibilidade (rotulo Produtibilidade), 29 e ideias que em seu texto
denotam um grau elevado somente do critério de originalidade (rotulo Originalidade), 32.
Existem textos em que aparecem mais de um critério, sendo estes rotulados de Originalidade e
Produtibilidade, 2, Originalidade e Viabilidade Econdmica, 21, Produtibilidade e Viabilidade
Econdmica, 11 e Originalidade, Produtibilidade e Viabilidade Econdmica, 6. Por fim, foram
rotulados os 100 textos comuns extraidos aleatoriamente da Wikipedia® (rotulo Texto

Comum). Os quantitativos sdo apresentados na Figura 9.

Figura 9 - Separacao do conjunto dados para avaliacdo do modelo (textos comuns x ideias
classificadas por critérios)
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3.4.4.2 Conjunto de Dados para Verificagdo do Modelo

Este conjunto de dados ¢ composto por 283 ideias retiradas da lista das iniciativas
premiadas pelo Concurso Inovacido da Escola Nacional de Administragio Publica — ENAP®.
Para a verificacdo, o conjunto de dados foi lido e classificado manualmente para extrair os
critérios utilizados na selecdo de cada ideia. De maneira complementar, foi adicionado outro
conjunto de dados com 283 textos contendo projetos aprovados pela Universidade Federal do
Rio Grande - FURG e cadastrados no Sistema de Controle de Projetos — SisProj. Mesmo
sendo projetos aprovados, estes ndo representam ideias contendo inovagao e por isto foram
utilizados como contraponto aos textos contendo ideias. As 283 ideias e os 283 textos foram
extraidos a partir do Portal de Dados Abertos® (BRASIL, 2012).

A leitura e classificagdo manual identificou 91 ideias que mencionam somente o
critério originalidade, 45 ideias que mencionam somente o critério produtibilidade e 33 ideias
que mencionam somente o critério viabilidade economica. O conjunto também apresenta
ideias contendo mais de um critério, sendo elas 46 ideias que mencionam os critérios
originalidade e produtibilidade, 24 ideias que mencionam os critérios originalidade e
viabilidade econdmica, 24 ideias que mencionam os critérios produtibilidade e viabilidade
econdmica e, por fim, 20 ideias que mencionam os critérios originalidade, produtibilidade e

viabilidade econdmica. Os quantitativos sdo apresentados na Figura 10.
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Figura 10 - Separag¢ao do conjunto dados para verificagdo do modelo (projetos x ideias

classificadas por critérios)
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Fonte: Autor

3.4.5 Avaliacao

Para avaliacdo de desempenho dos classificadores de texto e para o resultado
ordenacdo (ranking) das ideias, foram utilizadas as métricas de acuracia, precisdo (precision),
revocacdo (recall), fl-score e o coeficiente kappa. Estas métricas sdo baseadas na matriz
confusdo.

A matriz confusdo, também conhecida como matriz de erro ou matriz de confusdo,
representa um layout de tabela especifico que permite a visualizagdo do desempenho de um
algoritmo, tipicamente voltado ao aprendizado supervisionado, mostrando as classificagdes

corretas e incorretas.
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De acordo com Campbell e Wynne (2011), os erros estdo presentes em qualquer tipo
de classificagdo e a forma padronizada para reportar erros em locais especificos ¢ a chamada
matriz confusdo. Esta matriz identifica ndo somente o erro global da classificagao para cada
categoria, mas também como se deram as confusdes entre as categorias. No Quadro 5 ¢

apresentada a matriz confusao.

Quadro 5 — Apresentacao da matriz confusao

Classificacdo
Prevista
P N
o
S_lp| w FN
S _
s
% Z
o
(@]
N FP VN

Fonte: autor

No quadro acima e nas equacdes sdo apresentadas a seguir, VP representa a
classificagdo correta da classe positivo, VN representa a classificagdo correta da classe
negativo, F'P representa o erro em que o modelo previu a classe positivo quando o valor real
era a classe negativo e F'N representa o erro em que o modelo previu a classe negativo quando

o valor real era a classe positivo.

A acurdcia ¢ uma métrica simples que informa o desempenho de um classificador ao
prever rotulos de classe a partir de seu conjunto de dados. A equagdo 6 ilustra o célculo da

acuracia.

VP+VN
VP+VN+FP+FN (6)

acuracia =
A precisdo ¢ a capacidade de evitar falsos positivos na segmentacdo do conjunto de
dados e pode ser usada em uma situacdo em que os falsos positivos sdo considerados mais

prejudiciais que os falsos negativos. A equagdo 7 ilustra o calculo da precisao.

VP
VP+FP 7

precisao =
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O revocacdo representa a propor¢do entre as segmentacdes corretas e o total de
segmentagdes realizadas. Essa métrica indica o quao boa foi a segmentacao na escolha dos
pontos corretos do conjunto e dados, e pode ser usada em uma situacdo onde os falsos
negativos sdo considerados mais prejudiciais que os falsos positivos. A equagdo 8 ilustra o

calculo da revocagao.

VP
VP+FN

revocagao = (8)

O fl-score ¢ simplesmente uma maneira de observar somente 1 métrica ao invés de
duas (precisdo e revocagdo) em alguma situacdo. E uma média harmonica entre as duas, que
estd muito mais proxima dos menores valores do que uma média aritmética simples. Ou seja,
quando se tem um fl-score baixo, ¢ um indicativo de que ou a precisao ou a revocagao esta

baixa. A equacao 9 ilustra o calculo do fl-score.

2Xprecisionxrecall

f1—score = 9)

precision+recall

J& o coeficiente kappa ¢ comumente utilizado para avaliar a concordancia entre as
classificagdes de dois avaliadores em uma escala nominal (DE RAADT et al, 2019). A

equagdo 10 ilustra o calculo do coeficiente kappa.

_ P(0)-P(E)
kappa = TP (10)

Na equagdo 10, P(O) representa a proporcao observada de concordancias (soma das
respostas concordantes dividida pelo total) e P(E) representa a propor¢ao esperada de

concordancias (soma dos valores esperados das respostas concordantes dividida pelo total).

3.4.6 Comunicacao

A comunicag¢do dos resultados foi realizada através de publicacdes em periddicos e

congressos, visando apresentar os resultados obtidos a comunidade cientifica.
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3.5 SINTESE DA METODOLOGIA DE PESQUISA

O enquadramento metodologico foi realizado sendo esta classificada como
paradigma funcionalista, modalidade tecnologica e de natureza aplicada. Em seguida sao
detalhadas todas as etapas da DSRM que serviram de base para a constru¢do do modelo
propriamente dito.

A revisdo sistematica foi o procedimento adotado para identificar as pesquisas
relevantes sobre o tema MI através de um método sistematico.

E finalizando este capitulo a metodologia de pesquisa foram descritas todas as etapas
da tese, bem como sua relagdo com a DSRM. No Quadro 6 é apresentada uma sintese do

desenvolvimento da pesquisa.

Quadro 6 — Sintese do desenvolvimento da pesquisa

Etapa Descri¢ao

Identifica¢do do problema e sua motivagéo Revisio sistemdtica da literatura.
Definigdo dos objetivos para a solugdo Revisdo sistemdtica da literatura.

Projetar e Desenvolver Diferentes ferramentas/métodos utilizadas

desenvolvimento. Ferramentas: Lightside®, Orange®,
Sobek Mining® ; Método: Word2vec; e Linguagem de
Programacéo: Python®.

Pré-processamento: fokenizacdo e a remocgao de
stopwords.

Transformacdo vetorial: bag-of-words.

Treinamento: validagdo cruzada e separacao do segundo
conjunto de dados em treinamento/teste.

Demonstracao Dois cenarios de estudo:

e Conjunto de dados para avaliagdo inicial do modelo:
122 ideias e 100 textos comuns.

e Conjunto de dados para os verificagdo do modelo:
283 ideias e 283 projetos aprovados.

Avaliagdo Métricas de acurdcia, precisdo (precision), revocagdo
(recall), f1-score e o coeficiente kappa. Estas métricas
sdo baseadas na matriz confusio.

Comunicagio Publicagdes dos resultados em periddicos e congressos.

Fonte: autor
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4 MODELO PROPOSTO

Este capitulo visa apresentar o modelo proposto detalhando e exemplificando cada
uma das etapas que o compdem com o intuito de facilitar o seu entendimento. Além disso, o
que se pretende, apoOs a apresentagdo geral, € a criacdo de uma instancia do modelo que ajude
na compreensao de todas as etapas.

Os trabalhos identificados na revisdo sistemdatica abordam de forma superficial o
processo de selecdo de ideias realizado por um especialista, que ¢ o subsidio para um
minerador de ideias. O modelo proposto objetiva introduzir critérios utilizados por um
especialista humano para separar ideias de textos comuns, através das técnicas Word
Embedding e Knowledge Graph. E, em conjunto com classificadores tradicionais Suport
Verctor Machines, Decision Trees, Random Forest e Naive Bayes, criar uma ordenagdo
(ranking) de textos onde aqueles de maior pontuagcdo possam ser considerados uma ideia.
Como resultado final, pretende-se, além do ranking, informar a contribuicdo de cada critério

para cada ideia considerando o conjunto em analise.

4.1 APRESENTACAO DO MODELO PROPOSTO

O modelo proposto consiste em uma série de etapas, utilizando os MTECs
declarados no referencial tedrico, com a finalidade de responder a pergunta de pesquisa e
atingir os objetivos geral e especificos da tese. A seguir serdo apresentadas as etapas do
modelo de forma simplificada e, na secao 4.2, serdo explicadas a concepcao e funcionalidades
de cada etapa de maneira mais detalhada.

A partir do conjunto de dados contendo ideias e textos comuns, as seguintes etapas
constituem o modelo:

1) Classificagdo de texto realizada por um classificador de aprendizado de maquina;

2) Separacdo do conjunto de dados conforme os critérios dos especialistas;

3) Composi¢ao dos Knowledge Graphs (KGs), sendo um para cada critério;

4) Calculo de coordenadas utilizando Word Embeddings (WE);

5) Composi¢ao do ranking dos textos analisados.

A Figura 11 apresenta as etapas do modelo proposto.
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Figura 11 — Composi¢ao do modelo proposto
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Fonte: autor

O modelo possui, como objetivo final, a composicdo de um ranking de textos
levando em conta os resultados de MTECs. Neste sentido, o ranking deve apresentar nas
posicdes mais elevadas um conjunto de textos que represente ideias com o intuito de auxiliar
especialistas na identificacdo de quais dessas teriam maior potencial para serem
implementadas por determinada organizacao.

Para tal, sdo utilizados a classificacdo de texto, a composi¢ao de KGs e o calculo de
coordenadas com base em WEs, através de um treinamento. Este treinamento € realizado por
meio de um conjunto de ideias separadas por alguns critérios utilizados por especialistas em
suas avaliagdes. Tal abordagem objetiva simular o comportamento de um especialista no
momento em que este classifica determinada ideia, como uma simplificagdo do processo. O
modelo por sua vez incorpora este conhecimento do especialista através do seu treinamento,
que por sua vez, adquire caracteristicas adicionais que o fazem aprimorar o resultado dos
classificadores de texto tradicionais.

Considerando as etapas acima descritas, o diagrama geral do modelo proposto ¢

apresentado na Figura 12.
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Figura 12 - Diagrama geral do modelo proposto
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Fonte: autor

Na se¢do 4.2 a seguir sdo detalhadas as etapas do modelo e na secao 4.3 sera provida

uma exemplificacdo do funcionamento visando facilitar o entendimento da proposta.

42 COMPOSICAO DO MODELO

O modelo, preliminarmente apresentado por meio de uma representagao simplificada
de sua composi¢do e, na sequéncia utilizando uma representacdo mais completa, terd a suas

etapas detalhadas nesta segdo.

4.2.1 Etapa de separacio do conjunto de dados conforme critérios de especialistas

A partir de uma revisao da literatura onde foram selecionados os principais critérios
de especialistas utilizados na selegdo de ideias, os textos foram lidos e manualmente
classificados. Os critérios dos especialistas utilizados foram: originalidade, produtibilidade e
viabilidade econdmica. Conforme ja mencionado na se¢do 2.2.3, estes critérios fazem parte do

aspecto tecnologico, e representam os principais requisitos de escolha neste dominio.
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Cabe ressaltar que uma ideia pode ser classificada por um ou mais critérios e isto se
reflete no conjunto de treinamento, sendo que ideias que possuem mais de um critério sao
replicadas nos seus respectivos conjuntos de treinamento. Exemplificando, se um texto
contendo uma ideia apresenta os critérios de originalidade e viabilidade econdmica, ambos os
conjuntos de treinamento de originalidade e viabilidade econdmica vao apresentar esta mesma
ideia.

Esta classificacdo tem como principal objetivo a separagdo de dados para o
treinamento, visto que a tarefa de mineracdo de ideias ¢ um processo complexo se for
considerado como um todo. Sendo assim, uma classificacdo considerando critérios permite
tornar o modelo similar ao que realmente ¢é realizado na pratica, quando um especialista esta
avaliando uma ideia.

A seguir ¢ apresentada a Figura 13 que contém o detalhamento da etapa de separagdo

do conjunto de dados conforme critérios de especialistas.

Figura 13 - Detalhamento da etapa de separag@o do conjunto de dados conforme critérios de

especialistas
Ideias selecionadas pelo
Separagég critério 1
@ ( i
Conjunto de :> —]— Ideias selit5|qnadas pelo
Ideias i critério n
Cntenos
Espemahsta |deias selecionadas pelos
critérios 1 en

Fonte: autor

4.2.2 Etapa de classificacdo de texto

O conjunto de ideias utilizado pelo modelo deve ser constituido de textos contendo
ideias selecionadas com potencial de serem implementadas, ou seja, que podem ser
desenvolvidas por determinada organizacdo, assim como de textos comuns. Os textos comuns

devem ser constituidos de forma aleatdria, sem escolher um assunto em particular. Sendo
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assim, os classificadores de texto sdo aplicados e seus resultados participam da composi¢ao
do ranking. De modo geral, qualquer classificador de texto pode ser utilizado nesta tarefa,
sendo que aqueles mencionados na secdo 2.4.1 serdo utilizados por serem amplamente
utilizados e citados na literatura aderente a esta tese.

O pré-processamento e a transformagdo vetorial realizadas na etapa anterior a
classificagdo de texto foram mencionadas nas se¢des 3.4.3.1 e 3.4.3.2. Como resultado desta
etapa, tem-se a separacao do conjunto de dados em ideias classificadas por critérios e texto
comum. Para tal, o classificador ¢ treinado a partir dos critérios, sendo necessario n
classificadores treinados (do mesmo tipo) para cada n critérios a serem classificados.
Exemplificando, na tarefa de classificacdo de texto pode ser utilizado 3 classificadores NB
(NB_O, NB P e NB V), sendo o NB_O utilizado para identificar o critério originalidade, o
NB_P para identificar o critério produtibilidade e o NB_V para identificar o critério
viabilidade econdémica.

A seguir a Figura 14 contém o detalhamento da etapa de classificacdo de texto por

classificadores tradicionais de aprendizado de maquina.

Figura 14 — Detalhamento da etapa de classificagdo de texto
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Fonte: autor

4.2.3 Etapa de composi¢ao dos Knowledge Graphs

As ideias selecionadas pelos critérios na etapa anterior representam a base de entrada
para a composi¢do dos KGs sendo estes responsaveis pela agregacdo de estruturas de
conhecimento ao modelo. As saidas da composicao dos KGs fardo parte na composicao do

ranking final.
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Para o treinamento do modelo, se faz necessaria a analise coletiva das ideias
classificadas por cada critério. Este conjunto serve de entrada para a composi¢do dos KGs
para cada um dos critérios utilizado no modelo. Estes grafos sdo utilizados como referéncias
ao se analisar um grafo individual de cada texto, ou seja, considerando um determinado grafo
de um texto em especifico (ideias ou texto comum), este ¢ comparado com o grafo de cada
critério de modo que seja possivel estabelecer uma aderéncia no nivel de termos e
relacionamentos.

A seguir ¢ apresentada a Figura 15 com o detalhamento da etapa de criagdo de

relacionamentos utilizando KGs.

Figura 15 - Detalhamento da etapa composicao dos Knowledge Graphs
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Fonte: autor

4.2.4 Etapa de calculo de coordenadas utilizando Word Embeddings

Neta etapa o conjunto de ideias passa por um processo de identificagdo das palavras
mais relevantes que serd a entrada do célculo de coordenadas WE. Isto ¢ realizado através da
retirada de stop words e, em seguida, verificando no texto quais sdo as n palavras mais
frequentes. Em seguida o calculo de coordenadas de WEs obtém as coordenadas utilizando-se
de uma base pré-treinada no idioma Portugués, o repositorio de WEs do Nucleo
Interinstitucional de Linguistica Computacional (NILC, 2017).

A partir das coordenadas, sdo realizados os célculos do centroide geral e dos

centroides por critérios. Este centroide geral, considerando todas as ideias serve de referéncia
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para a comparagdo com o centroide individual de cada texto, permitindo assim, estabelecer a
similaridade entre os textos e o centroide de um critério especifico. O centroide ¢ obtido
geometricamente a partir das coordenadas do WE de cada palavra mais frequente de cada
texto. Para fins de calculos e ilustragdes ao longo desta secdo, foram consideradas somente 3
dimensdes (eixos x, y e z) para as cinco palavras mais frequentes de ocorréncia em
determinado texto.

A partir disso, ¢ tragcada uma figura geométrica (bloco) de forma que esta consiga
englobar os 5 pontos que representam as palavras mais frequentes de ocorréncia no texto. O
mesmo processo ¢ realizado para todos os textos contendo ideias, sendo entdo calculado o
centroide geral das ideias. Por fim, agrupam-se as ideias selecionadas por cada critério e, a
partir disso, calculam-se os centroides das ideias por critério (originalidade, produtibilidade e
viabilidade econdmica). Para verificar se o texto ¢ uma ideia deve-se calcular a distancia entre
o centroide geral das ideias e o centroide do texto a ser analisado.

A seguir ¢ apresentada a Figura 16 que contém o detalhamento da etapa de criagdo de

coordenadas utilizando WEs.

Figura 16 - Detalhamento da etapa de calculo de coordenadas utilizando Word Embeddings
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Fonte: autor
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4.2.5 Etapa da composicio de ordenacio (ranking) dos textos

Esta etapa ¢ responsavel pelo estabelecimento de um ranking contendo um grau de
pertinéncia de um texto analisado ser ou ndo uma ideia, que determina a aderéncia a cada
critério. A composi¢ao ocorre pelos resultados descritos nas etapas de classificagdo de texto,
da etapa de composi¢cao dos Knowledge Graphs e do calculo de coordenadas utilizando Word
Embeddings, a partir de seus resultados individuais.

A seguir ¢ apresentada a Figura 17 que detalha a etapa de composi¢do do ranking de

textos.
Figura 17 - Detalhamento da etapa de composicao do ranking de textos
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Fonte: autor

43 EXEMPLIFICACAO DO FLUXO DAS ETAPAS DO MODELO

Para ilustrar o fluxo, sera utilizado um texto caracterizado como ideia selecionada a
partir do critério Produtibilidade para mostrar a sua codificacdo ao percorrer todas as etapas
do modelo. Os demais critérios ndo serdo mostrados, visto que o fluxo seria bastante similar.

O contetdo do texto utilizado no exemplo € apresentado no Quadro7.
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Quadro 7 - Texto utilizado para exemplificagdo do modelo

Criar um APP voltado a gestdo de pequenas propriedades rurais com alimentagdo de dados
e controle de desempenho, nas dimensées financeira e produtiva (desempenho produtivo e
zootécnico). O objetivo da ideia é facilitar a gestdo em propriedades rurais, com énfase em
duas dimensoes principais: 1) desempenho econémico. rentabilidade, lucratividade, margem
de contribui¢do, ponto de equilibrio, indicadores, etc. e 2) desempenho produtivo:
identifica¢do e acompanhamento produtivo nas diversas atividades de uma pequena
propriedade rural, acompanhando aspectos de produtividade e zootécnicos (controle de
animais vacinas peso etc.). A proposta visa oferecer alternativa de gestdo por intermédio de
um aplicativo que facilite o controle continuo de dados financeiros e produtivos zootécnicos,
considerando custos despesas e receitas da propriedade rural em suas diferentes atividades,
gerando informagoes para a tomada de decisoes. Embora haja muita tecnologia e recursos
disponiveis no mercado, as pequenas propriedades rurais ainda ndo dispéem de muitos
recursos para o controle de suas atividades, fragilizando a tomada de decisoes e em
consequéncia os resultados de suas atividades, uma vez que na grande maioria dos casos ndo
possuem informagoes minimamente sistematizadas. Dessa perspectiva, resultam também
limitagoes na qualidade de vida das familias rurais. O desafio pensado segue na linha de
uma inovagdo incremental, onde se pretende superar a falta de alternativas tecnologicas
simplificadas de apoio a gestdo de pequenas propriedades rurais. O oferecimento da solugdo
de interesse de grande numero de pessoas, familias rurais, as quais em geral ja dispéem de
smartfones, o que facilitaria o uso de um aplicativo voltado a controlar o desempenho das
atividades das propriedades. A contribui¢do esperada ¢ de importante impacto social e
poderad oportuniza maior produtividade e melhor qualidade de vida no campo.

Fonte: Sinapse da Inovagdo (2018)

Primeiramente, o texto deve ser submetido a um classificador de textos. Para este
exemplo utilizou-se o algoritmo Naive Bayes (NB), treinado para a identificacdo de cada
critério individualmente. Apds a etapa de treinamento o texto foi identificado como uma ideia
pelo classificador NB, sendo que este identificou os trés critérios no texto.

Na sequéncia, o texto foi submetido ao codificador WE cujos resultados sao

apresentados na Tabela 4.

Tabela 4 - Codificagdo WE do texto exemplo contendo uma ideia

Dimensdo | rural Propriedade desempenho | atividade gestdo
X 0,500257| -0,027241999 0,068833999 | -0,06357 | 0,196664006
Yy -0,13873 | 0,275985003 -0,09973 0,07132 0,210511997
z 0,406158 0,004379 -0,040605001 | -0,23274 | -0,193737999

Fonte: autor

A Tabela 4 indica as 5 palavras mais frequentes no texto e suas coordenadas WEs em

trés dimensdes. A partir disso, ¢ tracada uma figura geométrica (bloco) de forma que se
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consiga englobar os 5 pontos que representam as palavras. Desta forma, encontra-se o

centroide da representacdo apresentado na Figura 18.

Figura 18 - Coordenadas das palavras mais frequentes do exemplo de ideia e seu centroide
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Fonte: autor

Para o exemplo descrito, o centroide do texto analisado possui as coordenadas
(0.2183435, 0.068627502, 0.086709).

Para o calculo do centroide geral de cada critério ¢ aplicada a Equacdo 6
(apresentada em 4.2.4) a todos os textos que apresentam originalidade, produtibilidade e
viabilidade economica. As coordenadas do centroide do critério originalidade sao
(0.212572992, 0.1907565, 0.155280992), do critério produtibilidade sdao (0.17258948]1,
0.27659753, 0.123676986) e do critério viabilidade econdomica sdao (0.159202501,
0.283354044, 0.245565489).

No exemplo descrito, a distdncia entre o centroide do texto analisado e do critério
originalidade foi 0.197638502, do critério produtibilidade foi 0.246253852 e do critério
viabilidade economica foi de 0.331523084. No treinamento realizado com todos os textos, sdo
estabelecidos os limites de aderéncia a cada critério. Considerando os WEs de cada critério, o
texto foi classificado com os critérios Originalidade e Produtibilidade.

Em continuidade, ¢ aplicado o método de composi¢ao do KG, onde sdo identificados
os principais termos e os seus relacionamentos. Esta etapa produz um KG para cada critério
considerado no modelo, bem como um grafo individual para cada texto do conjunto de dados.

A Figura 19 apresenta um grafo de exemplo para o critério produtibilidade.
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Figura 19 — Grafo de uma ideia selecionada pelo critério produtibilidade

Fonte: autor

Os conceitos que coincidem com o KG do critério produtibilidade foram gestdo e
desempenho, com a relagdo mais proxima encontrada sendo, neste caso, entre gestdo e
desempenho. Verificou-se ainda que foram encontradas correspondéncias entre as relagdes do

texto com as relagdes gerais do critério produtibilidade.

A seguir na Tabela 5 ¢ mostrado um fragmento do ranking, ilustrando o calculo

descrito em 4.2.5.
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Tabela 5 — Fragmento do ranking de textos

(NN
5 Of & = O & > ° S 2 3 = %
—— (7] (%) (%] -~
2lel 2 gle gl 2 2z & 8 & ®l60)%|GP)I%|G(V)% | ranking
7 1 1 1 1 1 1 1 1 0 1 1 1(95,5 37,5 37,5 25,0 20

Fonte: autor

Neste exemplo a posicdo do ranking foi a 20, sendo que o célculo geral para
composicao do ranking foi de 95.55, tendo o texto sido classificado entre os 122 primeiros, ou
seja, estd dentro do conjunto das ideias. Porém, seus graus de pertinéncia ndo foram
exatamente correspondentes a classificacdo inicial que era referente ao critério
produtibilidade, mas sim 38% de produtibilidade, 38% de originalidade e 25% de viabilidade
econdmica.

Por fim, o especialista terd informagdes detalhadas sobre os resultados de cada etapa
do modelo, assim como a ordem (ranking) sugerida dos textos (ideias ou ndo) em andlise. A
partir deste ranking, determinado especialista pode concentrar esforcos nos textos que
obtiveram as melhores classificacdes com o objetivo de identificar mais claramente quais

desses sdo ideias e se essas possuem potencial de implementacao/desenvolvimento.

44 CONSIDERACOES FINAIS

Este capitulo apresentou o modelo proposto constituido com base na problematica
descrita no Capitulo 1 e a partir do referencial teérico apresentado no Capitulo 2. Foram
detalhadas cada etapa do modelo e a fungdo das mesmas, apresentando figuras que pudessem
melhor explicar o seu funcionamento.

Ressalta-se ainda que foram declaradas todas as varidveis utilizadas na produ¢ao do
calculo do ranking, bem como as suas equagdes. Para os graus de pertinéncia a cada critério
foram declaradas as varidveis utilizadas e os seus célculos.

Por fim, como forma de exemplificacdo da aplicagdo do modelo, foi utilizado um
texto especifico do conjunto de dados e apresentado todo o fluxo dos calculos para se chegar

no ranking e aos graus de pertinéncia de cada critério.
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5 ANALISE E DISCUSSAO DOS RESULTADOS

Neste capitulo serdo apresentados na se¢do 5.1 os resultados das avaliagdes das
etapas do modelo no sentido de definir as melhores técnicas para a sua instanciagao,
utilizando o conjunto de dados definido em 3.4.4.1. Apods isto, o0 modelo serd efetivamente
avaliado na se¢do 5.2 com o conjunto de dados definido em 3.4.4.2 sendo os resultados

discutidos na sequéncia.

5.1 ANALISE DAS ETAPAS DO MODELO

Nesta secao serdo detalhados os testes de avaliagdo de cada etapa do modelo

proposto.

5.1.1 Avaliacao da Classificacio de Ideias por Critérios utilizando Classificadores

Para a elaboragdo da avaliagdo da etapa de classificagdo de texto pelos

classificadores tradicionais NB, SVM, DT e RF, foram definidas as seguintes etapas:

1) Utiliza¢do do conjunto de dados definido em 3.4.4.1;

2) Submissao do conjunto de dados aos classificadores de texto NB, SVM, DT e RF
para testar a capacidade dos classificadores em separar contetdos que
representem 1ideias de textos comuns. Conforme indicado na secdo 3.4.3.3,
utilizou-se aqui o procedimento de validagdo cruzada;

3) Nova submissdo do conjunto de dados aos classificadores NB, SVM, DT e RF
para testar a capacidade dos classificadores em separar cada critério individual
dos especialistas definidos no item 2;

4) Comparagdo dos resultados obtidos (por meio das métricas acuracia, precisao,
revocacao e coeficiente kappa) sobre o conjunto de dados de ideias considerando
os itens 2 e 3 com a finalidade de escolher a melhor abordagem para a
classificacdo das ideias e definir dois classificadores com os melhores resultados

para a composi¢ao do modelo final.

Para a realizagao dos testes, foram utilizados os critérios definidos na se¢do 2.2.3,

sendo a originalidade, a produtibilidade e a viabilidade economica.
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A primeira execugdo dos classificadores NB, SVM, DT e RF levou em consideragao
o conjunto de dados elaborado para este estudo. Tem por finalidade a verificagdo do
desempenho dos classificadores na separagdo de ideias e de textos comuns. A seguir sao

apresentadas as matrizes confusdo, conforme Tabela 6, gerada a partir desta execugao.

Tabela 6 - Matrizes confusdo considerando a separagdo em ideias e textos comuns

(a)

Matriz confusdo: Naive Bayes
Atual / Predito Ideias Texto Comum
Ideias 97 25
Texto Comum 21 79
(b)
Matriz confusao: Support Vector Machine
Atual / Predito Ideias Texto Comum
Ideais 115 7
Texto Comum 19 81
(c)
Matriz confusdo: Decision Trees
Atual / Predito Ideias Texto Comum
Ideias 97 25
Texto Comum 21 79
(d)
Matriz confusao: Random Forest
Atual / Predito Ideias Texto Comum
Ideias 121 1
Texto Comum 31 69

Fonte: autor

As Tabela 6a até 6d, mostram que os classificadores foram capazes de separar bem
os textos comuns dos textos que representam ideias. Cada matriz confusdo destaca em azul os
acertos realizados pelos classificadores.

A segunda execucdo dos classificadores NB, SVM, DT e RF também levou em
consideragdo o conjunto de dados produzido para este estudo. Porém, analisando a capacidade
dos classificadores em separar as ideias conforme os trés critérios individualmente
estabelecidos comparando-se aos textos comuns.

A finalidade deste teste foi verificar o desempenho dos classificadores na tarefa de

separacao em duas classes distintas, ou seja, cada critério individualmente comparado aos
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textos comuns. Para composi¢ao do resultado sdo considerados os acertos dos classificadores
individuais treinados para identificar cada critério, onde considera-se acerto se os resultados
obtidos alcancem a condi¢dao de acerto de pelo menos um dos critérios. Para exemplificar,
considerando um texto definido como ideia que possua 1 ou mais critérios identificados na
etapa 4.2.1, a composicdo do resultado considera acerto caso pelo menos 1 critério seja
identificado pelos classificadores treinados individualmente para cada critério.

Segue abaixo as matrizes confusdo, conforme Tabela 7a até¢ 7d, geradas a partir desta

segunda execugao.

Tabela 7 - Matrizes de confusdo considerando as ideias separadas por critério versus texto

comum
(a)
Matriz confusdo: Naive Bayes
Atual / Predito Ideias separadas Texto Comum
Ideias separadas 120 2
Texto Comum 0 100
(b)
Matriz confusdo: Support Vector Machine
Atual / Predito Ideias separadas Texto Comum
Ideias separadas 113 9
Texto Comum 2 98
(c)
Matriz confusao: Decision Trees
Atual / Predito Ideias separadas Texto Comum
Ideias separadas 111 11
Texto Comum 17 83
(d)
Matriz confusdo: Random Forest
Atual \ Predito Ideias separadas Texto Comum
Ideias separadas 118 4
Texto Comum 42 58

Fonte: Autor

Ao comparar as matrizes de confusdo da Tabela 6 e da Tabela 7, verificou-se que ha
uma melhora de desempenho na segunda execugdo. Isto mostra que os classificadores
analisados foram capazes de separar as ideias dos textos comuns e conseguiram melhorar o

indice de acerto quando treinados para encontrar critérios.
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Existem na literatura alguns trabalhos, dentre os quais podem ser citados, Badawi e
Altingay (2014), Elhassan e Ali (2019) e Li, Liu e Ng (2010), em que os classificadores
treinados para escolhas binarias apresentam melhor desempenho comparados com a utilizagao
de mais de duas classes de escolha. A complexidade de uma classificagao ¢ maior conforme o
aumenta o numero de classes (ELHASSAN; ALI 2019).

Finalmente, ¢ apresentada a Tabela 8 contendo os indices de acurécia, precisao,
revocagdo, F1-Score e o coeficiente kappa, onde os desempenhos de todas as execugdes

podem ser analisados e comparados entre si.

Tabela 8 - Resultados da acuracia, precisdo, revocagao, F1-Score e coeficiente kappa para os
classificadores NB, SVM, DT e RF nas duas execugoes

Ideias com os
Ideais critérios
Classificadores | Métricas avaliadas | (1% execugdo) | (2* execugdo)
Acurdcia 0,793 0,991
Precision 0,822 1,000
Recall 0,795 0,984
F1-Score 0,808 0,992
NB Kappa 0,583 0,982
Acurdcia 0,883 0,950
Precision 0,858 0,983
Recall 0,943 0,926
Fl-Score 0,898 0,954
SVM Kappa 0,761 0,901
Acurdcia 0,793 0,874
Precision 0,822 0,867
Recall 0,795 0,910
F1-Score 0,808 0,888
DT Kappa 0,583 0,744
Acurdcia 0,856 0,793
Precision 0,796 0,738
Recall 0,992 0,967
Fl-Score 0,883 0,837
RF Kappa 0,701 0,567

Fonte: Autor

Os resultados demonstram que os classificadores Naive Bayes, Support Vector
Machines, Decision Trees € Random Forest apresentam desempenho similar considerando a
tarefa de separar os textos contendo ideias dos textos comuns (1* execu¢do), tendo o SVM

atingido os melhores resultados. Quando os critérios foram considerados individualmente (2°
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execucdo), os classificadores apresentam desempenho superior se comparado as execugdes
anteriores. Cabe ressaltar que, quando os critérios sdo separados, os classificadores NB e
SVM tiveram desempenho superior aos classificadores DT e RF.

A partir desta andlise ¢ possivel verificar que a melhor abordagem consiste na
realizacdo da classificagdo de textos utilizando cada critério de um especialista de forma
individual, sendo que os classificadores NB e SVM obtiveram os melhores desempenhos.
Nestes casos, o coeficiente kappa encontrado variou entre 0.901 a 0.982, indicando um
desempenho excelente de acordo com Landis e Koch (1977).

Cabe ressaltar que o conjunto de dados utilizado no treinamento dos classificadores ¢
pequeno e homogéneo, o que pode ser um dos motivos para os elevados indices atingidos.
Sabe-se que em condigdes reais, os dados podem ser esparsos e incompletos, gerando assim
uma queda neste desempenho. Porém, a constatacdo de que os classificadores NB e SVM sao
capazes de separar adequadamente textos que representam ideias de textos comuns fica
comprovada pelos testes realizados possibilitando a utilizagdo do classificador NB como

referéncia na composi¢ao do modelo proposto na tese.

5.1.2 Avaliagao da Separacao de Textos utilizando Word Embeddings

Para o desenvolvimento dos testes de avaliacdo a respeito da separacdo de textos

utilizando Word Embeddings (WE) foram definidas as seguintes etapas:

1) Utiliza¢do do conjunto de dados definido em 3.4.4.1;

2) Realizar o pré-processamento retirando caracteres especiais e stopwords do
conjunto de dados;

3) Extragdo das 5 palavras de maior frequéncia de ocorréncia em cada texto do
conjunto de dados. Através de testes foi verificado que a melhor configuragdo a
ser utilizada foi de 5 palavras de maior frequéncia, sendo que abaixo deste
nimero o desemprenho diminui e acima, o desempenho ndo sofria alteragdes até
o numero 8 onde, a partir deste ponto, o desemprenho também diminui.

4) Submissdo das palavras a um vocabuldrio previamente treinado através de WE,
tendo como resultado a sua codificacdo equivalente. Conforme indicado na se¢ao

3.4.3.3, utilizou-se aqui o procedimento de validagdo cruzada;
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5) Simplificacdo do grau da codificagdo das palavras obtidas para k=3 com a
finalidade de visualizagdo posterior em 3 dimensdes. Desta forma, cada texto do
conjunto de dados foi resumido em n=5 pontos de k=3 dimensdes;

6) Encontrar uma figura geométrica (bloco) minima, formada pelos pontos de cada
texto e seu centroide;

7) Plotagem dos centroides calculados, de forma que se possa separar por cores 0s
textos contendo ideias e os textos comuns;

8) Plotagem dos centroides de cada critério para demonstracdo de separabilidade e
estabelecimento através de testes dos limites de separabilidade de cada critério;

9) Calculo de desempenho considerando a separa¢do entre cada critério versus

textos comuns.

Para implementagdo dos WEs foi utilizado o Word2Vec, que ¢ um método de
incorporagao de palavras proposto por Mikolov et al. (2013). Tem como principio a
aprendizagem de vetores dimensionais usando um dos dois modelos neurais distintos:
Continuous Bag of Words (CBOW) ou Skip-Gram. Neste trabalho, optou-se pela utilizagdo do
CBOW, que de acordo com Mikolov et al. (2013) ¢ mais rapido e funciona bem com palavras

frequentes.

Primeiramente, sdo calculadas as codificacdes dos WEs para as 5 palavras mais
frequentes de cada texto. A partir disso, ¢ tracada entdo uma figura geométrica (bloco) de
forma que se consiga englobar minimamente n pontos (palavras). Encontra-se entdo o
centroide desta figura. Este procedimento ¢ realizado para cada um dos 122 textos contendo
ideias e também os 100 textos comuns. O resultado ¢ apresentado na Figura 20, sendo os
textos comuns representados pelo simbolo ‘+’ em vermelho e os textos com ideias

representados pelo simbolo ‘*’ em azul.
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Figura 20 - Plotagem das ideias e textos comuns

0.4 +

Fonte: autor

A partir deste grafico pode-se verificar que hd uma maior proximidade entre os
pontos correspondentes aos textos que contém ideias, demonstrando ser possivel uma
diferenciagdo matematica dos textos. Para comprovar tal verificacdo visual foi encontrado o
ponto médio dos centroides das ideias e calculadas as médias das distancias entre o centroide
de cada ideia versus seu ponto médio, onde o resultado das médias foi de 0.092. O mesmo foi
efetuado para os textos comuns e seu resultado foi 0.109. Esta diferenciacdo entre as médias
mostra que os centroides dos textos contendo ideias apresentam uma menor distancia entre si,

mostrando-se mais densos.

5.1.3 Avaliac¢ido da Criacdo de Knowledge Graphs

Para o desenvolvimento dos testes de avaliagdo da etapa baseadas no conceito de
Knowledge Graph (KG) foram definidos os seguintes passos:
1) Utilizacdo do conjunto de dados definido em 3.4.4.1;
2) Submissao do conjunto de dados separado por critérios ao método de geragao de
KGs, onde ¢ gerado um grafo geral de cada critério;
3) Verificacdo da aderéncia considerando os termos e os relacionamentos em

comuns entre e os grafos individuais e o grafo de cada critério.
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O conjunto de dados separados por critérios declarado na se¢do 3.4.4.1 foi submetido
a aplicacdo Sobek Mining® que criou um grafo (neste trabalho referenciado como KG) para
cada critério. Os KGs sao capazes de exibir as relagdes existentes nos textos de cada critério,
podendo entdo ser considerados como um treinamento para uso posterior. O objetivo nesta
etapa consiste em comparar um texto especifico (ideia ou nao), representado na forma de um
grafo, a0 KG de cada critério, verificando os termos e relacionamentos em comum. Quanto
maior a quantidade de termos (ou também chamados de conceitos pelo Sobek Mining®) e
relacionamentos em comum, maior a possibilidade deste texto ser atribuido para um
determinado critério.

O KG gerado para o critério Viabilidade Econdmica limitado a 50 conceitos,

conforme declarado em 3.4.3, ¢ mostrado a seguir na Figura 21.

Figura 21 - KG do critério Viabilidade Econdmica

Fonte: autor

Os vinte termos (conceitos) mais frequentes sao mostrados no Quadro 8.



Quadro 8 - Conceitos mais frequentes para o critério Viabilidade Economica

Conceito selecionado

Numero de vezes
que o conceito
aparece nos textos

sistema 66
mercado 60
energia 51
cento 46
dados 42
agua 42
produgdo 39
uso 39
controle 36
Brasil 33
produto 30
solucao 30
tempo 30
equipamento 29
custo 28
processo 28
baixo custo 25
geracao 25
maior 25
problema 23

Fonte: autor
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As relagdes mais relevantes, retiradas a partir da analise manual do grafo KG, que

remetem ao critério viabilidade identificadas a partir do KG sdo:

O KG gerado para o critério Produtibilidade ¢ mostrado a seguir na Figura 22.

controle - solugao
geragdo - tempo

problema - solugdo

baixo custo — producao - solucao

baixo custo — sistema - desenvolvimento

desenvolvimento - produto
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Figura 22 - KG do critério Produtibilidade

Fonte: autor

Os vinte termos (conceitos) mais frequentes sdo mostrados no Quadro 9.

Quadro 9 - Conceitos mais frequentes para o critério Produtibilidade

Numero de vezes que
0 conceito aparece nos

Conceito selecionado textos

mercado 45
empresa 40
cento 39
controle 38
dados 37
uso 33
tempo 31
produgdo 30
energia 27
Brasil 26
maior 25
forma 24
processo 24
solucdo 24
informagéo 23
gestdo 22
grande 22
qualidade 21
problema 21
necessidade 18

Fonte: autor
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Jé as relagdes mais relevantes que remetem ao critério de produtibilidade a partir do

KG sao:

aumento — producao - qualidade
e grande - produgdo

e producdo — qualidade - processo
e maior - tempo

e necessidade - qualidade

e solugdo - processo

e maior - controle

O KG gerado para o critério Originalidade ¢ mostrado a seguir na Figura 23.

Figura 23 - KG do critério Originalidade

Fonte: autor

Os vinte termos (conceitos) mais frequentes sao mostrados no Quadro 10.
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Quadro 10- Conceitos mais frequentes para o critério Originalidade

Numero de vezes que
0 conceito aparece

Conceito selecionado nos textos
dado 35
forma 35
mercado 32
plataforma 32
através 30
informacao 30
processo 27
Brasil 26
pessoa 23
solucdo 21
cento 20
uso 19
energia 18
tempo 18
clientes 17
desenvolvimento 17
produto 17
ideia 16
produgdo 16
inovagdo 15

Fonte: autor
Por fim, as relagOes mais relevantes que remetem ao critério de originalidade a partir
do KG sdo:
e desenvolvimento - solugao
e desenvolvimento - sistema
e projeto — sistema - dado
e problemas - ideias
e processo - ideia
e produgdo - produto

e dado — informacgdo — gestao

O KG ¢ um método que consegue eliminar 100% dos textos comuns para o conjunto
de dados de testes, declarado em 3.4.4.2, pois 0s mesmos nao apresentaram qualquer relagao
em comum com os textos que indiquem ideias. Outra grande vantagem ¢ a sua facilidade de

promover um treinamento continuo, pois os resultados, apos validados por um especialista,
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podem servir de entrada para incrementar o KG de cada critério. Por estas condigdes, os KGs

foram utilizados na proposi¢ao do modelo para a composi¢ao do ranking.

5.1.4 Avaliacio do Ranking

O ranking ¢ criado realizando os calculos descritos em 4.2.5. Para o célculo do
ranking foram obtidas a média aritmética entre a composicdo dos resultados dos
classificadores, dos WEs e dos KGs e dos resultados individuais dos classificadores, dos WEs
e dos KGs, conforme equagio 2.

Pelo fato deste ndo ser o ranking final, sdo apresentados apenas os acertos obtidos a

partir de determinada quantidade de dados, indicados na Tabela 9.

Tabela 9 — Avaliacdo de desempenho do ranking
Posicao | Acertos |Porcentagem de acertos
99 99 100%
122 114 93%
Fonte: autor

Os dados da tabela mostram que as primeiras 99 posi¢des do ranking apresentaram

acerto total. Na posi¢cdo 122 que representa todo o conjunto de ideias, o acerto foi de 93%.

5.2 VERIFICACAO DO MODELO

Nesta secdo serdo detalhados os testes finais do modelo proposto, considerando os
resultados obtidos nos testes descritos na se¢dao 5.1, utilizando o conjunto de dados descrito
em 3.4.4.2.

Conforme mencionado na secdo anterior, utilizou-se inicialmente o conjunto de
dados definido em 3.4.4.1 como conjunto de treinamento para todas os MTECs considerados
na avaliagdo do modelo. Ou seja, este conjunto de dados serviu de base para produgdo dos
modelos dos classificadores (DT, NB, SVM e RF) para a uma avaliagdo inicial e para a
geracao definitiva dos WEs e KGs.

Durante esta fase de teste verificou-se que os WEs e KGs, produzidos a partir do
primeiro conjunto de dados, conseguiram capturar adequadamente os critérios utilizados por
especialistas (originalidade, produtibilidade e viabilidade econdémica) e, portanto, foram

mantidos como elementos de referéncia para a avaliagcdo final do modelo.
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Por outro lado, ao considerar todo o segundo conjunto de dados (definido em 3.4.4.2)
como conjunto de verificagdo, os resultados ndo se mostraram adequados, atingindo uma
acuracia muito baixa. A justificativa pode ser encontrada em trabalhos como os de Chen e
Cardie (2018) e Zou, Yang ¢ Wu (2021), ao afirmarem que classificadores de texto tendem a
ser dependentes de dominio e, em muitos casos, terdo o seu desempenho degradado em
dominios que sejam diversos aqueles utilizados durante o treinamento

De modo a evitar o problema acima mencionado e, ainda, minimizar a ocorréncia de
overfitting dos classificadores, utilizou-se, para o segundo conjunto de dados (se¢do 3.4.4.2) a
separagdo de 80% deste conjunto (454 elementos) para treinamento do classificador e 20%
deste conjunto (122 elementos) para os testes do classificador em si e, por consequéncia, a
elaboracdo final do ramking. Esta divisdo foi realizada de forma aleatéria e balanceada,
mantendo a propor¢ao entre ideias e projetos. Vale salientar que a etapa de treinamento seguiu
as defini¢des apresentadas na se¢do 3.4.3.3.

Este conjunto de dados, denominado aqui de conjunto de verificagdo do modelo , foi
submetido ao classificador NB com a configura¢do de identificar cada critério. O mesmo
conjunto também foi submetido aos KGs e WEs com a configuragdo de identificagao
individual de critérios. Cabe ressaltar que foi também realizado um treinamento dos KGs e
WEs a partir deste conjuntos de verificagdo do modelo e os resultados obtidos foram muito
proximos ao treinamento utilizado o conjunto de dados descrito em 3.4.4.1. Devido a esta
capacidade de generalizacdo dos KGs e WEs, manteve-se o treinamento indicado descrito em
5.12e5.1.3.

A partir disso, foi possivel gerar o ranking das ideias, onde sdo calculadas a posi¢ao
e o grau de pertinéncia aos critérios, para cada texto. Além de avaliar a capacidade de separar
uma ideia de um texto que ndo deva ser considerado uma ideia, o ranking € capaz de fornecer
um grau de pertinéncia a cada critério considerando os resultados individuais dos
classificadores, dos WEs e dos KGs. Este ranking esta apresentado de duas formas nos
apéndices. No Apéndice A sdo apresentadas todas as variaveis utilizadas para a realizag¢ao dos
calculos, bem como seus resultados finais e os graus de pertinéncia a cada critério. O ranking
¢ apresentado na ordem dos indices dos textos. Para facilitar a visualizagdo, os resultados sao
entdo ordenados de forma decrescente, para poder ter acesso aos valores do topo do ranking
nas primeiras posi¢coes da tabela. Isto esta apresentado no Apéndice B. A Tabela 10 a seguir

apresenta um fragmento do ranking com as 50 primeiras posi¢des.



Tabela 10 - Ranking final considerando os primeiros 50 textos

Posicao Ideia (1) / | Graude Grau de Grau de
no Valor do Projeto | pertinéncia | pertinéncia | pertinéncia

ranking | ranking | indice (0) (0) (P) (V)
1 100,00 5 1 33,33% 33,33% 33,33%
2 100,00 13 1 33,33% 33,33% 33,33%
3 100,00 31 1 33,33% 33,33% 33,33%
4 100,00 34 1 33,33% 33,33% 33,33%
5 100,00 42 1 33,33% 33,33% 33,33%
6 100,00 44 1 33,33% 33,33% 33,33%
7 100,00 52 1 33,33% 33,33% 33,33%
8 100,00 55 1 33,33% 33,33% 33,33%
9 91,67 12 1 33,33% 22,22% 33,33%
10 91,67 20 1 33,33% 22,22% 33,33%
11 91,67 26 1 22,22% 33,33% 33,33%
12 91,67 32 1 33,33% 33,33% 22,22%
13 91,67 45 1 33,33% 33,33% 22,22%
14 83,33 8 1 22,22% 33,33% 22,22%
15 83,33 9 1 22,22% 33,33% 22,22%
16 83,33 28 1 22,22% 33,33% 22,22%
17 83,33 41 1 22,22% 33,33% 22,22%
18 83,33 43 1 22,22% 33,33% 22,22%
19 83,33 46 1 22,22% 33,33% 22,22%
20 83,33 50 1 22,22% 33,33% 22,22%
21 75,00 27 1 22,22% 22,22% 22,22%
22 75,00 47 1 22,22% 22,22% 22,22%
23 75,00 51 1 22,22% 22,22% 22,22%
24 75,00 54 1 33,33% 11,11% 22,22%
25 66,67 2 1 11,11% 22,22% 22,22%
26 66,67 4 1 22,22% 22,22% 22,22%
27 66,67 7 1 22,22% 22,22% 22,22%
28 66,67 10 1 22,22% 22,22% 22,22%
29 66,67 14 1 22,22% 22,22% 22,22%
30 66,67 15 1 22,22% 22,22% 22,22%
31 66,67 19 1 22,22% 22,22% 22,22%
32 66,67 21 1 22,22% 22,22% 22,22%
33 66,67 22 1 22,22% 22,22% 22,22%
34 66,67 23 1 22,22% 22,22% 11,11%
35 66,67 33 1 22,22% 22,22% 22,22%
36 66,67 37 1 22,22% 22,22% 22,22%
37 66,67 39 1 22,22% 22,22% 22,22%
38 66,67 48 1 22,22% 22,22% 22,22%
39 66,67 64 0 22,22% 22,22% 22,22%
40 66,67 101 0 22,22% 22,22% 22,22%
41 66,67 110 0 22,22% 22,22% 22,22%

113
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42 58,33 3 1 22,22% 11,11% 22,22%
43 58,33 6 1 22,22% 11,11% 22,22%
44 58,33 11 1 11,11% 22,22% 22,22%
45 58,33 16 1 22,22% 22,22% 11,11%
46 58,33 17 1 22,22% 11,11% 22,22%
47 58,33 24 1 22,22% 22,22% 11,11%
48 58,33 30 1 22,22% 11,11% 22,22%
49 58,33 35 1 22,22% 11,11% 22,22%
50 58,33 36 1 22,22% 11,11% 22,22%

Fonte: autor

Analisando os resultados do ranking foi elaborada uma andlise com o objetivo de
clarificar a acuracia em diferentes pontos de corte. Para tal, foi definido a cada 10 posi¢des do
ranking geral (Apéndice B) o nivel de acuracia, ou seja, a quantidade de acertos considerando

a quantidade de textos até o ponto determinado. A Tabela 11 apresenta os resultados.

Tabela 11 - Avaliacdo de desempenho do ranking final a cada 10 textos

Posicdo | Acertos | Porcentagem de acertos
10 10 100%
20 20 100%
30 30 100%
40 38 95%
50 47 94%
56 50 89%
60 50 83%
70 53 76%
80 54 68%
90 55 61%
100 56 56%
112 56 50%

Fonte: autor

A partir desta tabela ¢ possivel observar que as primeiras 30 posi¢des o ranking
possui um acerto de 100% Este valor decresce para 95% se consideradas as 40 primeiras
posi¢des, sendo que na posi¢dao 56 (niimero de ideias presentes no conjunto de testes referente
ao conjunto definido em 3.4.4.2), onde uma ordenagdo ideal atingiria 100%, o acerto foi de
89%. A partir da posi¢do 56 sdo obtidos os erros que finalizam com 50% na posi¢do 112
(Tabela 11), condi¢do esta j& esperada visto que o conjunto de testes possui 0 mesmo niimero

de ideias e projetos gerais.
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Similarmente a constru¢do da Tabela 11, foram contabilizados os resultados
individuais de cada MTEC utilizado, com a finalidade de comparar com o desempenho da

utilizagao dos MTECs em conjunto. Estes resultados estdo apresentados na Tabela 12.

Tabela 12 — Comparativo de desempenho de cada MTEC a cada 10 textos

P ':Eg:g?;; Numero de Numero de
classificador acertos do KG acertos do WE
10 8 10 10
20 15 20 14
30 24 30 21
40 34 33 27
50 44 35 37
56 48 41 39
60 52 45 39
70 56 49 40
80 56 49 47
90 56 53 56
100 56 54 56
112 56 56 56

Fonte: autor

Considerando o resultado de todo o ranking (Apéndice B) ¢ possivel estabelecer a
matriz confusdo mostrada na Tabela 13 (a), (b) e (c) que estabelece os pontos de corte do

ranking nas posicdes 25, 50 e 75.



Tabela 13 — Matriz confusdo para o ranking final
(a) Ponto de corte em 25 posicdes

Matriz confusdo: Ranking final

Atual / Predito Ideias Projetos gerais
Ideias 25 0
Projetos gerais 31 56

(b) Ponto de corte em 50 posicdes

Matriz confusdo: Ranki

ng final

Atual / Predito Ideias Projetos gerais
Ideias 47 3
Projetos gerais 8 53

(c) Ponto de corte em 75 posicdes

Matriz confusdo: Ranki

ng final

Atual / Predito Ideias Projetos gerais
Ideias 54 21
Projetos gerais 2 35

Fonte: autor
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A partir das matrizes confusdo apresentadas, foram gerados os indices de precisao,

acurdcia, revocagao, F1-score e kappa apresentados na Tabela 14

Tabela 14 - Indices do ranking final

Indice Valor

Acurdcia 0,723

Ponto d . 55 Precision 0,446

onto de corte em Recall 1,000
posicdes

F1-Score 0,617

Kappa 0,446

Acurdcia 0,900

Ponto d . 50 Precision 0,854

onto de corte em Recall 0,940
posigoes

F1-Score 0,895

Kappa 0,801

Acurdcia 0,795

Ponto d . 75 Precision 0,964

onto de corte em Recall 0,720
posicdes

F1-Score 0,824

Kappa 0,589

Fonte: autor

A partir da Tabela 13 € possivel observar que a melhor condi¢do ocorre no ponto de

corte igual a 50. Porém, isto ndo reflete uma condi¢do de realidade, onde a precisao deveria
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ser muito alta no ponto de corte de 25. Isto estd ocorrendo pois a matriz confusdo nao ¢ a
melhor forma de analisar o ranking, visto que ela conta falsos positivos e verdadeiros
negativos a partir de valores que nao foram analisados, visto que um ponto de corte foi
estabelecido. Neste sentido, a melhor forma de se analisar os resultados com base em um
ranking & provido na tabela 11, a partir da identificacdo do total de acertos dentro de um

grupo de ideias, ou seja, levando-se em conta um ponto de corte especifico.

5.3 DISCUSSAO DOS RESULTADOS

A partir dos resultados mostrados na Tabela 11 ¢ possivel verificar que o ranking
fornece uma ordenagdo com alto indice de precisdo. Em uma tarefa de selecdo de ideias
realizadas por um especialista, o ranking fornece informagdes importantes que podem ser
utilizadas para a mineracdo de ideias e também para a selecdo das mesmas por especialistas
visando definir quais deveriam ser desenvolvidas.

A justificativa para a utilizagdo da composicdo das 3 MTECs ¢ apresentada pela
Tabela 12 que mostra que os resultados individuais sdao inferiores aos resultados da
composi¢do dos MTECs no calculo do ranking final.

Um ponto importante a ser observado ¢ que foi realizado uma ordenagdo (ranking) a
partir dos conjuntos de textos que representam ideias versus textos que representam projetos
ndo executados. Isso foi estabelecido propositalmente para captar uma condi¢do proxima a
realidade. Pelo fato de serem conteudos similares, mesmo os textos que representam projetos
ndo executados podem também conter critérios de selecdo de ideias, o que possibilita ainda
mais corroborar o resultado final do modelo. Com este intuito, foram lidos os textos
considerados falsos positivos (6) e constatou-se que todos continham a presenca de critérios,
conforme indicado pelo ranking.

Considerando os indices de avaliagcdo obtidos, ¢ importante realizar uma comparacao
com os principais trabalhos publicados na mesma 4rea, considerando os ultimos anos, os
paragrafos a seguir descrevem os resultados obtidos.

O estudo de Ozcan et al. (2021) utilizou Mineragdao de Ideias (MI) sobre uma
conjunto de dados de tweets para explorar tendéncias e recuperar ideias para varios fins, como
desenvolvimento de produtos, tecnologia e sustentabilidade. As métricas obtidas usando 900

amostras de treinamento. Obtiveram a maior pontuagdo de f7-score de 0.564 utilizando SVM.
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Os resultados mostram que a maior acuracia (78.4%) e precisao (0.526) foram obtidos através
de SVM.

Ja estudo de Alksher ef al. (2018b) propde uma nova abordagem Iéxico-sintatica a
ser utilizada em MI que enfatiza a caracterizagdo da ideia existente. Esta abordagem modela
as relacdes semanticas entre os atributos textuais que provavelmente compreendem ideias e
excluem termos de relagdo que sdo considerados como ruidos para o modelo. O sistema foi
construido em Python® utilizando os pacotes nlkt® e Wordnet®. A avaliagio foi realizada com
base em 3 cenarios de estudo, onde os resultados da métrica precisao divulgados foram 0.758,
0.940 ¢ 0.929.

Em Christensen et al. (2017b) foi realizado um estudo onde o principal objetivo
consistia na investigacdo em como ideias sdo expressas e qual a natureza destas em
comunidades online. Para chegar aos resultados, foram coletadas ideias de duas comunidades
online. Uma comunidade relacionada ao interesse por cerveja ¢ uma comunidade com
interesses por brinquedos. Utilizou-se os minimos quadrados parciais como método de
classificagdo de texto sendo este comparado a um classificador tradicional, no caso SVM. Os
minimos quadrados parciais demonstraram 92% de fI-score no conjunto de dados sobre
cerveja € 94% de f1-score no conjunto de dados sobre brinquedos. J4 o SVM apresentou f1-
score 93% no conjunto de dados sobre cerveja e 95% de f1-score no conjunto de dados sobre
brinquedos. O autor afirma que seus resultados sdo interessantes pois confirmam que minimos
quadrados parciais deve ser considerado para tarefas futuras de classificacdo de texto, visto
que estes permitem identificacdo de termos e varidveis importantes, conduzindo a
classificagcdo automatica.

Comparando o modelo proposto nesta tese com os trés trabalhos mais recentes em
que se encontram resultados similares de acuracia, percebe-se que considerando as primeiras
40 posigdes do ranking, os resultados obtidos de 95% sdo préximos aos trabalhos publicados.
Ao considerar o ranking com um corte na posi¢cdo 56 (definido em fun¢do da quantidade de
ideias do conjunto de teste que € de 112 ideias — definido na se¢do 3.4.4.2), o resultado obtido
foi de 89%, o que também indica uma proximidade com os resultados atuais publicados.

Analisando os resultados dos graus de pertinéncia, as trés tltimas colunas da Tabela
10, ¢ possivel observar que existe alguma correspondéncia com os critérios obtidos na etapa
de separagdao do conjunto de dados conforme critérios de especialistas, porém considerada
baixa. De qualquer forma, foram contabilizados os acertos, considerando nesta contagem

também os acertos parciais, visto que cada texto pode ser classificado por mais de um critério.
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Exemplificando, caso uma ideias tenha sido inicialmente classificada por 2 critérios e a
MTEC acertou 1 deles, considera-se entdo um acerto de 50%. O resultado obtido
considerando o somatorio de todos os acertos parciais e totais foi de 54%, o que pode ser
melhorado. Porém, isto pode ser justificado pela falta de uma base de dados ja classificada por
critérios de especialistas.

A contribuigdo pratica do trabalho como um todo consiste em auxiliar e simplificar a
tarefa que um especialista possui na identificacdo e sele¢dao de ideias a partir de um conjunto
de dados de textos. Executando o modelo este seria capaz de receber um ranking € um grau
de pertinéncia a qual(is) critério(s) cada ideia se enquadra. Neste sentido, o resultados obtidos
demonstram que a apresentacdo final das ideias na forma de um ranking tende a facilitar e
agilizar o trabalho de um especialista na identificacdo e selecdo de ideias. A contribui¢do
teorica estd no fato de mostrar que os MTECs sdo capazes de modelar conhecimento humano
e interconectar este conhecimento com resultados obtidos a partir do aprendizado de maquina
na promog¢ao de conteido que auxilia na tarefa de minera¢ao de ideias. O fato dos MTECs
terem sido combinados tornou possivel uma maior explicitagdo em como 0s critérios € o0s
diversos indices calculados impactam na definicdo da importancia de cada ideia por meio de
uma ordenacdo (ranking). Além disso, demonstrou que os resultados estdo em linha e, em
algumas situacdes, superiores aos os trabalhos mais atuais publicados. Todavia, percebe-se
ainda que ha espago para melhorias, como a incorporagao de novos MTECs e, também, a
adocdo de estratégias que possibilitem o treinamento continuo ap6s uma validagdo humana

nos resultados do modelo.

5.4 CONSIDERACOES FINAIS

O capitulo demonstrou inicialmente os resultados das avaliagcdes das etapas do
modelo no sentido de definir as melhores técnicas para a sua instanciagdo. Cada MTEC
utilizado foi amplamente testado e, a partir disto, foram definidos os parametros de
funcionamento e a melhor configuracao de utilizacao.

Na sequéncia o modelo foi efetivamente avaliado e seus resultados apresentados
através de ranking que promove uma ordenagdo do conjunto de dados de forma que as ideias,
considerando um conjunto de dados com os tipos de textos, fiquem evidenciadas nas
primeiras posigdes. Por fim, os resultados foram analisados frente aos trabalhos na area de MI

estando em linha com resultados destes trabalhos recentes quanto a acuracia na identificagao
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de ideias. Todavia, cabe mencionar que nenhum destes trabalhos promove uma visdo de
ranking com o intuito de auxiliar especialistas na identificagdo e selecdo de potencias ideias
para implementagdo. Por fim, foram apresentadas as principais contribuigdes praticas e

tedricas do modelo.
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6 CONCLUSOES

As ideias impulsionam o desenvolvimento de novos produtos e sdo informacgdes
estratégicas nas organizacgoes. Tal afirmacao reside no fato de que as organizagdes procuram
divulgar apenas internamente, ndo disponibilizando mais suas bases de ideias na web. Por
outro lado, as organizacdes utilizam-se de Mineragdo de Ideias (MI) para automatizar seus
processos e torna-las mais competitivas. Porém, mesmo com o avanco da MI ainda existem
alguns desafios, como as pesquisas se concentrarem em explorar algoritmos para extrair
padrdes a partir de textos, mas ignorarem as estruturas de conhecimento existentes nos textos.
Outro desafio reside no fato de que o conhecimento do especialista ¢ fundamental na etapa de
selecao de ideias, existindo uma necessidade de traduzir esse conhecimento de dominio dos
especialistas humanos em uma estrutura de aprendizagem coesa e expressiva.

Diante disto, esta tese foi formulada para suprir as lacunas de conhecimento acima
mencionadas e contribuir em como um modelo de MI pode agregar tais caracteristicas. Para
tal, foram tracados os objetivos geral e especificos, onde nos paragrafos a seguir se discute se
os mesmos foram ou ndo atingidos.

Considerando o desenvolvimento deste trabalho, que possui como objetivo geral a
proposicdo de um modelo voltado a identificagdo de ideias a partir de fontes de informacao
ndo estruturadas levando-se em conta critérios de escolha de ideias utilizados por
especialistas, pode-se afirmar a partir dos resultados o mesmo foi cumprido. Todas os MTECs
utilizados neste modelo foram treinados para identificacdo dos critérios dos especialistas e
apresentaram um aprimoramento em relacdo ao seu uso tradicional na identifica¢do de deias.
A composi¢do dos resultados individuais, onde ¢ levado em consideragdo a quantidade de
critérios identificados, faz com que os resultados finais sejam mais precisos e similares ao
processo que ocorre na tarefa de identificacdo e selecdo de ideias realizada por um
especialista humano.

Quanto aos objetivos especificos também pode-se dizer que foram todos alcangados.
Para elencar os principais critérios utilizados por especialistas na identificacdo de ideias foi
realizada uma revisdo da literatura. Par atingir o objetivo especifico de selecionar os
principais métodos e técnicas de mineracao de ideias que pudessem promover suporte ao
desenvolvimento do modelo proposto considerando os critérios utilizados por especialistas,
foram utilizados classificadores de texto e estruturas de conhecimento, mais especificamente

os Knowledge Graphs e os Word Embeddings. Para estes métodos e técnicas foram
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realizados diversos testes visando obter as melhores configuragdes que que pudessem atingir
resultados adequados durante a avaliagdo do modelo proposto.

Quanto ao objetivo especifico de apresentar as ideias identificadas em formato de
ranking explicitando a aderéncia das mesmas aos critérios utilizados pelos especialistas,
foram demonstrados os calculos utilizados para a composi¢ao da ordenacdo. O ranking final
(apresentado no Apéndice A) apresenta todas as varidveis e os resultados dos calculos, onde a
aderéncia a cada critério ¢ apresentada em formato de porcentagem.

E, para finalizar os objetivos especificos, visando evidenciar a viabilidade do modelo
proposto através do desenvolvimento de um protdtipo e aplicacdo deste em cenarios de
estudo, foram elaborados dois cenarios de estudo. O primeiro € composto por um conjunto de
dados dividido em textos que representam ideias e textos comuns, enquanto o segundo
cenario se utiliza de um conjunto de dados dividido em textos que representam ideias e textos
que representam projetos nao executados. Esta divisdo se fez necessaria pois o treinamento do
modelo exige uma separagdo mais precisa dos dados, enquanto a aplicagdo final exige uma
condi¢do mais proxima a realidade. O primeiro cenario ¢ destinado a avaliacdo e o segundo
aos testes efetivos do modelo proposto.

Os resultados do primeiro cenario de estudo mostraram que o classificador indicado
para este modelo € o Naive Bayes. Ja os Knowledge Graphs forneceram os conceitos € as
relagdes de cada critério, enquanto os Word Embeddings forneceram um centroide geral de
cada critério, que quando comparado com o centroide das 5 principais palavras de cada texto,
permitem captar a aderéncia a este critério através de uma distancia entre estes pontos. Todos
estes resultados (classificadores, KGs ¢ WEs) foram aplicados ao segundo cendrio de estudos
que, por sua vez, permitiu a constru¢do de uma relacdo de ideias de maneira ordenada por
meio de um indice que representa o quanto determinado texto se caracteriza como uma ideia.

Para evidenciar a viabilidade e analisar a efetividade do modelo foram combinados
softwares de terceiros com o desenvolvimento de um prototipo permitindo uma instanciagao
do modelo. Desta forma, como saida do modelo ¢ apresentada uma relagdo que determina a
importancia de cada texto, seja uma ideia ou texto comum, em formato de ranking. Este
ranking objetiva ao fim, auxiliar especialistas durante a avaliacdo e identificagdo de ideias que
possuam potencial de implementacgdo. Os resultados sao promissores, constituindo um modelo
que pode ser aplicado na pratica. Estes resultados foram discutidos comparando-se com
trabalhos de MI atuais constatando-se similaridades e, por vezes, superioridade. Nestes

trabalhos ndo foi identificada a proposicdo de um ranking que permitisse ao especialista
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identificar claramente a importancia de cada ideia. E relevante registrar que o modelo, apesar
de ter demonstrado potencial para aplicagdo pratica, possui espaco para melhorias, onde
novos MTECs podem ser adicionados na composi¢ao dos resultados.

Contudo, algumas limitagdes podem ser elencadas no modelo proposto. Entre elas
citam-se a necessidade de realizagdo de testes com bases de dados maiores, até mesmo
promovendo uma validacdo estatistica. Apesar disso, cita-se que por razdes organizacionais
estratégicas, atualmente as bases de ideias tém se tornando restritas, dificultando o avango em
testes mais aprimorados. Outra limitagdo esta no fato do modelo trabalhar somente no idioma
portugués, sendo interessante abrir possibilidade para novos idiomas.

Diante de todos os detalhamentos dos resultados obtidos neste trabalho, pode-se
concluir que a pergunta de pesquisa formulada “Como identificar ideias a partir de fontes de
dados ndo estruturados, considerando critérios de escolha utilizados por especialistas
durante o processo de selecdo de ideias?” foi respondida. Os resultados demonstram que ¢
possivel identificar ideias a partir de fontes de dados ndo estruturadas considerando critérios
de escolha utilizados por especialistas durante o processo de selecdo de ideias. Ademais,
pode-se afirmar que a promoc¢do do resultado na forma de uma lista ordenada (ranking)
constitui-se em uma caracteristica importante e diferenciada do modelo, que pode facilitar a

tarefa de identificagdo e selecao de ideias com potencial de implementacao por especialistas.

6.1 TRABALHOS FUTUROS

Durante o desenvolvimento desta tese outras possibilidades de implementacdo do
modelo foram consideradas.

Primeiramente, pode ser citada a possibilidade de inser¢do de novos critérios de
especialistas. A ampliacao da capacidade de identificagdo de outros critérios de maneira mais
automatizada promoveria a utilizagdo em outros dominios, com critérios diferentes dos
inicialmente propostos.

A insercdo de novos MTECs como redes neurais, ontologias, entre outros, também
poderiam ser considerados na evolugdao do modelo. A titulo de observacao, durante a fase
final do desenvolvimento da tese, mais especificamente, apos a etapa de qualificacao, chegou-
se a testar redes neurais convolucionais (do inglés Convolutional Neural Network — CNN). Os

resultados iniciais ndo se apresentaram satisfatorios na classificagdo de textos como ideias e
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ndo ideias. Todavia, novos testes e a correta identificagdo dos hiperparadmetros de uma CNN
com este intuito pode contribuir para a evolucdo do modelo aqui proposto.

Outro ponto a ser destacado reside na incorporacao de uma estratégia de treinamento
continuo, de modo que ideias selecionadas por especialistas na etapa final de avaliagdo
pudessem ser incorporadas ao modelo de treinamento. Desta forma, objetiva-se um
aprendizado incremental e recorrente, possibilitando a evolu¢do e aprimoramento dos
resultados.

Por fim, mas sem exaurir as possibilidades, cita-se a criacdo de uma interface
amigavel integrando todos os MTECs utilizados na confeccdo do modelo. A integragdo de
todos os aplicativos utilizados através de uma interface poderia viabilizar um sistema com

potencial académico e comercial.
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APENDICE A — Cilculos do ranking final a partir dos métodos que constituem o modelo

indice | Ideia | Proj| O |P|V|NB_O|NB_P|NB_V|KG_O|KG_P|KG_V |WE_O|WE_P|WE_V|Res_NB|Res_KG |Res WE |Rank [G(O) |G(P) | G(V)
1| 1| o|1|o]o 1 0 0 1 1 0 0 0 0 1 1 0| 41,67| 22%| 11%| 0%
2| 1| o|1|o]o 1 1 1 0 0 1 0 1 0 1 1 1| 66,67| 11%| 22%| 22%
3| 1| o|ol1]0 1 1 1 1 0 1 0 0 0 1 1 0| 58,33| 22%| 11%| 22%
4| 1| o|o|1]o0 1 1 1 1 1 1 0 0 0 1 1 0| 66,67| 22%| 22%| 22%
5/ 1| o|1|o|o 1 1 1 1 1 1 1 1 1 1 1 1[100,00| 33%| 33%| 33%
6/ 1| o|1[o|o 1 1 1 1 0 1 0 0 0 1 1 0| 5833| 22%| 11%| 22%
7/ 1| o|ol1]o0 1 1 1 1 1 1 0 0 0 1 1 0| 66,67| 22%| 22%| 22%
8| 1| o|o|1]o0 1 1 1 1 1 1 0 1 0 1 1 1| 83,33| 22%| 33%| 22%
9| 1| of|1|1]o0 1 1 1 1 1 1 0 1 0 1 1 1| 83,33 22%| 33%| 22%
10| 1| o|1|1]0 1 1 1 1 1 1 0 0 0 1 1 0| 66,67| 22%| 22%| 22%
11| 1| olo|1]o0 1 1 1 0 0 0 0 1 1 1 0 1| 5833 11%| 22%| 22%
12| 1| o|1|o0|o0 1 1 1 1 0 1 1 1 1 1 1 1| 91,67| 33%| 22%| 33%
13| 1| olo|1]o0 1 1 1 1 1 1 1 1 1 1 1 1[100,00| 33%| 33%| 33%
14| 1| o|1]o|1 1 1 1 1 1 1 0 0 0 1 1 0| 66,67| 22%| 22%| 22%
15| 1| o|o|1]1 1 1 1 1 1 1 0 0 0 1 1 0| 66,67| 22%| 22%| 22%
16| 1| o0|1|0|o0 0 0 0 1 1 1 1 1 0 0 1 1| 58,33| 22%| 22%| 11%
17| 1| olo|1]o0 1 1 1 1 0 1 0 0 0 1 1 0| 58,33| 22%| 11%| 22%
18| 1| o|1|0|o0 1 1 1 0 1 0 0 0 0 1 1 0| 50,00| 11%| 22%| 11%
19| 1| of|1|o|o 1 1 1 0 0 0 1 1 1 1 0 1| 66,67| 22%| 22%| 22%
200 1| olo|1]o0 1 1 1 1 0 1 1 1 1 1 1 1] 91,67| 33%| 22%| 33%
21| 1| ol1|ofo 1 1 1 1 1 1 0 0 0 1 1 0| 66,67| 22%| 22%| 22%
22| 1| ol1|1]o0 1 1 1 1 1 1 0 0 0 1 1 0| 66,67| 22%| 22%| 22%
23| 1| o|1|ofo 1 1 1 1 0 0 0 1 0 1 1 1| 66,67| 22%| 22%| 11%
24| 1| o|1|1]o0 1 1 0 1 1 1 0 0 0 1 1 0| 5833| 22%| 22%| 11%
25| 1| o|1|0]o0 1 0 1 0 0 0 0 0 0 1 0 0| 2500| 11%| 0%| 11%
26| 1| of1|1]|1 1 1 1 0 1 1 1 1 1 1 1 1] 91,67| 22%| 33%| 33%
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27 1 0/1/0|0 1 1 1 1 0 1 0 1 0 1 1 1| 75,00 22%| 22%| 22%
28 1 00|11 1 1 1 1 1 1 0 1 0 1 1 1| 83,33| 22%| 33%| 22%
29 1 0/0j1|0 0 0 1 1 0 0 0 1 0 1 1 1| 50,00 11%| 11%| 11%
30 1 01|00 1 1 1 1 0 1 0 0 0 1 1 0| 58,33 | 22%| 11%| 22%
31 1 0/0j11 1 1 1 1 1 1 1 1 1 1 1 1/100,00| 33%| 33%| 33%
32 1 0111 1 1 1 1 1 1 1 1 0 1 1 1| 91,67| 33%| 33%| 22%
33 1 0/0j1|0 1 1 1 1 1 1 0 0 0 1 1 0| 66,67 | 22%| 22%| 22%
34 1 00|11 1 1 1 1 1 1 1 1 1 1 1 1/100,00| 33%| 33%| 33%
35 1 0/1/0|0 1 1 1 1 0 1 0 0 0 1 1 0| 58,33| 22%| 11%| 22%
36 1 0|1|1/|0 1 1 1 1 0 1 0 0 0 1 1 0| 58,33 | 22%| 11%| 22%
37 1 0/1/11 1 1 1 1 1 1 0 0 0 1 1 0| 66,67 | 22%| 22%| 22%
38 1 0/1]|0|1 1 1 1 1 0 0 0 0 0 1 1 0| 50,00| 22%| 11%| 11%
39 1 0/1/0(1 1 1 1 1 1 1 0 0 0 1 1 0| 66,67 | 22%| 22%| 22%
40 1 01|00 1 1 1 0 0 0 0 0 0 1 0 0| 33,33| 11%| 11%| 11%
41 1 0/0j1|0 1 1 1 1 1 1 0 1 0 1 1 1| 83,33| 22%| 33%| 22%
42 1 0/1/1|0 1 1 1 1 1 1 1 1 1 1 1 1/100,00| 33%| 33%| 33%
43 1 0/1j11 1 1 1 1 1 1 0 1 0 1 1 1| 83,33| 22%| 33%| 22%
44 1 0/0|0|1 1 1 1 1 1 1 1 1 1 1 1 1/100,00| 33%| 33%| 33%
45 1 0/1/11 1 1 1 1 1 1 1 1 0 1 1 1| 91,67| 33%| 33%| 22%
46 1 0|1|1|0 1 1 1 1 1 1 0 1 0 1 1 1| 83,33| 22%| 33%| 22%
47 1 0/1j11 1 1 1 1 0 1 0 1 0 1 1 1| 75,00 22%| 22%| 22%
48 1 0/0]1|1 1 1 1 1 1 1 0 0 0 1 1 0| 66,67 | 22%| 22%| 22%
49 1 0/0j1|0 1 1 1 1 1 0 0 0 0 1 1 0| 58,33 | 22%| 22%| 11%
50 1 0/0]1|1 1 1 1 1 1 1 0 1 0 1 1 1| 83,33| 22%| 33%| 22%
51 1 01|11 1 1 1 1 0 1 0 1 0 1 1 1| 75,00 22%| 22%| 22%
52 1 0|1(11 1 1 1 1 1 1 1 1 1 1 1 1]100,00| 33%| 33%| 33%
53 1 0/0j1|0 1 1 1 1 0 1 0 0 0 1 1 0| 58,33 | 22%| 11%| 22%
54 1 0/1/0|0 1 1 1 1 0 1 1 0 0 1 1 1| 75,00| 33%| 11%| 22%
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55 1 0/0j1|0 1 1 1 1 1 1 1 1 1 1 1 1/100,00| 33%| 33%| 33%
56 1 01|00 1 1 1 0 0 0 0 1 1 1 0 1| 58,33| 11%| 22%| 22%
57 0 1/0|0|0 0 0 0 0 1 0 1 1 1 0 1 1| 50,00| 11%| 22%| 11%
58 0 1/0/0|0 0 0 0 0 1 1 0 1 0 0 1 1| 41,67 0%| 22%| 11%
59 0 1/0|0|0 0 0 0 1 0 0 0 0 0 0 1 0| 16,67 | 11%| 0%| 0%
60 0 1/0/0|0 0 0 0 1 1 1 0 0 0 0 1 0| 33,33| 11%| 11%| 11%
61 0 1/0|0|0 0 1 0 1 1 0 0 1 0 1 1 1| 58,33| 11%| 33%| 0%
62 0 1/0/0|0 0 0 0 1 0 1 1 1 1 0 1 1| 58,33| 22%| 11%| 22%
63 0 1/0|0|0 0 0 0 1 1 0 1 0 0 0 1 1| 41,67| 22%| 11%| 0%
64 0 1/0/0|0 0 0 0 1 1 1 1 1 1 0 1 1| 66,67| 22%| 22%| 22%
65 0 1/0|0|0 0 0 0 0 0 0 1 1 0 0 0 1| 25,00 11%| 11%| 0%
66 0 1/0/0|0 0 0 0 1 1 1 1 1 0 0 1 1| 58,33| 22%| 22%| 11%
67 0 1/0|0|0 0 0 0 1 1 1 0 1 0 0 1 1| 50,00| 11%| 22%| 11%
68 0 1/0|0|0 0 0 0 1 0 0 0 0 0 0 1 0| 16,67 | 11%| 0%| 0%
69 0 1/0|0|0 0 0 0 1 0 1 0 0 0 0 1 0| 2500 11%| 0%| 11%
70 0 1/0/0|0 0 0 0 1 0 0 0 0 0 0 1 0| 16,67 | 11%| 0%| 0%
71 0 1/0|0|0 0 0 0 1 0 1 1 1 1 0 1 1| 58,33| 22%| 11%| 22%
72 0 1/0/0|0 0 0 0 1 1 0 0 0 0 0 1 0| 25,00| 11%| 11%| 0%
73 0 1/0|0|0 0 0 0 1 1 0 0 0 0 0 1 0| 2500 11%| 11%| 0%
74 0 1/0(0|0 0 0 0 0 1 0 0 1 0 0 1 1| 33,33| 0%| 22%| 0%
75 0 1/0|0|0 0 0 0 1 0 1 0 1 0 0 1 1| 41,67| 11%| 11%| 11%
76 0 1/0(0|0 0 0 0 1 0 1 1 1 0 0 1 1| 50,00 22%| 11%| 11%
77 0 1/0|0|0 0 0 0 0 0 0 0 1 0 0 0 1| 16,67 0%| 11%| 0%
78 0 1/0|0|0 0 0 0 1 0 0 0 0 0 0 1 0| 16,67 | 11%| 0%| 0%
79 0 1/0|0|0 0 0 0 1 1 1 0 0 0 0 1 0] 33,33| 11%| 11%| 11%
80 0 1/0(0|0 0 0 0 1 0 1 0 0 0 0 1 0| 25,00| 11%| 0% | 11%
81 0 1/0|0|0 0 0 0 1 1 1 0 0 0 0 1 0| 33,33| 11%| 11%| 11%
82 0 1/0|0|0 0 0 0 0 0 0 0 0 0 0 0 0] 000 0%| 0%| 0%
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83 0 1/0|0|0 0 0 0 1 0 1 1 1 1 0 1 1| 58,33| 22%| 11%| 22%
84 0 1/0/0|0 0 0 0 1 0 0 1 1 1 0 1 1| 50,00 22%| 11%| 11%
85 0 1/0|0|0 0 0 0 1 1 1 1 1 0 0 1 1| 58,33| 22%| 22%| 11%
86 0 1/0|0|0 0 0 0 0 0 0 0 0 0 0 0 0| 000 0%| 0%| 0%
87 0 1/0|0|0 0 0 0 1 1 1 0 0 0 0 1 0] 33,33| 11%| 11%| 11%
88 0 1/0|0|0 0 0 0 1 0 0 0 0 0 0 1 0| 16,67 | 11%| 0%| 0%
89 0 1/0|0|0 0 0 0 1 0 1 1 1 0 0 1 1| 50,00| 22%| 11%| 11%
90 0 1/0/0|0 0 0 0 1 1 1 0 1 0 0 1 1| 50,00 11%| 22%| 11%
91 0 1/0|0|0 0 0 0 1 0 0 0 1 1 0 1 1| 41,67 | 11%| 11%| 11%
92 0 1/0/0|0 0 0 0 1 0 1 1 1 0 0 1 1| 50,00 22%| 11%| 11%
93 0 1/0|0|0 0 0 0 1 0 0 0 1 0 0 1 1| 33,33| 11%| 11%| 0%
94 0 1/0/0|0 0 0 0 1 1 1 0 0 0 0 1 0| 33,33| 11%| 11%| 11%
95 0 1/0|0|0 0 0 0 1 1 0 1 1 0 0 1 1| 50,00 22%| 22%| 0%
96 0 1/0/0|0 0 0 0 1 1 0 0 1 0 0 1 1| 41,67| 11%| 22%| 0%
97 0 1/0|0|0 0 0 0 1 1 1 0 0 0 0 1 0] 33,33| 11%| 11%| 11%
98 0 1/0/0|0 0 0 0 1 1 1 0 0 0 0 1 0| 33,33| 11%| 11%| 11%
99 0 1/0|0|0 0 0 0 1 1 0 0 0 0 0 1 0| 2500 11%| 11%| 0%
100 0 1/0/0|0 0 0 0 0 0 0 0 0 0 0 0 0| 000 0%| 0%| 0%
101 0 1/0|0|0 0 0 0 1 1 1 1 1 1 0 1 1| 66,67| 22%| 22%| 22%
102 0 1/0(0|0 0 0 0 0 1 0 0 0 0 0 1 0| 16,67| 0%| 11%| 0%
103 0 1/0|0|0 0 0 0 1 1 1 1 1 0 0 1 1| 58,33| 22%| 22%| 11%
104 0 1/0(0|0 0 0 0 1 0 0 0 1 1 0 1 1| 41,67| 11%| 11%| 11%
105 0 1/0|0|0 0 0 0 1 1 1 0 1 0 0 1 1| 50,00| 11%| 22%| 11%
106 0 1/0(0|0 0 0 0 0 0 0 0 0 0 0 0 0| 000 0%| 0%| 0%
107 0 1/0|0|0 0 0 0 0 0 0 0 1 1 0 0 1| 25,00 0%| 11%| 11%
108 0 1/0(0|0 0 0 0 1 1 1 1 1 0 0 1 1| 58,33| 22%| 22%| 11%
109 0 1/0|0|0 0 0 0 1 1 1 1 1 0 0 1 1| 58,33| 22%| 22%| 11%
110 0 1/0|0|0 0 0 0 1 1 1 1 1 1 0 1 1| 66,67| 22%| 22%| 22%
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11%
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APENDICE B — Ranking final ordenado
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Valor do
Posicdo no ranking ranking indice |Ideia (1) / Projeto (0)| G(O) G(P) G(V)
1 100 5 1 33,33% | 33,33% | 33,33%
2 100 13 1 33,33% | 33,33% | 33,33%
3 100 31 1 33,33% | 33,33% | 33,33%
4 100 34 1 33,33% | 33,33% | 33,33%
5 100 42 1 33,33% | 33,33% | 33,33%
6 100 44 1 33,33% | 33,33% | 33,33%
7 100 52 1 33,33% | 33,33% | 33,33%
8 100 55 1 33,33% | 33,33% | 33,33%
9 91,66666667 12 1 33,33% | 22,22% | 33,33%
10 91,66666667 20 1 33,33% | 22,22% | 33,33%
11 91,66666667 26 1 22,22% | 33,33% | 33,33%
12 91,66666667 32 1 33,33% | 33,33% | 22,22%
13 91,66666667 45 1 33,33% | 33,33% | 22,22%
14 83,33333333 8 1 22,22% | 33,33% | 22,22%
15 83,33333333 9 1 22,22% | 33,33% | 22,22%
16 83,33333333 28 1 22,22% | 33,33% | 22,22%
17 83,33333333 41 1 22,22% | 33,33% | 22,22%
18 83,33333333 43 1 22,22% | 33,33% | 22,22%
19 83,33333333 46 1 22,22% | 33,33% | 22,22%
20 83,33333333 50 1 22,22% | 33,33% | 22,22%
21 75 27 1 22,22% | 22,22% | 22,22%
22 75 47 1 22,22% | 22,22% | 22,22%
23 75 51 1 22,22% | 22,22% | 22,22%
24 75 54 1 33,33% | 11,11% | 22,22%
25 66,66666667 2 1 11,11% | 22,22% | 22,22%
26 66,66666667 4 1 22,22% | 22,22% | 22,22%
27 66,66666667 7 1 22,22% | 22,22% | 22,22%
28 66,66666667 10 1 22,22% | 22,22% | 22,22%
29 66,66666667 14 1 22,22% | 22,22% | 22,22%
30 66,66666667 15 1 22,22% | 22,22% | 22,22%
31 66,66666667 19 1 22,22% | 22,22% | 22,22%
32 66,66666667 21 1 22,22% | 22,22% | 22,22%
33 66,66666667 22 1 22,22% | 22,22% | 22,22%
34 66,66666667 23 1 22,22% | 22,22% | 11,11%
35 66,66666667 33 1 22,22% | 22,22% | 22,22%
36 66,66666667 37 1 22,22% | 22,22% | 22,22%
37 66,66666667 39 1 22,22% | 22,22% | 22,22%
38 66,66666667 48 1 22,22% | 22,22% | 22,22%
39 66,66666667 64 0 22,22% | 22,22% | 22,22%
40 66,66666667 101 0 22,22% | 22,22% | 22,22%
41 66,66666667 110 0 22,22% | 22,22% | 22,22%
42 58,33333333 3 1 22,22% | 11,11% | 22,22%
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43 58,33333333 6 1 22,22% | 11,11% | 22,22%
44 58,33333333 11 1 11,11% | 22,22% | 22,22%
45 58,33333333 16 1 22,22% | 22,22% | 11,11%
46 58,33333333 17 1 22,22% | 11,11% | 22,22%
47 58,33333333 24 1 22,22% | 22,22% | 11,11%
48 58,33333333 30 1 22,22% | 11,11% | 22,22%
49 58,33333333 35 1 22,22% | 11,11% | 22,22%
50 58,33333333 36 1 22,22% | 11,11% | 22,22%
51 58,33333333 49 1 22,22% | 22,22% | 11,11%
52 58,33333333 53 1 22,22% | 11,11% | 22,22%
53 58,33333333 56 1 11,11% | 22,22% | 22,22%
54 58,33333333 61 0 11,11% | 33,33% | 0,00%

55 58,33333333 62 0 22,22% | 11,11% | 22,22%
56 58,33333333 66 0 22,22% | 22,22% | 11,11%
57 58,33333333 71 0 22,22% | 11,11% | 22,22%
58 58,33333333 83 0 22,22% | 11,11% | 22,22%
59 58,33333333 85 0 22,22% | 22,22% | 11,11%
60 58,33333333 103 0 22,22% | 22,22% | 11,11%
61 58,33333333 108 0 22,22% | 22,22% | 11,11%
62 58,33333333 109 0 22,22% | 22,22% | 11,11%
63 50 18 1 11,11% | 22,22% | 11,11%
64 50 29 1 11,11% | 11,11% | 11,11%
65 50 38 1 22,22% | 11,11% | 11,11%
66 50 57 0 11,11% | 22,22% | 11,11%
67 50 67 0 11,11% | 22,22% | 11,11%
68 50 76 0 22,22% | 11,11% | 11,11%
69 50 84 0 22,22% | 11,11% | 11,11%
70 50 89 0 22,22% | 11,11% | 11,11%
71 50 90 0 11,11% | 22,22% | 11,11%
72 50 92 0 22,22% | 11,11% | 11,11%
73 50 95 0 22,22% | 22,22% | 0,00%

74 50 105 0 11,11% | 22,22% | 11,11%
75 41,66666667 1 1 22,22% | 11,11% | 0,00%

76 41,66666667 58 0 0,00% | 22,22% | 11,11%
77 41,66666667 63 0 22,22% | 11,11% | 0,00%

78 41,66666667 75 0 11,11% | 11,11% | 11,11%
79 41,66666667 91 0 11,11% | 11,11% | 11,11%
80 41,66666667 96 0 11,11% | 22,22% | 0,00%

81 41,66666667 104 0 11,11% | 11,11% | 11,11%
82 33,33333333 40 1 11,11% | 11,11% | 11,11%
83 33,33333333 60 0 11,11% | 11,11% | 11,11%
84 33,33333333 74 0 0,00% | 22,22% | 0,00%

85 33,33333333 79 0 11,11% | 11,11% | 11,11%
86 33,33333333 81 0 11,11% | 11,11% | 11,11%
87 33,33333333 87 0 11,11% | 11,11% | 11,11%
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88 33,33333333 93 0 11,11% | 11,11% | 0,00%
89 33,33333333 94 0 11,11% | 11,11% | 11,11%
90 33,33333333 97 0 11,11% | 11,11% | 11,11%
91 33,33333333 98 0 11,11% | 11,11% | 11,11%
92 25 25 1 11,11% | 0,00% | 11,11%
93 25 65 0 11,11% | 11,11% | 0,00%
94 25 69 0 11,11% | 0,00% | 11,11%
95 25 72 0 11,11% | 11,11% | 0,00%
96 25 73 0 11,11% | 11,11% | 0,00%
97 25 80 0 11,11% | 0,00% | 11,11%
98 25 99 0 11,11% | 11,11% | 0,00%
99 25 107 0 0,00% | 11,11% | 11,11%
100 16,66666667 59 0 11,11% | 0,00% 0,00%
101 16,66666667 68 0 11,11% | 0,00% 0,00%
102 16,66666667 70 0 11,11% | 0,00% 0,00%
103 16,66666667 77 0 0,00% | 11,11% | 0,00%
104 16,66666667 78 0 11,11% | 0,00% 0,00%
105 16,66666667 88 0 11,11% | 0,00% 0,00%
106 16,66666667 102 0 0,00% | 11,11% | 0,00%
107 16,66666667 111 0 11,11% | 0,00% 0,00%
108 16,66666667 112 0 11,11% | 0,00% 0,00%
109 0 82 0 0,00% 0,00% 0,00%
110 0 86 0 0,00% 0,00% 0,00%
111 0 100 0 0,00% 0,00% 0,00%
112 0 106 0 0,00% 0,00% 0,00%
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