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RESUMO

Com o crescente número de veículos em todo o mundo, o monitoramento e controle
do tráfego por meio de tecnologias modernas tornou-se um requisito fundamental. É
por isso que os sistemas inteligentes de transporte (ITS, Intelligent Transport Systems)
são uma alternativa com grande interesse nas últimas décadas. Nestes sistemas, a
contagem e classificação de veículos são dois parâmetros essenciais, que fornecem
informações valiosas sobre o estado de tráfego, ocupação das rodovias, níveis de con-
gestionamento, entre outros. Os ITS têm se beneficiado pelo aumento dos recursos
computacionais e pela melhoria dos métodos de processamento de imagens, espe-
cialmente na detecção de objetos baseada em aprendizado profundo. Na literatura,
diferentes abordagens têm sido propostas para realizar a contagem e classificação de
veículos utilizando processamento de imagens. Contudo, essas abordagens são de-
pendentes das condições iniciais em que foram projetadas, de modo que não há uma
solução geral para estas tarefas. Portanto, neste trabalho é proposto um algoritmo de
contagem e classificação de veículos utilizando um modelo de detecção baseado em
redes neurais convolucionais (CNN). Este algoritmo consiste em 4 etapas principais:
detecção, identificação, contagem por linha virtual e contagem por regiões. A fim de
selecionar o modelo de detecção com melhor equilíbrio entre precisão e velocidade a
ser implementado no algoritmo, foi realizada a comparação de diferentes detectores
avaliados em um novo conjunto de dados. O conjunto de dados é composto por 4.300
imagens de veículos capturadas em diferentes rodovias da cidade de Florianópolis
(SC), Brasil. Os resultados experimentais realizados mostram que os melhores índi-
ces entre os modelos de detecção foram obtidos utilizando YOLOv4NCIOU com um
mAP=88,2% e uma velocidade de processamento de 18 FPS. Além disso, a precisão
média obtida no algoritmo de contagem e classificação de veículos em diferentes ví-
deos de teste foi de 94% com uma taxa de processamento em tempo real inferior a
2,0.

Palavras-chave: Aprendizagem profundo. Detecção de objetos. Monitoramento de
tráfego. Contagem de veículos. Visão computacional.



ABSTRACT

With the increasing number of vehicles around the world, traffic monitoring and control
using modern technologies has become a fundamental requirement. That is why Intel-
ligent Transport Systems (ITS) have been an alternative with great interest in recent
decades. In these systems, vehicle counting and classification are two essential param-
eters, which provide valuable information on traffic conditions, lane occupancy, levels of
congestion, among others. ITS have benefited from increased computational resources
and improved image processing methods, especially in deep learning-based object
detection. Different approaches have been proposed in the literature to perform vehicle
counting and classification using image processing. However, these approaches are
dependent on the initial conditions in which they were designed, so there is no general
solution for these tasks. Therefore, in this work a vehicle counting and classification
algorithm is proposed using a detection model based on Convolutional Neural Networks
(CNN). This algorithm consists of 4 main stages: detection, identification, counting by
virtual line and counting by regions. To select the detection model with the best trade-
off between precision and speed to be implemented in the algorithm, a comparison of
different detectors evaluated on a new data set was performed. The dataset is com-
posed of 4300 vehicle images captured on different highways in the city of Florianópolis
(SC), Brazil. The experimental results performed show that the best rates between
the models were obtained using YOLOv4NCIOU with mAP = 88,2% and a processing
speed of 18 FPS. In addition, the average precision obtained in the vehicle counting
and classification algorithm in different test videos was 94% with a real-time processing
rate less than 2,0.

Keywords: Deep learning. Object detection. Traffic monitoring. Vehicle counting. Com-
puter Vision.
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1 INTRODUÇÃO

Durante as últimas décadas, a indústria automotiva experimentou um desenvol-
vimento notável. De acordo com o estudo anual do Sindipeças (Sindicato Nacional da
Indústria de Componentes para Veículos Automotores), o crescimento da frota auto-
motiva no Brasil foi de 3,7% em 2020 em comparação com os últimos três anos. Isso
equivale a um total de 59,1 milhões de unidades em circulação, entre veículos leves,
veículos pesados e motocicletas (SINDIPEÇAS, 2021). Apesar desse fato representar
vantagens no crescimento econômico do país, traz como consequência o aumento dos
níveis de congestionamento veicular nas cidades.

O congestionamento do tráfego afeta significativamente o sistema de transporte
urbano, aumentando o tempo de viagem, o consumo de combustível e a poluição am-
biental (MALLIK, 2014). Nessa perspectiva, os desafios para a gestão do tráfego nas
grandes e pequenas cidades são cada vez maiores, tornando evidente a necessidade
de implementar sistemas inteligentes de transporte (ITS, Intelligent Transport systems)
a fim de fornecer soluções para estes problemas. Dentro dos ITSs, a contagem e
classificação de veículos são dois parâmetros fundamentais, já que proporcionam infor-
mações importantes para controle de tráfego, desenho e gerenciamento de rodovias,
estimativas de tempo de viagem, análise de taxa de acidentes, entre outros (ZHANG, J.
et al., 2011).

Alguns dos métodos normalmente usados para a contagem e classificação de
veículos dentro dos ITSs são os sensores piezoelétricos, loops indutivos ou detectores
ultrassônicos. Embora esses sistemas tenham se destacado por apresentarem alta
precisão na contagem, sua principal desvantagem está relacionada ao fato de não
fornecerem informações detalhadas sobre o comportamento do fluxo veicular, além de
serem sistemas intrusivos e apresentarem alto custo de implementação e manutenção
(KRYJAK et al., 2014). Por outro lado, existem sistemas baseados em processamento
de imagens (visão computacional) para extração de dados de tráfego veicular, que têm
se destacado por ser uma abordagem de baixo custo não intrusiva que apresenta bom
desempenho (KAMKAR; SAFABAKHSH, 2016) (SONG et al., 2019).

A eficiência dos sistemas de visão computacional para contagem e classificação
de veículos está em grande parte relacionada à boa detecção. Para este fim, foram
propostas diferentes técnicas, entre as quais, técnicas de aprendizado profundo e,
mais especificamente aquelas relacionadas às redes neurais convolucionais (CNN,
Convolutional Neural Network), surgiram como uma alternativa promissora para a
detecção de objetos. Sua principal vantagem é a capacidade de reconhecer padrões
complexos que permitem uma melhor compreensão semântica das imagens (ZHAO
et al., 2019).
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Os métodos de detecção baseados em CNN podem ser classificados em dois
tipos: (i) métodos baseados em propostas de região (two stage) e (ii) métodos sem
propostas (disparo único, one stage). Os métodos de duas etapas apresentam alta
precisão na detecção e localização dos objetos; no entanto, sua grande desvantagem
é que exigem altos custos computacionais que não permitem sua implementação em
sistemas práticos de processamento em tempo real. Por outro lado, os métodos de
uma etapa, graças à sua estrutura apresentam baixo custo computacional e são con-
siderados detectores em tempo real. Porém, o nível de precisão de detecção diminui
dependendo de cada modelo (CARRIO et al., 2017) (ZHAO et al., 2019).

Encontrar um equilíbrio entre precisão e custo computacional nos modelos de
detecção não é uma tarefa fácil, depende em grande parte da finalidade de cada
implementação. Além disso, a detecção de veículos em cenários reais de tráfego veicu-
lar apresenta algumas dificuldades principalmente a fatores como: oclusões, quando
um veículo oculta parcial ou totalmente outro; variações de escala e rotação, gera-
das quando os veículos se movem ao longo da perspectiva da câmera, e mudanças
de iluminação, causadas pela incidência de fatores ambientais, tais como sombras
ou reflexos. Diante disso, diferentes métodos têm sido propostos para a contagem e
classificação de veículos que visam solucionar os problemas citados. Embora muitos
desses métodos funcionem bem, eles são fortemente dependentes das condições ini-
ciais em que foram projetados, tais como: cenários de teste, localizações de câmeras,
equipamento de captura e parâmetros de imagem de entrada. Todos esses fatores
fazem com que a resposta em sua implementação em outros cenários não seja a
mesma. Portanto, não existe uma solução geral para a contagem e classificação de
veículos em rodovias com condições variáveis.

Neste contexto, o objetivo deste trabalho é desenvolver um algoritmo de conta-
gem e classificação de veículos, usando um modelo de detecção baseado em CNN
que possa ser implementado em um sistema prático de monitoramento de tráfego.
Este algoritmo deve ser capaz de fornecer estatísticas confiáveis diante de problemas
associados a oclusões, variações de escala e iluminação. A fim de selecionar o modelo
com o melhor equilíbrio entre precisão e velocidade, são comparados os seguintes
modelos de detecção: SSD300, EfficientDet(D0), CenterNet, os detectores da família
YOLO (v2, v3 e v4). Além disso, as versões YOLOv3 e v4 foram treinadas com uma mo-
dificação na função de perda CIoU; estes modelos foram denominados YOLOv3NCIoU
e YOLOv4NCIoU1.

1 NCIoU é a modificação na função de perda para a regressão do bounding box CIoU originalmente
usada em YOLOv4.
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1.1 OBJETIVOS

1.1.1 Objetivo Geral

Este trabalho tem como objetivo desenvolver um método de contagem e classi-
ficação de veículos utilizando redes neurais convolucionais.

1.1.2 Objetivos Específicos

Com base no objetivo geral, foram definidos os seguintes objetivos específicos:

• Selecionar diferentes modelos de detecção de objetos baseados em redes neu-
rais convolucionais reconhecidos na literatura;

• Criar um novo conjunto de dados em distintos cenários de tráfego urbano na
cidade de Florianópolis (SC), Brasil;

• Realizar o treinamento de cada modelo de detecção no conjunto de dados obtido;

• Realizar uma análise comparativa dos resultados obtidos por cada modelo de
detecção em termos de precisão e velocidade;

• Desenvolver um algoritmo de contagem e classificação de veículos usando o
modelo de detecção com o melhor desempenho;

• Avaliar o desempenho do algoritmo de contagem e classificação de veículos em
diferentes vídeos de teste.

1.2 ORGANIZAÇÃO DO DOCUMENTO

O presente trabalho está organizado em seis capítulos. O Capítulo 2 apresenta
o referencial teórico relacionado às CNNs, as bases que fundamentam a tarefa de
detecção de objetos e as métricas geralmente utilizadas na validação dos modelos de
detecção. No Capítulo 3 é feita uma breve descrição dos resultados obtidos a partir
do mapeamento sistemático da literatura; também são descritos alguns trabalhos que
propõem métodos para a contagem e classificação de veículos utilizando técnicas de
visão computacional. No Capítulo 4 são detalhadas as etapas fundamentais para o
desenvolvimento geral do trabalho: seleção dos modelos de detecção a serem com-
parados; criação do conjunto de dados; definição dos parâmetros de treinamento dos
modelos; e descrição do algoritmo proposto. O Capítulo 5 apresenta a análise com-
parativa dos resultados obtidos pelos modelos de detecção no conjunto de dados de
referência em termos de precisão e velocidade. Também são apresentados os resul-
tados obtidos pelo algoritmo de contagem e classificação de veículos em vídeos de
teste. Finalmente, no Capítulo 6 são apresentadas as conclusões do trabalho, assim
como sugestões para trabalhos futuros.
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2 FUNDAMENTAÇÃO TEÓRICA

Neste capítulo, é apresentada uma breve descrição dos conceitos gerais para o
desenvolvimento deste trabalho. Na Seção 2.1, realiza-se uma breve conceituação de
redes neurais convolucionais (CNN); a Seção 2.2 apresenta os modelos de detecção
baseados em CNN mais importantes encontrados na literatura e na última Seção 2.3,
são apresentadas as principais métricas de avaliação na detecção de objetos.

2.1 REDES NEURAIS CONVOLUCIONAIS

Nesta seção são apresentados os conceitos gerais das CNN com o objetivo de
fornecer um contexto teórico de seu funcionamento.

2.1.1 Definição e características

A CNN é um tipo de rede neural artificial (ANN - Artificial Neural Networks) com
aprendizado supervisionado que processa cada uma de suas camadas imitando o
córtex visual do olho humano. Seu início começou em 1980 com o desenvolvimento
do Neocognitron (FUKUSHIMA, 1980), que foi evoluindo gradualmente para o que
hoje é conhecido como CNN. Em 1998, Yunn LeCun et al. apresentaram a arquitetura
LeNet-5, uma das primeiras redes usadas para o reconhecimento de números escritos
a mão em imagens de baixa resolução (32 × 32 pixels) (LECUN et al., 1998). Essa
rede serviu de base para que no ano 2012 Alex Krizhevsky apresentasse sua própria
arquitetura chamada AlexNet, ganhando o desafio de classificação de imagens do
ImageNet Classification Challenge (KRIZHEVSKY et al., 2012), popularizando o uso
da CNN para resolver várias tarefas de visão computacional, entre elas a classificação
e detecção de objetos.

As CNNs são redes que incluem de uma a várias camadas de convolução, uma
camada de entrada, uma camada de saída e várias camadas ocultas. As camadas de
convolução são caracterizadas por serem compostas por N neurônios, cuja tarefa é
baseada na busca e aprendizagem de características específicas dos dados de en-
trada, geralmente em imagens e vídeos digitais. A estrutura geral de uma CNN pode
ser vista na Figura 1. Essa estrutura geralmente consiste em três tipos de camadas: ca-
mada convolucional (convolutional layer ), camada de pooling (pooling layer ) e camada
totalmente conectada (FC, Fully connected layer ).
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Figura 1 – Representação básica de uma CNN composta principalmente de três cama-
das: camada convolucional, camada de pooling, camada totalmente conec-
tada.

Fonte – O autor.

2.1.1.1 Camada convolucional

Nesta camada é realizado o processo de convolução, na qual é responsável
de aplicar diferentes filtros ou kernels na imagem procurando extrair uma imagem
transformada conhecida como mapas de caraterísticas. A convolução é uma operação
de filtragem linear básica usada no processamento de imagens tradicionais, na qual
filtros de diferentes tamanhos são usados para obter características diferentes de uma
imagem, como a detecção de bordas, cantos, círculos, etc.

Fazendo uma contextualização sobre o funcionamento de uma convolução tanto
no processamento de imagens tradicional como nas CNNs, o conceito é o mesmo. A
entrada geralmente é uma imagem I de i × j pixels, na qual um filtro K de m × n
se desloca sobre toda a imagem multiplicando cada valor na posição (i , j) com os
valores do filtro. Em seguida, os resultados de cada multiplicação são somados para
compor uma nova matriz referente ao mapa de características detectadas, conforme
é ilustrado na Figura 2. Matematicamente, a operação da convolução é representada
pela Equação 1.

I ∗ K (i , j) =
∑
m

∑
n

I(i + m, j + n)K (m, n) (1)

A Figura 3 apresenta um exemplo em que dois filtros diferentes são usados
para detecção de bordas. No primeiro cenário, foi utilizado um filtro vertical, onde
características como linhas verticais das janelas do veículo e os caules das árvores
foram intensificados. Por outro lado, usando um filtro horizontal, as arestas associa-
das às linhas horizontais, como o teto do veículo, foram intensificadas. Como pode
ser observado, ao usar filtros diferentes, pode-se obter N mapas de características.
Esse processo de geração de mapas de características através de filtros ou kernels é
chamado de convolução (AGGARWAL et al., 2018).
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Figura 2 – Representação de uma convolução utilizando um filtro K 3 × 3 sobre uma
imagem I 6× 6.

Fonte – O autor.

Figura 3 – Convolução com dois filtros diferentes para obter dois mapas de caracterís-
ticas diferentes em uma imagem em escala cinza.

Fonte – O autor.

Com um conceito claro da operação de convolução, uma CNN é composta por
neurônios que possuem pesos e biases que podem ser aprendidos à medida que o
modelo é mais profundo. Na CNN, cada camada possui três dimensões, altura, largura
e profundidade W × H × D respectivamente, onde D é o número de mapas de ca-
racterísticas a serem identificados. Como apresentado acima, um filtro permite extrair
determinadas características. Estes filtros são compostos por pesos 3D (Wh×Hh×Dh)
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com a mesma profundidade da camada em questão, geralmente com dimensões me-
nores 3×3×Dh, 5×5×Dh e 11×11×Dh. As camadas de uma CNN são compostas
por neurônios e cada uma é responsável por aplicar um filtro diferente a uma área
específica da imagem, conhecida como o campo receptivo local (local receptive field).
Ao mesmo tempo, cada neurônio em cada camada convolucional está conectado ape-
nas aos neurônios localizados dentro daquele campo receptivo (veja a Figura 4). Esta
arquitetura permite que durante o treinamento as camadas de convolução aprendam
automaticamente os pesos dos filtros mais úteis que permitam extrair as características
mais representativas e que, nas camadas seguintes, a rede aprenda a combinar estes
filtros para a extração de padrões mais complexos e abstratos (ALTENBERGER; LENZ,
2018).

Figura 4 – Representação gráfica do campo receptivo de um neurônio utilizando um
filtro com profundidade D. Uma camada convolucional aplica simultanea-
mente diferentes filtros capazes de detectar várias características.

Fonte – Adaptado de (GÉRON, 2019)

Experimentalmente, observa-se que nas primeiras camadas de uma CNN se
especializam na busca de características simples, como bordas, cantos ou regiões.
À medida que as camadas de convolução se aprofundam, o modelo aprende carac-
terísticas mais complexas, usando informações de segmentos maiores de imagem e
informações de outros neurônios. Esse comportamento pode ser visto na Figura 5,
onde na primeira camada (parte esquerda imagem) são aprendidas características
simples, como arestas e cantos; na camada intermediária, são aprendidas característi-
cas como formas e partes de objetos; e nas últimas camadas (parte direita da imagem),
são aprendidas partes mais abstratas dos objetos, neste caso veículos.
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Figura 5 – Extração de características em várias camadas da rede.

Fonte – Adaptado de (LEE et al., 2011)

Três parâmetros comumente utilizados para controlar o tamanho da saída das
camadas convolucionais são: profundidade, stride e padding.

A profundidade (D) do volume de saída, é um parâmetro que controla o número
de filtros que se deseja utilizar em cada camada de convolução. O stride é um parâ-
metro que controla os saltos que realiza o filtro quando é deslocado sobre a imagem
no processo de convolução. Quando o stride é 1, os filtros são deslizados uma vez
por pixel em toda a imagem; um valor baixo no stride leva à sobreposição entre os
campos receptivos como também a grandes volumes na saída. Quando é usado um
stride maior, 2 por exemplo, os filtros saltam 2 pixels por vez na convolução, quanto
maior o valor do stride, menor é a superposição dos campos receptivos e menor o
volume da saída. Este comportamento é apresentado na Figura 6, onde a imagem de
entrada tem um tamanho de 7× 7 com um filtro de 3× 3, ao usar um stride igual a 1 o
volume na saída tem um tamanho de 5× 5 e ao usar um stride igual a 2, obtém-se um
volume de saída menor, 3× 3.

Figura 6 – Representação da aplicação de um filtro 3 × 3 com stride igual a 1 e 2.
Quanto maior for o valor do stride, menor será o tamanho da saída.

Fonte – O autor.
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Quando o valor do stride tem valores muito altos, a saída é cada vez menor e
isso pode levar a alguns problemas:

• Perda de informação, um dos problemas ocasionados por empregar um stride
muito grande é que os filtros não se encaixam exatamente com ao tamanho
da imagem. Se no exemplo anterior tivesse sido usado um stride igual a 3, a
última fila e coluna da imagem não poderia ser avaliada, o que induziria a perda
de informações que podem ser importantes. Além disso, os lados da imagem
são pouco observáveis, enquanto os valores mais centrais são repetidos em
numerosas ocasiões.

• Pouca profundidade da rede, ao empregar stride e/ou filtros muito grandes, o
mapa de características em cada convolução será menor, impedindo a implemen-
tação de modelos mais profundos.

O padding surgiu como um método para resolver as limitações produzidas pelo
uso de filtros e stride muito grandes. Seu funcionamento baseia-se no preenchimento
do contorno da imagem com zeros. Com esta técnica, o tamanho da entrada é aumen-
tado, permitindo controlar o tamanho espacial na saída da convolução (tamanho do
mapa de características), facilitando a construção de redes mais profundas. Além disso,
o padding permite obter mais informações nas laterais da imagem, onde o centro do
filtro é ajustado com os elementos mais externos da imagem, e consequentemente
não há perda de informação (veja a Figura 7).

Figura 7 – Aplicação do padding a uma matriz 5x5 e filtro 3x3. Esta operação é normal-
mente realizada quando se deseja que a saída tenha o mesmo tamanho da
entrada original.

Fonte – O autor.

As saídas de uma operação linear, como a convolução, são passadas por uma
função de ativação não linear. As funções de ativação permitem que pequenas mudan-
ças nos pesos causem pequenas alterações na saída, facilitando a aprendizagem da
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rede. Normalmente são utilizadas funções com algum grau de não-linearidade, permi-
tindo que as categorias das saídas sejam linearmente separáveis. Existem diferentes
funções de ativação, entre as mais comuns estão:

• Função Sigmoide: É a função de ativação mais utilizada em redes neurais
clássicas. Esta função tende a dar valores no faixa (0,1) para qualquer valor de
x . É representada pela equação f (x) = 1

1+e–x sendo usada especialmente em
problemas de classificação binaria. Se os valores de entrada forem positivos
muito grandes a saída tende a 1, já para valores negativos muito baixos a saída
tende a 0. Uma das principais limitações desta função ocorre nos extremos, onde
os valores de y tendem a responder muito pouco ante às varações de x , levando
a gradientes muito pequenos (kill the gradients), induzindo que a aprendizagem
da rede seja demasiado lenta.

• Função Tangente Hiperbólica: É calculada como f (x) = 2
1+e2x –1 com saídas no

intervalo [–1, 1]. Tem um formato de S com uma maior amplitude, sendo simétrica
ao redor da origem aproximando-se mais a uma função identidade. Apresenta
limitações semelhantes a função sigmoide, satura e mata o gradiente, além de
ser lenta para convergir.

• Função ReLu (Rectified Lineal Unit): Esta é uma função de ativação não-linear
que ganhou popularidade no domino de deep learning, sendo representada pela
equação f (x) = max(0, x) com uma faixa entre [0, inf ). Algumas de suas principais
vantagens são: não satura na região positiva, não requer operações complexas
para calcular a função e suas derivadas (baixo custo computacional) e converge
mais rápido. Uma desvantagem do ReLu ocorre quando x assume valores ne-
gativos, o gradiente torna-se zero porque os pesos não são ajustados durante
a descida. Este problema gera a “morte” de neurônios fazendo com que uma
parte da rede seja passiva. No entanto, com essas limitações, foi demonstrado
experimentalmente que a ativação do ReLu permite trabalhar com redes mais
profundas e facilita o treinamento das mesmas (COATES et al., 2011).

• Função Softmax : A função softmax s(z)j = ezj∑k
k=1 ezk

, também conhecida como

função exponencial normalizada, é amplamente usada em problemas de classifi-
cação multi-classe. Esta função toma um vetor z, de k dimensões como entrada
e retorna um vetor s(z) com as mesmas dimensões, onde cada elemento apre-
senta uma certa porcentagem de probabilidade dentro da faixa [0,1]. Geralmente,
esta função é usada nas últimas camadas da CNN para a classificação de N clas-
ses, uma vez que o vetor s(z) representa as probabilidades para as diferentes
classes k .

A Figura 8 ilustra as principais funções de ativação.
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Figura 8 – (a) Função Sigmoide; (b) Função Tangente Hiperbólica; (c) Função ReLu;
(d) Função Softmax.

Fonte – O autor.

2.1.1.2 Pooling

As camadas de pooling podem considerar-se como outro bloco de construção
que é usado entre as camadas convolucionais. Seu objetivo é reduzir progressivamente
os valores da imagem de entrada, ou seja, reduzir o tamanho espacial. Esta redução
de parâmetros permite reduzir a carga computacional, limita o risco de sobreajuste
(overfitting) e fornece alguma invariância a rotações e translações. As camadas de
pooling diminuem a amostra de cada mapa de características de forma independente,
reduzindo a altura e o largura, mas mantendo a profundidade intacta (KHAN, S. et al.,
2018).

Existem diferentes funções para implementar o pooling, as operações mais utili-
zadas são o max-pooling e o average-pooling. Conforme na Figura 9, essas operações
são responsáveis por dividir a imagem de entrada em um conjunto de retângulos e
selecionar o valor mais alto seja no max-pooling ou valor médio no average-pooling.
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Figura 9 – Exemplo de max-pooling e average-pooling com stride de 2 e filtro de 2× 2
sobre uma matriz 4×4, obtendo um mapa de características de 2×2 pixels.

Fonte – O autor.

2.1.1.3 Camada totalmente conectada (FC, Fully connected layer )

As camadas totalmente conectadas estão no final da rede e contêm tantos
neurônios quantas as classes a serem identificadas. As FC conectam cada neurônio de
uma camada com cada neurônio de outra camada, desta forma, seu objetivo principal é
analisar as formas mais complexas que foram criadas por meio de convoluções (mapa
de características) e classificar as imagens com base em vários padrões (ZEILER;
FERGUS, 2014a).

A Figura 10 ilustra um exemplo de como os mapas de características formados
por meio de operações de pooling são transformados em FC. Para isso, é realizada a
operação Flatten que transforma uma matriz em um vetor, neste caso em uma coluna
com 9 posições. A FC toma como entrada esse vetor de características e executa
uma combinação por meio das camadas ocultas. No final do modelo, uma função de
ativação como softmax é usada para classificar as saídas em probabilidades, valores
entre 0 e 1.

Figura 10 – Operação de Flatten.

Fonte – Adaptado de (TEAM, 2018).
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2.1.2 Aprendizagem por transferência (Transfer Learning)

A aprendizagem por transferência é uma técnica amplamente usada no deep
learning onde um modelo previamente treinado é reutilizado como ponto de partida
para o desenvolvimento de um novo modelo (os padrões aprendidos por uma CNN
sobre certo domínio são transmitidos a outro domínio). Esta técnica utiliza os pesos e
parâmetros de uma rede pré-treinado (rede base) e depois, o modelo é ajustado com
um novo conjunto de dados para classificar novas classes de objetos. A intenção é que
esse modelo pré-treinado atue como um extrator de caraterísticas (GARCIA-GASULLA
et al., 2018).

Geralmente a rede base é treinada em grandes conjuntos de dados como: Ima-
geNet, PASCAL VOC 2007 (VOC07) (EVERINGHAM et al., 2010), PASCAL VOC 2012
(VOC12)(EVERINGHAM et al., 2015) e COCO (LIN et al., 2014), onde a comunidade
cientifica disponibiliza arquivos contendo os pesos finais de diferentes CNNs, permi-
tindo que o treinamento de novos modelos seja rápido e, em certa medida, reduzir o
erro na generalização. O processo de transfer learning consiste em remover a última
camada FC da CNN e adicionar duas novas camadas (dependendo do problema de
aplicação) de adaptação à rede. Durante o novo treinamento, todas as camadas inter-
médias permanecem fixas ou congeladas (congelar as camadas significa não alterar
os pesos durante a otimização do gradiente) e os únicos pesos ajustados são os pesos
das novas camadas adicionadas (veja a Figura 11).

Figura 11 – Visão geral do transfer learning. Transferir o conhecimento de um domino
para outro.

Fonte – O autor.
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2.1.3 Arquiteturas principais das CNNs

Com base na literatura, o desenvolvimento das CNNs é apresentado como
uma evolução de diferentes arquiteturas, cada uma delas, projetada como uma versão
melhor que as outras, portanto, recomendam-se a leitura dos trabalhos de (KHAN, A.
et al., 2020) e (LIU, L. et al., 2020) para obter informações mais detalhada. A seguir,
são apresentadas algumas das arquiteturas mais populares nas CNNs.

• LeNet : Com base no apresentado ao início da Seção 2.1.1, LeNet foi o modelo
pioneiro das CNNs, desenvolvido por Lecun et al. em 1998. O modelo foi proposto
para reconhecer códigos postais e dígitos escritos à mão. O modelo introduziu
uma imagem em escala cinza de 32× 32 pixels, e a extração de características
é feita através de 4 camadas. Esta arquitetura é apresentada na Figura 12.

Figura 12 – Arquitetura LeNet.

Fonte – (LECUN et al., 1998)

• AlexNet : Esta arquitetura apresentada em 2012 popularizou as CNNs no campo
de visão computacional. Os autores, criaram uma “large, deep convolutional neu-
ral network ” para vencer o desafio de ImageNet ILSVRC (ImageNet Large Scale
Visual Recognition Challenge), onde a taxa de erro foi reduzida de 25,8% para
15,3%. As principais características da rede incluem 5 camadas convolucionais
empilhadas uma sobre as outras e 2 FC (veja a Figura 13). Além disso, emprega-
ram a função de ativação ReLU para diminuir o tempo de treinamento e dropout
para superar os problemas de overfitting (KRIZHEVSKY et al., 2012).

• ZFNet : Este modelo é baseado na arquitetura de AlexNet, mas com algumas
diferenças relacionadas ao tamanho do stride, tamanho do filtro e o número de
filtros usados em algumas camadas da rede, esta arquitetura é apresentada na
Figura 14. Com base nessas diferenças o modelo obteve um erro na classificação
de imagens de 14.8% (ZEILER; FERGUS, 2014b).

• GoogLeNet : GoogLeNet (SZEGEDY et al., 2015) usa um modelo de CNN inspi-
rado por LeNet, mas esta arquitetura introduz o conceito não-sequencial “Incep-
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Figura 13 – Arquitetura AlexNet.

Fonte – (KRIZHEVSKY et al., 2012)

Figura 14 – Arquitetura ZFNet.

Fonte – (ZEILER; FERGUS, 2014b)

tion module”, executando convoluções paralelas com diferentes tamanhos nos
filtros que são combinadas posteriormente. O módulo de inception é baseado em
várias convoluções pequenas com o objetivo de reduzir drasticamente o número
de parâmetros e facilitar o treinamento. GoogLeNet possui uma arquitetura de
22 camadas e usa Average pooling em vez de camadas totalmente conectadas,
com isto, o modelo reduziu o número de parâmetros a serem aprendidos pela
CNN, de 60 milhões (AlexNet) para 4 milhões, além de alcançar uma redução no
erro na classificação de 6.7%. Existem outras versões de inception, por exemplo
a inception v2 introduz batch normalization para aumentar a velocidade de trei-
namento (IOFFE; SZEGEDY, 2015). A versão inception v3, inclui a convolução
separável e redução da resolução espacial (SZEGEDY et al., 2016). Outras mo-
dificações foram feitas a esta arquitetura, como a versão inception v4 (SZEGEDY
et al., 2017). A Figura 15 ilustra a arquitetura GoogLeNet Inception.

• VGGNet : Esta arquitetura obteve o segundo lugar em no ILSVRC 2014, a rede
VGG introduz um modelo muito profundo de camadas de convolução sequenciais,
sua principal contribuição foi mostrar um analise como a profundidade da rede
pode melhorar os resultados na classificação de imagens. Seu melhor desem-
penho (7,3% de taxa de erro) foi alcançado com uma rede com 16 camadas
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Figura 15 – Arquitetura GoogLeNet Inception v1.

Fonte – (SZEGEDY et al., 2015)

(VGG16) Convolution + ReLU, implementando filtros de tamanho 3 × 3 (com
stride e padding de 1) e pooling com tamanho de 2 × 2 (com stride de 2) (SI-
MONYAN; ZISSERMAN, 2014). O problema dessa rede é a grande quantidade
de parâmetros de treinamento 138 milhões, 34, 5 vezes mais que GoogLeNet. A
Figura 16 ilustra a arquitetura VGG16.

Figura 16 – Arquitetura VGG16.

Fonte – (SIMONYAN; ZISSERMAN, 2014)

• ResNet : ResNet foi apresentada na ILSVRC 2015, a qual venceu com uma
performance no top-5 error rate de 3,57%. A Rede Neural Residual (ResNet)
apresentada em (HE, K. et al., 2016) introduziram uma nova arquitetura com
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duas características principais: 1) “identity shortcut connections”, uma estratégia
de atalhos ou conexões de salto, que pulam pares de grupos de camadas convo-
lucional e não apresentam uma recorrência no sentido tradicional das CNNs. 2)
O modelo usa em grande medida a normalização de lotes (batch normalization),
sendo capaz de implementar 152 camadas com menor complexidade que o VGG
(50 milhões de parâmetros). Os autores deste trabalho conseguiram demonstrar
que a ResNet é particularmente útil para treinar redes mais profunda, já que
através das funções residuais a rede se torna mais fácil de otimizar e ganha
mais precisão (ALOYSIUS; GEETHA, 2017). Na Figura 17 é apresentada essa
arquitetura.

Figura 17 – Arquitetura ResNet.

Fonte – (HE, K. et al., 2016)

2.2 DETECÇÃO DE OBJETOS

A detecção de objetos é um dos problemas fundamentais amplamente estuda-
dos no campo da visão computacional, devido à integração de diferentes sub-tarefas
que permitem extrair informações valiosas para a semântica das imagens e vídeos.
Neste sentido, o principal objetivo da detecção de objetos é determinar a localização
dos objetos em uma imagem por meio de uma caixa delimitadora (bounding box) e es-
tabelecer a qual categoria cada um deles pertence (localitation + clasification) (ZHAO
et al., 2019). As tarefas de detecção de objetos passaram por dois periódicos históri-
cos: detecção de objetos usando técnicas clássicas de visão computacional (antes de
2014) e técnicas baseadas em CNNs.

A detecção de objetos usando técnicas clássicas de visão computacional é rea-
lizada a partir de modelos pouco profundos programados para detectar características
predefinidas por um especialista (DALAL; TRIGGS, 2005). Esses métodos geralmente
realizam a detecção em três etapas: seleção informativa da região, extração de carac-
terísticas e classificação (ZHAO et al., 2019).
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• Seleção da região informativa: Trata-se de identificar a posição e a forma da
região que contém um objeto escaneando a imagem inteira por meio de janelas
deslizantes (sliding Windows) com diferentes tamanhos e relações de aspecto
(aspect ratio) como mostrado na Figura 18. Embora essa estratégia permitisse
identificar todas a possíveis posições dos objetos, foi uma solução pouco eficiente
devido ao seu alto custo computacional, bem como também às dificuldades que
se apresentam com as relações de aspecto e a produção de muitas janelas
redundantes (ZHAO et al., 2019). Um dos algoritmos conhecidos na literatura que
implementou esta metodologia foi o detector de Viola-Jones, no qual utilizaram
janelas deslizantes variáveis para a detecção de rostos humanos (WANG, Y.-Q.,
2014).

Figura 18 – Método de janelas deslizantes para a detecção de objetos. Se usam jane-
las de diferentes tamanhos para detectar objetos em diferentes escalas.

Fonte – O autor.

• Extração de características: Algumas das limitações presentes na detecção e
classificação de objetos foi a má extração das características, geralmente esta-
vam baseadas em propriedades geométricas dos objetos como, área, perímetro,
cor, textura, etc. No entanto, estas características são sensíveis a transformações
geométricas de translação e rotação. Na tentativa de solucionar essas limitações,
se propuseram técnicas mais robustas, como os algoritmos Scale Invariant Fea-
ture Transform (SIFT) (JUAN; GWON, 2007), Speeded-up robust features (SURF)
(BAY et al., 2008), Histograms of Oriented Gradients (HOG) (DALAL; TRIGGS,
2005) e Haar-like (LIENHART; MAYDT, 2002) (MITA et al., 2005). Apesar de que
estes algoritmos tenham melhorado significativamente os resultados na extração
de características, a diversidade de aparências, variações de iluminação e fundos
difíceis de modelar, levaram a que estas técnicas não foram o suficientemente
robustas para descrever perfeitamente todo os tipos de objetos.

• Classificação: Nesta última etapa, é realizada a identificação dos objetos a
partir das regiões informativas e das características extraídas. Em geral, os al-
goritmos de classificação mais utilizados foram: Support Vector Machines (SVM)
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(CORTES; VAPNIK, 1995), K Nearest Neighbours (K-NN), AdaBoost (FREUND;
SCHAPIRE, 1995), e Deformable Part-Based Model (DPM) (FELZENSZWALB et
al., 2009). No entanto, uma boa classificação depende diretamente da qualidade
na extração das características.

A partir de 2012, as CNNs se tornaram uma linha de pesquisa muito popular
para o desenvolvimento de várias aplicações. Os métodos de detecção de objetos
baseados no deep learning mostraram melhor desempenho em comparação aos mé-
todos tradicionais (HE, K. et al., 2016). As CNNs, agem de maneira diferente das
abordagens tradicionais, apresentam arquiteturas mais profundas com a capacidade
de aprender características mais complexas, em vez de apenas características superfi-
ciais, permitindo uma maior compreensão semântica das imagens.

Na prática, existem dois tipos de algoritmos para detecção de objetos usando
CNN: detectores de duas etapas (Two-stage detector ) e detectores de uma etapa
(One-stage detector ). Os detectores baseados em duas etapas, realizam a detecção
gerando proposta de regiões ou regiões candidatas que depois são classificadas em
diferentes categorias de objetos. Os detectores de uma etapa ou detectores de disparo
único realizam a detecção dos objetos como um problema de regressão e classifi-
cação, inferindo em uma única etapa a localização e classificação de cada objeto,
adotando uma estrutura unificada. A Figura 19 apresenta a linha do tempo de alguns
dos principais detectores desenvolvidos na literatura.

Figura 19 – Linha de tempo dos modelos de detecção de objetos usando CNN.

Fonte – Adaptado de (LIU, L. et al., 2020).
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2.2.1 Detecção baseada em regiões propostas (Two-stage)

Como foi indicado previamente, os detectores de duas etapas dividem a tarefa
de detecção em duas fases. Na primeira fase é proposto um conjunto de regiões,
o detector identifica as regiões onde possivelmente existe um objeto. Na segunda
fase, as características das regiões são extraídas por meio de uma CNN, em seguida,
é realizado um processo de classificação em cada uma das regiões por meio de um
modelo baseado em aprendizado de máquina. Entre os principais detectores baseados
em duas etapas estão:

2.2.1.1 R-CNN (Regional CNN)

O R-CNN (GIRSHICK et al., 2014) é um dos primeiros detectores de objetos de
duas etapas propostos por Girshick et al. em 2014. Esse método foi inspirado nos bons
resultados obtidos pelas CNNs na classificação de imagens e pelo sucesso da busca
seletiva (selective search) (UIJLINGS et al., 2013). O funcionamento deste algoritmo é
dividido em três blocos:

• Geração de propostas: A partir de uma imagem de entrada, o detector propõe
várias regiões dentro da imagem através do algoritmo de busca seletiva, no qual
2000 propostas diferentes são obtidas com base nas características da imagem.
Essas propostas são filtradas considerando apenas as “melhores” que podem
representar um possível objeto;

• Extração de características: Nesta etapa, cada proposta é cortada e redimen-
sionada para uma resolução fixa, depois, uma CNN é usada para extrair as
características dimensionais e compactá-las em um vetor de tamanho fixo de
4096 elementos como representação final;

• Classificação da região: Finalmente, cada vetor de características é classificado
através de um SVM linear, no qual as regiões são classificadas como pertencen-
tes ao conjunto de regiões positivas ou ao conjunto de regiões negativas (fundo).
O treinamento SVM é realizado por meio de exemplos positivos, nos quais são
definidas as caixas de verdade fundamental (ground truth) de cada classe. As
regiões de maior pontuação são ajustadas com a regressão do bounding box
e filtrados usando o método Non-maximum suppression (NMS)1 produzindo os
bounding boxes do objeto final. O esquema de esta arquitetura é apresentado na
Figura 20.

O uso dessa rede obteve resultados surpreendentes em diferentes competições
de detecção de objetos, atingindo um mAP (mean average precision) entre todas as
1 NMS é uma técnica de pós-processamento comumente usada para eliminar detecções duplicadas

ou bounding boxes semelhantes que estejam representam o mesmo objeto (ROTHE et al., 2014).
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Figura 20 – Esquema geral da estrutura R-CNN.

Fonte – (GIRSHICK et al., 2014).

classes de objetos de 53,3% na competição VOC12 (mAP@.5), superando o melhor
método proposto da época. No entanto, a R-CNN apresenta algumas desvantagens:
(i) as características de cada proposta foram extraídas por CNNs independentes, ou
seja, o cálculo não é compartilhado, levando a um alto custo computacional para
treinamento e inferência; (ii) o treinamento do classificador SVM é muito caro, tanto em
espaço em disco quanto no tempo, porque as características devem ser extraídas por
cada proposta; e (iii) a busca seletiva é um algoritmo fixo, em que não há aprendizado
nesse fase, o que gera uma série de propostas ruins ou redundantes para cada região
candidata.

2.2.1.2 Fast R-CNN

Fast R-CNN (GIRSHICK, 2015) é uma das primeiras evoluções ao algoritmo
original R-CNN; essa modificação foi baseada em SSPnets (HE, K. et al., 2015). Seu
funcionamento consiste em inserir a imagem inteira na CNN, gerando um único con-
junto de características convolucionais que representam a imagem de entrada, e as
propostas de região externa (também conhecidas como RoI) são geradas usando o al-
goritmo de busca seletiva. Depois, a cada região é aplicada uma camada de agrupação
chamada RoI pooling layer, que extrai um vetor de características de comprimento fixo
do mapa. Cada vetor de característica é introduzido na sequência de camadas FC, que
finalmente se ramificam em duas camadas de saída: camada de classificação (cls) e
camada de regressão (reg). A camada de classificação é responsável por gerar as pro-
babilidades softmax das N classes dos objetos, mais uma classe de fundo; enquanto a
camada de regressão gera os quatro parâmetros ou coordenadas dos bounding boxes
para cada uma das classes detectadas. A Figura 21 apresenta o esquema geral desta
arquitetura.

As diferenças presentes no Fast R-CNN em comparação com o R-CNN são,
em vez de extrair as características da imagem através de uma CNN individualmente
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Figura 21 – Esquema geral da estrutura Fast R-CNN.

Fonte – (GIRSHICK, 2015).

para cada região proposta, o Fast R-CNN obtém o mapa de características completo
de toda a imagem, o que permite treinar o sistema como um todo, e as propostas
de cada região obtidas compartilham esse mapa de características. Portanto, evita-
se a execução de várias vezes da rede neural. Outra diferença é que a classificação
das classes é feita usando um único classificador softmax, em vez de usar vários
SVMs. Essas diferenças levaram o Fast R-CNN reduz significativamente o tempo de
processamento, 10 vezes mais rápido que o R-CNN em treinamento e 150 vezes mais
rápido na inferência. Além disso, alcançou uma pontuação no mAP@.5=68,4% para
VOC12. Embora o Fast R-CNN tenha acelerado significativamente a velocidade na
detecção, ele ainda é baseado com um conjunto de regiões propostas candidatas para
realizar a detecção, fazendo que seu custo computacional seja elevado.

2.2.1.3 Faster R-CNN

Apesar do progresso significativo do modelo Fast R-CNN, ele ainda tinha al-
gumas limitações, a velocidade de treinamento e detecção são muito custosas. Para
resolver essas limitações, em 2015 (REN et al., 2015) desenvolveram o algoritmo
Faster R-CNN ilustrado na Figura 22, onde a principal mudança foi substituir a busca
seletiva por um novo gerador de propostas Region Proposal Network (RPN).

O funcionamento do Faster R-CNN é igual ao seu predecessor, a imagem de
entrada é inicialmente processada por uma CNN, obtendo-se um único conjunto de
mapas de características. Depois, esse conjunto passa por dois módulos: o RPN e a
rede Faster R-CNN. O RPN (ilustrada na Figura 23) gera um conjunto de propostas de
objetos em cada posição no mapa de características, usando janelas deslizantes n× n
sobre este. Cada janela deslizante obtém várias propostas de objetos, um máximo
de k de propostas possíveis. Essas propostas são quadros de referência chamadas
anchors de diferentes escalas e relações de aspeto em cada local no mapa de carac-
terísticas que compartilham a mesma localização central. Por padrão, são utilizadas 3
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Figura 22 – Esquema geral da estrutura Faster R-CNN. Utiliza como gerador de regiões
propostas uma CNN.

Fonte – (MC.AI, 2018a).

escalas e 3 relações de aspeto, obtendo-se um total de 9 anchors boxes (k = 9). Como
resultado do uso dessa janela deslizante, um vetor de características é gerado para
cada posição. O Faster R-CNN (responsável da detecção) usa esse vetor para exe-
cutar a classificação e a regressão das regiões propostas usando duas camadas FC:
uma camada de classificação chamada box-classification layer (cls) responsável por
definir se a proposta é um objeto ou não, e uma camada de regressão do bounding box
chamada de box-regression layer (reg) responsável de gerar as quatro coordenadas
do bounding box que contém o objeto.

Figura 23 – Estrutura da RPN.

Fonte – (REN et al., 2015).

Com essa nova arquitetura, Faster R-CNN aumentou a velocidade de detecção
para 5 FPS (frames por segundo) em uma GPU. Além disso, atingiu um mAP@.5=75,9%
no conjunto de dados VOC12.
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2.2.2 Detecção baseada em regressão e classificação (One-stage)

Com base na seção 2.2.1, os modelos baseados em regiões dividem o pro-
cesso de detecção em duas etapas correlacionadas: geração de regiões propostas e
classificação dessas propostas. Esses detectores são computacionalmente custosos,
o que limita a possibilidade de serem implementados em dispositivos móveis ou com-
putadores portáteis, devido à sua baixa capacidade de armazenamento e computação
limitada, impedindo que sejam usados em tempo real (LECUN et al., 2015)(ZHAO
et al., 2019). Na tentativa de propor detectores mais rápidos, os pesquisadores de-
senvolveram os detectores de uma etapa, cuja ideia baseia-se em considerar todas
as posições da imagem como objetos potenciais e tentar classificar cada RoI (neste
caso seriam os bounding boxes) como um objeto ou como fundo. Essa abordagem
elimina completamente a etapa de regiões propostas e as etapas subsequentes de
re-amostragem de pixels, encapsulando tudo em uma única rede (ZHIQIANG; JUN,
2017).

Entre os principais algoritmos de detecção de uma etapa estão: YOLO (you only
look once) (REDMON et al., 2016), SSD (single Shot multibox detector ) (LIU, W. et al.,
2016), YOLOv2 (REDMON; FARHADI, 2017), RetinaNet (LIN et al., 2017b) e YOLOv3
(REDMON; FARHADI, 2018).

2.2.2.1 YOLO (You Only Look Once)

Como o próprio nome indica, este algoritmo só precisa olhar a imagem uma
vez para prever os objetos dentro dela e suas respetivas localizações. A ideia geral
do YOLO é apresentada na Figura 24, esta arquitetura em vez de usar uma janela
deslizante escaneando toda a imagem, divide a imagem de entrada em uma grade
de tamanho s × s, e em cada umas dessas células da grade são previstas B boun-
ding boxes, responsáveis por determinar a probabilidade (Pr ) ou nível de confiança
(Pr (objetc)× IOU truth

pred ) se em aquela grade existe um objeto (Pr (objetc) ≥ 0).
Os bounding boxes gerados não fornecem informações sobre a classe dos

objetos, mas onde apresenta-se uma maior probabilidade que um objeto exista, os
bounding boxes são mais pronunciados (grossos). Os bounding boxes são compostas
por cinco predições, x , y , w , h e o nível de confiança. Onde x e y representam o centro
da bounding box em relação aos limites da célula da grade, w e h são a largura e
altura normalizadas em relação ao tamanho total da imagem. Finalmente, o nível de
confiança é estabelecido usando IoU (Intersection over Union) entre o box previsto, o
box do ground truth (IOU truth

pred ) e a probabilidade que essa célula contenha um objeto.
Além disso, esse algoritmo também usa o método NMS para eliminar as detecções
duplicadas, deixando só apenas as que possuem uma pontuação maior.



Capítulo 2. Fundamentação teórica 40

Figura 24 – Detecção de objetos usando YOLO. Ele divide a imagem em uma grade
s × s e para cada célula de grade prevê B bounding boxes, um nível de
confiança para essas caixas (B) e probabilidades da classe de objeto.

Fonte – (REDMON et al., 2016).

A rede YOLO está inspirada na arquitetura de GoogLeNet, composta por 24
camadas convolucionais seguidas por duas camadas FC no final da rede. Além disso,
em vez de usar os módulos inception utilizados por GoogLeNet, YOLO usa filtros com
tamanhos 3 × 3 para extrair características e filtros 1 × 1 para reduzir o número de
canais na saída das camadas convolucionais. A arquitetura do YOLO é apresentada
na Figura 25.

Figura 25 – Arquitetura usada por YOLO composta por 24 camadas convolucionais.

Fonte – (REDMON et al., 2016).

Os resultados de YOLO em termos de precisão na detecção de objetos não fo-
ram os melhores na época em que foi publicado, mas a velocidade de processamento
foi a principal característica que o destacou em comparação com outros detectores.
YOLO obteve um mAP@.5=53,4% em VOC07, com uma velocidade de 45 FPS, em
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comparação a Faster R-CNN, que obteve um mAP@.5=73,2% mas com uma velo-
cidade de processamento menor, 7 FPS. Apesar dos resultados promissores, houve
algumas limitações associadas ao fato de que em cada célula da grade só pode conter
uma classe de objeto, impedindo que o algoritmo detecte objetos que estejam muito
próximos entre eles e objetos pequenos. Isto se deve possivelmente ao tamanho da
grade para a divisão da imagem (7 × 7) (REDMON et al., 2016) (ZHAO et al., 2019)
(LIU, L. et al., 2020).

2.2.2.2 SSD (Single Shot Multibox Detector )

Uma das limitações encontradas na primeira versão do YOLO foi a má detecção
de objetos pequenos. Visando resolver esse problema, (LIU, W. et al., 2016) projetaram
uma nova arquitetura chamada SSD, inspirada em diferentes técnicas usadas por
outros detectores como: os anchors boxes adotados em MultiBox (ERHAN et al., 2014),
RPN usado em Faster R-CNN e a divisão da imagem em uma grade como em YOLO.
Ao contrário do YOLO que utiliza uma grade de tamanho fixo, SSD implementa um
conjunto de anchors boxes com diferentes escalas e relações de aspecto, facilitando a
detecção de objetos com diferentes tamanhos.

A arquitetura SSD é apresentada na Figura 26, as primeiras camadas são basea-
das na rede VGG-16, SSD adiciona um conjunto de camadas convolucionais auxiliares
ao final da rede, responsáveis por prever o deslocamento dos boxes predetermina-
dos com diferentes escalas e proporções de aspecto, bem como o nível de confiança
associado a cada classe. SSD produz um número fixo de bounding boxes com suas
respectivas coordenadas, classes e pontuações de confiança. Além disso, também
utiliza a técnica NMS para produzir a detecção final.

Figura 26 – Arquitetura usada por SSD.

Fonte – (LIU, W. et al., 2016).

O detector SSD divide a imagem usando uma grade s × s com tamanhos de
8 × 8, 6 × 6, 4 × 4, 3 × 3, 2 × 2 e 1 × 1 permitindo trabalhar com diferentes escalas
de resolução. Cada célula gerada é responsável pela detecção dos objetos contidos
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em cada uma delas, por sua vez, o SSD fornece 8732 boxes predeterminados pro-
curando estabelecer qual desses boxes se assemelha melhor aos objetos. Na Figura
27 apresenta-se um exemplo, aqui a imagem de entrada contém dois objetos com
diferentes tamanhos, a imagem é dividida com uma grade 8 × 8 e 4 × 4, os boxes
predeterminados são mostrados com linhas pontilhadas, ao usar uma grade 8 × 8,
são identificados alguns boxes que coincidem com o bounding box correspondente
ao menor objeto (box azul); enquanto o maior objeto é detectado usando uma grade
4× 4 (box vermelho). Em relação aos boxes azul e vermelho, são considerados boxes
positivos que coincidem em uma alta porcentagem com o ground truth.

Figura 27 – Representação como SSD realiza a detecção dos objetos usando diferen-
tes anchors boxes. A imagem da esquerda representa o ground truth e a
imagem do meio e a direita a divisão da imagem em dois grades, 8× 8 e
4× 4 respectivamente.

Fonte – (LIU, W. et al., 2016).

SSD supera significativamente a Faster R-CNN e YOLO em termos de acu-
rácia. SSD300, nomeado por receber imagens de entrada 300 × 300, atingiu um
mAP@.5=74,3% para VOC07 com uma velocidade de inferência de 59 FPS, versus
Faster RCNN 7 FPS/mAP@.5=73,2% ou YOLO 45 FPS/mAP@.5=63,4%. Apesar des-
ses bons resultados, SSD também apresentava limitações na detecção de pequenos
objetos, o que levou a desenvolvimento de uma segunda versão chamada SSD512,
buscando melhorar esse problema usando imagens com maior resolução. Apesar de
melhorar a acurácia com um mAP@.5=76,8% em VOC07, a velocidade na detecção
diminui a 19 FPS.

2.2.2.3 YOLOv2

Na versão do YOLOv2 se procurou melhorar a precisão na detecção dos objetos
mantendo a velocidade de inferência em tempo real que o caracterizava. Para isso,
(REDMON; FARHADI, 2017) fizeram mudanças significativas na arquitetura do YOLO,
bem como na metodologia usada na fase de treinamento da rede. Seu princípio de
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funcionamento é o mesmo que seu antecessor; no entanto, substituíram a CNN de
YOLO por uma Darknet-19, composta por 19 camadas convolucionais e 5 camadas
max-pooling. Além disso, esta versão utiliza o batch normalization (IOFFE; SZEGEDY,
2015) em todas as camadas convolucionais como estratégia para evitar o overfitting.

Uma das inovações que YOLOv2 adicionou à sua estrutura foi o uso de anchors
boxes para melhorar a predição dos bounding boxes como é feito em SSD e Faster
R-CNN. Ao contrário desses dois algoritmos onde os anchors boxes são definidos
manualmente, YOLOv2 usa a técnica de agrupamento K-means (ŽALIK, 2008) para
encontrar o tamanho ideal dos anchors boxes semelhantes ao tamanho real dos obje-
tos presentes nas imagens. De acordo com Josep Redmon, ao usar 5 anchors boxes
com proporções especificas, permite ter um bom trade-off entre recall vs complexidade
do modelo, facilitando o aprendizado de rede (REDMON; FARHADI, 2017). Na Figura
28, as 5 caixas azuis representam as dimensões e localizações média dos objetos no
conjunto de dados VOC07 e COCO, aqui em vez de prever 5 bounding boxes, YOLOv2
prevê as compensações para cada um desses anchors boxes, deste modo a rede
apenas ajusta o tamanho de anchor (âncora) mais próximo ao tamanho do objeto.

Figura 28 – Geração de anchors boxes através YOLOv2. A imagem à esquerda apre-
senta o IoU médio para obter várias opções para k . A imagem da direita
apresenta as dimensões dos boxes de agrupamento (clustering box) em
VOC e COCO.

Fonte – (REDMON; FARHADI, 2017).

Em relação a estrutura Darknet-19 utilizada em YOLOv2, está permitiu melho-
rar o desempenho do detector devido à redução e/ou simplificação da quantidade de
operações. Como sua versão anterior, YOLOv2 usa na maioria das camadas convolu-
cionais filtros 3 × 3 para a extração dos mapas de características e filtros 1 × 1 para
reduzir o número de canais na saída da convolução. Nesse sentido, Darknet-19 só
requer de 5,8 milhões de operações, em comparação com os 30,69 milhões utilizados
na rede VGG16 e sua predecessora (YOLO) que utiliza 8,52 milhões. A arquitetura da
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Darknet-19 é apresentada na Figura 29, onde os autores modificaram a rede remo-
vendo as camadas FC responsáveis por prever os boundary boxes e adicionaram três
camadas convolucionais 3×3, cada uma com 1024 canais na saída. Em seguida, uma
camada convolucional final de 1× 1 foi aplicada para reduzir o tamanho do tensor de
7× 7× 1024 para 7× 7× 125 (REDMON; FARHADI, 2017) (MC.AI, 2018b).

Figura 29 – Estrutura da CNN Darknet-19.

Fonte – Adaptado de (REDMON; FARHADI, 2017) (MC.AI, 2018b).

Uma das vantagens de eliminar as camadas FC foi permitir o treinamento em
várias escalas (multiscale training), já que a rede pode assumir diferentes tamanhos
de imagem. YOLOv2, na fase de treinamento a rede escolhe aleatoriamente um novo
tamanho de dimensão da imagem entre 320 × 320 pixels e 608 × 608 pixels (com
passos de 32) a cada 10 lotes (batches). Essa metodologia de treinamento permitiu
que a rede aprendesse uma significativa variedade de dimensões de entrada e fosse
capaz detectar objetos em diferentes escalas.

YOLOv2 em VOC07 atingiu um mAP@.5=78,6% com velocidade de 40 FPS,
em comparação com a versão do YOLO que obteve um mAP@.5=63,4% a 45 FPS
ou o desempenho do SSD512 que atingiu um mAP@.5=76,8% com uma velocidade
de 19 FPS. Entretanto, os resultados de YOLOv2 em COCO não foram os melhores,
atingindo um mAP@[.5, .95]=21,6%, enquanto o SSD512 e Faster R-CNN obtiveram
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um mAP@[.5, .95] de 26,8% e 21,9% respectivamente2.

2.2.2.4 RetinaNet (Focal Loss for Dense Object Detection)

As arquiteturas de uma etapa SSD e YOLOv2 descritas acima conseguiram
melhorar a acurácia na detecção de objetos sem perder a velocidade da inferência;
no entanto, tinham um problema em comum relacionado ao desequilíbrio entre as
classes, muitas localizações candidatos e poucos objetos reais. Os pesquisadores de
IA do Facebook, (LIN et al., 2017b) introduziram um novo conceito chamado Focal
Loss, por meio do qual resolvem o problema ao desequilíbrio entre as classes do
primeiro plano e o fundo durante o treinamento. O Focal Loss é uma função de erro
dinamicamente escalar da entropia cruzada (cross entropy - CE), na qual o fator escalar
tende a zero à medida que a confiança da classe correta aumenta. Este fator escalar
permite estabelecer qual é a contribuição dos exemplos “easy” e “hard” na fase de
treinamento3. Como também permite que a rede se concentre apenas nas amostras
hard, melhorando a acurácia na detecção (LIN et al., 2017b).

Os autores usaram como ponto de referência a função CE para a classificação
binária apresentada na Eq. 2, que recebe como parâmetros o ground truth da classe
(y ∈ {±1}) e a probabilidade do modelo por classe (p ∈ [0, 1]). Para facilitar a notação,
pt é definida na Eq. 3 e CE é reescrita como CE(p,y ) = CE(pt ) = –log(pt ).

CE(p,t) =

{
–log(p) if y = 1

–log(1 – p) if not ,
(2)

pt =

{
p if y = 1

1 – p if not ,
(3)

Um fator de correspondência (αt ) é adicionado para lidar com o desequilíbrio en-
tre as classes, o qual depende do valor positivo ou negativo de pt (Eq. 4). Embora este
fator de correspondência permita equilibrar a importância das classes dependendo se
os exemplos são positivos ou negativos, não é possível fazer distinção entre exemplos
“easy ” e “hard”. Portanto, os autores decidiram modificar a função CE adicionando um
novo fator ((1 – pt )γ) com um parâmetro modificável (γ ≥ 0) que depende diretamente
da dificuldade dos exemplos; onde a gamma (γ) é chamada de parâmetro de focusing
e alpha (α) o parâmetro de equilíbrio, finalmente o Focal Loss é definido pela Eq. 5.

CE(pt ) = –αt log(pt ) (4)
2 Na métrica de avaliação no conjunto de dados COCO, são usados diferentes limiares de IoU para a

avaliação dos modelos, limiares que variam na faixa [0,5 0,95]. Por outro lado, em VOC, é utilizado
um limiar para IoU de 0,5.

3 “Easy” e “hard” referem-se a exemplos que apresentam menores e maiores erros durante o treina-
mento, respectivamente.
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FL(pt ) = –αt (1 – pt )
γlog(pt ) (5)

Com base na Figura 30, ao usar valores maiores que zero para γ, maior é a
influência dos exemplos “hard” no treinamento.

Figura 30 – Comparação do desempenho do Focal Loss para vários valores de γ,
quanto mais alto o valor, maior a influência dos exemplos difíceis no treina-
mento.

Fonte – (LIN et al., 2017b)

A RetinaNet é composta por uma rede principal backbone e duas sub-redes,
classificação e regressão (veja a Figura 31). A rede principal é composta por uma Fea-
ture Pyramid Network (FPN) sobre a arquitetura ResNet. A FPN é usada para construir
uma pirâmide de características convolucionais em múltiplas escalas a partir de uma
imagem de entrada de resolução única. A primeira sub-rede realiza a classificação
na saída dos backbones, prevendo a probabilidade da presença de objetos em cada
posição espacial para cada uns dos anchors (A) e classes de objetos (K ). Aqui, a
sub-rede é uma pequena Fully Convolutional Neural (FCN) que aplica quatro camadas
convolucionais 3×3, cada uma com filtros C seguidos por ativações ReLu. Em seguida,
as ativações sigmoid são ajustadas às saídas para gerar as predições binárias por
localização espacial, o Focal Loss é usado como uma função de perda. A segunda
sub-rede é usada para a regressão do bounding box, assim como a sub-rede de clas-
sificação, é uma pequena FCN responsável por fazer uma regressão independente do
deslocamento do bounding box de cada anchor box do ground truth do objeto. A sub-
rede de classificação de objetos e a sub-rede de regressão do bounding box, mesmo
que compartilhem uma estrutura comum, não compartilham nenhum parâmetro.

Como YOLO e SSD, RetinaNet usa a técnica NMS para prever a detecção final
de objetos usando um umbral de 0,5. Além disso, a rede só decodifica as previsões
dos boxes a partir de 1k predições de pontuação máxima por nível de FPN, facilitando
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Figura 31 – Arquitetura RetinaNet. (a) usa um FPN sobre ResNet para a extração de
características convolucionais em várias escalas. (b) sub-rede de classe
para classificar os anchors boxes (acima) e a sub-rede de regressão do
bounding box (baixo).

Fonte – (LIN et al., 2017b)

a velocidade de inferência. Os resultados deste detector foram realmente bons, supero
significativamente em termos de acurácia a YOLOv2, SSD512 e Faster R-CNN em
COCO atingindo um mAP@[.5, .95]=39,1%, no entanto, com uma velocidade de pro-
cessamento de 5 FPS. Apesar desses excelentes resultados, RetinaNet usa um tempo
de inferência maior que os outros detectores, ao usar imagens de 800× 800 pixels o
detector precisa de 198 ms para realizar a detecção, 8 vezes maior que YOLOv2.

2.2.2.5 YOLOv3 (An Incremental Improvement)

YOLOv3 desenvolvida em 2018 usa uma CNN chamada Darknet-53 composta
por 53 camadas inspirada em ResNet50 (HE, K. et al., 2016) e pré-treinada em Ima-
geNet. YOLOv3 usa uma série de estratégias para melhorar a precisão na detecção,
entre as mais importantes estão: predição do bounding box, predição por classes e
predição através de escalas.

• Predição do bounding box : YOLOv3, bem como YOLOv2 usa anchors boxes
que se assemelham ao tamanho dos objetos. Aqui, YOLOv3 prediz uma pon-
tuação de objetividade (confiança) para cada bounding box usando regressão
logística (logistic regression). Se o bounding box prior se sobrepõe ao ground
truth de um objeto mais do que qualquer outro bounding box prior, a pontuação
de objetividade correspondente será 1. Por outro lado, se o bounding box se
sobrepõe ao ground truth de um objeto, mas se a sobreposição não é maior a um
umbral predefinido (IOU >= 0.5), este é ignorado. Dessa forma, só é assinado
um bounding box prior por cada objeto do ground truth.

Um exemplo mais detalhado desse conceito é apresentado na Figura 32, aqui
dois objetos representados em preto e verde compartilham a mesma célula ver-
melha, na qual o prior 1 se sobrepõe mais ao bounding box do ground truth do
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objeto 1 mais do que qualquer outro bounding box prior (IoU maior) e, prior 3 se
sobrepõe mais ao segundo objeto do ground truth, descartando os outros priors.

Figura 32 – Representação da previsão da caixa delimitadora usando priors.

Fonte – Adaptado de (KAMAL, 2019).

• Predição por classes: Outra modificação interessante feita nesta nova versão foi
o uso da classificação múltiplas etiquetas (multi labels). Para isso, YOLOv3 subs-
titui a função softmax por classificadores logísticos independentes, buscando
solucionar problemas relacionados à multi-label classification, já que o uso de
uma camada softmax impõe a suposição de que cada célula da grade possui
exatamente uma classe, o que não acontece no mundo real. Ao usar classifi-
cadores independentes, é atribuído um nível de probabilidade para cada classe
de objetos dentro da imagem, por exemplo, se a rede é treinada para detectar
carros e caminhões, o modelo estabelece qual é a probabilidade de que haja um
carro na imagem, da mesma forma, determina qual é a probabilidade de existir
um caminhão na imagem, isto permite que um objeto possa ser detectado como
classe 1 e classe 2 ao mesmo tempo (veja a Figura 33).

Figura 33 – Representação geral do classificador logístico de YOLOv3.

Fonte – Adaptado de (KAMAL, 2019).
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• Predição através de escalas: A terceira modificação foi baseada no conceito
de FPN (LIN et al., 2017a). Nesta versão, para cada célula da grade, YOLOv3
prevê três boxes com três escalas diferentes permitindo que o modelo possa tra-
balhar com imagens de diferentes resoluções e melhore a detecção de pequenos
objetos (veja Figura 34). A detecção é realizada aplicando núcleos de detecção
N × N em mapas de caraterísticas de três tamanhos diferentes em três locais
diferentes da rede, com um stride de 32, 16 e 8 respectivamente. O volume do
tensor de saída de cada previsão é N ×N × [3× (4 + 1 + 80)], onde, N representa
o tamanho da escala (por exemplo 13× 13, 26× 26 e 52× 52), 3 o número de
boxes, 4 são as coordenadas do bounding box, 1 a pontuação de objetividade e
80 o número de classes em COCO.

Figura 34 – Diagrama simplificado de como YOLOv3 usa três escalas diferentes para
a extração de características em cada célula.

Fonte – O autor.

YOLOv3 no conjunto de dados COCO, obteve um mAP@[.5, .95]=33% com
um tempo de inferência de 51 mili-segundos (ms) versus RetinaNet com mAP@[.5,
.95]=39,1% e 198 ms ou SSD512 com mAP@[.5, .95]=31,2% e 125 ms.

2.2.3 Arquiteturas recentes para a detecção de objetos baseadas em uma etapa

Existem outras arquiteturas desenvolvidas nos últimos dois anos (2019 e 2020)
para a detecção de objetos que têm apresentado um bom desempenho, como é o
caso de CenterNet (ZHOU et al., 2019), EfficientDet (TAN et al., 2020) e YOLOv4
(BOCHKOVSKIY et al., 2020).
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2.2.3.1 CenterNet: Objects as Points

CenterNet é uma arquitetura que incorpora ao estado da arte outra forma de
detectar objetos a partir de pontos. (ZHOU et al., 2019) usaram como referência o tra-
balho CornerNet: Detecting Objects as Paired Keypoints (LAW; DENG, 2018) e como
backbone (rede base) Hourglass (NEWELL et al., 2016), ResNet ou Deep Layer Ag-
gregation (DLA) (YU, F. et al., 2018). A imagem de entrada é passada pela CNN, onde
através das camadas de convolução é gerado um mapa de características final com di-
ferentes mapas de calor (heatmaps) para distintos pontos-chave. Os picos dos mapas
de calor são considerados como os centros previstos pelo modelo que possivelmente
representam os pontos centrais dos objetos. A rede usa esse centro para encontrar
as coordenadas e as compensações (offsets) dos bounding boxes dos objetos. Nesta
ordem de ideias, CenterNet difere de usar anchors boxes e regiões de interesse (RoIs)
para detecção, eliminando os diversos problemas que geram, como o número, tamanho
e relações dos aspectos que devem ter, bem como o desequilíbrio que apresentam en-
tre anchors boxes positivos e negativos. Ao eliminar os anchors boxes, CenterNet não
usa a técnica NMS para suprimir detecções redundantes, permitindo uma execução
mais rápida do detector (LI, E. Y., 2020).

De acordo com a Figura 35, CenterNet divide a tarefa de detecção em três
fases:

• Heatmaps head: O CenterNet realiza a detecção a partir de conjuntos de he-
atmaps de pontos-chaves Ŷ (centros dos objetos). Cada Ŷ tem uma dimensão
W
R ×

H
R × C, onde C é o número de classes, H e W representam as dimensões

da imagem e R as coordenadas dos bounding boxes. Quando a previsão de
um ponto (x ,y) para uma classe (C) é Ŷxyc = 1 significa que é um ponto chave,
enquanto que se for Ŷxyc = 0 é considerado como parte do fundo. Pode-se di-
zer que nesta arquitetura o mapa de calor Ŷ é um equivalente aos mapas de
características dos outros detectores analisados.

• Size head: A previsão das dimensões (width e height) dos bounding box é
realizada por meio de informações prévias dos boxes. Ao igual que os detectores
acima mencionados, os bounding boxes dos k objetos são construídas a partir de
quatro coordenadas (x1, y1, x2, y2), das quais podem-se extrair o ponto central pk
e o tamanho do box sk . Com base em isto, a previsão do tamanho do bounding
box Ŝpk é feito através da regressão das dimensões do mapa de calor (W

R , H
R , 2),

onde W e H são o width e height predita para o bounding box. Para obter uma
previsão correta das dimensões dos boxes, utiliza-se a distância mínima baseada
na norma L1, a qual integra o tamanho real do bounding box e o tamanho previsto.

• Offsets head: Aqui os offsets ou compensações são utilizados como técnica de
recuperação do erro de discretização causado pela redução da amostra de en-
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trada. Após a previsão dos pontos-chave, as coordenadas destes são atribuídas
a uma imagem de maior resolução. Isto provoca uma alteração no valor, já que
os índices dos pixels da imagem original são int e os valores dos pontos previs-
tos são de tipo float. Para resolver este problema, é adicionado um offset local
Ô ∈ <

W
R ×

H
R×2 para cada ponto central, no qual todas as classes C presentes na

imagem compartilham os mesmos valores do offset.

Figura 35 – Arquitetura geral de CenterNet.

Fonte – Adaptado de (LAW; DENG, 2018).

Com base na Figura 36, a previsão dos bounding box na fase de inferência é
feita extraindo os picos do mapa de calor. Para isso, são selecionados os pontos que
possuem o mesmo ou melhor valor que seus 8 vizinhos conectados e depois o detector
estima a compensação e os tamanhos dos bounding boxes. Em relação aos resultados,
CenterNet usando o backbone Hourglass-104 atinge um mAP@[.5, .95]=42,1% em
COCO com uma velocidade de 7,8 FPS. Por outro lado, ao usar o backbone DLA-34
atinge um mAP@[.5, .95]=39,2% a 28 FPS.

Figura 36 – Representação geral da detecção do CenterNet. A imagem à esquerda
mostra o mapa de calor dos pontos-chave. A imagem do meio representa
o deslocamento de pontos-chave. A imagem à direita apresenta o tamanho
do objeto.

Fonte – (ZHOU et al., 2019).
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2.2.3.2 EfficientDet: Scalable and Efficient Object Detection

EfficientDet apresentou uma abordagem interessante na área de detecção de
objetos ao usar uma serie de detectores escaláveis e eficientes. EfficientDet utiliza o
backbone de EfficientNet (TAN; LE, 2019) como extrator de características, integra uma
rede piramidal de características bidirecionais (bi-directional feature network - BiFPN)
e uma rede para as predições dos boxes e as classes dos objetos (box/class). Assim,
EfficientDet reformula a detecção de objetos ao usar modelos bidirecionais escaláveis,
obtendo resultados muito bons na precisão na detecção em comparação com outros
detectores no estado da arte, usando menos floating point operations (FLOPs4) e
menos parâmetros. Na Figura 37 apresenta-se a arquitetura geral desta rede.

Figura 37 – Arquitetura de EfficientDet. Este detector usa como backbone a Efficient-
Net, uma rede de funções BiFPN e uma rede para predição de os bo-
xes/class.

Fonte – (TAN et al., 2020).

O artigo oficial de EfficientNet teve como objetivo analisar o comportamento
dos resultados por meio do escalonamento das arquiteturas CNNs, desde EfficientNet-
B0 até EfficientNet-B7. (TAN et al., 2020) propõem um método automático chamado
compound scaling, que usa um coeficiente φ para alterar a profundidade (d, número de
camadas), a largura (w, canais por camada) e o tamanho de entrada (r, resolução) da
rede enquanto permanece dentro das limitações do target memory e o target FLOPs.

Ao aumentar a profundidade da rede, é possível adquirir informações mais com-
plexas das imagens, no entanto, o uso de modelos muito profundos não garante um
melhor aprendizado da rede (problema de vanishing gradient) (ZAGORUYKO; KOMO-
DAKIS, 2016). A largura de rede permite que os modelos aprendam características
mais detalhadas e tornem seu treinamento mais fácil, mas o uso redes extremada-
mente largas e pouco profundas leva a dificuldades na captura de características
4 FLOPs faz referência ao número de operações de ponto flutuante, em muitos artigos são usados

como uma métrica mais para estabelecer a complexidade dos modelos.
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de alto nível (ZAGORUYKO; KOMODAKIS, 2016). Outro fator importante é a resolu-
ção das imagens de entrada, já que, usando imagens com uma boa resolução, as
CNNs podem capturar padrões mais detalhados melhorando a accuracy. Nesse sen-
tido, os autores de EfficientNet demonstraram que ao escalar em conjunto esses três
parâmetros em uma rede, é possível melhorar significativamente a eficiência no reco-
nhecimento de imagens. Inspirando-se nessa ideia, EfficientDet realiza a detecção de
objetos dimensionando modelos.

Outra abordagem de EfficientDet foi melhorar a eficiência na extração de carac-
terísticas por meio da uma BiFPN. Na maioria dos detetores citados anteriormente,
usam uma FPN de cima para baixo, aqui os autores descobriram que nesse tipo de
enfoque descendente a FPN está inerentemente limitada pelo fluxo de informação
unidirecional, como também a um maior número de cálculos (BLOG, 2020). Para re-
solver essa limitação, foi proposta uma nova rede de funções bidirecionais BiFPN, que
incorpora ideias multinível de FPN, (LIU, S. et al., 2018) e NAS-FPN (GHIASI et al.,
2019); permitindo que as informações fluam de cima para baixo como de abaixo para
cima, como é apresentado na Figura 38.

Figura 38 – Desenho da rede BiFPN baseada em FPN, PANet e NAS-FPN. O BiFPN
permite que as características detectadas desde o nível P3 de baixa re-
solução até o nível P7 de alta resolução fluam repetidamente em ambas
direções.

Fonte – (TAN et al., 2020).

EfficientDet realiza o escalado de modelos para a detecção de objetos, que
em conjunto aumenta a profundidade, largura e a resolução de forma similar que
em EfficientNet. Ao combinar os diferentes backbones do EfficientNet com BiFPN, é
possível criar 8 modelos (EfficientDet de D0 até D7), cada um destes com um melhor
desempenho do que seu predecessor, mas com um custo de computação superior.
Por exemplo, em COCO com imagens de 512× 512 pixels EfficientDet-D0 atinge um
mAP@[.5, .95]=34,6%. Por outro lado, EfficientDet-D7 com uma resolução de entrada
consideravelmente alta de 1536× 1536 pixels, atinge um mAP@[.5, .95]=55,1%.
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2.2.3.3 YOLOv4: Optimal Speed and Accuracy of Object Detection

O modelo YOLOv4 é um dos detectores que se consolidou no estado da arte por
apresentar um bom equilíbrio entre precisão (mAP@[.5, .95]=43,5 %) e velocidade (65
FPS). A arquitetura YOLOv4 CSPDarknet-53 é baseada principalmente no Darknet-
53 do YOLOv3, mais com a integração de novos blocos de convolução usados em
detectores de uma e duas etapas, entre os quais estão: Spatial Pyramid Pooling (SPP)
(HE, K. et al., 2015), DenseNet (HUANG et al., 2017), Path Aggregation Network
(PANet) (LIU, S. et al., 2018) e Cross Stage Partial Connections (CSP) (WANG, C.-Y.
et al., 2020).

Como é apresentado na Figura 39, YOLOv4 emprega CSPDarknet53 como a ar-
quitetura principal para extração dos mapas de características. A rede CSP é integrada
em Darknet53 a fim de reduzir a complexidade computacional do modelo, CSP permite
que os mapas de características detectados sejam separados em duas partes e que
apenas uma parte passe por uma camada densa de convolução, reduzindo o número
de parâmetros. Assim como YOLOv3 ou EfficientDet, YOLOv4 usa blocos adicionais
para melhorar a detecção de objetos em diferentes escalas, construindo uma estru-
tura hierárquica dos mapas de características. Para este fim, YOLOv4 integra o bloco
SPP para aumentar o campo receptivo e adota o PANet como método de agregação
de parâmetros em diferentes níveis do modelo. Neste sentido, o bloco SPP permite
a extração de características em vários níveis através da combinação de pirâmides
espaciais; em cada pirâmide é utilizado um campo receptivo diferente (filtros diferen-
tes) que, ao agrupá-los, facilita a combinação de informações globais e sub-regionais.
Por outro lado, o PANet permite que os mapas de características vizinhas vindas do
fluxo descendente do backbone e o fluxo de características de cima para baixo sejam
concatenados antes de entrar nos blocos de predição (Detection Head). Finalmente,
YOLOv4 realiza a detecção em três escalas diferentes como em YOLOv3, onde a rede
detecta as coordenadas do bounding box junto com a pontuação de confiança por
classe.

YOLOv4 apresenta dois pacotes que integram um conjunto de técnicas que
facilitam o treinamento do modelo a fim de obter um melhor desempenho, Bag of
Freebies (BoF) e Bag of Specials (BoS) (veja Tabela 1). Entre as técnicas destes
pacotes, encontra-se Complete Interaction over Union (CIoU) e Distance Intersection
over Union (DIoU) (ZHENG, Zhaohui et al., 2020a). O CIoU é uma técnica que é
utilizada para obter uma melhor velocidade na convergência do modelo e melhorar a
precisão na regressão do bounding box. CIoU integra aspectos geométricos dos boxes
tais como, área de sobreposição, relações de aspecto e distância entre os pontos
centrais dos boxes. Por outro lado, DIoU é usado como método NMS, que considera a
distância mínima entre os pontos centrais de dois bounding boxes e suprime as outros
boxes redundantes, tornando o modelo mais robusto nos casos com oclusões.
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Figura 39 – Descrição geral da arquitetura de YOLOv4. Está é composta por quatro
bloques principais, CSP Darknet53, SPP, PANet e Detection Head.

Fonte – Adaptado de (CHEN, W. et al., 2021).

Tabela 1 – Resumo das técnicas e métodos disponíveis em YOLOv4.

Backbone Detector

Bag of Freebies
(BoF)

- CutMix
- Mosaic data augmentation
- DropBlock
- Class label smoothing

- CIoU-loss
- Cross mini-Batch Normalization
- DropBlock
- Mosaic data augmentation
- Self-Adversarial Training
- Multiple anchors for a
single ground truth
- Cosine annealing scheduler
- Optimal hyperparameters
- Random training shapes

Bag of Specials
(BoS)

- Mish activation
- Cross-stage partial
connections (CSP)
- Multi-input weighted
residual connections (MiWRC)

- Mish activation
- SPP-block
- SAM-block
- PAN path-aggregation block
- DIoU-NMS

Fonte – O autor.

Fazendo uso de este conjunto de métodos e técnicas, YOLOv4 é um dos detecto-
res que alcançou bons resultados no conjunto de dados COCO, obtendo um mAP@[.5,
.95]=43,5% e uma velocidade de processamento de 65 FPS.
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2.3 MÉTRICAS DE DESEMPENHO

Ao treinar qualquer modelo baseado em deep learning é importante conhecer
qual é seu desempenho. Portanto, é necessário selecionar as métricas apropriadas
que revelam quão precisos são os modelos. Nas tarefas de detecção de objetos, as
métricas geralmente utilizadas são: precision, recall, Average Precision (AP) e mean
Average Precision (mAP) (EVERINGHAM et al., 2010) (LIU, L. et al., 2020).

Avaliar o desempenho de modelos que executam tarefas de detecção de objetos
envolve a execução de duas sub-tarefas adicionais, classificação e localização. Em
relação à classificação, o modelo pode detectar diferentes objetos sendo preciso definir
as classes corretas. Por outro lado, mesmo que o modelo preveja a classe correta do
objeto detectado, a métrica de avaliação também precisa validar o quão bem o modelo
localiza essa classe espacialmente na imagem. Neste sentido, é utilizado o AP, cujo
objetivo é avaliar estas duas sub-tarefas ao mesmo tempo. Antes de entrar em detalhes
sobre como o AP, mAP e as demais métricas são calculadas, é preciso conhecer o
conceito de Intersection Over Union (IoU).

2.3.1 Intersection Over Union (IoU)

IoU, também conhecido como índice de Jaccard, é uma das medidas ampla-
mente utilizadas para avaliar os modelos de detecção de objetos. Essa medida é
usada para avaliar a sobreposição entre dois bounding boxes. O IoU pode ser definido
como uma métrica que mede a interceptação entre bounding box do ground truth e o
bounding box previsto pelo modelo. A pontuação IoU varia de 0 a 1, quanto mais simi-
laridade houver entre as dois boxes, maior será a pontuação. Este índice é calculado
usando a Eq. 6.

IoU truth
pred =

truth ∩ pred
truth ∪ pred

(6)

Ao validar os modelos de detecção de objetos, é necessário definir qual é o
valor mínimo e máximo deste parâmetro. Estabelecer o limiar em um valor muito alto
(por exemplo 0,9) resultaria na perda de previsões que poderiam ser relevantes. Por
outro lado, estabelecer um limiar muito baixo daria como resultado bounding boxes
sem informações relevantes. Geralmente na literatura foi definido que uma detecção
correta é sempre maior a 0,5; este valor pode variar dependendo do nível de precisão
exigido em uma determinada aplicação (REZATOFIGHI et al., 2019). Na Figura 40 é
apresentado graficamente como é calculado o índice IoU, os boxes verdes represen-
tam as etiquetas do ground truth marcados manualmente nos objetos de interesse,
enquanto os boxes vermelhos representam a previsão dada pelo modelo.
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Figura 40 – Exemplos visuais da sobreposição de diferentes valores IoU

Fonte – O autor

Nesta ordem de ideias, o valor IoU pode ser usado para determinar se uma
detecção é considerada positiva ou negativa:

• Verdadeiro positivo (VP): Se o valor de IoU for maior ou igual a 0,5 e a classe
prevista corresponder à classe à qual o ground truth pertence, a detecção é
considerada como um VP;

• Falso positivo (FP): Se o valor do IoU for menor que 0,5, ou a classe prevista não
corresponde ao ground truth, é considerada a detecção incorreta e é classificada
como FP;

• Falso negativo (FN): são os objetos presentes no ground truth que não são
detectados pelo modelo. Também são considerados FN quando o bounding box
predito tem um IoU > 0.5 mas a classificação do objeto é incorreta;

• Os Verdadeiro negativos (VN) são definidos como cada parte da imagem onde
nenhum objeto foi previsto, portanto, está métrica não é usada para detecção de
objetos.

2.3.2 Average Precision (AP)

O AP é baseado em duas métricas subjacentes, precision (precisão) e recall
(revocação). A precision é definida como a relação entre o número de predições atribuí-
das corretamente sobre todas as predições (Eq. 7). A ideia geral desta métrica é definir
que porcentagem de predições positivas são corretamente positivas reais; em outras
palavras, dentro de todos os casos previstos como positivos, quantos destes são ver-
dadeiros positivos. O recall, basicamente mede a habilidade do modelo em classificar
todas as amostras que são positivas dentro do conjunto de dados, é definido como a
relação do número de detecções atribuídas corretamente sobre todos os ground truths
no conjunto de dados (Eq. 8). Está métrica determina quão bom é um modelo para
detectar os objetos da classe de interesse, quanto o valor desta métrica estiver mais
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próximo de 1, o modelo pode tecnicamente detectar todos os objetos mostrados na
imagem (HUI, 2017).

Precision =
VP

VP + FP
(7)

Recall =
VP

VP + FN
(8)

É comum que os modelos baseados em CNNs utilizados para detecção de
objetos gerem confidências sobre suas previsões, nesse sentido, a precision e recall
podem ser validados em diferentes níveis de confiança, gerando uma curva PR que
encapsula a precision e o recall em um único valor para cada classe no conjunto
de dados. Tecnicamente o AP refere-se à área sob a curva PR. Matematicamente
AP é representado pela Eq. 9, de ali, este é definido como a precisão media (AP,
average precision), em um conjunto de 11 valores de recall igualmente espaçados,
Recalli = [0.0, ..., 1.0].

AP =
1
11

∑
r∈{0.0,...,1.0}

Pinterp (r ) (9)

A métrica F1-Score permite identificar os modelos que apresentam um melhor
equilíbrio entre precision e recall (Eq. 10). Um bom resultado desta métrica, significa
que se tem poucos falsos positivos e falsos negativos, onde sua melhor pontuação é 1
e sua pior pontuação é 0.

F1Score = 2× precision × recall
precision + recall

(10)

2.3.3 Mean Average Precision (mAP)

Levando em consideração a definição acima, o mAP é definido como a média
de todos os APs em todas as classes em diferentes valores de IoU (JEKYLL, 2019).
Matematicamente o mAP é representado pela Eq. 11.

mAP =
1
N

N∑
i=1

APi (11)

Naturalmente, a pontuação do mAP depende diretamente do limiar escolhido
para IoU. Quando se estabelece o valor IoU como 0.5, é conhecido como o mAP de
PASCAL (notação mAP@.5). Por outro lado, na avaliação de COCO, os limites IoU
variam na faixa de 0.5 a 0.95 com passos de 0.05 (notação mAP@[.5, .95] ou AP),
tornando essas métricas de avaliação mais complexas mas essenciais em aplicações
onde a precisão na detecção desempenha um papel fundamental; por exemplo, em
sistemas de condução autônoma ou em aplicações médicas. Vale ressaltar que na
avaliação do COCO AP.5 é igual a mAP@.5 em VOC.
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3 TRABALHOS RELACIONADOS

Este capítulo apresenta alguns dos principais trabalhos encontrados na litera-
tura relacionados com tarefas de contagem e classificação de veículos utilizando visão
computacional, principalmente baseados em CNNs. Em uma primeira parte, é apre-
sentada de forma geral a metodologia utilizada para o mapeamento sistemático da
literatura e, em seguida, são apresentados alguns dos trabalhos mais relevantes.

Foi realizado um mapeamento da literatura utilizando os procedimentos descri-
tos por Barbara Kitchenhan (KITCHENHAM, 2004); esta metodologia permite avaliar
os principais trabalhos que visam responder uma questão de pesquisa por meio da
execução de diversas atividades, tais como: definição de perguntas de pesquisa para
o mapeamento sistemático, planejamento de um protocolo de revisão, identificação e
seleção de estudos primários e, análise e síntese dos resultados. Neste contexto, o
mapeamento sistemático buscou responder à seguinte pergunta de pesquisa:

Qual é o estado da arte na contagem e classificação de veículos utilizando
técnicas de visão computacional?

Esta pesquisa foi realizada entre agosto e novembro de 2019, e somente foram
considerados artigos escritos em língua inglesa publicados entre 2005 e 2019. Os de-
talhes da definição da pesquisa, tais como: locais de busca (bases de dados), termos,
critérios de inclusão e exclusão são apresentados no Tabela 2.

Tabela 2 – Definição de pesquisa

Locais de pesquisa Termos de pesquisa
- ACM Digital Library;
- IEEE Xplore;
- Science Direct;
- Springer Link;
- WILEY Interscience database;
- ArXiv.

- “vehicle detection”
- “classification and counting of vehicles”
- “vehicle counting using image processing”
- “classification of vehicles using computational vision”
- “vehicle counting”

Critério de inclusão
- Trabalhos escritos em língua inglesa;
- Artigos publicados entre 2005 e 2019;
- Artigos que apresentam uma abordagem de contagem de veículos;
- Trabalhos com imagens frontais e com vista horizontal;
- Trabalhos que usam processamento de imagem digital e métodos de visão computacional.

Critério de exclusão
- Artigos que não estavam completamente disponíveis no banco de dados;
- Artigos curtos, resumos curtos ou resumos expandidos;
- Artigos que não utilizam técnicas de processamento de imagens ou visão
computacional para classificação e contagem de veículos;
- Artigos que realizam contagem e classificação de outros objetos (diferentes a veículos);
- Trabalhos que utilizam imagens de satélite e imagens adquiridas por drones.

Fonte – O autor.
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Um total de 675 artigos foi obtido como resultado da busca inicial. Em seguida,
foi realizada uma leitura detalhada do título e do resumo para identificar os trabalhos
relevantes para a investigação. Como resultado dessa análise, foram obtidos 175
artigos, os quais avaliados pelos critérios de inclusão e exclusão, totalizaram 114
artigos para leitura completa. A continuação, é feita uma breve descrição dos trabalhos
mais representativos encontrados no mapeamento sistemático.

A eficiência dos sistemas de visão computacional para a contagem e classi-
ficação de veículos está em grande parte relacionada à boa detecção. Muitos pes-
quisadores empregaram diferentes métodos para esta tarefa, entre os quais estão (i)
métodos de detecção baseados na aparência, (ii) métodos de detecção baseados no
movimento, e (iii) modelos de detecção baseados em CNN.

Os métodos de detecção baseados em aparência utilizam características de
baixo nível dos objetos para realizar a detecção e/ou classificação. Entre as caracterís-
ticas comumente utilizadas estão: simetria, cor, forma, textura e bordas. Normalmente,
estas características são extraídas através dos algoritmos Scale Invariant Feature
Transform (SIFT), Histograms of Oriented Gradient (HOG) ou Haar-like, e depois são
classificadas usando métodos de machine Learning (Feature + Classifier ) (BUCH et
al., 2011). Em (CHOI et al., 2007), (VELASTIN, 2009), (CHEN, Z. et al., 2012), (MIL-
LER et al., 2015), (SARAN; SREELEKHA, 2015) propuseram algoritmos para contar
e classificar veículos usando esse tipo de abordagem. Embora os resultados desses
trabalhos sejam promissores, é necessário muito trabalho para obter descritores que
sejam precisos e confiáveis (KAMKAR; SAFABAKHSH, 2016).

Os métodos baseados em movimento realizam a detecção dos objetos quando
ocorrem alterações nos valores dos pixels na imagem, separando os objetos em pri-
meiro plano do fundo estático. Esses métodos podem ser divididos em três categorias:
1) Método de diferença de frames ou métodos baseados em thresholding (VEIT et al.,
2005); 2) Método de fluxo óptico (CHINTALACHERUVU; MUTHUKUMAR et al., 2012)
e; 3) Método de subtração em segundo plano (background modeling) (UNZUETA et al.,
2011). Na literatura existem várias publicações que utilizam estes métodos, para men-
cionar algumas em (CHO et al., 2009) e (LI, Q.-L.; HE, J.-F., 2011) fizeram a detecção
de veículos a partir da diferença entre frames consecutivos. Em (LI, D. et al., 2014)
e (SHUGUANG et al., 2011), usaram o método mediano para construir um modelo
de fundo fixo a partir da média de N frames do vídeo e, em seguida, foi usado para
subtrair o frame atual identificando os veículos em movimento.

Em (HARJOKO et al., 2017) foi proposto um algoritmo para a detecção e clas-
sificação de veículos em sequencias de vídeo, o método de fluxo óptico em conjunto
com operações morfológicas foram empregados para a detecção e o Haar Cascade
Classifier para a classificação. Os modelos baseados em Mixture of Gaussians (Single
Gaussian, GMM, MoG, MoG2, etc) são comumente usados para criar um modelo de
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fundo dinâmico, permitindo a identificação de veículos em primeiro plano; trabalhos
como (BHASKAR; YONG, 2014), (BARCELLOS et al., 2015), (SARAN; SREELEKHA,
2015), (XIA et al., 2016) usaram esses tipos de abordagem. Na Figura 41, são apresen-
tados alguns exemplos da segmentação de veículos em movimento usando diferentes
métodos de subtração de fundo.

Figura 41 – Exemplo de detecção de veículos usando o método de subtração de fundo.
(a) Imagem original em RGB. (b) Segmentação com o fundo criada pelo
método estatístico em nível de pixel. (c) Segmentação com o fundo criado
pelo método da média de pixels. (d) Segmentação com o fundo criado pelo
modelo (Single Gaussian (e) Segmentação com o fundo criado pelo GMM.

Fonte – (XIA et al., 2016).

A maioria das estratégias descritas anteriormente atingem resultados aceitáveis,
no entanto, uma boa detecção depende diretamente de quão bom é o modelo de fundo.
Além disso, existem outros desafios nas tarefas de detecção e contagem, tais como
variações na iluminação, sombras e oclusões; além de não apresentarem uma maneira
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direta de classificar os veículos, a não ser com base nas propriedades geométricas dos
contornos detectados: área, comprimento e perímetro (SOBRAL; VACAVANT, 2014).

Recentemente, as abordagens baseadas em deep learning, especialmente as
CNNs demonstraram ter um desempenho extraordinário em diferentes aplicações de
visão computacional, como reconhecimento de objetos, rastreamento, reconhecimento
facial, detecção e classificação de objetos (REN et al., 2015) (REDMON; FARHADI,
2017). As CNNs apresentam um certo grau de invariância à transformações geométri-
cas, deformações e alterações na iluminação, o que representa uma vantagem sobre
as dificuldades na detecção, como alterações na aparência do veículo, geração de
sombras e oclusões parciais (DAI et al., 2019).

Na literatura, existem diferentes abordagens para extrair dados de tráfego ur-
bano através de CNNs. (ZHANG, Z. et al., 2016) propõe uma solução para contagem e
classificação de veículos em imagens estáticas. Para a detecção dos veículos, usaram
o modelo Fast R-CNN com a rede CaffeNet (JIA et al., 2014) como extrator de carac-
terísticas, esse modelo foi ajustado a partir dos pesos obtidos em VOC com um novo
conjunto de dados. Esse conjunto é composto por 300 imagens de tráfego urbano defi-
nidas em três classes: carro, ônibus e fundo. Os veículos foram contados com base no
número de bounding boxes propostos por Fast R-CNN dentro da região de interesse
(Figura 42), atingindo uma acurácia de 96% na contagem com uma velocidade de 3
FPS.

Figura 42 – Exemplo de contagem de veículos em imagens estáticas.

Fonte – (ZHANG, Z. et al., 2016).

Em (SUN et al., 2017) é proposto um algoritmo de contagem através de uma
CNN chamada Vehicle Counting Network (VCN). Dois tipos de imagens foram usados
para realizar o treinamento, imagens em escala de cinza e imagens invariantes à ilumi-
nação. As últimas foram construídas a partir da combinação do método de correlação
Gamman, da diferença de Gauss (DoG) e da equalização do contraste. Este modelo
foi treinado unificando essas imagens com diferentes níveis de aglomerações entre os
objetos, onde a rede aprendeu explicitamente o número de veículos que estavam na
imagem. Em (ZHANG, S. et al., 2017) é proposta uma técnica que integra uma nova
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arquitetura de rede FCN-rLSTM para estimar a densidade e o número de veículos,
conectando redes Fully Convolutional Neural (FCN) com Long Short Term Memory
(LSTM) em uma forma de aprendizado residual. O FCN faz a previsão dos pixels dos
veículos e o LSTM aprende a dinâmica do cenário.

(FORERO; CALDERON, 2019) propõe um algoritmo que combina a detecção,
classificação e seguimento de veículos em tarefas de extração de dados de tráfego ur-
bano. Para realizar a detecção e classificação, os autores usam o modelo de detecção
YOLOv3 com o extrator de características DarkNet19 pré-treinado em COCO, esse
modelo foi ajustado a partir de um novo conjunto de dados composto por 6179 ima-
gens com resolução 1920× 1080 pixels. Os pontos centrais dos bounding boxes foram
usados para o algoritmo de contagem e seguimento, este último baseado na distância
mínima entre os objetos durante dois frames consecutivos, levando em consideração
a largura e a altura dos boxes. Como resultado, este estudo alcançou um desempenho
na contagem de 97,6% em condições de baixo tráfego e 72,8% em condições com alto
fluxo veicular e oclusões.

Em (CHEN, Q. et al., 2018) foi proposto um algoritmo para a contagem de
veículos usando o detector SSD com a rede base VGG-16 (SIMONYAN; ZISSERMAN,
2014). A rede foi treinada a partir de dois datasets: KITTI (GEIGER et al., 2012) e
imagens etiquetadas manualmente (imagens da Internet e imagens reais capturadas
nas rodovias). A posição do centroide foi usada para realizar a contagem na linha virtual
(loop virtual) quando esta é interceptada e o seguimento foi realizado com base na
distância mínima dos centroides em frames consecutivos. Além disso, propuseram um
algoritmo de busca, caso o SSD não detectasse os veículos em determinados frames
do vídeo, bem como para melhorar os problemas relacionados às oclusões. O algoritmo
foi testado em cinco vídeos de dez minutos e os resultados foram comparados com a
contagem e classificação feita manualmente, atingindo uma precisão absoluta de 87%
e uma precisão relativa de 96%. Trabalhos semelhantes como (MITTAL et al., 2018)
e (HEREDIA; BARROS-GAVILANES, 2019b), ajustaram detectores pré-treinados no
conjunto de dados COCO para a detecção dos veículos e informações dos bounding
boxes para realizar a contagem.

Uma comparação entre métodos clássicos e CNNs foi feita em (ARINALDI et al.,
2018). Neste trabalho, foram apresentadas duas abordagens: na primeira, o método
de subtração de fundo MoG (EVANGELIO et al., 2012) e as operações morfológicas de
abertura e fechamento foram usadas para detectar veículos. As detecções resultantes
do processamento da máscara gerada pelo método MoG foram enviadas a um classifi-
cador SVM para determinar a classe do veículo (carro, vans, veículos com contêineres,
caminhão e ônibus) (Figura 43a). A segunda abordagem foi baseada no modelo Fas-
ter RCNN (Figura 43b), no qual um novo treinamento foi feito com 1058 imagens de
tráfego de veículos obtidas em vários locais e condições de iluminação. Os algoritmos
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Median Flow tracker (KALAL et al., 2010) e KCF (HENRIQUES et al., 2014) foram
usados para rastrear os veículos detectados. Os resultados obtidos no experimento
mostraram que o Faster R-CNN superou o MOG+SVM na detecção e classificação
de veículos em cenários com a presença de oclusões e mudanças de iluminação. Um
trabalho similar foi apresentado em (HARDJONO et al., 2018), no qual fizeram uma
comparação entre o método clássico de subtração de fundo fixo, algoritmo Viola Jones
(VJA) e o detector YOLOv2. A segmentação dos veículos utilizando a subtração de
fundo fixo foi realizada por meio de um limiar dinâmico em conjunto com operações
morfológicas de abertura e fechamento. O algoritmo de Viola Jones utilizou o método
Haar Like para a extração de características, estas foram classificadas por meio do al-
goritmo Adaboost. YOLOv2 foi ajustado em um novo conjunto de dados para detecção
e classificação dos veículos. Os resultados desta investigação determinaram que o
modelo YOLOv2 obteve os melhores resultados, atingindo uma precisão na contagem
superior a 97 %.

Figura 43 – Métodos usados por (ARINALDI et al., 2018) para detecção e classificação
de veículos (a) Esquema do método MoG+SVM, (b) Arquitetura Faster-
RCNN.

(a)

(b)

Fonte – (ARINALDI et al., 2018).

Em (HEREDIA; BARROS-GAVILANES, 2019a) foi apresentada uma compara-
ção entre o modelo GMM+SVM e o detector SSD usando vídeos de teste obtidos
em três dispositivos diferentes (ip cam, wed cam, Raspberry cam). Os autores usam
como referência o trabalho apresentado em (ESPINOZA et al., 2017) para a detecção
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e classificação de veículos, em que os objetos são detectados pelo modelo GMM e a
classificação é feita com um SVM, este classificador utiliza informações do tamanho de
objetos (Measurement-Based Features (MBF)) e pirâmides de intensidade baseadas
em HOG (Intensity Pyramid-based Histogram Oriented Gradients (IPHOG)). O detector
SSD é ajustado em VOC, que por padrão contém 20 classes, entre as quais carros,
ônibus, pessoas e bicicletas. Neste trabalho o modelo GMM+SVM atingiu uma preci-
sion e recall na contagem de 86% e 94% respectivamente, a uma velocidade média
de 8 FPS, enquanto o SSD alcançou taxas de 93% e 67% com uma velocidade de 4
FPS.

Em (CHEN, L. et al., 2018) desenvolveram um método para classificação e
contagem de veículos usando uma modificação do detector SSD, nomeada Fast-SSD.
Este estudo foi dividido em duas partes: na primeira parte, o detector Fast-SSD foi
treinado em VOC07+12 e validado mediante a comparação com os modelos YOLOv2
e SSD300. Os autores alcançaram um mAP@.5 de 76,7% com uma velocidade de 20,8
FPS; enquanto YOLOv2 e SSD alcançaram um mAP@.5 superior de 77,8% e 77,2%
respectivamente, mas com uma velocidade de processamento inferior, 10,8 FPS para
YOLOv2 e 6,3 FPS para SSD300. Na segunda parte, foi proposto um algoritmo para
contagem de veículos baseado num laço de detecção virtual, onde os pontos centrais
dos objetos eram registados numa lista para sua respectiva contagem. O algoritmo
foi avaliado em 12 vídeos de baixo fluxo veicular com uma duração máxima de 10
minutos, atingindo uma precisão na contagem de 98%. Um exemplo da detecção feita
pelo Fast-SSD é apresentado na Figura 44.

Figura 44 – Resultado na detecção do método proposto por (CHEN, L. et al., 2018).

Fonte – (CHEN, L. et al., 2018).
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Em (LALANGUI et al., 2019) é feita a comparação de três modelos de detecção:
SSD e GoogLeNet treinados em COCO e SDD ajustado no conjunto de dados criado
para o estudo. O algoritmo proposto realizou a contagem e o seguimento de duas clas-
ses: veículos e pessoas com base nos pontos centrais dos bounding boxes dentro da
região de interesse. O algoritmo foi avaliado em vídeos com resolução de 1920× 1080
pixels capturados em vistas laterais de uma rua com baixo tráfego, alcançando uma
precisão média na contagem de 95%, 85% e 83% para os modelos SSD, GoogLe-
Net e SSD ajustado, respectivamente. Este trabalho apresenta distintas limitações em
relação às oclusões, tornando o seguimento ineficiente e erros na contagem.

Em (SONG et al., 2019) é proposto um método para resolver o problema de
detecção e contagem de veículos pequenos. Inicialmente, o vídeo de entrada é dividido
em duas áreas, área remota e área próxima mediante um processo de segmentação
(Figura 45). Este processo é realizado utilizando o modelo de mistura gaussiana MOG2
para a identificação dos pixels móveis referentes aos veículos. Logo, essas áreas são
utilizadas como entrada da rede YOLOv3 para sua respectiva detecção e localização
dos veículos (carro, ônibus e caminhão). Finalmente, as coordenadas dos bounding
boxes e o algoritmo ORB (RUBLEE et al., 2011) são usados para obter o número de
veículos com suas respectivas trajetórias. Os autores relatam uma precisão média na
contagem de 93,2% em quatro cenários de teste com pouco tráfego de veículos.

Figura 45 – Imagem de entrada dividida em área remota e área próxima.

Fonte – (SONG et al., 2019)
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(DAI et al., 2019) propõe um sistema para extrair dados do tráfego de veículos
nos cruzamentos de rodovias. Este estudo foi dividido em duas etapas: a primeira etapa
consistiu na comparação de quatro modelos de detecção, Faster R-CNN, SSD300,
SSD515 e YOLOv3 em termos de mAP e FPS, esses modelos foram treinados com
6134 imagens em três classes: carro, caminhão e ônibus. Como resultado dessa
etapa, o detector YOLOV3 foi o modelo que apresentou um melhor equilíbrio entre
precisão e velocidade. A segunda etapa foi focada na elaboração e execução de
um algoritmo de contagem e seguimento de veículos, dividido em três componentes:
detecção, seguimento e processamento de trajetórias. A detecção e classificação foi
feita com YOLOv3, o seguimento foi baseado um algoritmo de correspondência entre
bounding boxes (um previsto por YOLOv3 e outro previsto pelo algoritmo KFC) e as
trajetórias dos objetos foram obtidas a partir da união de todos os pontos centrais dos
objetos com base na distância euclidiana. Embora este trabalho tenha apresentado
um bom desempenho na contagem de veículos nos vídeos de teste (acurácia de 90%),
não está claro como o algoritmo funciona quando o YOLOv3 falha na detecção de
alguns veículos ou se ocorrem oclusões em determinados frames do vídeo.
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4 DESENVOLVIMENTO GERAL DO PROJETO

Este capítulo apresenta a estrutura geral do desenvolvimento deste projeto. Na
Seção 4.1, são descritos os requisitos funcionais a serem atendidos pelo algoritmo de
contagem. Na Seção 4.2 é feita a seleção dos modelos de detecção a serem compa-
rados. Na Seção 4.3 é descrita uma melhoria na função de perda para a regressão
do bounding box do YOLOv4. A Seção 4.4, descreve a metodologia usada para a
criação do conjunto de dados, também são apresentados alguns detalhes do treina-
mento dos modelos. Finalmente, a Seção 4.5 aborda o desenvolvimento do algoritmo
de contagem e classificação de veículos.

4.1 ESPECIFICAÇÕES DOS REQUISITOS PARA ALGORITMO PROPOSTO

O presente trabalho busca disponibilizar um algoritmo para contagem e classi-
ficação de veículos em rodovias. Este trabalho surge da necessidade de obter esta-
tísticas sobre o fluxo de tráfego em determinados setores da cidade de Florianópolis
(Brasil), onde está sediado o grupo de pesquisa em mobilidade urbana pertencente
ao Departamento de Automação e Sistemas (DAS) da Universidade Federal de Santa
Catarina (UFSC). Especificamente, este trabalho contribuiria para a avaliação de um
projeto de maior escala focado na criação de novos terminais de transporte para ônibus
na cidade.

Nesse contexto, os objetivos e requisitos deste trabalho foram levantados em
conjunto com o grupo de pesquisa que estabeleceu os seguintes requisitos a serem
atendidos:

1. O algoritmo deve realizar a contagem dos veículos que transitam por uma deter-
minada área;

2. O algoritmo deve classificar os veículos em cinco classes: car, bus, truck, van e
motorbike;

3. O algoritmo deve realizar a contagem dos veículos levando em consideração o
tipo de deslocamento realizado. Ou seja, quantos e quais tipos de veículos se
moveram de uma região X para uma região Y ;

4. O algoritmo deve ser capaz de identificar cada veículo enquanto ele estiver dentro
da cena.

5. O algoritmo deve atingir o processamento em tempo real.

O projeto requer que sejam quantificados os veículos que transitam em deter-
minada área para ter uma estimativa do fluxo veicular nos pontos avaliados. A partir
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dessa quantificação é possível obter dados como: grau de congestionamento das ro-
dovias, tempos de deslocamento, consumo de combustível, entre outras informações
(MAYOR; CARDENAS, 2000).

O segundo requisito foi estabelecido para obter índices mais específicos do
fluxo veicular, neste caso para quantificar os tipos de veículos que estão transitando.
Isso permite obter estimativas da capacidade e dos volumes de circulação que se apre-
sentam nas pistas da cena, assim como também estabelecer a vida útil das rodovias e
prioridades de manutenção (BULL; CEPAL et al., 2003).

O requisito de contagem por deslocamento foi estabelecido devido ao fato de
que é importante determinar o trajeto percorrido por cada veículo no local. Já que
a partir dessas informações é possível monitorar a movimentação dos veículos nas
rodovias e calcular quantos veículos estão se deslocando de rodovias secundárias
para rodovias principais ou vice-versa. Segundo (BULL; CEPAL et al., 2003), este tipo
de deslocamento é definido como intercepções, onde as mais comuns se encontram:
cruzamentos de rodovias, interceptações em Y ou T, e movimentos em linha reta. Na
Figura 46 se apresenta uma exemplificação deste tipo de intercepções.

Figura 46 – Exemplificação dos tipos de intercepção mais comuns.

Fonte – O autor.

O requisito relacionado à associação de um identificador foi definido com o
objetivo de rastrear cada veículo dentro da cena, a fim de estabelecer seu movimento
dentro das regiões preestabelecidas. Finalmente, o requisito de processamento em
tempo real é estabelecido afim apresentar um algoritmo que forneça informações
atualizadas sobre o estado das rodovias, o que é essencial dentro dos ITSs.
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4.2 SELEÇÃO DE MODELOS DE DETECÇÃO A SEREM COMPARADOS

A partir da revisão da literatura, foram encontradas várias publicações que com-
param diferentes modelos de detecção de objetos baseados em CNN. Com base na
análise desses estudos, foram selecionados os modelos que obtiveram o melhor de-
sempenho (mAP e FPS). A maioria desses detectores foram avaliados em conjuntos de
dados que fazem parte de competições mundiais, tais como PASCAL VOC e COCO. É
importante ter em conta que os resultados em cada publicação podem variar, devido à
arquitetura da CNN utilizada como backbone e aos diferentes equipamentos computa-
cionais onde foram realizados os testes, GPU (unidade de processamento de gráficos)
ou CPU (unidade central de processamento). Além disso, é difícil encontrar em um
único documento os valores das métricas de avaliação referentes ao mAP e FPS.
Portanto, as informações mais representativas foram extraídas de cada artigo, sem
levar em consideração os equipamentos utilizados em cada um deles como critério de
avaliação.

Em relação aos documentos analisados, em (LIU, L. et al., 2020), (SULTANA
et al., 2019) e (JIAO et al., 2019) os autores realizam uma revisão de diferentes de-
tectores de uma e duas etapas na busca de estabelecer qual modelo apresenta uma
melhor precisão na detecção usando o conjunto de dados VOC e COCO. No entanto,
nenhum desses trabalhos apresenta dados de tempo de inferência (ms) ou velocidade
(FPS). Por outro lado, em (ZHAO et al., 2019) é apresentada uma revisão na qual usam
os conjuntos de dados VOC07, VOC12 e COCO para o treinamento dos modelos, bem
como para sua respectiva avaliação e validação. Um aspecto importante desta publi-
cação é a comparação dos tempos de inferência usado por cada detector no VOC07.
Portanto, este artigo foi tomado como base para orientar a seleção dos detectores a
serem comparados neste trabalho. Os dados mais relevantes desta publicação são
apresentados na Tabela 3.

Adicionalmente, foi feita uma coleta de dados a partir de várias publicações:
(LIN et al., 2017a), (LIN et al., 2017b), (ZHOU et al., 2019) e (SINGH et al., 2018). Em
todas essas publicações, as métricas de COCO foram utilizadas para a avaliação dos
detectores, portanto, todos os valores encontrados foram utilizados como critério de
inclusão ou exclusão. Como pode ser visto na Tabela 4, a maioria desses detectores
atingem um AP (mAP@[.5, .95]) superior a 40%; porém, com uma velocidade de
processamento menor a 8 FPS. Outros modelos como YOLO e CenterNet-DLA atingem
uma velocidade de processamento consideravelmente alta, em torno de 20 e 28 FPS,
respectivamente.
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Tabela 3 – Avaliação dos detectores em relação a velocidade de processamento e
precisão no conjunto de dados de VOC07 usando as métricas de PASCAL
(mAP@.5).

Modelo Treinada mAP@.5 Test time(sec/img) FPS

SS+R-CNN VOC07 66 32,84 0,03
SS+SPP-net VOC07 63,1 2,3 0,44
SS+FRCN VOC07+VOC12 66,9 1,72 0,6
SDP+CRC VOC07 68,9 0,47 2,1
SS+HyperNet VOC07+VOC12 76,3 0,2 5
MR-CNN&S-CNN VOC07+VOC12 78,2 30 0,03
ION VOC07+VOC12 79,2 1,92 0,5
Faster R-CNN(VGG16) VOC07+VOC12 73,2 0,11 9,1
Faster R-CNN(ResNet101) VOC07+VOC12 83,8 2,24 0,4
YOLO VOC07+VOC12 63,4 0,02 45
SSD300 VOC07+VOC12 74,3 0,02 46
SSD512 VOC07+VOC12 76,8 0,05 19
R-FCN(ResNet101) VOC07+VOC12+COCO 83,6 0,17 5,9
YOLOv2(544*544) VOC07+VOC12 78,6 0,03 40
DSSD321(ResNet101) VOC07+VOC12 78,6 0,07 13,6
DSOD300 VOC07+VOC12+COCO 81,7 0,06 17,4
PVANET+ VOC07+VOC12+COCO 83,8 0,05 21,7
PVANET+(compress) VOC07+VOC12+COCO 82,9 0,03 31,3

Fonte – Adaptado de (ZHAO et al., 2019).

Tabela 4 – Avaliação dos detectores em relação a velocidade de processamento e
precisão no conjunto de dados COCO usando as métricas de COCO.

Modelo AP AP 0.5 AP 0.75 AP small AP medium AP large Test time
(ms/img) FPS

Mask R-CNN 39,9 62,3 43,4 22,1 43,2 51,2 200 11
SNIPER 46,1 67 51,6 29,6 48,9 58,1 400 2,5
TridentNet 48,4 69,7 53,5 31,8 51,3 60,3 1428 0,7
YOLOv3 33 57,9 34,4 18,3 25,4 41,9 - 20
RetinaNet 40,8 61,1 44,1 24,1 44,2 51,2 198 5
CornerNet 40,5 56,5 43,1 19,4 42,7 53,9 - 4,1
ExtremeNet 40,2 55,5 43,2 20,4 43,2 53,1 - 3,1
CenterNet-DLA 39,2 57,1 42,8 19,9 43 51,4 35,7 28
CenterNet-HG 42,1 61,1 45,9 24,1 45,5 52,8 128,2 7,8
SNIP 44,4 66,2 49,9 27,9 47,4 56,9 900 1,1
VoVNet 38,5 60,4 42 27,9 41,4 51,7 60,2 16,6

Fonte – O autor.

Mediante as informações mostradas nas Tabelas 3 e 4, é possível diferenciar os
melhores detectores em relação ao mAP1 e FPS. Nesse sentido, foram selecionados
os detectores que apresentaram uma alta velocidade de inferência mantendo o nível
de precisão na detecção, essa seleção é apresentada na Tabela 5. A medição da velo-
cidade ou do tempo de inferência pode ser um pouco enganosa, pois esse resultado
1 O mAP@.5 utilizado na avaliação em VOC é igual ao AP 0,5 utilizado na avaliação em COCO. Neste

trabalho foram usados os dados referentes ao mAP@.5 em VOC e AP0,5 em COCO.
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depende diretamente da capacidade de processamento do equipamento CPU ou GPU
utilizado em cada artigo. Consequentemente, é difícil fazer uma avaliação justa entre
velocidade e precisão. Por isso, foram considerados outros critérios que permitem fazer
uma seleção mais adequada. Tais critérios foram facilidade de implementação, código
fonte disponível, suporte de modelo, entre outros.

Com o objetivo de realizar um ranking dos detectores selecionados inicialmente
na Tabela 5, foi usado o método Multi Criteria Decision Making (MCDM) (TRIAN-
TAPHYLLOU, 2000), (SABAEI et al., 2015), o qual permite identificar as melhores
opções a selecionar através da avaliação de diversos critérios. Os critérios definidos
neste trabalho para a seleção dos detectores a serem comparados foram: 1) mAP (com
IoU = 0.5); 2) velocidade de processamento (FPS); 3) número de artigos encontrados
no mapeamento da literatura que utilizou alguns desses detectores para contagem e
classificação de veículos, este critério foi estabelecido com o objetivo de gerar um peso
maior para alguns dos detectores que são geralmente usados em tarefas de extração
de dados de tráfego; e 4) se existe documentação suficiente para a implementação
dos modelos com um novo conjunto de dados de imagens.

Tabela 5 – Seleção inicial de detectores.

Conjunto de
dados

onde foi avaliado
Modelo mAP

(IOU=0.5) FPS
ND com base

no mapeamento
da literatura

Suporte e
documentação

do modelo
(novo treinamento)

VOC07 (1)

Faster R-CNN 83,8 0,4 6 Alta (3)
R-FCN 83,6 5,9 0 Baixa (1)
PVANET 82,9 31,3 0 Baixa (1)
DSOD300 81,7 17,4 0 Média (2)
YOLOv2 78,6 40 3 Alta (3)
SSD512 76,8 19 3 Média (2)
SSD300 74,3 46 4 Alta (3)
YOLO 63,4 45 1 Alta (3)

COCO (2)

TridentNet 69,7 0,7 0 Baixa (1)
SNIPER 67 2,5 0 Baixa (1)
SNIP 66,2 1,1 0 Baixa (1)
Mask R-CNN 62,3 11 0 Alta (3)
RetinaNet 61,1 5 0 Baixa (1)
CenterNet-HG 61,1 7,8 0 Média (2)
VoVNet 60,4 16,6 0 Baixa (1)
YOLOV3 57,9 20 7 Alta (3)
CenterNet-DLA 57,1 28 0 Média (2)

ND: Número de artigos
Fonte – O autor.

Cada critério deve ter um peso associado, que representa o nível de importância
de cada critério avaliado no projeto. Estes pesos são atribuídos de forma subjetiva
levando em consideração as seguintes considerações: a velocidade de processamento
é fundamental para o desenvolvimento deste trabalho, já que no melhor dos casos, é
necessário desenvolver um algoritmo que possa realizar a contagem e classificação de
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veículos em tempo real, por este motivo, este é o critério mais importante com um peso
de 40%; o segundo critério está associado ao conjunto de dados de avaliação com um
peso de 20%; o valor do mAP com 20%; a documentação com 15%; e o número de
trabalhos encontrados no mapeamento da literatura com 5%.

Os resultados da execução da técnica MCDM podem ser visualizados na Tabela
6, onde os valores foram organizados em ordem ascendente, permitindo a identificação
dos detectores que podem ser mais adequados para a implementação neste projeto.

Tabela 6 – Hierarquização dos detectores ao executar a técnica MCDM.

Modelo Pontuação de rendimento

SSD300 0,85
YOLOv2 0,80
YOLO 0,79
YOLOV3 0,71
CenterNet-DLA 0,68
PVANET 0,62
Mask R-CNN 0,59
Faster R-CNN 0,57
SSD512 0,57
DSOD300 0,54
VoVNet 0,53
CenterNet-HG 0,51
RetinaNet 0,43
SNIPER 0,43
SNIP 0,42
TridentNet 0,41
R-FCN 0,40
SS+HyperNet 0,37

Fonte – O autor.

Os modelos com melhor pontuação foram SSD300, as três versões do YOLO
e CenterNet-DLA. Porém, YOLOv1 foi descartado devido a que suas novas versões
(v2 e v3) apresentam melhores resultados. Adicionalmente foram considerados dois
novos detectores propostos no estado da arte, YOLOv4 e EfficientDet-D0. Nesta fase, é
importante mencionar que neste trabalho foi proposta uma melhoria na função de perda
para a regressão do bounding box do YOLOv4 nomeada NCIoU descrita na Seção
4.3. Esta função foi aplicada aos modelos YOLOv3 e YOLOv4. Finalmente, a Tabela
7 resume os detectores com seus respectivos backbones2 que foram comparados no
presente trabalho.
2 O backbone é um componente importante para extrair mapas de caraterísticas das imagens (ope-

rações de convolução). Em geral, isso é usado em modelos de detecção para extrair as partes
mais representativas das imagens com base no treinamento, logo esses mapas são classificados e
localizados por meio do detector.
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Tabela 7 – Seleção final dos detectores a comparar.

Modelo Backbone

SSD300 Inception V2
YOLOv2 DarkNet-19
CenterNet Deep Layer Aggregation (DLA)
EfficientDet-D0 EfficientNet-B0
YOLOv3 DarkNet-53
YOLOv3NCIoU (nosso) DarkNet-53
YOLOv4 CSPDarkNet-53
YOLOv4NCIoU (nosso) CSPDarkNet-53

Fonte – O autor.

4.3 PROPOSTA DE APRIMORAMENTO NA FUNÇÃO DE PERDA PARA A REGRES-
SÃO DO BOUNDING BOX

Os modelos baseados na família YOLO (v2 e v3), usam como função de perda
Mean Square Error (MSE) para fazer a regressão do bounding box3, onde a escala
width (w) e high (h) do box previsto é ajustado através da regressão das raízes qua-
dradas de w e h. No entanto, autores como (YU, J. et al., 2016), (REZATOFIGHI et
al., 2019) e (ZHENG, Zhaohui et al., 2020a) argumentam que MSE não é uma das
melhores opções para obter uma métrica ótima entre dois bounding boxes. Nesse
sentido, YOLOv4 adota uma nova função de perda (CIoU) para melhorar a regressão
do bounding box em termos de velocidade e precisão. Os autores de YOLOv4 usam
como referência o trabalho proposto por (ZHENG, Zhaohui et al., 2020a), onde são
considerados aspectos geométricos dos bounding boxes previstos pelo modelo e o
ground truth, como área de sobreposição, distância dos pontos centrais e relações de
aspecto.

A função de perda CIoU é baseada principalmente em IoU e DIoU4 mais dois
termos de restrição, α e ν. Essa função é representada pela Eq. 12, onde d é a
distância euclidiana dos pontos centrais do bounding box do ground truth (Bgt ) e o
box previsto (Bp); c representa o comprimento da diagonal do menor retângulo (C)
que contem Bgt e Bp (veja Figura 47); α é um parâmetro positivo que é usado para
equilibrar a relação de aspecto e ν é utilizado para medir a coerência proporcional entre
o anchor box e o ground truth. Esses dois parâmetros são definidos pelas Equações
13 e 14, respectivamente.

CIoULoss = 1 – IoU +
d2

c2 + αν (12)

3 A regressão do bounding box é uma técnica usada durante o treinamento para identificar quais
anchor boxes ou proposta de região estão mais próximas ao ground truth

4 Perda de distância IoU incorporando a distância entre o box previsto e o box do ground truth.
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ν =
4
π2

(
arctan

wgt

hgt – arctan
wp

hp

)2

(13)

α =
ν

(1 – IoU) + ν
(14)

Figura 47 – Exemplo do conceito geral da função de perda CIoU para regressão do
bounding box. Onde c é a diagonal dos extremos que cobrem Bgt e Bp,
d = p(b, bgt ) é a distância dos pontos centrais dos boxes Bgt e Bp.

Fonte – Adaptado de (ZHENG, Zhaohui et al., 2020a).

A perda CIoU ao ser baseada em IoU e DIoU herda algumas propriedades,
como invariante a mudanças de escala e pode fornecer direções de movimento para
os bounding boxes quando não há uma sobreposição com o ground truth. Essas ca-
racterísticas permitem que o CIoU minimize diretamente a distância entre dois boxes
e, portanto, a convergência do modelo seja mais rápida. Além disso, a adição dos pa-
râmetros de penalidade α e ν permitem incorporar aspectos geométricos importantes,
especialmente nas relações de aspecto dos bounding boxes durante o treinamento
(ZHENG, Zhaohui et al., 2020a).

Levando em consideração o α, é possível identificar que este parâmetro de-
pende do valor de IoU. Nesse sentido, quando não houver área de interceptação entre
os boxes, IoU será 0, levando não só que α tenha um valor de compensação baixo,
mas também pode confundir a direção na descida do gradiente. Portanto, para me-
lhorar o impacto que ν tem na perda mantendo a relação de aspecto, neste trabalho
decidiu-se substituir α por um novo parâmetro de compensação N com base na distân-
cia euclidiana dos pontos centrais de Bgt , Bp e C. Este novo parâmetro é representado
pela Eq. 15, onde d , d1 e d2 representam a distância euclidiana entre bgt e bp; bgt e
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cc ; bp e cc , respectivamente. Obtendo a equação da função de perda NCIoU mostrada
em 16.

N = 1 –
d2

1 + d2
2

d2 (15)

NCIoULoss = 1 – IoU +
d2

c2 + Nν (16)

Quando os boxes preditos estão separados do box do ground truth, o valor de N tende a
1, por outro lado, quando os boxes estão próximos, N tende a 0. Isso permite penalizar
boxes com relações de aspecto inadequadas e aqueles mais distantes do ground
truth. Na figura 48, foram elaborados quatro cenários típicos que se apresentam ao
selecionar um anchor box. O primeiro cenário (o mais importante), mostra um exemplo
quando Bgt e Bp não apresentam área de interceptação, para CIoU o parâmetro α

é reduzido a α = ν
1+ν , isto faz com que a perda seja atenuada e não forneça um

valor significativo para a direção do gradiente, o mesmo acontece para IoU Loss. Ao
contrário da perda NCIOU, o parâmetro N apresenta uma compensação significativa
na perda total, uma vez que N é baseado na distância dos pontos centrais dos boxes
Bgt , Bp e C e não do valor do IoU, onde boxes mais distantes proporcionam uma
perda maior. No segundo cenário, é apresentada uma interceptação parcial, onde IoU
começa a ter significado e as funções de perda se tornam mais consistentes. O terceiro
e o quarto cenários são exemplos em que um dos boxes é um subconjunto do outro,
ou seja, Bgt ⊂ Bp ou Bp ⊂ Bgt ; os valores de CIoU e NCIoU mostram resultados
semelhantes. Nestes casos, os parâmetros de compensação em ambas as funções
não fornecem um valor significativo na perda, já que as distâncias entre os boxes são
mínimas, fazendo com que os parâmetros d2

c2 e N tendam a zero. Aqui, o valor das
funções da perda é notavelmente influenciado pelo valor de IOU. A rotina principal do
algoritmo de NCIoU é apresentada no Apêndice A.

Como método para verificar a funcionalidade deste novo parâmetro, foi realizada
um experimento de simulação proposto por (ZHENG, Zhaohui et al., 2020b). No qual,
são simuladas as relações entre os anchor boxes e bounding boxes considerando
fatores geométricos de distância, escala e proporções de aspecto. Nesta simulação,
foram definidos 5000 pontos nos quais são atribuídas a anchor boxes com 7 escalas
e 7 proporções de aspecto diferentes, tendo no total 245.000 anchor boxes, onde são
incluídas caixas sobrepostas e não sobrepostas. Os resultados desta simulação são
apresentados na Figura 49, onde ao fazer a comparação com outras funções de perda,
NCIoU obtém o melhor desempenho, uma convergência mais rápida e um erro mínimo.
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Figura 48 – Representação de quatro cenários típicos para a seleção do anchor box
(Bp). A perda de IoU Loss e CIoU nos quatro casos é menor, já que
depende em grade parte do valor de intercepção. Enquanto a perda de
NCIoU é maior, melhorando a direção do gradiente.

Fonte – O autor.

Para avaliar a melhora proposta, a perda NCIoU foi incorporada aos detectores
YOLOv3 e YOLOv4, e foi realizada uma comparação de seu desempenho com as
versões originais desses dois detectores, YOLOv3 com MSE e YOLOv4 com CIoU. Os
resultados desta comparação são discutidos na Seção 5.1 do Capitulo 5.
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Figura 49 – Resultados do experimento de simulação. As curvas representam a soma
do erro de regressão ao atribuir os anchor boxes para cada função de
perda. NCIoU, em comparação com as outras funções de perda, tem uma
velocidade de convergência mais rápida com um erro menor.

Fonte – O autor.

4.4 MATERIAIS E MÉTODOS

Aqui são apresentados detalhes do conjunto de dados criado para o treinamento
dos modelos e alguns detalhes de como o treinamento foi realizado.

4.4.1 Conjunto de dados

Foi criado um novo conjunto de dados composto de imagens de veículos captu-
rados nas rodovias da cidade de Florianópolis (Brasil), em diferentes horas do dia. Para
a captura das imagens, foi utilizada uma câmera digital Fujifilm FeniPix SL 300, com
resolução de 1280× 720 pixels e velocidade de 28 FPS. Para a criação deste conjunto
de dados, foram considerados 9 pontos diferentes da cidade onde foi procurado que
o fluxo veicular fosse dinâmico e que tivesse uma grande movimentação das classes
de interesse. A captura foi feita a uma altura média de 4 metros, em cada um desses
pontos a câmera foi localizada em um local fixo que tivera uma perspectiva geral da
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rodovia, garantindo assim imagens com grande variabilidade, como múltiplas orienta-
ções, diferentes aspectos, sombras, oclusões e diferentes níveis de congestionamento
de tráfego. A captura foi feita no mês de dezembro de 2020. Na Figura 50, a parte
esquerda apresenta a localização geográfica dos pontos onde o conjunto de dados foi
coletado e, na parte direita é apresentada uma visão geral de dois cenários de captura.

Figura 50 – Localização dos 9 locais em vermelho onde foram capturadas as imagens
que compõem o conjunto de dados.

Fonte – O autor.

A seleção e rotulagem das imagens são uma das etapas mais caras em termos
de tempo de dedicação, já que um bom número de imagens deve ser selecionado
manualmente. Além disso, é necessário realizar para cada imagem os rótulos corres-
pondentes ao ground truth dos objetos de interesse. Neste sentido, o tempo médio que
foi usado para rotular este novo conjunto de dados foi em torno de 5 a 10 minutos por
imagem, incluindo tanto o trabalho de revisão das classes quanto a correta localiza-
ção dos bounding boxes. A partir disso, foi possível compreender o quão trabalhosa e
cansativa é a tarefa de criar as anotações para os modelos de detecção, e mais ainda
quando se deseja manter um nível de qualidade nas anotações.

Neste trabalho foram selecionadas e rotuladas 4300 imagens em cinco classes,
car, bus, truck, van e motorbike com um total de 32672, 1574, 2818, 1605 e 4194
rótulos, respectivamente5. O conjunto de dados foi dividido em três grupos, 70% para
treinamento, 20% para validação e 10% para teste. A Figura 51 apresenta detalhes
do conjunto de dados, como alguns cenários onde foram obtidas as imagens (51a), o
tipo de veículos rotulados (51b) e o número de rótulos para cada classe de veículos
obedecendo está divisão (51c). É importante destacar que existe um maior número de
5 Os rótulos foram feitos manualmente usando a ferramenta de código aberto LabelImg disponível em

https://tzutalin.github.io/labelImg/
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etiquetas para classes car devido ao fato de que esta classe de veículos transita com
maior frequência, correspondendo à dinâmica real do fluxo veicular na cidade.

Figura 51 – Conjunto de dados. (a) Exemplo de alguns cenários do conjunto de dados;
(b) Categorias dos veículos; (c) Número de rótulos do ground truth por
cada categoria.

(a) (b)

(c)

Fonte – O autor.

Com base na Figura 51c, na Tabela 8 são apresentados os valores numéricos
do conjunto de dados, número de rótulos por cada classe, número de imagens utiliza-
das para treinamento, validação e teste, entre outras informações. Uma característica
principal do conjunto de dados é a variabilidade no tamanho dos objetos, desde 40
pixels para objetos pequenos até 6992 pixels para objetos grandes. Isto não só au-
menta o nível de dificuldade na detecção, mas também permite estabelecer quais
modelos têm maiores limitações na detecção de objetos de diferentes tamanhos. O
conjunto de dados está disponível publicamente em (MAJIN, 2021) para uso gratuito
pela comunidade de pesquisa.
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Tabela 8 – Resumo do conjunto de dados criado para os experimentos.

Parâmetros Conjunto de dados

Número de imagens 4300
Treinamento (70%) 3010
Validação (20%) 860
Teste (10%) 430
Número de classes 5
Número de rótulos car 32672
Número de rótulos bus 1574
Número de rótulos truck 2818
Número de rótulos van 1605
Número de rótulos motorbike 4194
Total de objetos rotulados 42863
Tamanho do objeto (pixels) 40 à 6992

Fonte – O autor.

4.4.2 Detalhes de treinamento

O treinamento dos modelos foi realizado a partir dos códigos-fonte disponibiliza-
dos por cada autor em seus artigos bases, nos quais foram feitas as correspondentes
adaptações para a detecção das cinco classes no novo conjunto de dados. Para a
execução do treinamento, foi utilizada a plataforma Google Colaboratory6, na qual
disponibilizam uma GPU por 12 horas. Este é um ambiente gratuito onde os usuários
podem escrever e executar códigos que precisem uma grande quantidade de processa-
mento, especialmente nos modelos de deep learnig. A GPU disponível na plataforma
Google é o modelo Tesla K80, P100, P4 e T4 com capacidade computacional de 7,5
GHz com 14 GB de RAM.

A fim de definir o tamanho do batch e a taxa de aprendizagem para treinamento,
foram procurados estudos prévios onde se analisa a incidência destes dois hiperpa-
râmetros. Por exemplo, em (KESKAR et al., 2016) verificou-se que o uso de batchs
maiores leva a uma degradação na generalização do modelo, fazendo com que em
muitos casos a rede caia em um mínimo local; por outro lado, a utilização de peque-
nos batchs permite que o modelo alcance uma melhor generalização, mesmo que o
tempo de treinamento aumente. Um estudo semelhante foi apresentado em (KANDEL;
CASTELLI, 2020), onde se concluiu que um alto valor para a taxa de aprendizagem e
o tamanho do batch não permite alcançar uma melhor precisão, sendo recomendado
o uso de pequenos valores para estes dois hiperparâmetros. Em contraste, outros
estudos como (SMITH et al., 2017) e (JASTRZĘBSKI, Stanisław et al., 2017), anali-
saram que o tamanho do batch não é um fator decisivo para que o modelo alcance
uma boa generalização, ao contrário, o problema estaria relacionado ao valor da taxa
de aprendizagem e ao número de atualizações realizadas durante o treinamento. Em
6 https://colab.research.google.com/
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(GOYAL et al., 2017) estabeleceram que é possível treinar modelos com batch maiores
sem afetar os resultados, GOYAL et al. definiu uma regra de escalonamento linear
sem hiperparâmetros para ajustar a taxa de aprendizagem em função no tamanho do
batch, os experimentos mostraram que usando uma taxa de aprendizagem adequada
em relação ao tamanho do batch, é possível alcançar uma precisão igual ou melhor do
que a obtida por um batch pequeno. Ao contrário desses trabalhos, (JASTRZĘBSKI,
Stanislaw et al., 2018) argumenta que não há invariância nos resultados dos modelos
sob o reajuste da taxa de aprendizagem e do tamanho do batch, onde os modelos usa-
dos nos experimentos alcançaram resultados semelhantes usando valores diferentes
para esses dois hiperparâmetros.

Devido a que não foram obtidos resultados conclusivos, decidiu-se realizar
uma análise empírica sobre a influência do tamanho do batch nos modelos de de-
tenção; nesse sentido, a família YOLO (v2, v3, v4, YOLOv3NCIoU e YOLOV4NCIoU)
e Efficiendet-D0 foram treinados usando três valores diferentes para o batch, 16, 32
e 64; os modelos SSD300 e CenterNet foram treinados com um batch de 4, 8 e 16.
Esses tamanhos foram definidos de acordo com as restrições computacionais de RAM
do Google Collaboratory. Além disso, dois valores diferentes foram usados para a taxa
de aprendizagem, 1e – 3 e 1e – 5. Desse modo, buscou-se identificar qual combinação
entre tamanho do batch e taxa de aprendizagem pode gerar melhores resultados para
cada modelo e, assim, poder realizar a comparação e/ou seleção do melhor modelo
em termos de precisão e custo computacional.

Durante o treinamento foram usadas técnicas de data augmentation entre as
quais estão, transformações de giro horizontal e vertical, mudanças no brilho nas
imagens e variações na escala. Todos os modelos foram treinados por 250 épocas
e, a exceção de SSD300, o tamanho de entrada para todas as redes foi definido em
512× 512 pixels.

4.5 ALGORITMO DE CONTAGEM E CLASSIFICAÇÃO DE VEÍCULOS

Nesta seção é descrita a estrutura principal do algoritmo de contagem e clas-
sificação de veículos proposto. O algoritmo ilustrado na Figura 52, é composto de 5
módulos principais: Pré-processamento, Detecção de objetos, Contagem por regiões,
Identificação de veículos e Contagem pela linha virtual. Nas seguintes seções serão
abordados cada um dos módulos, a fim de apresentar uma visão geral do algoritmo
proposto.
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Figura 52 – Diagrama de fluxo do algoritmo proposto para contagem e classificação
de veículos.

Fonte – O autor.




