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RESUMO

A produção de ovos em linhas industriais cresceu consideravelmente ao longo dos
anos. Essa produção alcança valores superiores a 15.000 ovos por hora, tornando
cada vez mais difícil a utilização de operadores humanos para a tarefa de identificação
visual e detecção de defeitos. Nesse cenário, as indústrias avícolas, com o objetivo
de garantir e aumentar a eficácia e eficiência do processo de controle de qualidade,
têm investido em novas soluções tecnológicas. Neste trabalho propõe-se comparar três
soluções baseadas em processamento de imagens para realizar a inspeção automática
de ovos comerciais, a fim de determinar a solução com o melhor equilíbrio em termos
de precisão e velocidade. As abordagens propostas são executadas em um sistema
de inspeção visual de ovos com simulação real de linhas de produção avícola. A
primeira abordagem consiste na aplicação de técnicas clássicas de processamento de
imagens e a segunda e terceira abordagens usam técnicas de aprendizagem profunda:
classificação de imagens e segmentação semântica para a classificação do ovo em
quatro categorias: normal, sujo, geometricamente anormal e ovos fissurados. Essas
abordagens foram validadas com sucesso, alcançando uma acurácia média de 81 %,
85 % e 87 % e um tempo médio de processamento em CPU de 0,04 ms, 0,11 ms e 1,35
ms para as abordagens clássicas, classificação de imagens e segmentação semântica,
respectivamente. Considerando os critérios de avaliação definidos para este projeto,
obteve-se que as abordagens baseadas em técnicas clássicas apresentam um melhor
equilíbrio nas métricas de avaliação, permitindo a detecção de várias características
dos ovos como cor, formato e defeitos na superfície da casca.

Palavras-chave: Classificação de ovos, Inspeção Visual Automática, Processamento
de Imagens, Visão Computacional.



ABSTRACT

Egg production on industrial lines has grown considerably over the years. This produc-
tion reaches values above 15.000 eggs per hour, making it increasingly difficult to use
human operators for the task of visual identification and defects detection. In this sce-
nario, the poultry industries, in order to guarantee and increase the effectiveness and
efficiency of the quality control process, have invested in new technological solutions.
In this paper, it is proposed to compare three solutions based on image processing to
perform the automatic inspection of commercial eggs in order to determine the solution
with a better balance in terms of precision and speed. The proposed approaches are
executed in a visual egg inspection system with real simulation of poultry production
lines. The first approach consists of applying classical image processing techniques
and the second and third approaches make use of deep learning techniques: image
classification and semantic segmentation for the classification of the egg into four cat-
egories: normal, dirty, geometrically abnormal and cracked eggs. These approaches
have been successfully validated achieving an average accuracy of 81 %, 85 % and
87 % and an average CPU processing time of 0,04 ms, 0,11 ms and 1,35 ms for the
classical approaches, image classification and semantic segmentation, respectively.
Considering the evaluation criteria defined for this project, it was obtained that the
approaches based on classical techniques present a better balance in the evaluation
metrics, allowing the detection of several features of the eggs such as color, shape, and
defects on the shell surface.

Keywords: Egg Classification, Automatic Visual Inspection, Image Processing, Com-
puter Vision.
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1 INTRODUÇÃO

O ovo é um dos alimentos mais difundidos e facilmente acessíveis para a popu-
lação. O Brasil é o sexto maior produtor de ovos do mundo, atrás de outros como China,
Estados Unidos, Índia, Japão e México (WEE, 2019). Nos últimos anos, mostrou um
crescimento considerável. Estima-se que a produção aumentará 37.5 % até 2028, com
uma produção aproximada de 159.461 caixas de 30 dúzias de ovos de acordo com
projeções do Departamento de Agronegócio no Brasil (AGRONEGÓCIO, 2020). Este
produto representa um alimento rico em nutrientes, fosfolipídios, proteínas, vitaminas,
minerais e antioxidantes (BLESSO, 2015). No entanto, a valorização das vantagens
nutricionais e funcionais do ovo pelos consumidores depende da qualidade desses
produtos oferecidos no mercado. Portanto, é necessário a implementação contínua de
programas que garantam altos padrões de qualidade para os ovos, sob a aplicação de
boas práticas de produção que certificam o bem-estar dos animais, do meio ambiente
e dos trabalhadores.

O sistema de processamento de ovos para consumo humano consiste em qua-
tro etapas principais: coleta, lavagem, classificação e embalagem. Especialmente, a
etapa de classificação representa um aspecto fundamental da indústria avícola, não
apenas por razões econômicas, mas também por razões sanitárias (ARIVAZHAGAN
et al., 2013). Nesta etapa, os ovos são submetidos a controle de qualidade por meio
de controle físico e de aparência, como tamanho, forma, cor, casca e inspeção dos
componentes internos (NARIN et al., 2018). As várias causas de defeitos que podem
ocorrer em um ovo estão resumidas no Quadro 1 exemplificadas na Figura 1.

Quadro 1 – Defeitos internos e externos do ovo.

Fator de qualidade Causas de defeitos

Defeitos
externos

Sujeira
- Vestígios de óleos de processamento
- Pequenas partículas ou manchas
- Sujeira aderente ou material estranho

Forma - Forma incomum ou decididamente deformado

Textura
- Pode ter pequeno depósito de cálcio
- Áreas extremamente ásperas que podem apre-
sentar falhas de solidez ou resistência.

Fissuras - Casca quebrada ou rachada
- Com esvaziamento do conteúdo através do ovo.

Defeitos
internos

Célula de ar - 3/16 polegadas ou menos de profundidade

Albume branco - Pode ser fraco e aguado
- Pode ser razoavelmente firme

Gemas - O contorno não está bem definido
- Pode ter grande depósito de cálcio

Manchas de
sangue ou carne - Pode mostrar manchas finas pronunciadas

Fonte – (ROY et al., 2019).
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Figura 1 – Exemplos de defeitos em ovos: (a) Sujeira; (b) Forma; (c) Ovo com depósito
de cálcio; (d) Ovo quebrado; (e) Célula de ar; (f) Albume bom e albume
fraco; (g) Gema não definida e (h) Mancha de sangue.

(a) (b) (c) (d)

(e) (f) (g) (h)

Fonte – (PESCATORE; JACOB, 2013) e (CDFA, 2016).

A casca do ovo representa um fator determinante, pois, do ponto de vista do con-
sumidor, serão rejeitados ovos sujos e pálidos com deformidades ou cores desiguais.
Além disso, as manchas presentes na casca dos ovos causadas por penas de frango,
estrume de frango, podem ser uma fonte de infecção, porque podem conter diferentes
tipos de bactérias patogênicas, como Salmonella, Escherichia colia e Staphylococcus,
que causam doenças graves de origem alimentar (MOR-MUR; YUSTE, 2010).

Alguns defeitos internos e externos são identificados durante o processo de
inspeção usando “Candling”, uma técnica que consiste em colocar o ovo sobre um
buraco e aplicar uma fonte de luz para mostrar os detalhes do ovo através da casca.
Essa técnica é amplamente utilizada na indústria avícola para avaliar a qualidade
dos ovos, pois fornece um alto contraste entre o primeiro plano e o fundo. No nível
industrial, essa técnica quando executada por operadores humanos, não é muito eficaz,
pois os trabalhadores enfrentam longas horas de trabalho expostas à luz intensa em
ambientes pouco iluminados, como pode ser visto na Figura 2. Isso não apenas produz
baixa eficiência de detecção, mas também causa vários problemas de saúde para os
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trabalhadores, como fatiga visual, danos visuais progressivos, desconforto físico e
mental (SEBASTIÁN et al., 2018).

Figura 2 – Identificar ovos com imperfeições usando iluminação inferior.

Fonte – (PLASSON, 2020)

Para automatizar a inspeção visual dos ovos e, assim, reduzir os problemas
associados à implementação de técnicas manuais, as empresas investiram em no-
vas tecnologias para detectar defeitos nos ovos usando diferentes abordagens, como
técnicas ópticas, mecânicas, elétricas ou acústicas (Figura 3).

Figura 3 – Diferentes tecnologias para detectar defeitos nos ovos usando (a) técnicas
ópticas; (b) e (c) mecânicas e acústicas

(a) (b) (c)

Fonte – (MERTENS et al., 2011).

Cada vez mais estão sendo desenvolvidas tecnologias rápidas, confiáveis e
totalmente automatizadas que oferecem a possibilidade de avaliar a qualidade de
todos os ovos individuais, em vez de colher amostras. A escolha das técnicas depende
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da velocidade de inspeção, do custo da instrumentação e da eficiência de classificação
necessária (MERTENS et al., 2011). O Quadro 2 mostra uma comparação de três
métodos para identificar defeitos em produtos alimentícios. Pode-se observar que o uso
de técnicas que empregam visão computacional apresenta um melhor desempenho
para esse tipo de prática.

Quadro 2 – Comparação de três métodos de detecção de defeitos em produtos alimen-
tícios.

Método Acurácia Velocidade Destrutividade Confiabilidade
Mecânico 80-90 % Lenta Destrutivo Baixa

Vibracional Mais de 90 % Lenta Destrutivo Relativamente alta
Visão computacional Mais de 90 % Rápida Não destrutivo Alta

Fonte – (ABBASPOUR-GILANDEH; AZIZI, 2018).

A principal vantagem das abordagens que utilizam a visão computacional é a
sua não destrutividade, isto se deve ao fato de o processo de inspeção ser realizado
sem contato direto com o produto, evitando o menor dano possível. Contudo, algumas
técnicas de visão computacional são difíceis de implementar, porque muitos dos al-
goritmos de processamento de imagem são complexos (GUANJUN et al., 2019). Tais
algoritmos dependem fortemente da qualidade das imagens, o equipamento requer
algumas condições operacionais especiais e, dependendo do algoritmo, o tempo de
processamento pode aumentar exponencialmente. Tudo isso dificulta a implementa-
ção em ambientes industriais. Por esse motivo, muitas indústrias avícolas continuam
implementando o processo de classificação manualmente ou realizando a automação
de apenas parte do processo.

Até o momento, diversas abordagens baseadas em análise de imagens têm sido
propostas para a detecção e classificação de defeitos em ovos comerciais. De acordo
com as informações coletadas no mapeamento sistemático da literatura realizado
neste trabalho, verificou-se que a maioria dessas abordagens utiliza métodos clássi-
cos de processamento de imagens, que conseguem projetar aplicativos de sucesso
com baixo custo computacional, porém, podem se tornar complexos, pois requerem
várias etapas diferentes, como remover o fundo, manter a região de interesse, aplicar
filtros, entre outros. Portanto, há uma demanda por novas técnicas que possam lidar
com essas complexidades. Nos últimos anos, o aprendizado profundo foi desenvolvido
para tarefas automatizadas baseadas em visão, como reconhecimento de padrões e
classificação de imagens (LECUN et al., 2015). Redes Neurais Convolucionais (CNNs)
são um dos métodos de aprendizado profundo mais importantes e bem-sucedidos no
campo da análise de imagens, em que várias camadas são combinadas e treinadas
de forma eficiente. CNNs provaram ser ferramentas promissoras no campo da indús-
tria agrícola e de alimentos (SLADOJEVIC et al., 2016), (SANTOS FERREIRA et al.,
2017), (FAROOQ; SAZONOV, 2017), (SHIMIZU et al., 2017). No entanto, algumas
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dessas abordagens podem ser caras do ponto de vista computacional. Essas incerte-
zas nas abordagens levantam alguns questionamentos quanto à sua implementação
em ambientes industriais, especialmente no processo de classificação e detecção de
defeitos, questões como: Entre as abordagens clássicas e baseadas em aprendiza-
gem profunda, qual abordagem tem o melhor equilíbrio entre precisão e velocidade?;
Como as abordagens de aprendizado profundo podem resolver a complexidade das
abordagens clássicas?; As abordagens baseadas em aprendizagem profunda podem
ser implementadas em sistemas de inspeção de ovos em tempo real? Com o objetivo
de responder a essas questões, esta pesquisa apresenta uma comparação entre abor-
dagens clássicas e abordagens baseadas em aprendizagem profunda, aplicadas a um
problema de classificação de ovos em quatro categorias, ovos normais, ovos sujos,
ovos geometricamente anormais e ovos fissurados, destinado a uso industrial.

1.1 OBJETIVOS

Nas seções abaixo estão descritos o objetivo geral e os objetivos específicos
para esta pesquisa.

1.1.1 Objetivo Geral

O objetivo desta pesquisa é comparar o uso de técnicas clássicas de processa-
mento e análise de imagens com o uso de técnicas de aprendizagem profunda em um
sistema de classificação de ovos comerciais em quatro categorias: ovos normais, ovos
sujos ou manchados, ovos geometricamente anormais e ovos fissurados, com furos
ou grandes danos na casca.

1.1.2 Objetivos Específicos

a. Projetar um protótipo para inspeção visual de ovos comerciais

b. Implementar um método baseado em técnicas clássicas de processamento e
análise de imagens para a classificação de defeitos em ovos comerciais

c. Implementar um método baseado em técnicas de aprendizagem profunda usando
duas abordagens: classificação de imagem e segmentação semântica para a
classificação de defeitos em ovos comerciais

d. Comparar o desempenho dos métodos propostos

1.1.3 Estrutura do documento

Este trabalho está organizado da seguinte forma: O capítulo 2 apresenta a
fundamentação teórica necessária para o desenvolvimento do trabalho. O Capítulo 3
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apresenta os trabalhos relacionados à detecção e classificação de defeitos em ovos co-
merciais usando visão computacional. Posteriormente, no Capítulo 4, é descrito como
o trabalho foi desenvolvido, os materiais e as ferramentas utilizadas. Os resultados são
resumidos e analisados no Capítulo 5. Finalmente, no Capítulo 6, são apresentadas
as conclusões do trabalho, bem como sugestões para pesquisas futuras.
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2 FUNDAMENTAÇÃO TEÓRICA

Neste capítulo, são discutidos os principais conceitos teóricos que servirão de
base para o desenvolvimento do sistema de inspeção visual de ovos comerciais.

2.1 SISTEMAS DE VISÃO COMPUTACIONAL

Os sistemas de visão computacional compreendem vários níveis de processa-
mento como mostrado na Figura 4. O processamento de imagens e a visão artificial
desempenham um papel fundamental no desenvolvimento desses sistemas. A visão ar-
tificial, parte da inteligência artificial, é um conjunto de teorias, técnicas e métodos que
permitem simular o processo de visão biológica dos seres humanos e a capacidade
de extrair e analisar automaticamente as informações das imagens.

Figura 4 – Níveis de processamento dos sistemas de visão computacional.

Fonte – (STIVANELLO et al., 2019).

Entre os elementos mais importantes dos sistemas de visão estão: o sistema de
iluminação, sistema de aquisição e o sistema de processamento. Algumas das princi-
pais características a serem considerados nesses sistemas são brevemente descritas
a seguir.

2.1.1 Sistema de iluminação

A iluminação pode ser considerada como a parte mais crítica de um sistema
de visão. Nestes sistemas, três fatores principais devem ser considerados: intensi-
dade, direção e fonte de iluminação. A intensidade é um fator que pode gerar grandes
variações nas imagens. Por exemplo, uma forte intensidade permite obter grandes
contrastes nas áreas iluminadas e nas áreas sombreadas. No entanto, por possuir um
alcance limitado, alguns detalhes de as imagens são perdidos. Por outro lado, quando
a intensidade é baixa, permite apreciar melhor os detalhes nas áreas iluminadas e
sombreadas, mas perde os detalhes associados às texturas. Em relação à direção da
luz, em geral, existem três configurações principais:

• Iluminação traseira: também é conhecida como luz de fundo difusa. Nessa con-
figuração, o objeto é colocado entre a câmera e a luz, conforme mostrado na
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Figura 5a. Esse tipo de iluminação permite um alto contraste entre os objetos e
o fundo.

• Iluminação frontal: o objeto é iluminado pela frente, ou seja, a luz cai diretamente
sobre o objeto (Figura 5b). Permite visualizar as características externas de ob-
jetos como forma, cor ou superfície. É o tipo de iluminação mais utilizado, mas
às vezes não é obtido um bom contraste entre o objeto e o fundo, devido ao
aparecimento de sombras e reflexos.

• Iluminação direcional: nesta configuração, a luz é orientada em direção ao objeto
a partir de qualquer posição no espaço (Figura 5c). Esse tipo de iluminação per-
mite obter informações tridimensionais (3D) sobre os objetos, pois gera facilmente
sombras que aumentam o contraste nas partes com variação de profundidade.

Figura 5 – Tipos de iluminação: a) iluminação traseira, b) iluminação frontal e c) ilumi-
nação direcional.

(a) (b) (c)

Fonte – (GONZALEZ; WOODS, 2004).

O último fator, está associado à fonte de iluminação, entre as mais comuns
estão:

• Lâmpada incandescente: foi a primeira fonte de luz da energia elétrica e é a
fonte mais comum de iluminação. É um dispositivo que produz luz aquecendo um
filamento metálico pelo efeito Joule até ficar vermelho branco, graças à passa-
gem de eletricidade. Sua principal vantagem é que ela possui uma variedade de
potências, e algumas desvantagens são a geração de calor excessivo, um tempo
de vida relativamente curto e a redução do brilho ao longo do tempo.

• Fluorescente: fornece uma luz brilhante sem sombras. Esse tipo de iluminação é
mais eficaz do que a iluminação por lâmpadas incandescentes e fornece uma luz
mais difusa; portanto, recomenda-se o uso em objetos altamente refletivos. Geral-
mente, as lâmpadas fluorescentes padrão não são usadas devido ao seu efeito
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tremeluzente, portanto, lâmpadas fluorescentes que operam em alta frequência
são frequentemente usadas.

• Light-Emitting Diode (LED): é uma fonte de estado sólido que emite luz quando
a eletricidade é aplicada a um semicondutor. Este tipo de iluminação fornece
luz difusa muito útil de intensidade moderada. Possui muitas vantagens sobre
a iluminação tradicional, como vida útil longa, baixo consumo de energia, baixa
geração de calor, tamanho pequeno, econômico, resposta rápida, robustez e
menor sensibilidade às vibrações.

• Laser: é geralmente usado para medição de profundidade, detecção de irregula-
ridades na superfície ou reconhecimento 3D. Sua principal desvantagem é que
não é eficiente em superfícies de absorção de luz.

2.1.2 Sistema de aquisição

As câmeras são os principais componentes dos sistemas de aquisição. Uma
câmera é composta de uma lente, um elemento fotossensível, um circuito de processa-
mento e uma fonte de alimentação. A função básica da lente é realizar a transformação
do feixe de luz, permitindo que a imagem do alvo seja projetada na superfície fotos-
sensível do sensor de imagem. A lente também permite definir o campo de visão
da câmera a partir da distância focal. Essa distância focal pode ser fixa ou variável,
também conhecida como varifocal. Intuitivamente, a principal diferença é que as len-
tes varifocais permitem definir a distância focal desejada. O elemento fotossensível
é um sensor de imagem, chip óptico e chip fotossensível. Este sensor é uma peça
geométrica de cristal de silício com dezenas de milhares de pontos fotossensíveis que
podem detectar e registrar informações sobre a luz externa e depois convertê-las em
informações digitais. O elemento fotossensível pode ser classificado em dois tipos:
um Charge Coupling Device (CCD) e um Complementary Metal Oxide Semiconduc-
tor (CMOS). O circuito de processamento converte a informação digital obtida pelo
elemento fotossensível em um arquivo de dados de imagem digital (BI, s.d.).

2.1.3 Sistema de processamento

O sistema de processamento é composto por hardware que pode ser de di-
ferentes arquiteturas, este se encarrega de executar softwares especializados com
diferentes algoritmos que compõem um fluxo de processamento de imagens.

2.1.4 Aquisição e representação de imagens digitais

Nesse estágio, é obtida uma imagem digitalizada do objeto, representada mate-
maticamente como uma matriz bidimensional de valores inteiros, em que cada valor é
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conhecido como pixel. Nas imagens em tons de cinza, o valor de cada pixel é represen-
tado por meio de um escalar, enquanto nas imagens coloridas o valor de cada pixel é
um vetor de três coordenadas, cada uma das quais especifica o grau de influência das
cores. Normalmente, são usadas imagens de 8 bits escala [0,255], porque o olho hu-
mano não é sensível o suficiente para diferenças de mais de 256 níveis de intensidade
para uma cor. Portanto, para imagens em tons de cinza, o intervalo para os valores
de pixel é [0-255] como mostrado na Figura 6, enquanto para imagens coloridas, os
valores dos elementos da matriz assumem valores de ([0-255], [ 0-255], [0-255]).

Figura 6 – Processo de aquisição de imagem digital.

Fonte – Adaptado de (GONZALEZ; WOODS, 2004).

Em uma imagem colorida, as cores são representadas de forma padronizada a
partir de modelos de cores, um dos modelos mais comuns usados no processamento
de imagens é o modelo Red-Green-Blue (RGB). O modelo RGB é um modelo de cores
aditivo que usa uma mistura de 3 componentes espectrais primários vermelho R, verde
G e azul B. Este modelo é baseado em um sistema de coordenadas cartesianas que
forma um cubo (Figura 7) em que os valores R, G e B estão em 3 cantos; os valores
ciano, magenta e amarelo estão nos outros 3 cantos; preto está na origem e branco
está no vértice oposto à origem. A escala de cinza é uma linha que liga os pontos preto
e branco. As diferentes cores são pontos no cubo ou dentro dele e são definidas por
meio de vetores que se estendem desde a origem.
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Figura 7 – (a) Esquema do cubo de unidades de cores RGB normalizado mostrando
cores primárias e secundárias nos vértices. (b) O cubo de cores RGB.

(a) (b)

Fonte – (GONZALEZ; WOODS, 2004).

Outro modelo muito útil no processamento de imagem é o modelo Hue-Saturation-
Value (HSV), pois permite não só obter informações de cor, mas também de saturação
e brilho das imagens. No modelo HSV, H representa o matiz, S a saturação e V o valor.
Também chamado HSB, onde B é o brilho. O matiz ou tom é a principal qualidade de
uma cor. Os tons são todas as cores da roda de cores (Figura 8), primárias, secun-
dárias e intermediárias, sem misturar com preto ou branco. Deslocar para a esquerda
ou direita na roda de cores produz uma alteração no tom. A saturação refere-se à
quantidade de luz branca misturada com um tom, e o brilho refere-se à capacidade de
uma cor refletir luz branca.

Figura 8 – Roda de cores associada a tons.

Fonte – (LUIS CABERA, 2011).

O modelo HSV usa um sistema de coordenadas cilíndricas, em que o espaço
de cores é definido de acordo com uma pirâmide de base hexagonal (Figura 9). Nor-
malmente, o eixo horizontal do triângulo indica saturação, enquanto o eixo vertical
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corresponde ao valor da cor. Dessa maneira, uma cor pode ser escolhida pegando
primeiro o tom de uma região circular e depois selecionando a saturação e o valor de
cor desejado da região triangular.

Figura 9 – Representação gráfica do modelo HSV.

Fonte – (WIKIPEDIA, 2020).

0 componente H é representado como um grau de ângulo cujos valores possí-
veis variam de 0° a 360° também podem ser normalizados de [0 a 100] %. Cada valor
corresponde a uma cor. Exemplos: 0° é vermelho, 60° é amarelo e 120° é verde. O
componente S é representado como a distância do eixo do brilho preto-branco. Os
valores possíveis variam de [0 a 100] %, neste caso, quanto menor a saturação de uma
cor, mais acinzentada e descolorida será. Finalmente, o componente V representa a
altura no eixo preto-branco. Os valores possíveis variam de [0 a 100] %. Onde 0 é
sempre preto e dependendo da saturação, 100 pode ser branco ou uma cor mais ou
menos saturada. Um exemplo dos componentes H-S-V de uma imagem em formato
RGB é mostrado na Figura 10.

Figura 10 – (a) Imagem em formato RGB, (b) componente H, (c) componente S e (d)
componente V

(a) (b) (c) (d)

Fonte – O autor.
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2.2 ALGORITMOS CLÁSSICOS DE PROCESSAMENTO E ANÁLISE DE IMAGENS

Os algoritmos clássicos de processamento de imagem são específicos para
cada tarefa particular. David Marr em (GEISLER, 1983) apresentou as bases gerais
para a classificação e sistematização dos métodos de reconhecimento de padrões
e análise de imagens. Ele propôs um processo sequencial de quatro etapas para
extrair as informações relevantes das imagens e representá-las simbolicamente. Essas
etapas são (RATEKE, 2019):

• Filtragem e Pré-processamento: não são esperadas modificações profundas nas
imagens, apenas são atenuadas ou aprimoradas.

• Condicionamento: espera-se que uma nova imagem simplificada seja gerada,
onde as características mais importantes das imagens são destacadas.

• Rotulação: início da etapa de interpretação. Nesta etapa, a imagem é conver-
tida em um modelo que descreve a imagem a partir de um conjunto de dados
simbólicos.

• Interpretação: classificação e interpretação dos dados, as descrições das estru-
turas das imagens são traduzidas, apresentadas em linguagens ou esquemas de
representação com semântica no contexto da aplicação.

Além disso, uma imagem pode ser visualizada em três domínios diferentes nos
quais seus dados podem ser interpretados:

• Valor: cada pixel é considerado independentemente.

• Espaço da imagem: cada pixel apresenta um contexto: nesse caso, os pixels são
analisados juntos para determinar diferenças ou semelhanças entre eles.

• Frequência: são considerados o valor do pixel, o contexto do pixel no espaço e a
variação do pixel no espaço.

Combinando esses dois esquemas de classificação, é obtido o Quadro 3, que
classifica e contextualiza as várias famílias de algoritmos de processamento de ima-
gem. Segue-se uma descrição geral de alguns dos algoritmos utilizados nas técnicas
clássicas de análise de imagem. Grande parte dessa conceitualização foi adquirida de
(VON WANGENHEIM, 2019a, 2019c, 2019d).
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Quadro 3 – Classificação de algoritmos para processamento de imagem.

Filtragem e
Pré-processamento Condicionamento Rotulação Interpretação

Ti
po

Imagem em imagem Imagem em imagem Imagem em modelo Modelo em modelo

Va
lo

r

- Janelamento
- Transformações de escala

- Limiarização
- Operações matemáticas

E
sp

aç
o - Eliminação de chuvisco

- Morfologia matemática
- Erosão
- Abertura
- Fechamento
- Etc.

- Detecção de bordas
- Filtros de convolução

- Segmentação
- Morfologia matemática

- Esqueletonização

- Todos tipos de classificadores
espaciais

- Métodos de classificação
estatísticos

- Classificadores baseados em
regras

- Redes neurais
- Consistent labeling

- Estruturas de dados espaciais
- Octree
- Quadtree
- Modelos de facetas
- Boundary models

- Gramáticas
- Grafos
- Redes semânticas
- Redes neurais

Fr
eq

uê
nc

ia - Fourier
- Passa-alta
- Passa-baixa
- Passa-faixa

- Wavelets

- Fourier
- Eliminação de faixas
- Eliminação de frequências
- Agrupamento por faixas de
frequência

- Wavelets (IDER)

- Fourier
- Classificação de canais

- Wavelets
- Classificação de grupos de

coeficientes

Fonte – Adaptado de (RATEKE, 2019).

2.2.1 Métodos no domínio de valor

No domínio do valor, existem vários grupos de operações, um dos quais é o
grupo de operações matemáticas, onde é possível adicionar, subtrair, multiplicar e
dividir operadores escalares com cada pixel da imagem, permitindo aumentar ou di-
minuir a sua intensidade. Também é possível aplicar essas operações entre imagens,
os valores resultantes são truncados para os valores máximos ou mínimos da repre-
sentação, como [255-0], respectivamente, para uma imagem de 8 bits. Outro grupo de
operações é o grupo de operações lógicas (OR, AND, XOR, NOT ) que também podem
ser aplicadas a partir de um operador escalar ou de uma imagem para outra.

Uma das operações mais usadas no processamento de imagens são as ope-
rações de limiarização, basicamente consiste em comparar cada pixel com um valor
limiar e atribuir uma determinada condição para cada caso. Essa operação é ampla-
mente usada para binarizar as imagens, por exemplo, na operação de Limiar acima,
pixels cujo valor for ≥ ao limiar recebem a cor branco e o restante a cor preto, um
exemplo de binarização com limiar de 100 é mostrado na Figura 11.

Outra das operações que é necessário mencionar no domínio do valor são
as operações estatísticas, nas quais se destacam os histogramas. Um histograma
determina o número de pixels com o mesmo valor (0 a 255) presente na imagem; é
representado na forma de um vetor de 256 posições que contém esses valores. A
Figura 12 mostra um exemplo de um histograma. Também é possível usar operações
combinadas, como no caso da limiarização com histograma, na qual o limiar é definido
de acordo com os pontos nodais do histograma, um exemplo disso é mostrado na
Figura 13.
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Figura 11 – Operação Limiar acima.

Fonte – Imagem original extraída do banco de dados scikit-image (SCIKIT-IMAGE, 2020).

Figura 12 – (a) Imagem original e (b) histograma da imagem.

(a) (b)

Fonte – Imagem original extraída do banco de dados scikit-image (SCIKIT-IMAGE, 2020).

Figura 13 – Limiares com histograma bimodal com base no mínimo global.

Fonte – Imagem original extraída do banco de dados scikit-image (SCIKIT-IMAGE, 2020).
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2.2.2 Métodos no Domínio do Espaço: principais conceitos

Cinco conceitos serão analisados: convolução, morfologia matemática, opera-
ções de detecção de bordas, segmentação e rotulação .

2.2.2.1 Convolução

A convolução é uma operação entre duas matrizes, uma das quais é a imagem
e a outra é uma matriz chamada matriz de convolução, elemento estruturante ou kernel.
A matriz de convolução representa qualquer função matemática e é aplicada a cada
pixel g(x, y) da imagem e sua vizinhança imediata, resultando em uma nova imagem
gc(x, y). O resultado de uma convolução é obtido da soma das multiplicações de cada
elemento da matriz pela região da imagem abaixo dela, esse resultado substitui o valor
do pixel no qual a matriz foi aplicada (consulte a Figura 14).

Figura 14 – Exemplo de convolução de uma imagem com uma matriz de detecção de
borda (Sobel).

Fonte – Adaptado de (VON WANGENHEIM, 2019b).

2.2.2.2 Morfologia Matemática

Operações morfológicas são métodos para processar imagens binárias com
base em formas. Essas operações recebem uma imagem binária como entrada e
resultam em uma imagem binária como saída. Entre as operações morfológicas mais
utilizadas estão:

• Dilatação binária: a dilatação expande uma imagem utilizando um elemento estru-
turante. Consiste em passar o elemento estruturante através de todos os pixels
da imagem e, se o valor do pixel da imagem sob o elemento central for diferente
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de zero, são copiados todos os valores não-zero do elemento estruturante para
a imagem resultado (Figura 15b).

• Erosão binária: a erosão encolhe uma imagem de acordo com critérios dados por
um elemento estruturante. Consiste em passar o elemento estruturante por todos
os pixels da imagem, se nenhum valor dos pixels da imagem sob os valores não-
nulos do elemento estruturante for zero, se põe um valor 1 (ou 255) na posição
R da imagem resultado (Figura 15c).

• Abertura (opening): suaviza o contorno de uma imagem, quebra estreitos e eli-
mina proeminências delgadas, é usada também para remover ruídos da imagem
e abrir pequenos vazios ou espaços entre objetos próximos numa imagem. É
obtida aplicando uma erosão seguida de uma dilatação com o mesmo elemento
estruturante (Figura 15d).

• Fechamento (closing): funde pequenas quebras e alarga golfos estreitos, elimina
pequenos orifícios, preenche ou fecha os vazios. É obtida aplicando uma dilata-
ção seguida de uma erosão com o mesmo elemento estruturante (Figura 15e).

Figura 15 – (a) Imagem original, (b) erosão da imagem (a), (c) dilatação da imagem
(a), (d) abertura e (e) fechamento.

(a) (b) (c)

(d) (e)

Fonte – O autor.

2.2.2.3 Operações de Detecção de Bordas

Uma borda é definida como uma variação no nível de cinza, quando a magnitude
da imagem muda abruptamente. Um operador sensível a essas alterações, assim como
o operador derivado, funciona como um detector de borda. Basicamente, uma derivada
é a taxa de variação de uma função, a taxa de variação dos níveis de cinza em uma
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imagem é maior próximo às bordas e menor em áreas constantes. Obtendo os valores
da intensidade da imagem e os pontos em que a derivada é um ponto máximo, é
possível determinar as bordas.

Para operadores de detecção de borda, são utilizados operadores de convo-
lução que usam máscaras de convolução projetadas de forma a fornecer resposta
máxima quando superam uma variação abrupta na intensidade do sinal. Um desses
operadores é o Laplaciano, este é um operador de derivação isotrópica, ou seja, é
independente da direção da descontinuidade na imagem. O Laplaciano L(x, y) de uma
imagem com valores de intensidade de pixel I(x, y) é dado por:

L(x , y ) =
∂2I
∂x2 +

∂2I
∂y2 (1)

Como a imagem de entrada é representada como um conjunto de pixels discretos, um
kernel de convolução discreta deve ser encontrado que se aproxime das segundas
derivadas na definição do Laplaciano. Dois exemplos de filtros Laplacianos comumente
usados são mostrados na Figura 16.

Figura 16 – Duas aproximações discretas comumente usadas para o filtro Laplaciano.

Fonte – (R. et al., 2003).

O Laplaciano geralmente não é usado diretamente na prática, pois é muito
sensível ao ruído. Uma maneira de contornar isso é usar um suavizado gaussiano
antes de aplicar o filtro laplaciano conhecido como Laplaciano do Gaussiano (LoG)
que reduz os componentes de ruído de alta frequência antes da etapa de diferenciação.
A função2-D LoG centrada em zero e com desvio padrão gaussiano σ tem a forma:

LoG(x , y ) = –
1
πσ4

[
1 – x2+y2

2σ2

]
e

x2+y2

2σ2 (2)

Conforme o Gaussiano fica cada vez mais estreito, o kernel LoG se torna o
mesmo que os kernels Laplacianos simples. Isso ocorre porque a suavização com um
Gaussiano muito estreito (σ <0.5 pixels) em uma grade discreta não tem efeito, é por
isso que um valor adequado de σ deve ser determinado de modo a não perder muitos
detalhes das bordas ou trazer muito ruído.

2.2.2.4 Segmentação

A segmentação visa dividir a imagem em suas diversas partes constituintes
ou segmentos. Os algoritmos de segmentação baseiam-se principalmente em duas
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propriedades do nível de intensidade luminosa das imagens:

a. Por descontinuidade: divisão da imagem de acordo com as mudanças abruptas
do nível de intensidade luminosa de seus pontos. Permite o realce de cantos e
bordas de objetos e regiões. É utilizada quando se buscam por linhas, pontos ou
outras formas caracterizadas pelas bordas.

b. Por similaridade: divisão da imagem de acordo com padrões de similaridade
encontrados em suas regiões seja por nível de intensidade luminosa ou textura.
Utilizadas quando se busca pelos pontos internos dos objetos (STIVANELLO
et al., 2019).

Um exemplo de segmentação por similaridade é mostrado na Figura 17, na qual
a imagem resultante (Figura 17b) mostra apenas os níveis de intensidade luminosa
que estão em um intervalo fixo de valores, neste caso entre [80, 0, 20] e [100, 255,
255] em formato HSV.

Figura 17 – (a) Imagem original, (b) imagem segmentada.

(a) (b)

Fonte – Imagem original extraída de (DEHROUYEH et al., 2010).

2.2.2.5 Rotulação

Os métodos de rotulação extraem partes de uma imagem e associam rótulos
a estas partes pixel-a-pixel. São úteis para dividir imagens em pedaços, o que per-
mite identificar as diferentes regiões da imagem. Um dos métodos mais simples de
rotulação é o método de cálculo de componentes conectados, utilizado para extrair
os diferentes objetos de uma imagem de acordo com alguma característica desses
objetos, normalmente a sua cor.

Um componente conectado é um conjunto finito de pixels conectados que com-
partilham uma propriedade V específica. Pode-se dizer que dois pixels (p e q) estão
conectados se houver um caminho de p a q e, se todos os pixels no caminho tiverem
a propriedade V, isso permitirá que os pixels relacionados tenham o mesmo rótulo e
os componentes da imagem sejam representados com rótulos diferentes. Para definir
um componente conectado, os seguintes fatores devem ser considerados:
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• Vizinhança: os pixels devem estar relacionados seja N4, ND ou N8 (Figura 18).

• Adjacência: além de ser um vizinho, o pixel deve possuir um valor de intensidade
luminosa “semelhante”.

• Conectividade: é gerada quando há um caminho de pontos vizinhos e adjacentes.

• Região: é gerada quando todos os pontos de uma área da imagem são conexos.

Figura 18 – Vizinhança e adjacência.

Fonte – (STIVANELLO et al., 2019).

Este método localiza todos os componentes conectados de uma imagem e
atribui um identificador exclusivo a todos os pontos que compõem cada componente.
Os pontos de um componente conectado são normalmente interpretados como objetos
ou regiões de um objeto. Um exemplo é mostrado na Figura 19.

Figura 19 – Método de cálculo de componentes conectados.

Fonte – (STIVANELLO et al., 2019).

2.2.3 Métodos no Domínio do Espaço, classificadores

Esta seção descreve algumas convenções gerais dos classificadores. Basica-
mente, a classificação consiste em atribuir uma classe a cada nova amostra; para isso,
cada classe deve ter um conjunto de descritores que a caracterizem, a fim de criar
um espaço multidimensional que possa determinar possíveis fronteiras entre elas. Um
exemplo é mostrado na Figura 20, onde existem três classes (A, B, C) e é necessário
estabelecer a qual classe x pertence.
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Figura 20 – Espaço multidimensional de descritores que representam cada classe.

Fonte – (STIVANELLO et al., 2019).

Um dos classificadores mais simples que podem ser usados para resolver esse
tipo de problema, são os classificadores por distância mínima, nos quais cada ima-
gem/amostra é classificada com base na distância entre seus descritores e os descrito-
res da classe correspondente no espaço multidimensional de descritores. Cada classe
é representada por um vetor médio:

mj =
1
Nj

∑
x εwj

x para j = 1, 2, ..., M (3)

Onde Nj é o número de vetores/amostras de treinamento da classe Wj .
Pode-se então atribuir uma amostra X a uma dada classe calculando sua pro-

ximidade para a cada Wj e selecionando a classe de menor distância. Desta forma, a
distância é definida como sendo um índice de similaridade. Normalmente é utilizada a
distância euclidiana. No exemplo mostrado na Figura 21, a distância entre a classe B
e x é a menor. Desta forma, x é classificado como pertencente a esta classe.

Figura 21 – Exemplo de uso do classificador por distância mínima.

Fonte – (STIVANELLO et al., 2019).
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Outros classificadores um pouco mais complexos usam técnicas de aprendizado
de máquina. Essas técnicas consistem em automatizar, através de diferentes algorit-
mos, a identificação de padrões ou tendências nos dados. Para isso, é necessário
treinar um modelo que possa aprender como os dados se comportam. O aprendizado
nos classificadores pode ser feito de duas maneiras muito diferentes:

• Aprendizado supervisionado: o aprendizado supervisionado requer um conjunto
de padrões pelos quais sua verdadeira classe é conhecida. Este conjunto é
chamado de conjunto de treinamento que foi rotulado anteriormente. Essa tarefa
geralmente é executada por um especialista na área em que será executado o
reconhecimento.

• Aprendizado não supervisionado: o aprendizado não supervisionado é realizado
a partir de um conjunto de padrões dos quais sua classe não é conhecida. Ba-
sicamente, significa encontrar agrupamentos. O objetivo geralmente é verificar
a validade do conjunto de classes para uma classificação supervisionada. As
técnicas utilizadas são frequentemente chamadas de métodos de agrupamento
ou clustering.

A Rede Neural Artificial (RNA) é um exemplo de um classificador amplamente
conhecido, que apresentam uma estrutura composta por processadores simples cha-
mados nós ou neurônios, conectados por meio de canais ou conexões de comunicação.
Cada neurônio possui uma quantidade de memória local, operando apenas com seus
dados locais e nas entradas que recebe através dessas conexões (SOBRADO MAL-
PARTIDA, 2003).

Em geral, as redes neurais têm três características principais: aprendizado,
generalização e adaptabilidade. O termo aprendizado é dado porque a rede tem a
capacidade de armazenar conhecimento por meio de um processo de ensino. Esse
conhecimento é armazenado pelos pesos das conexões entre os neurônios que com-
põem a rede neural. A capacidade de generalizar significa que resultados razoáveis
podem ser obtidos através do uso de dados diferentes daqueles usados durante o
processo de treinamento. E o termo adaptabilidade significa que uma rede neural pode
ser retreinada online para funcionar adequadamente diante das mudanças em seu
ambiente.

Uma rede neural simples, também chamada de perceptron, é composta por um
conjunto de neurônios de entrada interligados a um conjunto de neurônios de saída.
A Figura 22 apresenta os elementos básicos de uma perceptron, com neurônios de
entrada (xi), conectados a um neurônio de saída, onde cada aresta possui um peso
(wi), resultando em uma predição y. O neurônio de saída, que recebe como entrada o
produto os dados dos neurônios da camada anterior (no caso, da camada de entrada),
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e aplica uma função sinal (função de ativação) para converter o produto das entradas
para uma faixa restrita.

Figura 22 – Arquitetura básica de uma perceptron.

Fonte – O autor.

Uma das arquiteturas de rede neural mais amplamente usadas para reconheci-
mento de padrões é Multilayer Perceptron (MLP). Consiste em uma arquitetura com-
posta por três componentes principais: uma camada de entrada, uma ou mais camadas
ocultas e uma camada de saída (Figura 23). A rede aprende com os erros, durante o
treinamento, através da diferença entre a saída desejada e a saída obtida. O treina-
mento destas redes consiste em duas fases: a primeira é uma fase para frente, na qual
as informações colocadas nos neurônios da camada de entrada são propagadas para
frente através das camadas ocultas e até a camada de saída, o que gera nos neurônios
que a compõem, a resposta ao informações fornecidas como entrada. Durante esta
fase, todos os pesos das conexões entre os neurônios são usados; a segunda fase é
conhecida como fase reversa, que consiste em modificar os valores de peso de acordo
com o erro gerado pelos neurônios na camada de saída.

Figura 23 – MLP.

Fonte – (STIVANELLO et al., 2019).
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2.3 REDES NEURAIS CONVOLUCIONAIS

Nesta seção, será feita uma breve conceitualização das Redes Neurais Convo-
lucionais. Grande parte da informação foi adquirida de (VON WANGENHEIM, 2020a;
YAMASHITA et al., 2018; KARPATHY, 2020a, 2020b, 2020d).

Uma rede neural convolucional ou CNN do inglês Convolutional Neural network
ou ConvNet é um tipo especial de rede neural projetada para reconhecer padrões
visuais diretamente dos pixels da imagem com pré-processamento mínimo. Elas reali-
zam filtragem, condicionamento, extração de características e classificação de forma
integrada. Tudo em um único objeto monolítico (Figura 24).

Figura 24 – Processamento de imagens com CNN.

Fonte – Adaptado de (VON WANGENHEIM, 2020a).

A partir das CNNs, é possível solucionar algumas desvantagens presentes nos
algoritmos clássicos, uma delas está no processo de extração de características. A
desvantagem dos algoritmos clássicos é que esse processo é realizado estaticamente
e depende fortemente de algoritmos genéricos. Esses algoritmos podem ser complexos
e, para fazer uma boa descrição do conteúdo das imagens, eles devem extrair algumas
características das imagens ou partes delas a partir de uma simplificação, por exemplo:
segmentação. Os extratores de características não são adaptáveis, são algoritmos
projetados para funcionar de maneiras específicas. Se esses extratores não forem
escolhidos corretamente, eles poderão não conseguir distinguir adequadamente as
diferentes classes de imagens em um problema específico e afetar as outras etapas
como filtros, simplificadores e classificadores. Nenhum classificador pode classificar
corretamente as imagens que foram descritas com base em um conjunto de descritores
que não são relevantes para as classes.

A maneira como as CNNs resolvem esse problema é graças aos seus compo-
nentes, um dos quais são as camadas convolucionais, que aprendem os descritores
das características específicas e personalizadas das imagens durante o treinamento
da rede, sem depender de algoritmos genéricos. Além disso, todo o processo, da in-
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terpretação à tomada de decisão, é integrado, permitindo que todas as etapas sejam
relacionadas. Dessa forma, uma CNN com a arquitetura correta e que foi devidamente
treinada substitui toda uma sequência de etapas de processamento de imagem (VON
WANGENHEIM, 2020a).

2.3.1 Qual é a diferença entre as redes neurais comuns e CNNs?

As CNNs são muito semelhantes às redes neurais comuns. São constituídas por
neurônios que possuem pesos e bias. Cada neurônio recebe algumas entradas, produz
um produto escalar e, opcionalmente, o segue com não linearidade. A diferença é que,
nas arquiteturas das CNN, as entradas são assumidas explicitamente como imagens
ou dados do tipo em grade, o que permite codificar certas propriedades na arquitetura.
Isso torna a função de encaminhamento mais eficiente para implementar e reduz
bastante o número de parâmetros na rede (KARPATHY, 2020a).

As redes neurais tradicionais recebem uma entrada, um único vetor que é trans-
formado através de uma série de camadas ocultas. Cada camada oculta é composta
de um conjunto de neurônios, onde cada neurônio está completamente conectado a
todos os neurônios da camada anterior e onde os neurônios de uma única camada
trabalham de forma totalmente independente e não compartilham nenhuma conexão.
Essas redes não podem ser facilmente escalonadas para imagens complexas, por
exemplo, uma imagem de tamanho 32x32x3, deve ter um neurônio totalmente conec-
tado em uma primeira camada oculta com 32 ∗ 32 ∗ 3 = 3072 pesos, isso significa que
imagens maiores aumentarão para um número excessivo de pesos que serão difíceis
de manejar, tornando sua conectividade um desperdício.

Ao contrário de uma rede neural normal, as camadas de uma CNN possuem
neurônios organizados em 3 dimensões: largura, altura e profundidade. A profundidade
refere-se à terceira dimensão de um volume de ativação. Os neurônios em uma camada
serão conectados apenas a uma pequena região da camada anterior, em vez de todos
os neurônios de uma maneira totalmente conectada. Além disso, na camada de saída,
a imagem inteira será reduzida por um único vetor de pontuações de classe.

2.3.2 Componentes de uma CNN

Uma CNN é uma construção matemática que geralmente consiste em três tipos
de camadas: convolução, agrupamento e camadas totalmente conectadas. As duas
primeiras camadas realizam a extração de características, enquanto a terceira, mapeia
as características extraídas na saída final (YAMASHITA et al., 2018).
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2.3.2.1 Camada de convolução (CONV)

Uma camada de convolução é um componente fundamental da arquitetura da
CNN, é responsável pela extração de caraterísticas, geralmente consistindo em uma
combinação de operações lineares e não lineares, ou seja, operações de convolução
e funções de ativação. Os parâmetros da camada CONV consistem em um conjunto
de filtros ou kernels que podem ser aprendidos. Cada filtro é espacialmente pequeno
em largura e altura, mas se estende por toda a profundidade do volume de entrada.
Por exemplo, um filtro típico em uma primeira camada de uma CNN pode ter tamanho
de 5x5x3, 5 pixels de largura e altura e 3 porque as imagens têm profundidade 3, os
canais de cores.

Durante a propagação direta, cada filtro é deslizado ou convolucionado pela
largura e altura do volume de entrada, e os produtos ponto entre o filtro e a entrada são
calculados. À medida que o filtro desliza, é produzido um mapa de ativação bidimensi-
onal que fornece as respostas desse filtro em cada posição espacial, criando um mapa
de características. Intuitivamente, a rede aprenderá filtros que serão ativados quando
virem algum tipo de característica visual, como uma borda de uma determinada orien-
tação ou um ponto de alguma cor na primeira camada, ou eventualmente reconhecer
padrões nas camadas mais altas da rede. Um conjunto de filtros é gerado para cada
camada CONV, na qual cada um deles produzirá um mapa de ativação bidimensional
separado.

No processo de treinamento da rede, os filtros são os únicos parâmetros que
são aprendidos automaticamente; por outro lado, o tamanho do filtro, o número de
filtros, um stride e um padding devem ser estabelecidos antes do início do processo
de treinamento; estes são considerados como hiperparâmetros:

a. O stride: define o passo com que o filtro é deslizado. Quando o stride é 1, os
filtros são movidos um pixel de cada vez. Quando o stride é 2 os filtros saltam
2 pixels por vez enquanto deslizam. Isso produzirá volumes de saída menores
espacialmente.

b. O padding: é uma técnica que consiste em adicionar linhas e colunas de zeros a
cada lado do volume de entrada, para ajustar o centro de um núcleo no elemento
mais externo e manter a mesma dimensão através da operação de convolução
(Figura 25).

As saídas de uma operação linear, como convolução, são passadas por uma
função de ativação não linear. A função comumente usada é a Rectified Linear Unit
(ReLU), que simplesmente calcula a função f(x) = max(0, x) (Figura 26).
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Figura 25 – Operação de convolução com padding zero para manter as dimensões no
plano.

Fonte – Adaptado de (VON WANGENHEIM, 2019b).

Figura 26 – Função ReLU.

Fonte – (YAMASHITA et al., 2018).

2.3.2.2 Camada de agrupamento (Pool)

É comum adicionar periodicamente uma camada de Pool entre as camadas
sucessivas CONV em uma arquitetura CNN. Sua função é reduzir progressivamente o
tamanho espacial da representação para reduzir o número de parâmetros e o cálculo
na rede, controlando o sobreajuste (overfit). Na prática, normalmente é usado um
agrupamento máximo (max pooling) com um filtro de tamanho 2 × 2 com stride de 2
(Figura 27a). Isso permite reduzir a dimensão no plano dos mapas de características
em um fator de 2. Ao contrário da altura e largura, a dimensão em profundidade dos
mapas de características permanece inalterada (Figura 27b). Além do agrupamento
máximo, as unidades de agrupamento também podem executar outras funções, como
o agrupamento médio ou o agrupamento padrão L2 (YAMASHITA et al., 2018).
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Figura 27 – Exemplo de Pool.

(a) (b)

Fonte – Adaptado de (KARPATHY, 2020a).

2.3.2.3 Camada totalmente conectada (Fully-connected layer (FC))

Os mapas de caraterísticas de saída da camada final de convolução ou agru-
pamento são geralmente achatados, ou seja, transformados em uma matriz unidimen-
sional (1D) de números ou vetores conectados a uma ou mais camadas totalmente
conectadas, também conhecidas como camadas densas, nas quais cada entrada é
conectada a cada saída por um peso que pode ser aprendido. A camada final total-
mente conectada geralmente possui o mesmo número de nós de saída que o número
de classes. Cada FC é seguida por uma função não linear, como ReLU (YAMASHITA
et al., 2018). A função de ativação aplicada à última camada totalmente conectada
geralmente é diferente das outras e é selecionada de acordo com cada tarefa. Uma
função de ativação aplicada à tarefa de classificação de várias classes é a função Soft-
max que será detalhada um pouco mais no processo de classificação (YAMASHITA
et al., 2018).

2.3.3 Treinando uma rede

O treinamento de uma rede é um processo de busca de filtros em camadas
CONV e pesos em camadas FC que minimizam o erro entre previsões de saída e as
classes corretas em um conjunto de dados de treinamento. Em redes neurais a função
de perda e o algoritmo de otimização de descida do gradiente desempenham papéis
essenciais (YAMASHITA et al., 2018).

2.3.3.1 Descida do Gradiente (Gradient descent)

A descida do gradiente é usada como um algoritmo de otimização que atualiza
iterativamente os parâmetros que podem ser aprendidos: filtros e pesos, para minimizar
a perda. O gradiente da função de perda fornece a direção na qual a função tem a
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maior taxa de aumento e cada parâmetro é atualizado na direção negativa do gradiente
com um tamanho de passo arbitrário determinado por um hiperparâmetro chamado
taxa de aprendizado (learning rate) (Figura 28). O gradiente é, matematicamente,
uma derivada parcial da função de perda em relação a cada parâmetro que pode ser
aprendido. Uma atualização de um parâmetro é formulada da seguinte maneira:

w := w – α ∗ ∂L
∂w

(4)

Onde w representa cada parâmetro que pode ser aprendido, α é uma taxa de
aprendizado e L uma função de perda.

Figura 28 – Descida do gradiente.

Fonte – Adaptado de (YAMASHITA et al., 2018).

Devido às limitações de memória, os gradientes da função de perda em relação
aos parâmetros são calculados usando um subconjunto do conjunto de dados de
treinamento conhecido como mini-lote. Esse método é chamado descida de gradiente
de mini-lote, também conhecido como Stochastic Gradient Descent (SGD), onde o
tamanho do mini-lote é um hiperparâmetro. Muitas melhorias no algoritmo de descida
de gradiente foram propostas e amplamente utilizadas, como: SGD with momentum,
RMSprop, e Adam (QIAN, 1999; KINGMA; BA, 2014; RUDER, 2016).

2.3.3.2 Dados e rótulos reais (Data and ground truth labels)

Os dados são os componentes mais importantes para o aprendizado profundo
ou outros métodos de aprendizado de máquina. Os dados são divididos em três con-
juntos: treinamento, validação e conjunto de testes. O conjunto de treinamento é usado
para treinar a rede. O conjunto de validação é usado para avaliar o modelo durante
o processo de treinamento, ajustar os hiperparâmetros e fazer a seleção do modelo.
O conjunto de testes é usado apenas uma vez no final do processo para avaliar o
desempenho do modelo final. Por outro lado, os rótulos reais são os resultados ideais
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esperados no processo, neste caso será definido como a classe correta esperada na
classificação.

2.3.3.3 Overfit

O Overfit é gerado quando um modelo aprende casos particulares do conjunto
de treinamento. Um exemplo é mostrado na Figura 29a, em que o modelo acaba
memorizando ruídos irrelevantes em vez de aprender o sinal, como é o caso correto
do modelo mostrado na Figura 29b.

Figura 29 – (a) Modelo com overfit e (b) Modelo correto.

(a) (b)

Fonte – O autor.

O overfit é um dos principais desafios do aprendizado de máquina, uma vez
que um modelo com overfit não pode ser generalizado; por isso, uma série de técnicas
foram propostas para ajudar a mitigá-lo:

a. Mais dados de treinamento: a melhor solução para reduzir o overfit é obter mais
dados de treinamento. Um modelo treinado em um conjunto de dados maior
geralmente generaliza melhor.

b. Aumento de dados: é um processo de modificação de dados de treinamento por
meio de transformações aleatórias, como inversão, translação, corte, rotação e
exclusão aleatória para gerar variabilidade nas imagens de treinamento (ZHONG
et al., 2017).

c. Regularização com dropout ou weight decay : o dropout é uma técnica de regu-
larização na qual algumas ativações selecionadas aleatoriamente são definidas
como zero durante o treinamento, para que o modelo se torne menos sensível a
pesos específicos na rede (GILL et al., 2020). O weight decay, também conhecido
como regularização L2, reduz o excesso de ajuste penalizando a magnitude do
modelo, para que os pesos obtenham apenas valores pequenos.

d. Normalização por lotes: é um tipo de camada suplementar que normaliza adap-
tativamente os valores de entrada da próxima camada, atenua o risco de overfit,
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além de melhorar o fluxo de gradiente pela rede, permite maiores taxas de apren-
dizado e reduz a dependência da inicialização (IOFFE; SZEGEDY, 2015).

2.3.4 Monitorização do processo de aprendizagem

Existem várias quantidades úteis para monitorar durante o treinamento da rede
neural. Os gráficos mostrados abaixo permitem visualizar o comportamento das dife-
rentes configurações de hiperparâmetros durante o processo de treinamento. O eixo x
dos gráficos estão em unidades de época, que medem quantas vezes todos os exem-
plos foram visualizados durante o treinamento. É preferível rastrear épocas em vez de
iterações, pois o número de iterações depende da configuração arbitrária do tamanho
do lote (KARPATHY, 2020c).

2.3.4.1 Função de perda

A primeira quantidade útil para rastrear durante o treinamento é a perda. A Fi-
gura 30 mostra um diagrama que relaciona a perda com o tempo. A imagem representa
os efeitos de diferentes taxas de aprendizado. Com baixas taxas de aprendizado (linha
azul), as melhorias serão lineares. Com taxas de aprendizado muito altas (linha ama-
rela), há uma divergência de aprendizagem. Com altas taxas de aprendizado (linha
verde) diminuirão a perda mais rapidamente, mas ficam presas nos piores valores de
perda. Isso ocorre porque há muita “energia” na otimização e os parâmetros estão flu-
tuando caoticamente, incapazes de se estabelecer em um local adequado no cenário
da otimização (KARPATHY, 2020c).

Figura 30 – Relação da perda com a taxa de aprendizado.

Fonte – Adaptado de (KARPATHY, 2020c).

2.3.4.2 Precisão do treinamento/validação

A precisão do treinamento/validação é a segunda quantia importante a seguir
durante o treinamento. Este diagrama pode fornecer informações valiosas sobre a
quantidade de overfit no modelo. Dois casos possíveis são mostrados na Figura 31.
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A curva de erro de validação azul mostra muita pouca precisão de validação em com-
paração com a precisão do treinamento, indicando um forte overfit onde a precisão
de validação pode até começar a diminuir após algum ponto. Para resolver isso, é
necessário aumentar a regularização. O outro caso é quando a precisão da validação
segue muito bem a precisão do treinamento. Este caso indica que a precisão é baixa,
e é necessário aumentar o numero de parâmetros.

Figura 31 – Diagrama da relação entre precisão de treinamento/validação.

Fonte – Adaptado de (KARPATHY, 2020c).

Por outro lado, um bom ajuste é identificado quando a precisão do treinamento
e da validação aumentam até um ponto de estabilidade com um intervalo mínimo entre
os dois valores finais. A precisão quase sempre será maior no conjunto de dados de
treinamento do que no conjunto de dados de validação, o que significa que um certo
intervalo deve ser esperado entre as duas curvas (BROWNLEE, 2019). O diagrama na
Figura 32 mostra um caso de um bom ajuste.

Figura 32 – Exemplo de um bom ajuste entre a precisão de treinamento e a precisão
de validação.

Fonte – Adaptado de (BROWNLEE, 2019).
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2.3.5 Funções de uma CNN

CNNs podem ser usados para vários fins, como: classificar imagens, classificar
cada pixel de uma imagem com uma determinada classe, conhecido como segmen-
tação semântica, detectar objetos em imagens com sua localização e detectar e seg-
mentar ao mesmo tempo. Este projeto visa a classificação, onde tanto a classificação
de imagens por reconhecimento de objetos quanto a segmentação semântica podem
ser úteis.

2.3.5.1 Classificação de imagem por reconhecimento de objetos

Classificar uma imagem é atribuir uma ou mais classes a uma imagem de
entrada de um conjunto fixo de classes. O processo de atribuição de várias classes
a uma imagem é conhecido como classificação de rótulos múltiplos (multi-tag). Um
exemplo é mostrado na Figura 33, onde o ovo é classificado como normal ou quebrado
e como sujo ou limpo.

Figura 33 – Classificação multi-tag.

Fonte – O autor.

Para classificar uma imagem, dois componentes principais devem ser conside-
rados: uma função de pontuação, que mapeia os valores de pixel de uma imagem
para as pontuações de confiança de cada classe, e uma função de perda, que quanti-
fica a concordância entre as pontuações previstas e as classes corretas (KARPATHY,
2020d). O primeiro passo é definir a função de pontuação. Possivelmente, a função
mais simples para obter esse mapeamento é através de um mapeamento linear.

Um classificador linear possui dois componentes: o primeiro é a imagem geral-
mente descrita por x representando os dados de entrada, e o segundo é um conjunto
de parâmetros ou pesos normalmente descritos com a letra W. Cada xi é associada
a uma classe yi onde i = 1...N e yi ε 1...K. N é o número de exemplos cada um com
uma dimensão D e K as diferentes classes. Os parâmetros x e W são unidos a partir
de uma função f :

f (xi , W , b) = Wxi + b (5)

Onde xi tem todos os seus pixels achatados em um único vetor de coluna da
forma [D x 1]. A matriz W de tamanho [K x D] e o vetor b de tamanho [K x 1]. O
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parâmetro b é conhecido como vetor de viés porque influencia as pontuações de saída,
mas sem interagir com os dados reais xi .

O classificador linear calcula a pontuação de uma classe como uma soma pon-
derada de todos os seus valores de pixel nos 3 canais de cores. Dependendo da
precisão dos valores estabelecidos para esses pesos, a função tem a capacidade de
diferenciar determinadas cores em determinadas posições da imagem. Na Figura 34, é
apresentado um exemplo de mapeamento de uma imagem para pontuação de classe.
Para facilitar a explicação, é assumido que a imagem tem apenas 4 pixels monocro-
máticos, os canais de cores não são considerados por simplicidade e 3 classes: gato
(amarelo), cão (roxa) e navio (verde). Os pixels da imagem são esticados em uma
coluna e a multiplicação da matriz é realizada para obter as pontuações para cada
classe. O conjunto de pesos W foi escolhido aleatoriamente; nesse caso, é obtido um
cão com a pontuação mais alta como resposta.

Figura 34 – Mapeando uma imagem para as pontuações da classe.

Fonte – Adaptado de (STANFORD, 2017b).

Uma maneira de interpretar os pesos W é que cada linha de W corresponde a
um modelo para uma das classes. A pontuação para cada classe de uma imagem é
obtida comparando cada modelo com a imagem usando um produto interno ou produto
pontual um por um para encontrar o que melhor se encaixa. A Figura 35 mostra um
exemplo de modelos obtidos no final de um treinamento com CIFAR-10 (KRIZHEVSKY
et al., 2009). Pode-se observar que o modelo “navio” contém muitos pixels azuis.
Portanto, este modelo dará uma pontuação alta toda vez que for comparado com
imagens de navios no oceano com um produto interno.

O classificador linear tem algumas desvantagens, uma delas é que a combina-
ção de várias imagens gera distorções dos objetos nos modelos finais. Um exemplo
dessa distorção é observado no modelo associado ao “cavalo” na Figura 35, onde o
modelo acabou sendo um cavalo com duas cabeças, esse resultado foi obtido porque
no conjunto de treinamento havia imagens de cavalos orientados nas duas direções:
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esquerda e direita. Outra desvantagem é observada no modelo associado ao “carro”,
onde o modelo final acabou sendo vermelho, o que sugere que nos dados de trei-
namento havia mais carros vermelhos do que qualquer outra cor. Por esse motivo, o
classificador será muito fraco para diferenciar e classificar carros de cores diferentes.

Figura 35 – Exemplo de pesos aprendidos no final do aprendizado para CIFAR-10.

Fonte – Adaptado de (KARPATHY, 2020b).

Uma rede neural pode lidar com esses tipos de problemas, pois pode desenvol-
ver neurônios intermediários em suas camadas ocultas que detectam tipos específi-
cos de carros. Por exemplo, um carro verde à esquerda, um carro azul na frente. Os
neurônios na próxima camada poderiam combiná-los em uma pontuação de carro mais
precisa, usando uma soma ponderada de detectores de carros individuais (KARPATHY,
2020b).

Uma vez que a função de pontuação é definida, a próxima etapa é definir a
função de perda (Loss function). Considerando a Figura 34, verificou-se que o con-
junto específico de pesos nesse exemplo não foi muito bom, os pixels na imagem de
entrada representavam um gato, mas a pontuação do gato saiu muito baixa (-96.8) em
comparação com outras classes. Nesta etapa, a infelicidade desses resultados será
medida, com base em uma função de perda. A perda será alta quando o classificador
não obtiver bons resultados. Há várias maneiras de definir os detalhes da função de
perda entre as mais comuns estão:

a. Multinomial Logistic Regression (Softmax): Tem a característica de definir as
saídas f(xi , W) de maneira intuitiva como probabilidades de classe normalizadas.
O Softmax tem a seguinte forma (KARPATHY, 2020d):

Li = –log

(
efyi∑
j efi

)
(6)

onde a notação fj está sendo usada para significar o j-ésimo elemento do vetor
de pontuação da classe f.
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O Softmax interpreta as pontuações do vetor de saída f como probabilidades de
log não normalizadas (Figura 36a). Encontrando o exponencial desses resultados
não normalizados (Figura 36b) e dividindo pela soma das probabilidades log
não normalizadas, obtém-se um vetor de pontuações em que as probabilidades
somam um (Figura 36c). Como o objetivo da função Softmax é tornar a resposta
verdadeira o mais próximo possível de 1, uma função monotônica como (log)
é usada, porque é matematicamente mais fácil maximizar, no entanto, como
as funções de perda medem o mal e não o bem, é por isso que a função de
log negativo é usada para direcionar a resposta na direção certa. Obtendo o
resultado mostrado na Figura 36d.

Figura 36 – Exemplo concreto mostrando as etapas para encontrar as pseudo probabi-
lidades associadas a cada classe usando o classificador Softmax.

Fonte – Adaptado de (STANFORD, 2017c).

b. Perda de entropia cruzada (Cross-entropy loss): esta função de perda é ampla-
mente utilizada, é rápida, confiável e funciona perfeitamente quando se tem um
ou mais de dois classes na saída. Esta função aplica o conceito de probabili-
dades logarítmicas usadas por a função Softmax junto a função Negative Log
Likelihood (NLL), que basicamente seleciona a perda negativa onde a classe é
verdadeira. Para entender como o NLL funciona, um exemplo é apresentado na
Tabela 1, as colunas 2 e 3 mostram o resultado das probabilidades logarítmicas
obtidas usando Softmax para 5 entradas com duas classes (0 e 1), na coluna 4 é
apresentada a classe correta de cada entrada e na coluna 5 é mostrado o resul-
tado da perda escolhida. Como pode ser visto, apenas a ativação da coluna que
contém a classe correta é selecionada, com isso se tem uma função de perda
que mostra o quão bem cada classe está sendo prevista. Não é necessário con-
siderar as demais colunas, pois conforme definido pela função Softmax, todas as
ativações somam 1 menos a ativação correspondente à classe correta. Portanto,
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tornar a ativação da classe correta o mais alto possível significa que também
está-se diminuindo a ativação das colunas restantes. NLL é basicamente este
processo, exceto que considera o negativo [-0.6024, -0.4979, . . . ]. Finalmente,
tomando a média das perdas, obtém-se a perda de entropia cruzada.

Tabela 1 – Exemplo de uso de Softmax com NLL.

Entrada Softmax Classe
correta PerdaClasse 0 Classe 1

0 0.602469 0.397531 0 0.602469
1 0.502065 0.497935 1 0.497935
2 0.133188 0.866811 0 0.133188
3 0.99664 0.003361 1 0.003361
4 0.595949 0.404051 1 0.404051

Fonte – Adaptado de (HOWARD, 2020a).

2.3.5.2 Segmentação semântica

Neste processo, uma imagem é inserida e uma classe é obtida para cada pixel
na imagem. Por exemplo, no caso da Figura 37, espera-se que cada pixel da imagem
receba uma classe: fundo, ovo, sujeira ou algum outro tipo de classe predefinida.

Figura 37 – (a) Imagem de entrada (b) Imagem de saída, fundo: preto, ovo: vermelho
e sujeira: verde.

(a) (b)

Fonte – O autor.

Este processo é computacionalmente caro se apenas CNNs simples forem usa-
das, visto que uma imagem com a mesma resolução da imagem de entrada deve
ser obtida como saída. Isso implicaria em realizar várias operações de convolução
com grandes filtros que consumiriam muita memória. É por isso que a rede utilizada
para este processo é dividida em duas partes, uma primeira parte para amostragem
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reduzida (Downsampling) e uma segunda parte para amostragem ascendente (Up-
sampling) (Figura 38). As arquiteturas CNN simples são usadas na primeira parte da
rede para produzir representações abstratas da imagem de entrada. Na segunda parte
da rede as representações de imagens abstratas são obtidas usando várias técnicas
que permitem que as dimensões da imagem de entrada sejam adquiridas novamente,
este tipo de rede é conhecida codificador-decodificador.

Figura 38 – Rede codificador-decodificador.

Fonte – Adaptado de (STANFORD, 2017a).

Entre as técnicas mais utilizadas para amostragem ascendente neste tipo de
rede estão: o vizinho mais próximo (Figura 39a) que pega um valor de pixel de entrada
e é copiado para os vizinhos K mais próximos, onde K depende da saída esperada,
Bed of Nails (Figura 39b) onde o valor do pixel de entrada é copiado na primeira po-
sição da imagem de saída e as posições restantes são preenchidas com zeros, e o
MaxUnpooling (Figura 40) onde o índice do valor máximo de cada camada de agrupa-
mento é salvo durante a etapa de codificação, este índice é usado novamente na etapa
de decodificação, onde o pixel de entrada é atribuído ao índice salvo, preenchendo as
outras posições com zeros.

Figura 39 – Técnicas de amostragem ascendente.

(a) (b)

Fonte – Adaptado de (STANFORD, 2017a).
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Figura 40 – MaxUnpooling

Fonte – Adaptado de (STANFORD, 2017a).

Como convoluções são realizadas na primeira parte da rede, é necessário rea-
lizar convoluções transpostas no processo de decodificação, essas convoluções pos-
sibilitam aumentar a amostra do mapa de características de entrada para um mapa
de características de saída. Para explicar como funciona, é considerado um mapa de
características 2x2 que será amostrado em um mapa de características 4x4 (Figura
41), a convolução transposta funciona um pouco diferente da convolução normal, neste
caso, em vez de fazer um produto interno entre a entrada e o kernel, o que é feito é
pegar cada valor do mapa de características de entrada como um escalar e multiplicá-
lo pelos valores do kernel, esses valores são copiados para o mapa de características
de saída. Este processo é realizado para todos os valores do mapa de características
de entrada, em caso de sobreposição entre os valores são simplesmente somados.

Figura 41 – Processo de convoluções transpostas.

Fonte – O autor.

2.3.6 Arquiteturas

Existem várias arquiteturas no campo das redes convolucionais. Os mais co-
muns são (KARPATHY, 2020a):

a. LeNet (LECUN et al., 1998): desenvolvida por Yann LeCun, essa arquitetura
foi uma das primeiras aplicações bem-sucedidas das redes convolucionais da
década de 1990. Foi usada para ler códigos postais, dígitos, etc.
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b. AlexNet (KRIZHEVSKY et al., 2012): desenvolvida por Alex Krizhevsky, Ilya Suts-
kever e Geoff Hinton. AlexNet foi o primeiro trabalho que popularizou as redes
convolucionais em visão artificial. Essa rede apresenta uma arquitetura muito
semelhante à LeNet, porém é mais profunda, maior e apresenta camadas convo-
lucionais empilhadas umas sobre as outras, anteriormente era comum ter uma
única camada CONV sempre seguida imediatamente por uma camada de POOL.

c. ZFNet (ZEILER, Matthew D; FERGUS, Rob, 2014): desenvolvida por Matthew
Zeiler e Rob Fergus. Tornou-se conhecido como ZFNet (abreviação de Zeiler &
Fergus Net). Foi uma melhoria do AlexNet, ajustando os hiperparâmetros da ar-
quitetura; isso foi alcançado aumentando o tamanho das camadas convolucionais
médias e reduzindo o tamanho do stride e do filtro na primeira camada.

d. GoogLeNet (SZEGEDY et al., 2015): desenvolvida por Szegedy et al. do Google.
Sua principal contribuição foi o desenvolvimento de um módulo inicial que reduziu
drasticamente o número de parâmetros na rede (4M, comparado ao AlexNet
com 60M). Além disso, essa arquitetura usa o Average Pooling em vez das
camadas totalmente conectadas na parte superior da CNN, eliminando uma
série de parâmetros sem importância. Existem várias versões de rastreamento
do GoogLeNet, sendo a mais recente a Inception-v4.

e. VGGNet (SIMONYAN; ZISSERMAN, 2014): desenvolvida por Karen Simonyan e
Andrew Zisserman. Sua principal contribuição foi demonstrar que a profundidade
da rede é um componente crítico para o bom desempenho. A melhor rede contém
16 camadas CONV/FC e apresenta uma arquitetura extremamente homogênea
que executa apenas convoluções 3x3 e agrupamento 2x2 do início ao fim. Uma
desvantagem do VGGNet é que é mais caro avaliar e usa muito mais memó-
ria e parâmetros (140M). Esses parâmetros podem ser reduzidos removendo a
primeira camada FC do modelo sem afetar seu desempenho.

f. ResNet (HE et al., 2016): rede residual desenvolvida por Kaiming He et al. Pos-
sui conexões especiais de omissão (Identity Shortcut Connections ou Residual
Blocks) e uso intenso da normalização por lotes. Atualmente, as ResNets são
modelos de rede neural convolucional de ponta e são a opção padrão para usar
CNNs na prática (KARPATHY, 2020a). Essa arquitetura consegue treinar uma
rede com até 152 camadas, com uma complexidade final menor que a VGGNet.

g. Squeeze-and-Excitation Networks (SENet) (HU et al., 2018): desenvolvida por Jie
Hu et al. É uma melhoria da arquitetura ResNet. Essa arquitetura adicionou um
módulo de “feature recalibration” que recalibra adaptativamente as respostas das
características do canal, modelando explicitamente as interdependências entre
os canais. Eles demonstraram que o empilhamento de vários blocos conhecidos
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como Squeeze-and-Excitation (SE) pode criar arquiteturas que se generalizam
extremamente bem em conjuntos de dados desafiadores com custo computacio-
nal mínimo.

Em 2010, foi criado um desafio de reconhecimento visual conhecido como Ima-
geNet Large Scale Visual Recognition Challenge (ILSVRC) (RUSSAKOVSKY et al.,
2015); este desafio significou uma importante referência na classificação e detecção
de classes de objetos em um banco de dados com milhões de imagens, apesar do
fato de que o desafio não é mais realizado desde 2017, é um pilar fundamental para
visualizar a trajetória de cada uma das arquiteturas e as diferentes melhorias obtidas
ao longo dos anos. Na Figura 42, é apresentada uma comparação das arquiteturas ven-
cedoras do desafio ILSVRC, onde é possível ver que em 2012, a arquitetura AlexNet
foi a primeira a introduzir aprendizado profundo, conseguindo superar outras arquite-
turas por uma margem significativa. A partir dessa data, arquiteturas cada vez mais
profundas começaram a ser utilizadas, obtendo melhores resultados, como foi o caso
da arquitetura ResNet que venceu o desafio em 2015, com um total de 152 camadas
alcançou uma taxa de erro de 3.57. Finalmente, no último ano, a melhor taxa de erro
alcançada foi de 2.3 obtida pela arquitetura SENet.

Figura 42 – Vencedores do Desafio ILSVRC.

Fonte – (FEI-FEI et al., 2020).

A Figura 43 mostra uma comparação entre a complexidade envolvida nos mo-
delos mencionados e algumas de suas versões. Na Figura 43a, é feita uma compara-
ção de desempenho em termos de precisão, na qual o GoogLeNet com sua versão
Inception-V4 (Resnet + inception) alcançou a melhor precisão entre os outros modelos.
Na Figura 43b é feita uma comparação entre a complexidade computacional desses
modelos, o eixo y representa a precisão, o eixo x representa o número de operações
utilizadas; portanto, mais à direita representa um maior custo computacional e, o tama-
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nho do círculo, representa o uso da memória, ou seja, quanto maior o uso da memória,
maior será o círculo. Os círculos cinza são usados como referência. Nesta figura, pode-
se observar que os modelos VGG (círculo verde) são os modelos menos eficientes,
pois ocupam a maior memória e utilizam o maior número de operações, no entanto,
possuem boa precisão. O GoogLeNet (azul escuro), o mais eficiente nessa compara-
ção, além de um pequeno círculo para uso da memória. No caso do ResNet, possui
uma eficiência moderada, dependendo do modelo, está no meio, tanto em termos de
memória quanto de número de operações e presentam alta precisão.

Figura 43 – Uma análise de modelos de redes neurais profundas para aplicações prá-
ticas, 2017.

(a) (b)

Fonte – (CANZIANI et al., 2016).

Para este projeto, foram selecionadas as arquiteturas GoogLeNet e ResNet a
serem avaliadas. O GoogLeNet foi selecionado por ser uma das arquiteturas mais
eficientes de acordo com a Figura 43b em relação ao número de operações e uso
de memória. A arquitetura ResNet não só tem alta precisão, mas também tem gran-
des vantagens, uma delas é que permite implementar redes profundas sem arriscar a
perda do gradiente quando o erro é retropropagado, e também é possível implemen-
tar uma técnica de otimização de hiperparâmetros de entrada, que permite ajustar
durante o treinamento a taxa de aprendizado entre uma faixa de valores. Alguns dos
componentes principais destas arquiteturas são descritos abaixo:

2.3.6.1 GoogLeNet

A arquitetura completa do GoogLeNet é apresentada na Figura 44, esta arqui-
tetura usa um modelo CNN inspirado em LeNet, e introduz o conceito não sequencial
“Inception module”, este módulo desmonta as camadas individuais e realiza operações
de convolução paralelas com diferentes tamanhos nos filtros que são posteriormente
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concatenados. Essas pequenas convoluções reduzem drasticamente o número de
parâmetros e tornam o treinamento mais fácil. Para evitar que a rede muito profunda
morra devido ao esvanecimento de gradiente, os autores introduziram classificadores
intermediários. Eles são representados pelos blocos amarelos na Figura 44. Esses
classificadores assumem a forma de redes convolucionais menores que permitem que
as perdas das camadas intermediárias sejam adicionadas à perda total. GoogLeNet
tem 9 módulos iniciais empilhados linearmente. Possui 22 camadas de profundidade,
27, incluindo camadas de agrupamento e usa o agrupamento médio global no final do
último bloco de inicialização.

Figura 44 – Arquitetura GoogLeNet.

Fonte – (SZEGEDY et al., 2015).

2.3.6.2 ResNet

ResNet apresenta uma estrutura de aprendizagem residual para facilitar a for-
mação de redes substancialmente mais profundas a partir do uso de Identity shortcut
connections (residual blocks). O objetivo dos residual blocks na ResNet é impedir que
a rede, muito profunda, morra por esvanecimento de gradientes1. A ResNet usa, em
um determinado ponto, um sinal que é a soma do sinal produzido pelas duas camadas
convolucionais anteriores mais o sinal transmitido diretamente do ponto anterior para
essas camadas, unindo um sinal processado a uma etapa antes do processamento
(Figura 45).

Figura 45 – Identity shortcut connections.

Fonte – (HE et al., 2016).

1 Perda de erro durante a retropropagação
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A ideia geral da arquitetura ResNet é uma estrutura de quatro tipos de blocos
de camadas, enumerados de 0 a 3, que podem ser usados para construir redes de
diferentes profundidades. ResNet50, por exemplo, usa uma configuração (3, 4, 6, 3). A
Figura 46 mostra uma visão abstrata de uma arquitetura com uma configuração (3, 3,
3, 3).

Figura 46 – Visão abstrata de uma arquitetura ResNet com uma configuração (3, 3, 3,
3).

Fonte – (VON WANGENHEIM, 2020b).

A Figura 47 resume os diferentes modelos específicos de ResNet descritos na
literatura:

Figura 47 – Modelos específicos de ResNet

Fonte – (HE et al., 2016).

2.3.6.3 Arquiteturas para segmentação semântica

Entre as arquiteturas mais utilizadas para segmentação semântica estão Unet
(RONNEBERGER et al., 2015) e SegNet (BADRINARAYANAN et al., 2017). A arqui-
tetura Unet foi o primeiro modelo proposto para segmentação, este modelo apresenta
a mesma arquitetura de uma rede convolucional típica. No entanto, ela não possui as
camadas totalmente conectadas. A Unet possui um grande número de canais com
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características extraídas na etapa de Upsampling (Figura 20), isso permite que a rede
propague mais informações sobre o contexto da imagem para as camadas superiores.

Figura 48 – Arquitetura Unet.

Fonte – Adaptado de (RONNEBERGER et al., 2015).

A arquitetura SegNet é muito semelhante ao Unet, é composta por camadas
codificadoras e decodificadoras (Figura 49), cada codificador aplica convolução, nor-
malização por lote e uma não linearidade, em seguida, aplica o agrupamento máximo
no resultado, enquanto armazena o índice do valor extraído de cada janela. Os deco-
dificadores são semelhantes aos codificadores, a diferença é que eles não possuem
uma não linearidade e fazem uma amostragem maior de sua entrada, utilizando índi-
ces armazenados no estágio de codificação. A saída é enviada para um classificador
Softmax que fornece a previsão final.

Figura 49 – Arquitetura SegNet.

Fonte – Adaptado de (BADRINARAYANAN et al., 2017).

Para este projeto, a arquitetura Unet foi selecionada para aplicar a segmentação
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semântica graças à sua grande flexibilidade e compatibilidade com as bibliotecas
empregadas neste trabalho.

2.3.7 Transfer Learning

É improvável treinar um CNN do zero, porque é difícil ter um conjunto de dados
de tamanho suficiente. Por esse motivo, é comum pré-treinar uma CNN em um conjunto
de dados muito grande, como o ImageNet, que contém 1,2 milhão de imagens com
1000 classes e, em seguida, usar a rede como um extrator de características para a
tarefa de interesse. Esse processo é conhecido como transfer learning e apresenta
três cenários principais (KARPATHY, 2020e):

a. CNN como extrator de características fixo: seleciona-se uma CNN pré-treinada
em um conjunto de dados, como ImageNet, depois, é removida a última camada
totalmente conectada. Os resultados dessa camada são as pontuações das 1000
classes de ImageNet e o restante da CNN é empregado como extrator de ca-
racterísticas fixo para o novo conjunto de dados. Por último, um classificador
linear. Por exemplo, um classificador SVM ou Softmax é treinado para esse novo
conjunto.

b. Fine-tuning: nesta fase, o classificador é treinado novamente na parte superior da
CNN no novo conjunto de dados e os pesos da rede pré-treinada são ajustados
com o algoritmo de retropropagação. É possível ajustar todas as camadas da
CNN ou manter algumas das camadas anteriores fixas e ajustar apenas uma
parte da rede de nível superior. Mantendo as camadas anteriores fixas, é pos-
sível preservar as camadas que executam tarefas genéricas, como detecção de
bordas, detecção de manchas de cores, entre outras atividades que podem ser
úteis para qualquer aplicativo. No entanto, as camadas de nível superior precisam
ser ajustadas, pois são mais específicas aos detalhes das classes no conjunto
de dados original.

c. Modelos pré-treinados: como o treinamento de uma CNN em ImageNet pode
demorar entre 2 e 3 semanas, é comum encontrar bibliotecas como o Model Zoo
de Caffe (LAPUSCHKIN, 2019), onde as pessoas compartilham seus pesos para
uso público.

Quando o conjunto de dados de destino é significativamente menor que o con-
junto de dados de base, o transfer learning pode ser uma ferramenta poderosa para
permitir o treinamento de uma grande rede sem overfit (YOSINSKI et al., 2014). No pre-
sente projeto a biblioteca Fastai foi utilizada para realizar o treinamento dos modelos,
os detalhes gerais desta biblioteca são apresentados no apêndice A.
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2.4 MÉTRICAS DE AVALIAÇÃO DE DESEMPENHO

Para avaliar o desempenho dos algoritmos utilizados neste trabalho e validar
o treinamento, foram escolhidas as métricas mais utilizadas em trabalhos de aprendi-
zado de máquina e segmentação semântica. Essas métricas são: Acurácia, Precisão,
Recall, F1-score e Intersection over Union (IoU), além disso foi considerado o tempo
de execução de cada algoritmo. Essas métricas são descritas com mais detalhes nas
subseções a seguir.

2.4.1 Acurácia

É a medida de desempenho mais intuitiva e é basicamente a razão entre as
observações preditas corretamente e as observações totais (JOSHI, 2016).

2.4.2 Precisão

A precisão denota a proporção prevista de casos positivos que são corretamente
verdadeiros positivos, ou seja, entre todos os casos previstos como positivos, quantos
são verdadeiros (POWERS, 2020). É representada por (7).

Precisão =
VerdadeiroPositivo

VerdadeiroPositivo + FalsoPositivo
(7)

2.4.3 Recall

Mede a capacidade de classificar todas as amostras positivas (JOSHI, 2016).
Recall calcula quantos positivos reais o modelo captura, rotulando-o como positivo (ver-
dadeiro positivo). Quanto mais próximo de 1, melhor será a previsão. É representada
por (8).

Recall =
VerdadeiroPositivo

VerdadeiroPositivo + FalsoNegativo
(8)

2.4.4 F1-score (Jaccard index)

É definida como a média harmônica entre Precisão e Recall. Essa métrica é
uma medida geral da precisão de um modelo, combinando precisão e Recall usando
(9). Ter um resultado próximo a 1 em F1 significa que se tem poucos falsos positivos e
poucos falsos negativos. Portanto, identifica corretamente os resultados reais e não é
afetado por resultados falsos (JOSHI, 2016).

F1 = 2x
Precisão ∗ Recall
Precisão + Recall

(9)
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2.4.5 IoU

IoU, também conhecido como índice de Jaccard, é uma das métricas mais
comuns usadas para comparar a similaridade entre formas arbitrárias. Esta métrica
mede a similaridade e diversidade entre conjuntos de amostras finitas a partir da sua
intersecção e união, tal como se vê em (10).

IoU =
alvo ∩ predição
alvo ∪ predição

(10)

IoU foi a métrica implementada para medir o desempenho dos modelos na
segmentação semântica. Neste caso, a acurácia não foi usada, pois pode fornecer
resultados inúteis no processo de análise. Para apoiar esta afirmação é proposto o
cenário mostrado na Figura 50, a imagem 50b corresponde à segmentação correta da
imagem 50a, neste caso o modelo está tentando segmentar navios em uma imagem
de satélite. O modelo obteve a imagem 50c como saída, supondo que haja um total
de 100 pixeis na imagem e 90 deles associados ao fundo, resulta em uma acurácia
de 90 % ( 90

100) como resposta, que aparentemente é bom, porém, neste caso não, o
modelo não está conseguindo segmentar corretamente a imagem. Por outro lado, com
a métrica IoU é obtido 45 % (barcos = 0

(0+10)–0 = 0, fundo = 90
(100+90–90 = 0, 9, média

dos dois resultados = (0+0,9)
2 = 0, 45), o que é mais preciso com a realidade da previsão

resolvendo o problema do desequilíbrio de classes.

Figura 50 – Exemplo de Segmentação de uma imagem.

(a) Imagem de entrada (b) Segmentação correta (c) Segmentação prevista

Fonte – Adaptado de (TIU, 2019).
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3 TRABALHOS RELACIONADOS

Este capítulo apresenta alguns dos principais trabalhos relacionados com o
desenvolvimento de soluções tecnológicas para a detecção e classificação de defeitos
em ovos comercias utilizando visão computacional.

Para determinar o estado da arte do presente projeto, foi definida a seguinte
questão de pesquisa: Que soluções foram propostas para a detecção e/ou classificação
de defeitos em ovos comerciais, utilizando a visão computacional?. Quando executada
em bibliotecas digitais como: IEEEXplore, Science Direct, ACM Digital Library, Springer
Link, entre outros, resultou em 66 artigos que, quando analisados sob os critérios de
inclusão e exclusão, renderam 38 artigos para leitura completa. Um breve resumo dos
resultados encontrados na literatura é feito abaixo.

Embora as etapas de processamento dos ovos, como a coleta e embalagem,
tenham sido automatizadas, ainda é necessário continuar estudando a detecção de
defeitos nos ovos na etapa de classificação. Os três principais defeitos de qualidade
incluem fissuras na casca, manchas internas de sangue e manchas externas de sujeira.
Em relação à detecção de fissuras, está comprovado que, em circunstâncias comer-
ciais, sensores mecânicos rápidos e não destrutivos podem ser utilizados para esse
fim (MERTENS et al., 2011), bem como o uso de técnicas acústicas (DE KETELAERE
et al., 2000; JIN et al., 2015). Para a detecção de manchas de sangue interno, são
utilizados métodos espectrais em que o valor sanguíneo pode ser calculado de acordo
com o método descrito por (GIELEN et al., 1979), usando o comprimento de onda
específico para a hemoglobina (577 nm) e um comprimento de onda de referência
(610 nm) (MERTENS et al., 2011). Para detecção de sujeira, geralmente são usadas
várias câmeras digitais (GOODRUM; ELSTER, 1992) que, usando iluminação uniforme
e um sistema de processamento de imagem digital adequado, podem detectar não
apenas sujeira nos ovos, mas também discriminar entre diferentes fontes de sujeira
como fezes, gema, sangue etc.

Em particular, o uso de técnicas ópticas como os sistemas de visão artificial tem
mostrado um crescimento exponencial neste campo, graças aos avanços no processa-
mento de imagens e à adaptação de métodos baseados em aprendizado de máquina.
Estes sistemas integram tecnologias na área da eletromecânica (hardware), instrumen-
tação óptica (iluminação e aquisição de imagem) e processamento de imagem por
computador (software). A sua utilização trouxe vantagens como a alta velocidade de
resposta e precisão, proporcionando análises com alta flexibilidade e repetibilidade
principalmente na indústria.

Até agora, uma grande variedade de algoritmos tem sido desenvolvida para
classificação de ovos e detecção de defeitos. No ano 2000 (GARCÍA-ALEGRE et al.,
2000), descobriram que subtraindo a estimativa de fundo obtida por meio da filtragem
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média dos formatos [(R - B) / (R + B)] a imagem diferencial de cor padronizada pode
ajudar a melhorar as manchas de sujeira na casca do ovo (Figura 51). Este trabalho
obteve uma precisão media na classificação de 87 % com um tempo de processamento
aproximado de 100 ms.

Figura 51 – (a) Imagem original, (b) Plano de cor verde, (c) Região de interesse da
casca de ovo, (d) Imagem [(R-B) / (R + B)], (e) Subtração da casca de ovo
para d) e (f) Imagem binária da casca de ovo.

Fonte – (GARCÍA-ALEGRE et al., 2000).

Para melhorar os resultados do trabalho anterior, foi realizada uma nova inves-
tigação (RIBEIRO et al., 2000), na qual foi proposto um algoritmo de classificação
baseado em Algoritmos Genéticos (AG). O algoritmo usou um processo de divisão de
imagens para calcular iterativamente o número de pixels defeituosos usando algorit-
mos evolutivos (Figura 52). Os antecedentes das regras de classificação foram obtidos
por meio de um método de aprendizado baseado em exemplos. Este trabalho obteve
melhores resultados na classificação em relação ao trabalho anterior.

Figura 52 – Processo de decomposição de imagem.

Fonte – (RIBEIRO et al., 2000).

Em (NAKANO et al., 2001), não apenas procuraram detectar manchas de sujeira,
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mas também detectaram outros defeitos como ovos fissurados, ovos quebrados e ovos
com sangue interno. Técnicas simples de processamento de imagens foram utilizadas
nos algoritmos propostos, tais como: detecção de bordas, eliminação de componentes
de ruído, entre outros. Este foi um dos estudos que funcionou em tempo real mais
completo e com as maiores percentagens de sucesso obtidas: 97,3 % na detecção de
sujeira, 96,8 % na detecção de fissuras, 98,5 % na detecção de ovos quebrados e
95,8 % na detecção de sangue interno. No entanto, o algoritmo obteve bons resultados
em ovos com casca branca, seu desempenho diminuiu para ovos com casca marrom.

Em (FEYAERTS et al., 2001) tentaram detectar manchas de sujeira nos ovos
marrons, diretamente na linha de produção, usando uma aproximação do contorno
dos ovos (elipse tted) (Figura 53), mas esse algoritmo não obteve bons resultados,
especialmente devido ao alto número de falsas rejeições (ver Tabela 2).

Figura 53 – Aproximação dos contornos dos ovos por elipses.

(a) Imagem de origem
(b) Área de interesse após ajuste

do contorno da elipse

Fonte – (FEYAERTS et al., 2001).

Tabela 2 – Resultados classificação.

Estado Real Aceitar Programado Rejeitar
Aceitar 84,0 3,8 12,2

Programado 42,5 30,0 27,5
Rejeitar 34,5 7,4 58,1

Fonte – (FEYAERTS et al., 2001).

Quatro anos depois, (MERTENS, Kristof et al., 2005) projetaram um sistema de
detecção fora de linha usando visão computacional para identificar diferentes tipos de
sujeira na casca de ovo marrom, incluindo manchas escuras (fezes), manchas brancas
(ácido úrico), sangue e gema. Os algoritmos propostos usaram técnicas clássicas de
processamento de imagens, como o uso de histogramas para realizar a limiarização
e a otimização do contraste e brilho das imagens, um filtro de partículas também foi
aplicado para descartar pequenas manchas causadas por pigmentação ou pequenas
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irregularidades na casca do ovo. A classificação foi baseada em operadores lógicos
padrão como mostrado no Quadro 4. O sistema de visão projetado mostrou uma
precisão de 99 % para a detecção de manchas de sujeira, a maior precisão alcançada
em aplicativos fora de linha.

Quadro 4 – Algoritmos propostos.

Etapa de processa-
mento Manchas brancas Manchas escuras Manchas de sangue Manchas de gema

Imagem colorida

Pré-processando

Operador lógico:
(imagem original)
XOR (cor vermelha)
Cor da subtração:
verde

Extração de plano
de cor Plano azul Plano vermelho Plano vermelho Plano de saturação

Imagem em escala de cinza

Otimizando valo-
res de brilho e
contraste

Equalização do histo-
grama do intervalo de
31 a 248 Correção
gama: 2,0

Equalização do histo-
grama do intervalo de
0 a 185

Equalização do histo-
grama do intervalo de
77 a 181

Equalização do histo-
grama do intervalo de
27 a 210

Limiar 150 145 150 80
Imagem binária

Máscara de imagem
Filtro de partícula
Análise de partícu-
las

Máscara de imagem
0 a 5 pixels
Contagem de pixels

Máscara de imagem
0 a 5 pixels
Contagem de pixels

Máscara de imagem
0 a 5 pixels
Contagem de pixels

Máscara de imagem
0 a 5 pixels
Contagem de pixels

Fonte – (MERTENS, Kristof et al., 2005).

Até aqui, os estudos encontrados tinham como objetivo detectar sujeira, fissuras
ou sangue interno; em 2008, foi encontrado um estudo para avaliar a forma do ovo
(HAVLÍČEK et al., 2008). Esta é uma característica indispensável para classificar os
ovos por sua geometria. Para encontrar a forma do ovo, este estudo usou duas aborda-
gens: na primeira abordagem, alguns parâmetros geométricos do ovo foram medidos
manualmente, como o comprimento do ovo (L) e sua largura máxima (W). Além disso,
outros parâmetros como índice de forma, área superficial e volume de ovos foram
considerados. Como a medição direta precisa desses últimos parâmetros represen-
tava um problema bastante difícil, o estudo propôs diferentes fórmulas com diferentes
coeficientes e valores para encontrar esses parâmetros. A segunda abordagem foi a
medição quantitativa da forma através da pontuação dos componentes principais dos
Elliptic Fourier descriptors (EFDs) empregando análise de imagem. As imagens foram
submetidas a um processamento simples, como a conversão em escala de cinza e
sua respectiva binarização. Os descritores de Fourier foram obtidos a partir da imagem
binária (Figura 54). O estudo afirmou que o uso dos cinco primeiros componentes
principais fornece um bom resumo dos dados e representa 100 % da variação total.
Onde foi verificado que mais de 99 % das variações na forma dos ovos podem ser
explicadas pelos quatro primeiros componentes e mais de 87 % da variação total da
forma pode ser contabilizada na proporção comprimento/largura. Foi verificado pelas
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duas abordagens que é possível uma descrição simples, mas satisfatória, da forma do
ovo.

Figura 54 – a) Imagem original, imagem em escala de cinza e imagem binária. O
retângulo branco situado na parte superior da imagem representa uma
escala de medida, b) Contorno do ovo a partir dos descritores de Fourier.

(a) (b)

Fonte – (HAVLÍČEK et al., 2008).

Em (MACHADO et al., 2009) desenvolveram uma série de algoritmos para a
detecção, o monitoramento, a contagem e a classificação de ovos, sob quatro defeitos
externos: sujeira, fissuras, manchas de sangue e vazamentos de gema, e um defeito
interno: pontos de sangue. Os algoritmos propostos usaram técnicas clássicas de
processamento de imagens. Para realizar a segmentação, eles usaram um método
conhecido como Subtração de Fundo Adaptativo, que identifica as partes da imagem
que estão em movimento, como no caso dos ovos. Uma vez identificados os ovos, os
algoritmos de detecção de defeitos são executados. Para detectar defeitos externos,
tais como sujidade, foi utilizado o método de componentes conexos para identificar a
região do defeito (Figura 55). Desta região, foi extraído um vector característico, cons-
tituído pelas médias estatísticas e variações estatísticas das cores RGB (Figura 56).
Este vector foi introduzido numa rede neural artificial MLP para efetuar a classificação.

Figura 55 – Resultado da etapa de segmentação dos defeitos externos.

Fonte – (MACHADO et al., 2009).
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Figura 56 – Extração de características.

Fonte – (MACHADO et al., 2009).

Para a detecção de fissuras, foi realizada uma análise de detecção de bordas,
em que cada borda foi comparada com um limiar para definir a presença ou ausência
de fissuras. Por último, para detectar defeitos internos como manchas de sangue, a
segmentação foi feita com base na extração de uma gama de valores de cor na escala
RGB com valores de 170 a 220 para o canal vermelho, 80 a 180 para o canal verde
e 80 a 160 para o canal azul (Figura 57a). O processo seguinte foi o mesmo que o
utilizado para a detecção de sujidade (Figura 57b). A abordagem proposta foi avaliada
obtendo taxas de precisão de 100 % na contagem de ovos, 75,6 % em detecção de
sujeira, 73,3 % na detecção de trincas, 78,5 % na detecção de manchas de sangue,
62,5 % na detecção de vazamentos de gemas e 50 % na detecção de pontos de
sangue para ovos brancos.

Figura 57 – a) Segmentação das manchas de sangue interno, b) Resultado da etapa
de segmentação dos defeitos internos.

(a) (b)

Fonte – (MACHADO et al., 2009).
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Em (DEHROUYEH et al., 2010), foi proposto um algoritmo baseado no proces-
samento de imagens para detectar manchas de sangue interno e sujeira da casca
de ovo sob diferentes iluminações. Eles foram um dos primeiros a usar o espaço de
cores HSI, especialmente o histograma relacionado ao matiz (H) para a detecção
de manchas de sangue. A partir de uma série de testes, eles descobriram que em
ovos intactos, o matiz tinha mais frequência entre 40 e 60, nos ovos com mancha
de sangue concentrada, o histograma tinha um matiz na faixa de 200 a 359, por-
que a mancha parecia escura e próxima da cor preta. Finalmente, nos ovos onde
o sangue se espalhou dentro do ovo como mostrado na Figura 58c, o componente
do matiz tinha mais frequência entre 0 e 20. Por outro lado, para a detecção de su-
jeira, foi empregado o método de detecção de bordas Canny e depois, uma análise
de componentes conexos para a tomada de decisões foi feito. Este trabalho obtive
uma precisão media na diferenciação de manchas de sangue interno de 91 % e de
85,66 % para manchas de sujeira.

Figura 58 – (a) Uma amostra intacta, (b) e (c) amostras defeituosas.

Fonte – (DEHROUYEH et al., 2010).

Em (LUNADEI et al., 2012) desenvolveram um aplicativo fora de linha que com-
binava oportunamente imagens monocromáticas para detectar trincas e manchas de
sujeira nos ovos. Este estudo propôs que, para obter uma imagem com alta discrepân-
cia entre os valores de pixel do fundo do ovo e os pontos de sujeira, era necessário
extrair o canal azul (B, 430- 490 nm) do canal vermelho (R, 620-780 nm) (R me-
nos B (R - B)) como mostrado na Figura 59. O algoritmo para a detecção de sujeira
foi baseado em técnicas simples, como o método Otsu, para realizar a binarização
das imagens, operações morfológicas para eliminar possíveis ruídos e intensificar as
possíveis manchas e métodos de rotulagem para fazer a classificação. O algoritmo
conseguiu classificar corretamente quase 98 % das amostras com um tempo de pro-
cessamento de aproximadamente 50 ms, sendo o menor tempo possível relatado em
aplicativos fora de linha.
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Figura 59 – Imagens digitais adquiridas a 560 nm (à esquerda), imagens R - B (no
centro) e histogramas de imagens R - B de uma casca de ovo com fezes
brancas (painel superior) e com manchas escuras naturais (painel inferior).

Fonte – (LUNADEI et al., 2012).

Em (OMID et al., 2013), foi desenvolvido um sistema inteligente baseado em
lógica difusa e técnicas de visão artificial para a classificação dos ovos por tamanho e
tipo de defeito. Os defeitos detectados foram manchas de sangue internas, fissuras e
quebras na casca do ovo. O espaço de cor HSV foi utilizado para obter características
visuais durante a fase de segmentação da imagem. Técnicas simples no processa-
mento de imagens, tais como operações morfológicas e contagem de píxeis foram
utilizadas para determinar o tamanho dos ovos. Para identificar fissuras foi utilizado o
método de detecção de bordas LoG e para o reconhecimento da mancha de sangue
foram baseados no método proposto em (DEHROUYEH et al., 2010). Como método
de classificação um Fuzzy Inference System (FIS) foi utilizado (Figura 60a). O sistema
classificou o ovo em cinco classes, excelente (A), bom (B), médio (C), ruim (D) e des-
perdício (E) (Figura 60b). Quatro variáveis (fissura, mancha de sangue, tamanho e
quebra) foram definidas como entradas para o sistema Fuzzy.

Para a fissura da casca do ovo, foram definidos quatro conjuntos difusos, sem
fissura (NC), rachadura baixa (LC), rachadura média (MC) e rachadura alta (HC) (Fi-
gura 60c) e para o tamanho, foram especificadas três séries: pequenas, médias e
grandes (Figura 60d). A precisão obtida foi de 95 % para a detecção de tamanho, 94,5
% para a detecção de fissuras y 98 % para a detecção de quebra. Quanto à detecção
de sangue interno, basearam-se apenas na precisão relatada em (DEHROUYEH et al.,
2010), que foi de 91 %. A precisão geral do modelo FIS para a classificação de ovos
foi de 95,4 %.
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Figura 60 – O modelo FIS desenvolvido.

Fonte – (OMID et al., 2013).

Entre 2014 e 2017, a maioria dos artigos encontrados foram aplicativos fora de
linha que não excederam a detecção de mais de um defeito como é apresentado no
Quadro 5.

Quadro 5 – Trabalhos entre 2014 e 2017

Trabalho Acurácia obtida na detecção de defeitos e
características do ovo Técnica empregada

Fissuras Quebra Sujeira Sangue
interno Tamanho

(WARANUSAST
et al., 2016) . Não avaliado Não avaliado Não avaliado Não avaliado 80,4 %

Técnicas clássicas
de processamento de
imagem

(ZALHAN et al.,
2016) Não avaliado Não avaliado Não avaliado Não avaliado 96 %.

Técnicas clássicas
de processamento de
imagem

(PRIYADUMKOL
et al., 2017), 94 % Não avaliado Não avaliado Não avaliado Não avaliado

Técnicas clássicas
de processamento de
imagem

(ABDULLAH et
al., 2017) 90.6 % Não avaliado Não avaliado Não avaliado Não avaliado

Técnicas clássicas
de processamento
de imagem e Sup-
port Vector Machine
(SVM) para classifica-
ção.

Fonte – O autor.

Até este momento, a maioria dos trabalhos usava técnicas clássicas de proces-
samento de imagens, nas quais eram estabelecidos limites fixos para a tomada de
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decisões, por exemplo, se a área da mancha for maior que x, o ovo é considerado
sujo. Outros trabalhos utilizaram métodos ligeiramente mais avançados para realizar
a classificação, como treinamento de redes neurais, sistemas difusos, classificadores
SVM, entre outros. Uma exceção notável foi apresentada em (SHIMIZU et al., 2017)
que não era apenas destinada à detecção de vários defeitos nos ovos, mas também foi
o primeiro e único artigo encontrado que utilizava técnicas de aprendizagem profundo
para esse fim. Este estudo aplicou uma CNN para a inspeção de qualidade dos ovos,
discriminada em seis categorias: ovo bom, ovo em crescimento fraco, ovo sem gema,
ovo morto, ovo com câmara de ar incomum e ovo invertido (Figura 61).

Figura 61 – Um exemplo de conjunto de dados de ovo

Fonte – (SHIMIZU et al., 2017).

Procurou-se não apenas classificar defeitos nos ovos, mas também determinar
entre dois conjuntos de dados, qual dos dois conjuntos era melhor para alimentar a
rede. O primeiro conjunto consistiu em imagens dos ovos capturados em um único
ângulo e o segundo conjunto forneceu 4 ângulos diferentes para cada ovo, conforme
mostrado na Figura 62. Como resultado, foi obtida uma precisão total na classificação
para o primeiro conjunto de 89 % e para o segundo conjunto de 92,3 %.

Figura 62 – Fotografia do ovo e imagens de entrada.

Fonte – (SHIMIZU et al., 2017).

No ano 2019, foram encontrados dois artigos para aplicação em tempo real,
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um deles foi (GUANJUN et al., 2019) onde se concentraram em determinar apenas
rachaduras na casca do ovo. Para detectar rachaduras, eles usaram uma série de
métodos (Figura 64), começando com o operador negativo LoG para suprimir o ruído
na imagem. Junto com esse método, o operador Laplace foi usado para obter a imagem
binária. Como método de segmentação, foi utilizado o limiar de histerese com dois
limiares (limiar alto = 70 e limiar baixo = 20). Finalmente, o índice melhorado Local
Fitting Image (LFI) foi usado para identificar fissuras. Esse índice foi composto por um
total de 100 rachaduras de diferentes formas e direções, além de 100 regiões sem
rachaduras. Como resultado, eles obtiveram uma taxa de sucesso na detecção de
fissuras de 92,5 %.

Figura 63 – Fluxograma do algoritmo de identificação de trinca de ovo baseado em
visão artificial.

Fonte – (GUANJUN et al., 2019).

Outro dos artigos foi (ALON, 2019) onde propuseram uma série de algoritmos
para detectar várias rachaduras, sujeira e defeitos nos ovos. Eles usaram técnicas sim-
ples de processamento de imagem, como transformações de formato (RGB para HSV
para detecção de sujeira e RGB para YIQ para detecção de trincas), normalização de
imagem, filtragem e binarização. Após os testes, o sistema obteve taxas de sucesso
entre [90 e 93,3] % na determinação da presença de rachaduras ou sujeira nos ovos.

Como consideração final, é necessário destacar os equipamentos utilizados na
maioria dos processos. Para a captura das imagens foi empregado um compartimento
com iluminação controlada, onde os ovos eram apoiados em rolos rotativos. À medida
que os ovos se movem ao longo das linhas de transporte, várias imagens são cap-
turadas para garantir a inspeção de toda a área do ovo. Para a detecção de defeitos
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internos, como manchas de sangue, ausência de gema ou rachaduras na casca do ovo,
foram utilizadas lâmpadas alógenas maiores ou iguais a 50 W. Para destacar defeitos
externos, como sujeira, foram utilizadas lâmpadas incandescentes ou fluorescentes de
cor amarela ou branca. Essas lâmpadas estavam localizadas na parte superior ou nas
laterais do compartimento. Finalmente, câmeras monocromáticas ou coloridas CCD
foram usadas para capturar as imagens.

Figura 64 – Equipamentos geralmente utilizados nos processos.

Fonte – Adaptado de (GUANJUN et al., 2019).
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4 DESENVOLVIMENTO DO PROJETO

Este capítulo apresenta a metodologia proposta para o desenvolvimento de um
sistema automático de inspeção visual de defeitos em ovos comerciais. É apresentada
uma descrição dos materiais implementados e dos algoritmos desenvolvidos para a
classificação dos ovos.

A primeira etapa da metodologia foi definir o conjunto de requisitos para o desen-
volvimento do sistema de inspeção visual de ovos, requisitos levantados em conjunto
com a empresa Plasson do Brasil responsável pelo desenvolvimento de soluções em
equipamentos e serviços para avicultura e suinocultura. Adicionalmente, foi realizado
um mapeamento sistemático da literatura com o objetivo de adquirir informações rele-
vantes sobre os métodos propostos e os equipamentos utilizados até o momento para
detectar e/ou classificar defeitos em ovos comerciais. A lista de requisitos funcionais e
não funcionais definidos para este trabalho se apresentam a seguir:

a. Requisitos funcionais:

• O sistema de inspeção deve classificar ovos brancos e vermelhos de acordo
com as quatro categorias apresentadas no Quadro 6. Os defeitos de sujeira,
geometria e fissuras foram selecionados por serem os defeitos mais comuns
em ovos.

• O sistema de inspeção deve permitir definir o grau de sujeira a ser descar-
tado, desde pequenas manchas até descartar apenas manchas maiores
de sujeira nos ovos. Esse requisito foi definido porque algumas indústrias
preferem apenas realizar a classificação dos ovos muito sujos e passar para
a linha de embalagem os ovos com pequenas manchas que não afetam a
qualidade do produto. É por isso que a opção deve ser deixada em aberto
para decidir se deve descartar todos os tipos de manchas ou tamanhos
específicos de manchas.

• O sistema deve ser capaz de ser configurado para definir as geometrias de
ovo aceitáveis e as geometrias de ovo que devem ser rejeitadas.

b. Requisitos não funcionais:

• O motor associado ao sistema que permite a movimentação dos ovos deve
operar a uma frequência de 60 Hz. Nessa frequência com o hardware de
inspeção usado na indústria é possível processar em média 4.1 ovos por se-
gundo. Este requisito foi definido de acordo com a operação real do sistema.

• O sistema deve ser compatível com o módulo de transporte de ovos uti-
lizados na indústria. Neste caso os ovos são apoiados em rolos cônicos
posicionados simetricamente em uma corrente giratória.
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Quadro 6 – Categorias a serem classificadas pelo sistema de inspeção.

Categoria Observações Imagem

Ovos normais

Ovos limpos, que podem apresentar
pequenas manchas de sujeira, mas
não prejudicam a aparência geral
limpa do ovo. Essas manchas não de-
vem cobrir mais do que 1/32 da super-
fície do ovo. Ovos com formato apro-
ximadamente normal e que não apre-
sentem fissuras na casca.

Ovos sujos

Ovos com manchas de sujeira que
cobre aproximadamente mais do que
1/32 da superfície do ovo são consi-
derados levemente sujos e ovos com
mais do que 1/4 de sujeira são consi-
derados muito sujos.

Divisão da superfície do ovo.

Fonte - (HAUVER, 1961).

Ovos com geometria
anormal

Ovos que têm uma geometria dife-
rente de uma forma circular normal.

Ovos fissurados Ovos com furos na casca ou grandes
fendas.

Fonte – O autor.

A partir da lista de requisitos e das informações coletadas no mapeamento
sistemático, foi desenhado um protótipo para a inspeção visual dos ovos. Este protótipo
é composto por dois módulos principais, um módulo associado a um compartimento
fechado para garantir condições de iluminação constantes na captura das imagens e
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um módulo de movimentação que permite a rotação e translação dos ovos através
do compartimento por meio de uma série de rolos cônicos dispostos simetricamente
sobre uma corrente rotativa. Foi criado um novo banco de imagens em formato BGR
com duas câmeras posicionadas na parte superior do compartimento fechado, essas
câmeras adquiriam imagens com resolução de 1280 x 1024 pixels que capturam entre
0 a 18 ovos cada.

Para este projeto, diversos métodos de detecção e classificação de defeitos em
ovos comerciais foram propostos utilizando técnicas clássicas e técnicas baseadas
em aprendizagem profundo. Os algoritmos com técnicas clássicas foram o resultado
de uma hibridização e modificação de diferentes algoritmos propostos na literatura.
Para o desenvolvimento das técnicas baseadas em aprendizagem profundo, optou-se
por implementar dois métodos, o primeiro método foi a classificação de imagens e o
segundo método foi a segmentação semântica, avaliando diferentes arquiteturas de
CNNs com diferentes profundidades ResNet18, ResNet34, ResNet50 e GoogLeNet.
Essas arquiteturas foram selecionadas com base nos requisitos de velocidade e preci-
são de acordo com uma análise realizada em (STANFORD, 2017d). Todos os modelos
de aprendizagem profundo foram pré-treinados no banco de imagens ImageNet e
treinados no banco de dados criado para este projeto.

Os métodos propostos foram submetidos a duas fases de experimentação, a
primeira fase destinou-se a avaliar o desempenho de cada modelo individualmente
utilizando as métricas de avaliação apresentadas na seção 2.4. A segunda fase de ex-
perimentação consistiu na comparação de todos os métodos propostos, tanto clássicos
quanto baseados em aprendizagem profunda, em um único conjunto de dados, a fim
de responder às questões de pesquisa levantadas neste projeto. Esses experimentos
e seus resultados são descritos com mais detalhes no Capitulo 5.

4.1 MATERIAIS

Esta seção descreve os componentes do sistema de aquisição desenvolvido
para este trabalho e as informações gerais da base de imagens obtida para o desen-
volvimento dos algoritmos.

4.1.1 Sistema de aquisição

Observando os requisitos a serem atendidos, foi proposto um sistema de aquisi-
ção de imagens empregando diferentes componentes eletromecânicos. O projeto de tal
sistema foi elaborado de forma a atender especificações levantadas junto à empresa
parceira, de modo a ser compatível com componentes, equipamentos e condições
reais de utilização na indústria.

O sistema de aquisição é composto por um compartimento fechado de (500 x
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500 x 500) mm com paredes brancas, de forma a garantir uma iluminação uniforme e
evitar qualquer efeito da luz ambiente. Uma iluminação direcional foi escolhida dentro
do compartimento colocando duas lâmpadas tabulares em duas paredes paralelas do
compartimento. Como tipo de iluminação, optou-se pela iluminação LED por fornecer
luz difusa e apresentar diversas vantagens conforme mencionado na seção 2.1. Foram
utilizadas lâmpadas com uma potência de 18 W com uma temperatura de cor de
6500K. Para capturar as imagens, foram selecionadas duas câmeras industriais Basler
acA1300-60 gc com lente varifocal de 4-12 mm e zoom manual de 1/2 polegada.
As câmeras foram posicionadas na parte superior do compartimento e conectadas a
um computador através de uma conexão GigE para transferência de dados. Essas
câmeras adquirem imagens em RGB a 60 fps com resolução de (1280 x 1024) px.
Seis colunas de ovos foram colocadas em rolos cônicos de 335 mm de comprimento
com um intervalo de 28 mm entre eles dispostos simetricamente em uma corrente de
rolamento.

A corrente é girada com um motor trifásico que movimenta os roletes. Este mo-
vimento permite que cada ovo seja movido para frente juntamente com um movimento
de rotação em torno do eixo A-A’, conforme mostrado na Figura 65. As câmeras são
acionadas a partir de um pulso externo gerado por um Controlador Lógico Programável
(CLP) que permite que as capturas sejam sincronizadas em relação ao movimento da
corrente de rolamento.

Figura 65 – Protótipo para inspeção de ovos usando visão computacional.

Fonte – O autor.

Os ovos também foram iluminados por baixo. Para isso, foram selecionadas
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lâmpadas LED dicróicas de 25 W com temperatura de cor de 6500 K. Essas lâmpadas
foram instaladas na parte inferior do compartimento conforme mostrado na Figura 66.
Para evitar reflexos de luz, cada lâmpada foi posicionada abaixo de uma base com
orifícios localizados em cada ovo.

Figura 66 – Iluminação inferior no protótipo para inspeção.

Fonte – O autor.

Maiores detalhes dos componentes e da implementação assim como imagens
do protótipo construído são apresentados no apêndice B.

4.1.2 Criação da Base de Imagens

O sistema de aquisição foi utilizado na criação de uma base de imagens, uti-
lizada ao longo do desenvolvimento dos algoritmos descritos no presente trabalho.
Neste sistema cada câmera captura 6 linhas por 3 colunas de ovos conforme mostrado
na Figura 67.

Figura 67 – Captura de imagens pelo sistema de inspeção desenvolvido.

Fonte – O autor.




