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RESUMO

Identificar um caminho navegável é uma função importante em um sistema de navegação visual,
podendo ter diferentes aplicações práticas, como: veículos autônomos, sistemas de assistência
ao motorista ou localização e mapeamento. Para essa tarefa há dois objetivos principais que são:
encontrar o caminho à frente do veículo e identificar obstáculos nesse caminho. Isso pode ser
alcançado por diferentes tipos de sensores, sejam de visão ativa (lasers) ou visão passiva (câme-
ras). Alguns desafios devem ser considerados: ambiente em constante alteração, mudanças de
iluminação, alterações no tipo de terreno, presença de diferentes obstáculos, buracos ou poças
de água no caminho. Além disso, é possível observar pelo estado da arte que a grande maioria
dos trabalhos tem como cenário estradas de países desenvolvidos, Europa ou América do Norte,
apresentando poucos danos e variações na superfície da estrada. Esse trabalho tem como obje-
tivo utilizar visão passiva, com base em imagens, para a identificação de um caminho navegável,
considerando variações na superfície do terreno como tipo de pavimento e danos. Esta tese pro-
põe o uso de técnicas específicas de Visão Computacional e Aprendizado de Máquina para a
resolução desses problemas. Como resultados deste trabalho foram geradas duas revisões sis-
temáticas da literatura, uma com foco na detecção de caminho e outra com foco na detecção de
obstáculos. Uma base de imagens para testes e validação também foi criada para os experimen-
tos, com mais de 60 mil frames. Utilizando imagens dessa nova base, foram criados três novos
Ground Truth (GT), sendo dois GTs para abordagens de classificação de imagens como: tipos
de superfície e qualidade da superfície, e o último GT para abordagem de segmentação de ima-
gem, com foco na segmentação da estrada e das características da estrada. Também foram feitas
anotações em imagens de outras bases, principalmente para um GT com foco na detecção dos
objetos com informações de movimento e profundidade. Foram consideradas três abordagens
experimentais. A primeira visou identificar as características de obstáculos não relacionados à
superfície da estrada, como por exemplo: outros veículos e pedestres. Nessa abordagem foram
utilizadas informações obtidas por um detector de objetos gerado pela arquitetura de rede neural
Mask R-CNN, e com base nos objetos detectados foram extraídos os dados de distância e mo-
vimento com a utilização de Visão Estéreo e Optical Flow. Na segunda abordagem com foco
na superfície da estrada, foi desenvolvido um classificador de tipos de superfície e qualidade de
estrada. Nessa abordagem foi realizado um pré-processamento das imagens, definindo uma Re-
gião de Interesse (ROI) e também replicando as imagens com variações de iluminação, de modo
a implementar data augmentation para melhoria dos resultados. Em seguida, foi utilizada uma
estrutura de rede neural convolucional (CNN) simples para treinar e classificar as imagens nos
rótulos de tipo de superfície e também de qualidade de superfície. A terceira abordagem, tam-
bém com foco na superfície do caminho, foi a aplicação do GT de segmentação de superfícies
em uma arquitetura CNN conhecida (U-NET com ResNet) com parametrização dos pesos de
cada classe. Os resultados obtidos mostram que é possível utilizar visão passiva para detecção
de caminho em estradas com variações na superfície e com danos.

Palavras-chave: Detecção de Caminho. Detecção de Danos. Detecção de Superfícies. Detec-

ção de Obstáculos. Visão Passiva.





ABSTRACT

Identifying a navigable path is an important function in a visual navigation system and can
have different practical applications, such as: autonomous vehicles, driver assistance systems
or location and mapping. There are two main goals for this task: finding the path ahead of
the vehicle and identifying obstacles along the way. This can be achieved by different types of
sensors, whether they are active vision (lasers) or passive vision (cameras). Some challenges
must be considered: changing environment, changes in lighting, changes in the type of terrain,
presence of different obstacles, potholes or water puddles on the road. In addition, it is possible
to observe from the state of the art that the vast majority of the works are on the roads of de-
veloped countries, Europe or North America, with little variation in the road surface and with
little damage to the road surface. This work aims to use passive vision, based on images, for
the identification of a navigable path, considering variations in the road surface such as type of
pavement and damage. This thesis proposes the use of specific techniques of Computer Vision
and Machine Learning to solve these problems. As a result of this work, two systematic litera-
ture reviews were generated, one focusing on path detection and the other focusing on obstacle
detection. An image dataset for testing and validation was also created for the experiments,
with more than 60 thousand frames. Using images from this new dataset, three new Ground
Truth (GT) were created, two GTs for image classification approaches such as: surface types
and surface quality, and the last GT for image segmentation approach, focusing on road seg-
mentation and the road features. Annotations were also made in images from other datasets,
mainly for a GT with a focus on detecting objects with movement and depth information. Three
main approaches were carried out in experiments. The first one aimed to identify the features
of obstacles not related to the road surface, such as: other vehicles and pedestrians. In this
approach, information obtained by an object detector generated by the Mask R-CNN neural
network architecture was used, and based on the detected objects, distance and movement data
were extracted using Stereo Vision and Optical Flow. In the second approach focusing on the
road surface, a classifier for surface types and road quality was developed. In this approach,
pre-processing of the images was performed, defining a Region of Interest (ROI) and also repli-
cating the images with different lighting variations, such as data augmentation, then a simple
convolutional neural network (CNN) structure was used to train and classify the images on the
surface type and surface quality labels. The third approach, also focusing on the road surface,
was the application of the surface segmentation GT in a known CNN architecture (U-NET with
ResNet) with parameterization of the weights of each class. The obtained results show that it
is possible to use passive vision for road detection on roads with variations in the surface and
with damage.

Keywords: Road Detection. Damage Detection. Surface Detection. Obstacle Detection. Pas-

sive Vision.
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1 INTRODUÇÃO

Técnicas de Processamento Digital de Imagens (PDI) e Visão Computacional (VC)

têm aplicação em diversas atividades e segmentos da sociedade, contribuindo de forma consi-

derável na coleta, interpretação e análise dos dados em imagens. Apesar de normalmente serem

utilizados em conjunto, é necessário discernir seus conceitos. PDI refere-se a um processo, ba-

seado em imagens e operações, podendo gerar um resultado que possibilite a interpretação do

usuário. Já VC é a análise de imagens por um equipamento eletrônico com o objetivo de realizar

uma interpretação, ou seja, simulando a visão humana. As aplicações que utilizam técnicas de

PDI e VC são desenvolvidas em áreas como: sensoriamento remoto, astronomia, área militar,

esportes, segurança, biomedicina e robótica (PEDRINI; SCHWARTZ, 2007).

Diversos trabalhos, acadêmicos e comerciais, dedicam-se a cenários e problemas rela-

cionados à navegação, e podem ter objetivos militar, industrial e civil. Mais especificamente,

as aplicações podem ser para Veículos Autônomos, Sistemas Avançados de Assistência aos

Motoristas (Advanced Driver-Assistance Systems - ADAS) e Localização e Mapeamento Si-

multâneos (Simultaneous Localization and Mapping - SLAM). Análises podem ser feitas com

base nas imagens do trânsito em estradas para a identificação de placas de automóveis, veri-

ficação da velocidade dos veículos em uma determinada faixa, ou até mesmo para verificar a

necessidade de manutenção de determinado trecho de alguma rodovia, por exemplo. Usando

PDI e VC é possível detectar o caminho que pode ser percorrido e os obstáculos que apareçam;

sendo que o ideal é que a detecção de caminho ocorra mesmo com alterações nas características

do caminho, ou seja, não importando o tipo de terreno.

1.1 CONTEXTUALIZAÇÃO DO PROBLEMA

A navegação autônoma de veículos já tem destaque há alguns anos e diversos estudos e

pesquisas são feitos com este enfoque. Mas ainda é uma área desafiadora, pois como o veículo

autônomo pode saber se um terreno é mesmo seguro para ir adiante? Se há uma mudança

nos padrões do terreno, como o veículo pode ter certeza de seguir adiante sem que precise de

uma interferência manual? Outra etapa importante na navegação autônoma é a detecção de

obstáculos, evitando assim acidentes ou colisões.

O objetivo de um sistema de detecção de estrada baseado em VC é possibilitar a de-

tecção da estrada (caminho) com uma fonte de captura que esteja na frente do veículo. Um

sistema de detecção baseado em VC é bastante desafiador, pois lida com cenários abertos e com

o veículo em constante movimento, ocasionando assim problemas de iluminação, mudança

constante do fundo da cena (background), presença de diferentes objetos (veículos, pessoas,

etc.), diferentes cenários e tipos de terrenos (urbanos, rodovias, estradas de terra) (ÁLVAREZ;

GEVERS; LóPEZ, 2009).

Guo, Mita e McAllester (2012) embasam a dificuldade na detecção de caminho pela

VC, justamente pelo grande número de fatores (tipos de terreno, iluminação, condições de
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tempo e clima) que não são facilmente medidos e que influenciam consideravelmente e tem um

grande impacto na detecção de estrada.

Além disso, uma das tarefas mais importante em um sistema de navegação autônoma é

a percepção do ambiente e dos obstáculos contidos neste ambiente. Então um sistema robusto de

veículos inteligentes deve levantar as informações necessárias para a detecção e rastreamento

dos obstáculos, como: posição, tamanho e velocidade que cada obstáculo detectado possui

(DANESCU et al., 2012).

Muitos métodos de detecção de obstáculos baseados em visão objetivam identificar

apenas certos tipos de obstáculos, como por exemplo: somente carros ou somente pedestres.

Isso acaba por ocasionar sistemas com um índice considerável de falsos alarmes de detecção e

que perdem obstáculos que deveriam ser detectados (WON; JUNG, 2012).

Atualmente os casos de grande destaque na navegação autônoma utilizam diversos sen-

sores, não somente câmera (URMSON et al., 2008), (URMSON, 2014b), (URMSON, 2014a)

e (FERNANDES et al., 2014). Sendo que um desses sensores, e talvez o principal, é o LIDAR

(Light Detection and Ranging), que é um laser óptico utilizado para detecção remota de pro-

priedades da luz refletida, de modo a medir distâncias entre o sensor e o objeto alvo (LIDAR,

2015). Nos projetos citados o LIDAR é considerado Class1, que é a categoria de menor impacto

e com comprimentos de onda de 905nm. Em Commission (2001) e STANDARD (2005) é dito

que lasers Class1 quando não têm contato direto com o olho humano durante um período mais

extenso, não representam perigo à retina. Entretanto, em Commission (2001) é apresentado

uma tabela com a categorização dos lasers e os possíveis riscos com o excesso de exposição a

cada um dos níveis. Os lasers com comprimento de onda entre 780nm e 1400nm, que é a faixa

de abrangência do LIDAR, podem causar catarata e queimar a retina. Assim, caso os veículos

autônomos sejam uma realidade no dia a dia civil, LIDAR pode não ser uma solução segura

para uma grande quantidade de veículos, devido ao excesso de exposição sem proteção.

A Visão Passiva (VP) pode ser uma alternativa nesse cenário futuro e pesquisas reali-

zadas com este enfoque, utilizando somente a informação da câmera (imagem capturada) são

feitas a bastante tempo (pelo menos 25 anos (BROGGI; BERTÈ, 1995)), porém são normal-

mente testadas em estradas de asfalto em boa qualidade (frequentemente na América do Norte

ou Europa), e quando avaliadas em outros tipos de terreno, como lajotas ou estrada de terra,

não avaliam as transições entre os tipos de superfície. Essas estradas de boa qualidade também

deixam de lado outros problemas que são encontrados em cenários de baixa qualidade e falta

de manutenção da estrada, como por exemplo: buracos e poças de água.

Segundo a Confederação Nacional do Transporte (CNT) no Brasil, com mais de 107.000

km de rodovias analisadas em 2018 (abrangendo toda a malha rodoviária federal e as principais

rodovias estaduais pavimentadas), 37,0% receberam classificação como Regular, 9,5% como

Ruim e 4,4% como Péssimo em relação ao pavimento. A pesquisa destaca que 75,9% da ex-

tensão analisada apresentou algum problema na superfície da estrada (desgastes, remendos,

ondulações, buracos, etc). Além disso, de acordo com o mesmo material, com base em dados

do Sistema Nacional de Viação (SNV), do total da malha rodoviária do brasil, 87,6% não são
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pavimentadas (CNT, 2018).

Um outro exemplo, um estudo sobre as estradas do Timor-Leste (CABRAL et al.,

2018), mostra que 50% das estradas não são pavimentadas. Esse estudo foi feito como um ma-

peamento das rodovias do país, similar ao feito pela CNT no Brasil, com o auxílio de diferentes

sensores, como: acelerômetro, giroscópio, GPS e outros.

De acordo com um estudo feito pela União Europeia (UE) (FRISONI et al., 2014),

as principais causas de acidentes nas estradas estão relacionadas ao comportamento humano

ao dirigir, como por exemplo: dirigir sem atenção, dirigir alcoolizado, dirigir agressivamente,

etc. Mas mesmo não sendo a principal causa, as condições de superfície de estrada e a falta de

manutenção também podem ser responsáveis por acidentes e grande parte relacionado com a

reação dos motoristas ao encontrarem alguma variação ou dano na superfície do terreno.

Pergunta de Pesquisa: Como identificar um caminho navegável em estradas de baixa

qualidade utilizando apenas visão passiva?

1.2 OBJETIVOS

O objetivo geral deste trabalho é demonstrar a factibilidade de detecção de caminho

navegável em estradas de baixa qualidade, identificando buracos e poças de água, utilizando

captura com base em VP e métodos de VC, PDI e Deep Learning (DL). Adicionalmente, são

definidos os seguintes objetivos específicos:

1.2.1 Objetivos Específicos

• OE1, Identificar o estado da arte em detecção de caminho;

• OE2, Identificar o estado da arte em detecção de obstáculos;

• OE3, Detectar o caminho independente de mudanças no tipo de terreno (ex.: asfalto, terra

e lajota) e mudanças de iluminação (ex.: sombras);

• OE4, Detectar obstáculos no caminho (ex.: carros, pessoas, buracos e poças de água) e

seus movimentos em relação a fonte de captura;

• OE5, Avaliar e Validar os resultados em diferentes bases de casos;

• OE6, Criar uma nova base de casos com mais exemplos de transições de tipos de terrenos,

buracos e poças de água;

1.3 CENÁRIO DE APLICAÇÃO

• Tipos de Terreno e Iluminação: O caminho navegável deve ser detectado em cenários

urbanos e rurais, levando em consideração diferentes tipos de terreno (Figura 1) com base
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em situações de estradas em boas condições de manutenção, deixando de lado problemas na

superfície do caminho, como buracos.

Para realizar a detecção de caminho, serão aplicadas arquiteturas de rede neural convo-

lucional (Convolutional Neural Network - CNN) para classificação e segmentação de imagem,

definindo desta forma, a parte da imagem que é considerada um caminho que pode ser se-

guido, e separando do restante da imagem. E isso deve ocorrer de forma adaptativa, ou seja,

não importando as mudanças no caminho (cor, tipo de terreno, etc.) a detecção deve continuar

acontecendo.

A detecção de obstáculos se dará principalmente pela utilização de técnicas de visão

estéreo (utilização de duas câmeras) para medir a distância de obstáculos em relação às fontes

de captura. E a visão estéreo pode ser útil também para melhorar ou dar robustez à detecção

de caminho. Além do uso de Fluxo Ótico para verificar a direção e intensidade de movimento.

Tudo isso em conjunto com arquitetura de CNN.

1.4.1 Inovação do Trabalho

Com base nos levantamentos do estado da arte, dos últimos dez anos, na área de detec-

ção de caminho navegável, foi possível observar que, apesar de uma considerável quantidade de

trabalhos utilizando VP tanto para a detecção do caminho como para a detecção de obstáculos,

o foco é em estradas em boas condições. Nos poucos trabalhos onde há algum experimento em

estradas de pior qualidade, problemas como buracos na estrada são desconsiderados.

Desta forma, a inovação deste trabalho está na identificação de buracos e poças de água

(como possíveis obstáculos) em um sistema de detecção de caminho navegável, mas principal-

mente na identificação do tipo e qualidade do terreno, sem prejudicar as demais características e

informações relevantes, ou seja, ao detectar um buraco, não comprometer a detecção do restante

do caminho navegável e nem mesmo deixar de detectar outros possíveis obstáculos no caminho.

1.4.2 Contribuições

A principal contribuição deste trabalho está justamente em uma abordagem para a

detecção de buracos e poças de água em um sistema de detecção de caminho navegável em

imagens frontais e horizontais com variações nos tipos de pavimento, identificando essas varia-

ções. As contribuições secundárias são os resultados das duas revisões sistemáticas da literatura

(caminho e obstáculos) e também a construção de uma nova base de casos com diferentes ti-

pos de terreno (incluindo as transições nesses tipos de terreno) e principalmente estradas com

buracos e poças de água.
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1.4.3 Adequação ao PPGCC

Esta tese está inserida na linha de pesquisa em Inteligência Computacional do Pro-

grama de Pós-Graduação em Ciência da Computação (PPGCC) na Universidade Federal de

Santa Catarina (UFSC), que descreve como objetivo: “desenvolver pesquisas na área de criação

de teorias e modelos para a capacidade cognitiva e a implementação de sistemas computacio-

nais baseados nestes modelos, visando a resolução de problemas que necessitam de inteligência

para serem resolvidos.” (PPGCC, 2017).

Mais especificamente esta tese está na Visão Computacional, que permite tanto a capa-

cidade cognitiva com a percepção do ambiente ao seu redor como a implementação de sistemas

computacionais com base nessa percepção. Deste modo, a identificação de caminho navegável

em estradas de baixa qualidade, com método para identificação de buracos, se enquadra nas

metas do PPGCC.

1.5 ESTRUTURA DA TESE

Essa tese está dividida em 7 capítulos. Inicialmente, com a introdução (capítulo 1),

apresentando a contextualização do problema, os objetivos, os cenários de aplicação, a justifi-

cativa, a inovação do trabalho, adequação ao programa de pós-graduação e por fim esta estrutura

geral. O capítulo 2 apresenta a metologia utilizada nesta tese, mais especificamente sobre o mé-

todo utilizado para o levantamento do estado da arte, os materiais utilizados e por fim a forma

de validação. A fundamentação teórica é apresentada no capítulo 3. No capítulo 4 são apresen-

tados os trabalhos relacionados, obtidos principalmente através de duas revisões sistemáticas da

literatura (RSL). O capítulo 5 apresenta as abordagens utilizadas nesta tese para cada problema,

sendo ao todo três diferentes abordagens, também apresenta a nova base de casos utilizada em

duas das abordagens nesta tese. Os resultados obtidos são apresentados no capítulo 6, seguido

pela conclusão da tese no capítulo 7.
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2 METODOLOGIA

O método científico utilizado neste trabalho é o hipotético-dedutivo, proposto pelo filó-

sofo austríaco Karl Popper (POPPER, 2002). Onde a partir de uma hipótese estabelece-se uma

situação ou resultados experimentais que possam negar a hipótese (PENSAMENTO, 2013).

As etapas necessárias são basicamente: 1) O problema, seguido pela 2) solução provisória pro-

posta (teoria-tentativa), onde então pode-se 3) criticar a solução buscando a eliminação de erros,

o que por fim, 4) pode gerar novos problemas e o processo se reinicia (PENSAMENTO, 2013).

Exemplificando o método com o trabalho proposto nesta tese temos por exemplo: A detecção

de caminho (o problema) por VC, que após os resultados em (RATEKE et al., 2014) (solução

provisória) mostrou-se problemática em situações com sombras no caminho (críticas a solu-

ção), e sem analisar problemas como buracos (novos problemas), permitiu um novo ciclo no

método hipotético-dedutivo.

2.1 LEVANTAMENTO DO ESTADO DA ARTE

Esta etapa tem como objetivo levantar o estado da arte na percepção visual para na-

vegação veicular. Deste modo, são realizadas duas Revisões Sistemáticas da Literatura (RSL)

conduzidas com base nos procedimentos descritos em (KITCHENHAM, 2004). A RSL sobre

Detecção de Caminho objetiva identificar os métodos utilizados, tipos de terreno utilizados nos

experimentos, se é adaptivo em mudanças de terreno, se trata sombras e se identifica buracos

e poças de água. A RSL sobre Detecção de Obstáculos objetiva identificar os métodos, quais

tipos de obstáculos detecta e se detecta buracos ou poças como obstáculos.

As RSL são divididas em três fases: 1) Definição, onde os objetivos da pesquisa são

identificados e um protocolo é definido, especificando os procedimentos, bases de dados utili-

zadas e critérios de inclusão e exclusão. 2) Execução, etapa que inclui a busca e seleção dos

trabalhos relevantes de acordo com o protocolo estabelecido na etapa de definição. 3) Análise,

etapa final, que consiste na análise de cada trabalho selecionado na etapa de execução dentro

dos objetivos definidos para RSL.

2.2 MATERIAIS

Para os experimentos foram utilizadas bases de casos com imagens frontais e horizon-

tais de caminhos. Uma das mais utilizadas e citadas em trabalhos relacionados com detecção de

caminho é a base KITTI1 (GEIGER; LENZ; URTASUN, 2012; FRITSCH; KüHNL; GEIGER,

2013; GEIGER et al., 2013; MENZE; GEIGER, 2015) da Karlsruhe Institute of Technology,

que contêm imagens estéreo em tons de cinza e coloridas filmadas na região de Karlsruhe na

Alemanha em áreas rurais, urbanas e rodovias. A base da KITTI apresenta imagens que variam

entre pouca movimentação de veículos e pedestres até situações com muita movimentação.
1 http://www.cvlibs.net/datasets/kitti/raw_data.php
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Apresenta situações com sombras no caminho e variações de iluminação e é, em sua maioria,

em estradas de asfalto com algumas variações com estrada de lajota. Apesar de ser útil para a

detecção de caminho e de obstáculos, de apresentar imagens com sombras e de ser um paralelo

para outros trabalhos correlatos que a utilizaram, a base da KITTI peca em situações de danos

na estrada. Nas imagens da base as estradas estão em boas condições o que dificulta a principal

meta desta tese, detectar um caminho navegável em estradas de baixa qualidade.

Deste modo, uma outra base de casos também é necessária, e a base CaRINA2 (SHIN-

ZATO et al., 2016) do Laboratório de Robótica Móvel (ICMC/USP - São Carlos) tem exata-

mente esse intuito, lidar com cenários mais desafiadores e que representam a realidade de países

em desenvolvimento. Os dados foram obtidos na cidade de São Carlos no estado de São Paulo.

Assim como a base da KITTI também é composta por imagens estéreo, a diferença está justa-

mente na superfície das estradas, com estradas de baixa qualidade e com falta de manutenção.

As imagens foram coletadas durante o dia e com boas condições de iluminação, também há

bastante sombras e transições em tipo de superfície como desafio para a detecção do caminho.

Outras bases de casos foram encontradas, porém não serão utilizadas para os experi-

mentos. A CamVid (BROSTOW; FAUQUEUR; CIPOLLA, 2009) por exemplo, do Computer

Vision Group da University of Cambridge contém somente imagens monoculares, o que im-

possibilita o uso de métodos de visão estéreo e estimativa da distância de objetos em relação à

fonte de captura. Outra base descartada foi a CityScapes (CORDTS et al., 2015), (CORDTS et

al., 2016), pois assim como a KITTI, são imagens de boa qualidade de estradas na Alemanha

e, além disso, os dados que foram possíveis acessar não estavam com frames sequenciais. Uma

base mais antiga, feita na Itália, a DIPLODOC (ZANIN et al., 2004), também com imagens

estéreo, e com estradas em boas condições, sendo, desta forma, também descartada. Por fim,

a OffRoadScene (SHANG et al., 2013) da China, que apesar de ser somente com estradas de

terra, carece de transições e a falta de estradas de asfalto ruins também pode ser sentida. No

entanto, o endereço para acessar essa base de casos está fora do ar e houve tentativas de contato

com os autores para se obter os dados, sem resposta.

Além dos dados da KITTI, que apesar de serem em estradas de boa qualidade, é um

paralelo com diversos trabalhos encontrados no levantamento do estado da arte e dos dados do

CaRINA que apresenta estradas de baixa qualidade. Uma nova base de casos também foi criada,

buscando ter mais dados de estradas em baixa qualidade (principalmente com buracos) e com

variações de terreno de diferentes tipos: asfalto-lajota, asfalto-terra, terra-lajota. Para isso, um

circuito foi definido nas regiões de Águas Mornas - SC (Figura 2), Santo Amaro da Imperatriz

- SC e Palhoça - SC. Esse circuito conta com trechos de asfalto em boa qualidade, trechos de

asfalto de baixa qualidade, incluindo buracos, trechos em lajotas e trechos de estrada de terra,

contando com todas transições entre os diferentes tipos de terreno. Para a coleta foi utilizada

uma câmera de baixo custo, HP Webcam HD-4110.

2 http://www.lrm.icmc.usp.br/dataset
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Figura 2 – Parte do circuito para criação da nova base de casos

Fonte: Desenvolvido pelo autor.

2.3 ESTRATÉGIA DE VALIDAÇÃO

Para os experimentos, foram utilizadas comparações com Ground Truth (GT), ou seja,

com imagens previamente rotuladas (classificadas ou segmentadas) manualmente de modo a

comparar com os resultados obtidos e obter um índice de acerto. Com a base nova, criada para

a tese, foi necessário definir o GT em um conjunto de frames. Foram definidos quatro GTs.

Um para classificação dos tipos de superfície, outro com classificação dos tipos e qualidade do

caminho, utilizando a base nova, a KITTI e a CaRINA. Outro para a segmentação dos tipos

de caminho e outras características no caminho (Segmentação Semântica, ex.: buracos, poças,

etc), utilizando a base nova. E também um GT para a detecção dos objetos com movimento e

profundidade, utilizando as bases KITTI e CaRINA.
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3 FUNDAMENTAÇÃO TEÓRICA

Um sistema de detecção de caminho navegável tem duas tarefas principais que são:

detectar o caminho e detectar os obstáculos nesse caminho. Esse capítulo objetiva apresentar os

principais métodos de VC e Aprendizado de Máquina que são utilizados para essas duas tarefas.

3.1 DETECÇÃO DE CAMINHO

Pode-se definir caminho como: rota, trajeto, rua, estrada, ou seja, uma superfície onde

os veículos podem transitar. Uma estrada pode ser definida como uma estrutura atravessável, li-

near e, na maioria das vezes, com uma cor que é distinta dos arredores que a envolvem, também

se deve estender por uma certa distância em frente ao veículo e ser suficientemente larga. Ou

seja, pode-se utilizar as seguintes propriedades para a detecção de caminho: superfície, borda

e direção. Entretanto, a dificuldade na detecção de caminho reside justamente nas variações

que essas propriedades podem ter, como por exemplo iluminação (sol, sombra) ou alterações

na superfície do caminho (OSOSINSKI; LABROSSE, 2013).

A detecção de caminho é uma das questões-chave no desenvolvimento de um veí-

culo inteligente, por isso muita pesquisa vem sendo feita neste enfoque, inclusive verificando

a viabilidade da utilização de métodos baseados em VC (GUO; YAMABE; MITA, 2013). Na

extração de características do caminho com base nas imagens, pode-se utilizar técnicas de VC

e PDI, mais especificamente, métodos de segmentação, permitindo assim separar toda a região

considerada como caminho do restante da imagem.

Segundo um levantamento feito por Ososinski e Labrosse (2013), devido a grande va-

riabilidade que as superfícies, bordas e direções que um caminho pode ter, alguns trabalhos pro-

põem a utilização de redes neurais treinadas para reconhecer características específicas do cami-

nho diretamente das imagens, como por exemplo os trabalhos de: (JOCHEM; POMERLEAU;

THORPE, 1995) e (POMERLEAU, 1993). Entretanto, conforme Ososinski e Labrosse (2013)

esses trabalhos que tentaram utilizar redes neurais apresentaram dificuldades em construir um

conjunto representativo de formação de imagens ou treinar as redes neurais para aprenderem as

variabilidades das propriedades na detecção de caminho. Buscando superar essas dificuldades,

alguns métodos dependem de processos com treinamentos individuais e que utilizam diferen-

tes parâmetros de rede neural com base no tipo de caminho a ser conduzido (ROSENBLUM,

2000).

Ainda segundo Ososinski e Labrosse (2013), alguns autores buscando maior segurança

e confiabilidade na detecção de caminho optaram por métodos que realizam a extração de carac-

terísticas do caminho, marcações geralmente pintadas nas estradas estruturadas e recentemente

também com relação as bordas de estradas não estruturadas. Esses métodos, no entanto, neces-

sitam de caminhos que tenham marcações ou bordas bem definidas, e isso, em muitos casos não

é possível.

O trabalho de Zhou et al. (2010) categoriza os algoritmos de detecção de estrada em
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três tipos (Figura 3), que consideram diferentes informações para obter o resultado: técnicas

baseadas em características (Figura 3 a), técnicas baseadas em modelo (Figura 3 c) e técnicas

baseadas em regiões (Figura 3 b). As soluções baseadas em características são mais eficazes,

mas requerem que as estradas tenham marcações bem definidas e de fácil identificação, e ruídos

podem interromper todo o processo de detecção. Os baseados em modelo são mais robustos,

entretanto, têm uma grande restrição justamente pela geometria dos modelos. Os mais eficazes

das técnicas baseadas em regiões podem ser vistos como problemas de aprendizado de má-

quina. Utilizando o aprendizado de máquina, pode-se lidar com problemas de ruídos e com as

constantes alterações no ambiente. Nesse caso a maior dificuldade é realizar o treinamento da

máquina para que ela consiga realizar o aprendizado de um novo ambiente.

Figura 3 – Tipos de Detecção de caminho. (a) Baseado em Características; (b) Baseado em Regiões; (c) Baseado
em Modelos.

Fonte: (a) (OZGUNALP; KAYMAK, 2017). (b) (LOOKINGBILL et al., 2007). (c) (ZUO; YAO, 2013).

As técnicas baseadas em regiões tratam, mais especificamente, da extração de infor-

mações de cor e textura dos pixels na imagem capturada, onde se deve, com base na cor dos

pixels, segmentar a imagem em regiões consideradas ou não do caminho.



35

3.2 DETECÇÃO DE OBSTÁCULOS

Uma das tarefas mais importantes em sistemas de percepção visual para navegação

autônoma é a percepção do ambiente e os obstáculos contidos nesse ambiente. Isso é importante

não apenas para o veículo navegar adequadamente, mas também para evitar acidentes. Um

sistema robusto de veículo inteligente deve ser capaz de coletar as informações necessárias para

a detecção e rastreamento de obstáculos, como: posição, tamanho e velocidade relativa que

cada obstáculo detectado apresenta (DANESCU et al., 2012).

Muitos métodos de detecção de obstáculos baseados em visão objetivam identificar

apenas certos tipos de obstáculos, como carros ou pedestres. Isso pode levar a sistemas que

apresentam um número considerável de perdas de obstáculos que devem ser detectados (WON;

JUNG, 2012).

Para a detecção de obstáculos os métodos de Visão Estereoscópica podem ser utiliza-

dos, são técnicas que utilizam as informações capturadas por duas câmeras (fontes de captura)

onde, após uma calibração preliminar, estima-se as relações espaciais entre as duas câmeras

(ZUREIKI; DEVY; CHATILA, 2007). Conhecimento este que permite o cálculo das coordena-

das 3D de um determinado ponto e sua projeção nas imagens por intermédio de uma triangula-

ção simples. Com base nessa projeção, Bleyer (2013) diz que é possível calcular a disparidade

entre os pixels, ou seja, o quanto cada pixel é deslocado de uma imagem em relação à outra.

Além disso, pode-se detectar o movimento dos objetos na cena, buscando prever o

destino de um objeto ou, ainda, se está se aproximando ou se afastando da fonte de captura.

Segundo Sengar e Mukhopadhyay (2017) o objetivo de uma detecção de movimento de objetos

é discriminar os pixels de objetos se movendo em primeiro plano do plano de fundo. Fortun,

Bouthemy e Kervrann (2015) consideram que a análise de movimento é uma das principais ta-

refas na VC, pois a informação trazida pelo comportamento dinâmico dos objetos observados,

ou pelo movimento da própria câmera é um elemento decisivo para a interpretação dos fenôme-

nos observados. Para essa tarefa pode-se utilizar o fluxo ótico (optical flow), que se refere aos

deslocamentos dos padrões de intensidade.

3.3 MÉTODOS E ABORDAGENS

Nesta seção são apresentados alguns dos métodos e abordagens comumente utilizados

nas realizações das tarefas de detecção de caminho e detecção de obstáculos. Variando entre

métodos de VC clássica até os modelos e arquiteturas mais recentes de CNN. Desses métodos,

alguns tem aplicação mais comum para uma das duas tarefas (caminho ou obstáculo) como

por exemplo a segmentação para a detecção de caminho ou visão estéreo para detecção de

obstáculos, mas isso não significa que não possam ser aplicados na outra tarefa, e há trabalhos

que o fazem. O trabalho de (WEDEL et al., 2007) utiliza segmentação para a detecção de

obstáculos. E em (WU; LAM; SRIKANTHAN, 2015) os autores utilizam visão estéreo para a

segmentação do caminho.
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Sendo que as mais utilizadas no contexto de detecção de caminho são as detecções de linhas e

de bordas.

A detecção de bordas deve obter todas fronteiras possíveis na imagem, ou seja, quando

ocorre mudanças bruscas no valor de intensidade entre um pixel e outro, tentando ao máximo

evitar que ruídos na imagem sejam considerados bordas. E podem ajudar, por exemplo, a

encontrar os limites laterais da estrada (Figura 5).

Figura 5 – Detecção de descontinuidades. a) Imagem original. b) Limites da estrada pela detecção de bordas.

Fonte: (AHMED et al., 2008)

3.3.1.2 Segmentação por Crescimento de Regiões

Um dos métodos de similaridade mais usados é a segmentação por crescimento de

regiões. Agrupa pixels ou sub-regiões em regiões maiores. O crescimento de regiões inicia em

relação às coordenadas de entrada sobre uma imagem I(x,y) ou em relação a um ou mais valores

de cor ou intensidade. Essa inicialização é conhecida como seed points (pontos sementes), e a

partir desses pontos crescem as regiões próximas e similares (GONZALEZ; WOODS, 2001).

Os algoritmos de crescimento de regiões dependem muito do contexto da aplicação e também da

métrica de similaridade usada no agrupamento de regiões. O critério de parada para o método

de crescimento por regiões pode variar de acordo com a área da região ou até que não tenha

mais pixels vizinhos que possam ser incluídos na sub-região (GONZALEZ; WOODS, 2001).

Na detecção de estrada os seed points geralmente são coletados na parte inferior da imagem (4

(b), retângulo vermelho), onde é esperado que haja pixels suficientes pertencentes à estrada.

Entretanto, há trabalhos que realizam a captura dos seed points de forma diferente. Por

exemplo, em (NETO; RITTNER, 2006) a imagem é dividida em dez partes com alturas iguais,

em seguida, uma análise é iniciada com a fatia inferior da imagem e passa para cada fatia em

uma sequência ascendente. A técnica Otsu, que busca os limiares ideais de uma imagem, é uti-

lizada nas porções da imagem. Em (ALVAREZ; SALZMANN; BARNES, 2013) um processo

de treinamento manual é realizado previamente, selecionando os pixels pertencentes a estrada.

Em seguida o modelo com base nos pixel selecionados é utilizado para verificar a similaridade

com a estrada.
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3.3.1.3 Segmentação por Corte em Grafos

Aqui a imagem é representada como um grafo, os pixels são os nós, a distância está

relacionada com o peso, aresta sendo a vizinhança/conectividade entre os pixels. A semelhança

sendo representada pelos pesos das arestas, que podem ser definidas como: (nodo1, nodo2,

peso) ou seja: (pixel1, pixel2, distância). Há também dois nodos terminais especiais, podendo

ser o objeto segmentado ou um pixel de fundo (background). Nomalmente, os pixels vizinhos

são conectados por bordas e um mapeamento por grades. As bordas entre os pixels são chama-

das de n-links, onde o n representa os vizinhos. A definição de vizinhança é arbitrária, podendo

ser vertical, horizontal e/ou diagonal (BOYKOV; FUNKA-LEA, 2006).

Em (WANG; REN; YANG, 2016), é proposto um método de detecção de estradas

baseado em uma relação de fronteira previamente calculada, usando também informações de

cores. Este modelo anterior é calculado pela medição de uma distância geodésica com base em

um grafo.

3.3.1.4 Segmentação por Agrupamentos

Refere-se ao agrupamento de um dado conjunto de objetos em subconjuntos de acordo

com as propriedades de cada objeto. Atua sobre um espaço chamado de espaço de atributos,

que representa um espaço de dimensão elevada, onde cada ponto da imagem é representado por

um vetor de atributos, esses atributos são medidas feitas sobre a imagem, como tamanho dos

objetos. A segmentação por aglomeração é dividida em duas etapas, sendo a primeira uma etapa

onde são computados os vetores de atributos e na segunda é determinada um número ótimo de

aglomerados (NEVES; PELAES, 2001). Este método define um rótulo para cada pixel usando

dados diferentes, como: média de cores, valores de brilho e informações de textura (CARAFFI;

CATTANI; GRISLERI, 2007).

Em (LIU et al., 2014), os autores usaram um agrupamento de médias com lógica Fuzzy.

O cálculo da distância entre o centro do agrupamento e um pixel considera o fator de impacto

da vizinhança.

3.3.1.5 Segmentação Superpixel

Em vez de trabalhar apenas no nível de pixel único, a segmentação superpixel permite

reduzir a quantidade de dados, reduzindo a redundância de imagem, para os próximos méto-

dos no pipeline de detecção, porque considera grupos de pixels semelhantes como uma única

entidade, conforme mostrado na Figura 6 (b). Essa técnica é normalmente utilizada como pré-

processamento e deixa as etapas seguintes mais eficientes, trabalhando com grupos de regiões

e não com os pixels individuais (REN; MALIK, 2003) e (ZHANG et al., 2017).
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diferentes condições de iluminação entre as câmeras etc.), regiões sem textura, problemas de

oclusão de objetos, entre outros. outros desafios (AYDIN; AKGUL, 2010). Normalmente,

alguns pressupostos são levados em consideração para a correspondência estéreo:

• Pressuposto de Consistência de Cores: Pixels correspondentes têm a mesma intensi-

dade (cor) nas duas imagens.

• Pressuposto Epipolar: O ponto de correspondência de um pixel tem que ficar na mesma

linha de varredura (horizontal) da outra imagem.

• Pressuposto de Suavidade: Um MD correto, normalmente consiste de regiões de dis-

paridade constantes (ou muito similares), por exemplo, lâmpada, cabeça, mesa. Pode-se

dar esse conhecimento à priori para um algoritmo estéreo na forma de um pressuposto de

suavidade (BLEYER, 2013).

• Segundo Pressuposto de Suavidade: Espacialmente, pixels próximos têm a mesma dis-

paridade ou similar. Por “espacialmente próximos”, quer dizer pixels de uma coordenada

de imagem similar. O pressuposto de suavidade normalmente serve para todos os lugares,

exceto nas fronteiras de disparidade (BLEYER, 2013).

• Pressuposto da Ordenação: A ordem em que os pixels ocorrem é preservada nas duas

imagens.

Métodos de análise de correspondência podem ser classificados como: locais ou glo-

bais. Métodos locais calculam a disparidade de um determinado ponto com base nos valores de

intensidade em uma janela finita. Já os métodos globais, resolvem um problema de otimização

para uma linha de varredura ou uma imagem inteira, considerando uma função de custo global,

sujeita a uma restrição de suavidade. A análise de correspondência é realizada linha por linha.

Cada pixel de interesse na imagem da esquerda é comparado com cada pixel de interesse na

linha correspondente epipolar na imagem à direita (BARROIS et al., 2010).

3.3.4 Fluxo Ótico

A análise de movimento é uma das principais tarefas na visão computacional, pois a

informação obtida pelo comportamento dinâmico dos objetos observados ou pelo movimento da

própria câmera é um elemento decisivo para a interpretação dos fenômenos observados (FOR-

TUN; BOUTHEMY; KERVRANN, 2015). Para Fleet e Weiss (2005), o movimento é uma

fonte rica de informações, útil em muitas tarefas visuais, incluindo: aquisição de formas em

3D, reconhecimento de padrões e compreensão da cena observada.

Segundo Sengar e Mukhopadhyay (2017) há diferentes formas de se detectar movi-

mento, como por exemplo a subtração do plano de fundo (background subtraction) que consi-

dera um limiar e um modelo de plano de fundo, porém ocorrem falhas em diferentes cenários
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que o fluxo é constante na vizinhança local do pixel em consideração (PATEL; UPADHYAY,

2013).

3.3.4.2 Gunnar-Farneback

Outro método, mais recente, para o cálculo de fluxo ótico, que apresenta bons resul-

tados, é o algoritmo de Gunnar-Farneback (FARNEBÄCK, 2003) que também está disponível

na OpenCV (OPENCV, 2017). O algoritmo foi desenvolvido para produzir um método de

fluxo ótico denso que funciona em uma grade de pontos. Utiliza a informação de dois frames

consecutivos para extrair a informação de vetor de deslocamento (FARNEBÄCK, 2003).

O primeiro passo é aproximar cada vizinhança de cada pixel em ambos frames por

meio de polinômios quadráticos, o que pode ser feito com uma transformação de expansão

polinomial. Resultando em um modelo de sinal local, expresso em um sistema de coordenadas,

f (x)∼ xTAx+bTx+ c, (3.1)

onde A é uma matriz simétrica, b um vetor e c um escalar. Os coeficientes são estima-

dos a partir dos mínimos quadrados ponderados ajustados aos valores do sinal na vizinhança.

A ponderação tem dois componentes chamados de: certeza e aplicabilidade. A certeza é ligada

aos valores do sinal na vizinhança. A aplicabilidade determina o peso relativo dos pontos na

vizinhança com base na sua posição, onde normalmente o ponto central tem maior peso, que

reduz radialmente (FARNEBÄCK, 2003).

Depois disso, um novo sinal é construído por um deslocamento inclusivo de todos os

pixels na imagem. Como o resultado da expansão polinomial é que cada vizinho é aproxi-

mado por um polinômio, então é analisado o que acontece se um polinômio é submetido a uma

interpretação ideal (FARNEBÄCK, 2003).

Em seguida, um método é derivado para estimar os campos de deslocamento dos co-

eficientes de expansão polinomial. Assim, ao equacionar os coeficientes do polinômio, o vetor

de deslocamento pode ser obtido em cada ponto da imagem assumindo que existe uma sobre-

posição entre a região de interesse ou seja, a vizinhança da imagem em frames adjacentes. Por

fim, uma série de refinamentos leva a um algoritmo robusto. (FARNEBÄCK, 2003).

3.3.5 Redes Neurais Convolucionais

As Redes Neurais Artificiais (Artificial Neural Networks - ANN) têm sido cada vez

mais usadas para aplicações no campo da percepção visual para navegação automotiva. As

ANNs são compostas por uma coleção de unidades conectadas chamadas Neurônios Artificiais

que modelam neurônios do cérebro de um animal. Em uma ANN, os neurônios são organi-

zados em camadas, que são interconectadas. A ANN mais amplamente utilizada é a Error-

Backpropagation Feedforward Network (RUMELHART; HINTON; WILLIAMS, 1986).
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As Redes Neurais Convolucionais (Convolutional Neural Networks - CNNs) represen-

tam uma categoria recentemente desenvolvida de ANNs que se mostraram muito eficazes no re-

conhecimento e classificação de imagens. As CNNs derivam seu nome do uso de operadores de

convolução de processamento de imagem, como Laplacianos, Gaussianos, etc., que são posici-

onados entre as camadas para transformar o sinal transmitido a partir de conjuntos de conexões

de saída de uma camada em conexões de entrada individuais da próxima camada. As CNNs

foram originalmente introduzidas por (LECUN et al., 1998) mas tornaram-se amplamente uti-

lizados apenas nos últimos anos. Os Operadores de Convolução podem ser representados por

uma ampla gama de operações matemáticas.

De acordo com Haykin (2009), uma CNN é uma ANN projetada para identificar for-

mas bidimensionais com alto grau de invariância à translação, inclinação, redimensionamento

e outras distorções. A estrutura das redes convolucionais pode ser dividida em três objetivos

principais: Extração de características, mapeamento de características e subamostragem (HAY-

KIN, 2009). Com esse propósito, as CNNs possuem recursos adicionais que as diferenciam das

ANNs tradicionais:

• Volumes 3D de neurônios: As camadas nas CNNs são organizadas em 3 dimensões e os

neurônios dentro de uma camada são conectados a apenas uma pequena região da camada

anterior a ela, chamada campo receptivo.

• Conectividade local: As CNNs exploram a localidade espacial, impondo um padrão de

conectividade local entre neurônios de camadas adjacentes.

• Pesos compartilhados: Cada filtro é replicado em todo o campo visual. Essas unidades

compartilham a mesma parametrização e formam um mapa de características, o que sig-

nifica que todos os neurônios em uma determinada camada convolucional respondem a

mesma característica em seu campo de resposta específico, permitindo que as caracterís-

ticas sejam detectadas independentemente de sua posição no campo visual.

Uma vantagem da CNN é exigir o mínimo de pré-processamento possível e poder

receber uma grande quantidade de imagens brutas e extrair características por si só. As redes

neurais convolucionais são inspiradas na organização do córtex visual animal, que é composto

por milhões de aglomerados. Essas regiões, chamadas de campos receptivos, são formadas

por subconjuntos selecionados do vetor de características (representação numérica do objeto)

a serem analisados. Os campos receptivos de diferentes neurônios se sobrepõem parcialmente

para cobrir todo o campo de visão.

As CNNs podem ser utilizadas tanto para a detecção de obstáculo, como para a detec-

ção de caminho. Na detecção de obstáculo podem ser aplicados modelos de detecção de objetos

como: You only Look Once (YOLO), RetinaNet, Single Shot Detector (SSD) e Mask R-CNN,

que detectam o objeto e a área onde está o objeto, com o uso de bounding box em cada objeto

identificado.



45

A YOLO (REDMON et al., 2016) consiste em um problema de regressão único que

obtém uma imagem de entrada e processa a imagem inteira de uma única vez aprendendo as

probabilidades de uma classe e as coordenadas do bounding box. A imagem de entrada é

dividida em grades ou quadrantes e cada quadrante prevê N bounding box com o nível de

precisão para esse bounding box, checando se há realmente um objeto, independente de classe.

Como a grande maioria desses bounding box tem baixa precisão, acabam sendo descartados.

O conceito da RetinaNet é baseado no modelo Feature Pyramid Network (FPN) (LIN

et al., 2017b) com uma nova função de perda chamada de Focal Loss (Perda focal) (LIN et al.,

2017c). A RetinaNet também utiliza o conceito de redes residuais, ResNet (HE et al., 2016),

que é quando algumas camadas são puladas, permitindo treinar redes mais profundas e também

qu características relevantes das primeiras camadas não sejam perdidas.

A SSD (LIU et al., 2016) executa na imagem de entrada apenas uma vez e calcula

um mapa de características. Posteriormente, é executado um pequeno núcleo convolucional de

tamanho 3x3 neste mapa de características para prever os bounding box e a probabilidade de

classificação em uma classe. O SSD prevê bounding box após várias camadas convolucionais.

Como cada camada convolucional opera em uma escala diferente, é capaz de detectar objetos

de várias escalas.

Já a Mask R-CNN (HE et al., 2016) além de detectar os objetos e classifica-los com a

utilização de bounding box, também faz a segmentação por instâncias desses objetos detecta-

dos. A segmentação por instâncias segmenta os objetos de forma individual (ex.: Figura 10 a),

diferindo da segmentação semântica onde os objetos são segmentados em classes apenas (ex.:

Figura 10 b). A Mask R-CNN é extensão da estrutura Faster R-CNN (REN et al., 2015).

Figura 10 – a) Segmentação por instâncias. b) Segmentação semântica.

Fonte: Desenvolvido pelo autor.
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A Mask R-CNN divide-se em duas etapas. Primeiro gerando propostas sobre as regiões

onde pode haver um objeto. Em seguida, prevê a classe do objeto, refinando o bounding box e

gerando também uma máscara de segmentação do objeto com base na primeira etapa. As etapas

estão conectadas à estrutura do backbone, que consiste no modelo (FPN). Pode ser utilizada com

diferentes variações, como: ResNet, ou com as diferentes variações da arquitetura Inception

(SZEGEDY et al., 2016), que utiliza variados filtros (ex.: 1x1, 3x3, 5x5), buscando garantir a

extração de características em diferentes escalas.

Na detecção de caminho pode-se focar em modelos específicos de segmentação, como:

SegNet e UNet. A SegNet (BADRINARAYANAN; KENDALL; CIPOLLA, 2017) possui uma

rede de codificadores (encoder) e outra de decodificadores (decoder) correspondente, com uma

camada final de classificação em nível pixel, ou seja, a segmentação. No encoder ocorrem 13

camadas de convoluções e max pooling, processo de discretização baseado em amostra que

tem por objetivo reduzir uma amostra de entrada. No decoder são executados convoluções e a

expansão, e ao final é utilizado a função softmax para classificar cada pixel. Durante a etapa de

expansão, são recuperados os índices de max pooling na camada de encoder correspondente.

Já a UNet (RONNEBERGER; FISCHER; BROX, 2015), apesar de também ter duas

partes, encoder e decoder, difere da SegNet pois ao invés de utilizar índices de max pooling,

todos os mapas de características são transferidos do codificador para o decodificador e, em

seguida, com concatenação para realizar a convolução. No encoder da UNet é feita a redução

das amostras de entrada, e simetricamente no decoder é feita a expansão até o tamanho da

amostra de entrada original, o que deixa a arquitetura da rede em formato de “U” (Figura 11).

Figura 11 – Arquitetura UNet

Fonte: (RONNEBERGER; FISCHER; BROX, 2015).
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4 REVISÃO DA LITERATURA

Este capítulo apresenta o levantamento do estado da arte obtido por meio das revisões

sistemáticas da literatura (RSL) sobre Detecção de Caminho (seção 4.1) e Detecção de Obstá-

culos (seção 4.2). Apresentando as definições, execuções e análises dos trabalhos encontrados.

Ambas as revisões sistemáticas da literatura foram conduzidas com base nos procedimentos

descritos em Kitchenham (2004). Ao final deste capítulo também apresentamos alguns traba-

lhos mais recentes, ou fora do escopo das RSLs 4.3.

Cada RSL é dividida em três etapas: 1) Definição, onde os objetivos da pesquisa são

identificados e um protocolo é definido, especificando os procedimentos, bancos de dados e

critérios de inclusão e exclusão. 2) Execução, etapa que inclui a busca e seleção dos trabalhos

relevantes de acordo com o protocolo estabelecido na etapa de definição. 3) Análise, etapa final,

que consiste na análise de cada trabalho selecionado na etapa de execução, dentro dos objetivos

definidos para a RSL.

A escolha das fontes de dados levou em consideração sua pertinência nas áreas de

robótica móvel, reconhecimento de padrões e processamento digital de imagens. As bases de

dados escolhidas contêm publicações em periódicos e congressos importantes e especializados

nas áreas mencionadas. Limitou-se as pesquisas a bancos de dados de fontes revisadas por

pares: ACM1 Digital Library (da Association for Computing Machinery), IEEE2 Xplore digi-

tal library (do Institute of Electrical and Electronics Engineers), Springer Link3 (da Springer

International Publishing part of Springer Nature) e ScienceDirect4 (da Elsevier).

Durante as RSL foram encontradas outros 5 levantamentos do estado da arte relaci-

onados à detecção de caminho e detecção de obstáculos. O primeiro e mais antigo, focado

apenas nas marcações das estradas (detecção de faixas) (MCCALL; TRIVEDI, 2006). Os au-

tores cobriram artigos publicados entre 1992 e 2004, totalizando dezessete trabalhos, incluindo

um novo método de detecção de faixa para Sistemas Avançados de Assistência ao Motorista

(ADAS), apresentado pelos autores juntamente com a revisão. Essa revisão discute como os

modelos de estrada são representados e apresentam métodos para extração de características

(por exemplo, intensidades de imagem, magnitudes e orientações de arestas, modelos compara-

tivos) e discutem se algum tipo de pós-processamento é empregado, por exemplo: transformada

de Hough, análise de componentes relacionados, rede neural.

Apesar de ter sido publicado em 2013, Yenikaya, Yenikaya e Düven (2013) faz uma

revisão de artigos publicados apenas até 2009, mas realiza uma análise mais generalizada, le-

vando em consideração os sensores de visão ativa (LIDAR). Essa revisão também cobre as

principais dificuldades na detecção de estradas, como condições climáticas e iluminação, pre-

sença de sombras, presença de outros veículos, pessoas ou objetos e diferentes geometrias das

1 https://dl.acm.org/
2 https://ieeexplore.ieee.org/Xplore/home.jsp
3 https://link.springer.com/
4 https://www.sciencedirect.com/
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estradas. Além de apresentar as diferentes técnicas utilizadas, também menciona os ambientes

de hardware onde essas técnicas podem ser aplicadas.

O trabalho em Hillel et al. (2014) apresenta uma revisão de artigos publicados entre

2005 e 2010 e também leva em consideração sensores de visão ativa. É uma pesquisa focada

na detecção de rodovias e, principalmente, faixas. Os autores citam diferentes sensores que são

comumente utilizados e também várias técnicas associadas. Essa revisão oferece uma divisão

em módulos, como um sistema genérico que visa identificar estradas e faixas, com as etapas ne-

cessárias e comuns entre a maioria das tarefas, descrevendo os métodos mais comuns para cada

módulo. Os autores publicaram esta revisão como uma atualização da pesquisa em (MCCALL;

TRIVEDI, 2006).

A revisão de Shin, Xu e Klette (2014) também se destina a marcações nas estradas,

focando em abordagens baseadas em características. Apresenta uma revisão de artigos publi-

cados até 2013. A revisão é dividida em quatro módulos: 1) Aplicações (tarefas), que podem

ser: modelagem de estradas, detecção de calçadas ou marcações na faixa, etc. 2) Metodologias:

Transformada Hough, segmentação baseada em bordas, análise estéreo, rastreamento e visão

aérea com mapeamento de perspectiva inversa (IPM). 3) Modelos: pontos lineares, isolados,

modelo parabólico, modelo hiperbólico, modelo clotoide, modelo spline, modelo de snakes e,

finalmente, modelos 3D. 4) Cenários: diferentes condições de iluminação e clima, rodovias ou

estradas rurais, marcações na estrada.

Por fim, também foi identificado uma revisão (BERNINI et al., 2014) para detecção de

obstáculos, com foco em técnicas de visão estéreo. Além de não estar atualizada, também não

lida com outras técnicas diferentes de visão estéreo.

4.1 DETECÇÃO DE CAMINHO

Esta revisão da literatura analisa o estado da arte na área de detecção de caminho com

base em imagens frontais, que sejam, ou posam vir a ser, aplicadas em sistemas de navegação

autônoma. Segundo Zhou et al. (2010) a detecção de estrada pode ser classificada em três tipos:

técnicas baseadas em características, técnicas baseadas em modelos e técnicas baseadas em

regiões.

Essa revisão pretende contabilizar a quantidade de trabalhos em cada técnica, porém

tem o foco na análise e comparação dos trabalhos baseados em regiões, pois estes podem se

adaptar a diferentes tipos de terreno e não dependem da geometria do caminho que além de

variar muito, pode ser um processo custoso. Os baseados em característica apesar de serem

eficazes, dependem muito das marcações na pista, por esse motivo também serão apenas con-

tabilizados, mas não avaliados. Com isso, será possível analisar os métodos que vem sendo

utilizados, em quais tipos de terreno são aplicados, se são adaptativos em relação as mudanças

de terreno, e se fazem a distinção de possíveis falhas e/ou alterações no caminho, como por

exemplo: buracos, crateras, sombras, rachaduras e poças de água. É importante ressaltar que

para um trabalho ser considerado “adaptativo” ele não deve apenas funcionar em diferentes ti-
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pos de terreno, mas sim continuar detectando um caminho durante uma transição de tipos de

terreno.

Questão: Qual é o estado da arte na detecção de caminho, utilizando visão passiva,

com base em regiões?

População: Pesquisas sobre detecção de caminho, utilizando visão computacional,

disponíveis em bibliotecas eletrônicas.

Intervenção: Análise do estado da arte na detecção de caminho.

Resultados: Comparativo das pesquisas sobre Detecção de Caminho.

Contexto: Bibliotecas digitais: Science Direct, IEEEXplore, Springer Link e ACM

Digital Library.

4.1.1 Definição da Busca - Detecção de Caminho

Os detalhes de definição da busca, como: locais de pesquisas, termos, critérios de

inclusão e exclusão, são apresentados na Tabela 1.

Tabela 1 – Detecção de Caminho - Definição da busca

Locais de Pesquisa Termos de Busca
- ACM Digital Library;

- IEEE Xplore;

- Science Direct;

- Springer Link.

- road detection;

- road tracking;

- road segmentation.

Critérios de Inclusão
- Artigos escritos na língua inglesa;
- Artigos publicados entre 2006 e 2017;
- Artigos que apresentam uma abordagem de detecção de caminho;
- Trabalhos com imagens frontais e com visão horizontal (ou quase) ao caminho
(descartando trabalhos com imagens aéreas);
- Trabalhos que utilizem somente visão passiva e métodos de processamento
digital de imagens e/ou visão computacional (trabalhos que utilizam outros
sensores em conjunto serão aceitos caso a etapa de Visão Passiva esteja bem
separada e apresente um resultado de detecção de caminho).

Critérios de Exclusão
- Trabalhos curtos, como resumos ou resumos expandidos;
- Trabalhos com detecção de caminho com base em modelo ou em
características.

Fonte: Adaptado de (RATEKE et al., 2019).
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4.1.2 Execução da Busca - Detecção de Caminho

Inicialmente a seleção resultou em 1129 artigos e uma análise por títulos, resumos,

palavras-chave e imagens foi realizada. As consultas trouxeram trabalhos que não se encaixa-

vam no tema da detecção de caminho, ou que eram sobre detecção de redes de caminho, com

imagens aéreas e neste caso, sendo descartados, também foram descartados os trabalhos que

não utilizam visão passiva para a detecção de caminho, ou seja, câmeras e com a utilização de

métodos de visão computacional e processamento digital de imagens. Isso ocorre pois muitos

trabalhos utilizam sensores de visão ativa, como por exemplo, lasers, mais especificamente LI-

DAR que são úteis para detecção de elevações no caminho, bordas laterais, meio-fio e possíveis

obstáculos no caminho. A execução da pesquisa é apresentada pelas tabelas: Tabela 2, Tabela

3, Tabela 4 e Tabela 5.

Tabela 2 – Detecção de Caminho - Execução ACM

ACM Digital Library

String de Busca

acmdlTitle:(“road detection” OR “road segmentation” OR

“road tracking”) OR recordAbstract:(“road detection” OR

“road segmentation” OR “road tracking”) OR

keywords.author.keyword:(“road detection” OR

“road segmentation” OR “road tracking”)

Refinando a Pesquisa
- Data: Published since - 2006;
- Formato: Content Formats - PDF;

Quantidade de Resultados 111 Selecionados 5

Fonte: Adaptado de (RATEKE et al., 2019).

Tabela 3 – Detecção de Caminho - Execução IEEE

IEEE Xplore

String de Busca

(((((((((“Document Title”:“road detection”) OR “Abstract”:

“road detection”) OR “Author Keywords”:“road detection”)

OR “Document Title”:“road tracking”) OR “Abstract”:

“road tracking”) OR “Author Keywords”:“road tracking”)

OR “Document Title”: “road segmentation”) OR

“Abstract”:“road segmentation”) OR “Author Keywords”:

“road segmentation”)

Refinando a Pesquisa
- Data: 2006-2017;
- Tipo de Conteúdo: Journals & Magazines e
Conference Publications.

Quantidade de Resultados 344 Selecionados 143

Fonte: Adaptado de (RATEKE et al., 2019).
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Tabela 4 – Detecção de Caminho - Execução Science Direct

Science Direct

String de Busca
TITLE-ABSTR-KEY(road detection) or

TITLE-ABSTR-KEY(road tracking) or

TITLE-ABSTR-KEY(road segmentation)

Refinando a Pesquisa
- Áreas: Computer Science;
- Data: pub-date > 2005;
- Tipo de conteúdo: Journals.

Quantidade de Resultados 370 Selecionados 16

Fonte: Adaptado de (RATEKE et al., 2019).

Tabela 5 – Detecção de Caminho - Execução Springer

Springer Link

String de Busca
(“road detection” OR “road tracking” OR

“road segmentation”)

Refinando a Pesquisa
- Data: Date Published between 2006-2017;
- Área: Discipline - Computer Science;
- Idioma: English.

Quantidade de Resultados 304 Selecionados 38

Fonte: Adaptado de (RATEKE et al., 2019).

Após a primeira análise, restou um total de 202 trabalhos. Então uma leitura mais

detalhada e análise de resultados foi realizada para filtrar os trabalhos com detecção de caminho

baseados em região, mesmo assim, para fins estatísticos, os demais trabalhos (baseados em

características e baseados em modelos) foram contabilizados (Tabela 6).

Tabela 6 – Seleção Final

Tipos de Detecção
- Baseados em Características: 53;
- Baseados em Modelos: 6;
- Baseado em Regiões: 134.

Após os critérios de exclusão

Selecionados por base

- ACM Digital Library: 2;
- IEEE Xplore: 103;
- Science Direct: 6;
- Springer Link: 23.

Fonte: Adaptado de (RATEKE et al., 2019).

4.1.3 Análise dos Trabalhos Correlatos - Detecção de Caminho

Nesta seção são apresentados alguns aspectos e levantamentos interessantes sobre a

RSL da detecção do caminho. Uma análise individual e mais detalhada sobre cada trabalho

encontrado pode ser vista no relatório técnico (RATEKE; JUSTEN; WANGENHEIM, 2018).
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A análise geral sobre os resultados da RSL, com destaque para os métodos utilizados e as

análises das características dos resultados de forma agrupada, como um mapeamento do estado

da arte, é apresentado em (RATEKE et al., 2019).

Durante a análise dos trabalhos correlatos foram mapeados alguns pontos de interesse

principais que são: qual o cenário de avaliação, se são adaptativos, se tratam de sombras no ca-

minho, se identificam poças de água, se identificam buracos, quais os métodos de VC utilizados

e por fim, se tem alguma característica interessante não mapeada anteriormente.

Para o cenário é considerado o tipo de terreno em que o trabalho fez seus experimentos,

podendo ser: asfalto, estrada de terra, ou qualquer tipo de terreno (Figura 12). A classificação

dos trabalhos com base nos tipos de superfície de terreno em que funcionam estão apresentadas

em: Tabela 7, Tabela 8, Tabela 9.

Figura 12 – Cenários - Tipos de Terreno. Asfalto(Asphalt) (78). Sem pavimento (Unpaved) (13). Qualquer tipo de
terreno (Different surfaces (43).

Fonte: (RATEKE et al., 2019).

Nota-se, porém, que o fato do trabalho ser avaliado em diferentes tipos de terreno

não garante que ele funcione em momentos de transição entre tipos de terreno. Isso ocorre pois

muitos trabalhos fazem etapas de treinamento antes dos experimentos, ou mesmo segmentações

por seed points podem se adaptar a uma mudança de cor no padrão do terreno, mas somente

após algum tempo para o novo padrão ser coletado.

Deste modo, para ser considerado adaptativo o trabalho deve mostrar algum exemplo

de resultado em transição de terreno ou mesmo algum link para resultados externos do trabalho

que mostrem o funcionamento. Os trabalhos classificados como adaptativos são: (GUO; MITA;

MCALLESTER, 2011), (GUO; MITA; MCALLESTER, 2012), (OSOSINSKI; LABROSSE,

2012) e (CRISTÓFORIS et al., 2016).
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Tabela 7 – Tipos de Superfície - Asfalto

Tipo Trabalhos

Asfalto

(TSAI et al., 2006), (GUO; GERASIMOV; POULTON, 2006),
(GAO; LUO; MOLI, 2007), (YUN; GUO-YING; YONG, 2007),
(SON; MITA; TAKEUCHI, 2008), (SHA; YU; ZHANG, 2008),
(ALVAREZ; LOPEZ; BALDRICH, 2008), (MICHALKE et al., 2008),
(WANG; CHEN; SHI, 2008), (ROTARU; GRAF; ZHANG, 2008),
(AHMED et al., 2008), (BERGER et al., 2008), (GUO; MITA, 2009a),
(GUO; MITA, 2009b), (WEDEL et al., 2009), (ZHANG et al., 2009),
(TAREL; BIGORGNE, 2009), (CHEN; LIU, 2010), (HE et al., 2017),
(ONIGA; NEDEVSCHI, 2010), (SHA; ZHANG, 2010),
(URDZíK et al., 2010), (DORNAIKA et al., 2011), (YING et al., 2016),
(ÁLVAREZ; LóPEZ, 2011), (KIM; SON; SOHN, 2011),
(MALIK; AHMED; KUNWAR, 2011), (LIN et al., 2017a),
(RAVISHANKAR; MANIC, 2011), (ARDIYANTO; ADJI, 2017),
(KüHNL; KUMMERT; FRITSCH, 2011), (HSU et al., 2011),
(YANG; WANG; LIU, 2011), (KANG et al., 2011), (XIA et al., 2016),
(OH; KIM; SOHN, 2012), (SHINZATO et al., 2012),
(OH; SON; SOHN, 2012), (HSU et al., 2012), (WANG et al., 2017),
(ALVAREZ et al., 2012), (ALVAREZ et al., 2012), (YANG et al., 2016),
(GAO; SONG; YANG, 2012), (SIOGKAS; DERMATAS, 2013),
(HUNG et al., 2013), (YAO; LU; YAN, 2013), (PAN; SI; OGAI, 2017),
(WANG; FRéMONT, 2013), (VITOR et al., 2013), (ZHANG et al., 2016),
(ALVAREZ; SALZMANN; BARNES, 2013), (AMIT; AOKI, 2015),
(FRITSCH; KüHNL; KUMMERT, 2014), (YUAN et al., 2014),
(WANG et al., 2014), (CHANDRAN et al., 2014), (XIAO; HU, 2014),
(JIANG; WANG; YUAN, 2014), (LIU et al., 2014), (LI et al., 2014),
(WANG; FRéMONT; RODRíGUEZ, 2014), (HUSSAIN et al., 2014),
(HAUTIÈRE et al., 2014), (JIA; CHEN; ZHANG, 2017b),
(BADRINARAYANAN; BUDVYTIS; CIPOLLA, 2014),
(GUO et al., 2015), (CHEN; QIAO, 2015), (XIA et al., 2015), (LU, 2015),
(PAN; OGAI; WU, 2015), (WANG; FANG; YUAN, 2015),
(LIU; CHENG; YI, 2016), (CHACRA; ZELEK, 2016),
(OLIVEIRA; BURGARD; BROX, 2016), (JIA; CHEN; ZHANG, 2017a),
(KIM; TAI; YOON, 2017), (GAO; WANG; YUAN, 2017).

Fonte: Adaptado de (RATEKE et al., 2019).

Tabela 8 – Tipos de Superfície - Sem pavimento

Tipo Trabalhos

Sem pavimento

(BROGGI; CATTANI, 2006), (ZHANG; ZHOU; LIU, 2007),
(LOOKINGBILL et al., 2007), (SONG et al., 2007),
(RASMUSSEN, 2008), (SHNEIER et al., 2008), (BERNUY et al., 2011),
(OZUTEMIZ et al., 2013), (XIE et al., 2014), (LU et al., 2014),
(LIN et al., 2014b), (WANG; SUN; ZHAO, 2015), (XIAO et al., 2015).

Fonte: Adaptado de (RATEKE et al., 2019).
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Tabela 9 – Tipos de Superfície - Qualquer tipo

Tipo Trabalhos

Qualquer tipo

(NETO; RITTNER, 2006), (CARAFFI; CATTANI; GRISLERI, 2007),
(SOQUET; AUBERT; HAUTIERE, 2007), (HUANG et al., 2007),
(ÁLVAREZ; LóPEZ; BALDRICH, 2007), (MISTRY; MAKWANA, 2016),
(GUO; MITA; MCALLESTER, 2009), (WANG; JI; SU, 2009),
(KONG; AUDIBERT; PONCE, 2009), (ZHANG; WU, 2009),
(KONG; AUDIBERT; PONCE, 2010), (ZHOU et al., 2010),
(ZHOU et al., 2010), (GUO; MITA; MCALLESTER, 2010),
(ZHOU; IAGNEMMA, 2010), (RASHEED et al., 2010),
(CHEN; TAI, 2010), (GUO; MITA; MCALLESTER, 2011),
(GUO; MITA; MCALLESTER, 2012), (WANG; WANG; WEN, 2012),
(OSOSINSKI; LABROSSE, 2012), (HEYVAERT; VEELAERT, 2012),
(KONG; SARMA; TANG, 2013), (BUI; SAITOH; NOBUYAMA, 2013),
(FUKUKAWA et al., 2013), (NETO et al., 2013), (RATEKE et al., 2014),
(WU; LAM; SRIKANTHAN, 2015), (LU; JIANG; ZELL, 2015),
(LU et al., 2015), (ZU et al., 2015), (LU; XIA; XIA, 2015),
(JOHN; ANUSHA; KUTTY, 2015), (YUAN; JIANG; WANG, 2015),
(SÖVÉNY; KOVÁCS; KARDKOVÁCS, 2015), (SHI; WANG; FU, 2016),
(SHI et al., 2016), (NGUYEN; PHUNG; BOUZERDOUM, 2017),
(AMINI; KARASFI, 2016), (LI et al., 2016), (CRISTÓFORIS et al., 2016),
(WANG; REN; YANG, 2016), (VALENTE; STANCIULESCU, 2017).

Fonte: Adaptado de (RATEKE et al., 2019).

Sobre as sombras, foram considerados os trabalhos que identificam as regiões com

sombra na estrada como parte do caminho, nem todos trabalhos fazem isso, e não ter esse cui-

dado gera resultados onde um caminho perfeitamente navegável não é reconhecido, isso ocorre

em grande parte dos trabalhos que utilizam somente as características de cor da estrada. Muitos

dos trabalhos levantados (60 ao todo) consideraram as sombras como parte do caminho. Alguns

desses trabalhos utilizam outros espaço de cores para lidar com os problemas de iluminação,

como: CIE-lab (XIAO et al., 2015; WANG; REN; YANG, 2016). outros utilizaram o espaço

de cor HSI (ROTARU; GRAF; ZHANG, 2008; GAO; SONG; YANG, 2012; XIA et al., 2016).

O espaço HSV também foi utilizado em alguns dos trabalhos (GAO; LUO; MOLI, 2007; HU-

ANG et al., 2007; ZHOU; IAGNEMMA, 2010; YANG; WANG; LIU, 2011; FUKUKAWA et

al., 2013; LU; JIANG; ZELL, 2015).

Outros 28 trabalhos foram classificados como “parcialmente” lidando com situações

de sombras, por diferentes motivos, como: alguns citam nos trabalhos que fazem, mas não apre-

sentaram nenhum resultado que confirmem (CARAFFI; CATTANI; GRISLERI, 2007; WANG

et al., 2014; CHANDRAN et al., 2014). Alguns detectaram as sombras como caminho, mas

as quebras de intensidade entre sombra e região iluminada ficaram destacadas como se não

fossem parte do caminho (exemplo: Figura 13), como se houvesse uma rachadura na estrada

(YUN; GUO-YING; YONG, 2007; SHA; YU; ZHANG, 2008; GUO; MITA; MCALLESTER,

2009; SHA; ZHANG, 2010; SHINZATO et al., 2012; HUNG et al., 2013). E em alguns foram
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Por fim, outras características interessantes dos trabalhos levantados, mas que não fo-

ram o foco principal de estudo desta revisão, também foram mapeadas, como por exemplo

os trabalhos de Oh, Son e Sohn (2012) e Wang, Ren e Yang (2016) que apresentaram alguns

resultados a noite e também dentro de túnel. Outros trabalhos também apresentaram alguns re-

sultados a noite (GUO; MITA; MCALLESTER, 2009; GUO; MITA, 2009b; SHI; WANG; FU,

2016; SHI et al., 2016). Resultados dentro de túnel também são apresentados em Oh, Kim e

Sohn (2012) e Chandran et al. (2014). Ainda mais desafiador, resultados a noite e em ambiente

chuvoso podem ser vistos em outros trabalhos (GUO; MITA; MCALLESTER, 2010; KüHNL;

KUMMERT; FRITSCH, 2011; GUO; MITA; MCALLESTER, 2012; SIOGKAS; DERMA-

TAS, 2013). O trabalho de Rasmussen (2008) tratou de situações com grande claridade solar

em direção à câmera, sendo o único trabalho a ter lidado com isso, que é um problema especial-

mente em finais de tarde, conhecida como lusco-fusco. Em todos esses trabalhos, os resultados

não apresentam uma acurácia tão boa como em cenários durante o dia com pouca variação de

luminosidade.

4.2 DETECÇÃO DE OBSTÁCULOS

Esta revisão da literatura pretende analisar o estado da arte na área de detecção de obs-

táculos, com base em imagens frontais em cenários de navegação veicular. Pretende-se, assim,

checar se os trabalho publicados estão lidando com os problemas causados pelas sombras, afi-

nal a sombra de um objeto não deve ser considerada como obstáculo. E também se algum dos

trabalhos considera buracos ou poças de água como obstáculos.

Questão: Qual é o estado da arte na detecção de obstáculos, utilizando visão passiva?

População: Pesquisas sobre detecção de obstáculos, utilizando visão computacional,

disponíveis em bibliotecas eletrônicas.

Intervenção: Análise do estado da arte na detecção de obstáculos.

Resultados: Comparativo das pesquisas sobre detecção de obstáculos.

Contexto: Bibliotecas digitais: Science Direct, IEEEXplore, Springer Link e ACM

Digital Library.

4.2.1 Definição da Busca - Detecção de Obstáculos

Os detalhes de definição da busca para os trabalhos relacionados na tarefa de detecção

de obstáculo, como: locais de pesquisas, termos utilizados na pesquisa, critérios de inclusão e

critérios de exclusão, são apresentados na Tabela 10.
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Tabela 10 – Detecção de Obstáculos - Definição da busca

Locais de Pesquisa Termos de Busca

- ACM Digital Library;

- IEEE Xplore;

- Science Direct;

- Springer Link.

- road obstacle detection;

- road obstacle tracking;

- obstacle detection.

Critérios de Inclusão

- Artigos escritos na língua inglesa;
- Artigos publicados entre 2007 e 2019;
- Artigos que apresentam uma abordagem de detecção de obstáculos;
- Trabalhos com imagens em visão horizontal (ou quase) em
cenários de estrada (caminhos);
- Trabalhos que utilizem somente visão passiva e métodos de processamento
digital de imagens e/ou visão computacional.

Critérios de Exclusão

- Trabalhos curtos, como resumos ou resumos expandidos;
- Detecção de obstáculos voltados para ambientes internos (guias para cegos,
máquinas de limpeza, máquinas em fábricas).

Fonte: Adaptado de (RATEKE; WANGENHEIM, 2020).

4.2.2 Execução da Busca - Detecção de Obstáculos

Inicialmente a seleção resultou em 2303 artigos e uma análise por títulos, resumos,

palavras-chave e imagens foi realizada resultando em 136 trabalhos. A execução da pesquisa é

apresentada pelas tabelas: Tabela 11, Tabela 12, Tabela 13 e Tabela 14.

Tabela 11 – Detecção de Obstáculos - Execução ACM

ACM Digital Library

String de Busca

acmdlTitle:(“road obstacle detection” OR “road obstacle

tracking” OR “obstacle detection”) OR recordAbstract:

(“road obstacle detection” OR “road obstacle tracking”

OR “obstacle detection”) OR keywords.author.keyword:

(“road obstacle detection” OR “road obstacle tracking”

OR “obstacle detection”)

Refinando a Pesquisa
- Data: Published since - 2007;
- Formato: Content Formats - PDF.

Quantidade de Resultados 61 Selecionados 6

Fonte: Adaptado de (RATEKE; WANGENHEIM, 2020).
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Tabela 12 – Detecção de Obstáculos - Execução IEEE

IEEE Xplore

String de Busca

(((((((((“Document Title”:“road obstacle detection”) OR

“Abstract”:“road obstacle detection”) OR “Author

Keywords”:“road obstacle detection”) OR “Document

Title”:“road obstacle tracking”) OR “Abstract”:“road

obstacle tracking”) OR “Author Keywords”:“road obstacle

tracking”) OR “Document Title”: “obstacle detection”)

OR “Abstract”:“obstacle detection”) OR “Author

Keywords”:“obstacle detection”)

Refinando a Pesquisa
- Data: 2007-2019;
- Tipo de Conteúdo: Journals and Conferences Publications.

Quantidade de Resultados 1,222 Selecionados 90

Fonte: Adaptado de (RATEKE; WANGENHEIM, 2020).

Tabela 13 – Detecção de Obstáculos - Execução Science Direct

Science Direct

String de Busca

Title, abstract, keywords:

“road obstacle detection” or

“road obstacle tracking” or

“obstacle detection”

Refinando a Pesquisa
- Data: 2007-2019;
- Tipo de conteúdo: Research articles.

Quantidade de Resultados 135 Selecionados 11

Fonte: Adaptado de (RATEKE; WANGENHEIM, 2020).

Tabela 14 – Detecção de Obstáculos - Execução Springer

Springer Link

String de Busca
(“road obstacle detection” OR “road obstacle tracking”

OR “obstacle detection”)

Refinando a Pesquisa
- Data: Date Published between 2007-2019;
- Área: Discipline - Computer Science;
- Idioma: English.

Quantidade de Resultados 885 Selecionados 29

Fonte: Adaptado de (RATEKE; WANGENHEIM, 2020).

Os trabalhos de Hwang, Ji e Kim (2012), Costa et al. (2012), Herghelegiu, Burlacu

e Caraiman (2017) apresentaram uma abordagem para auxílio a deficientes visuais. Apesar

de não estarem no contexto de navegação veicular, ambos se encaixam nos critérios da busca,

identificam obstáculos em ambientes externos (internos também), com imagens horizontais (ou

próximas da horizontal) assim como em veículos. E, por isso, ambos foram mantidos na seleção

dos trabalhos. Da mesma forma, os trabalhos de Ma et al. (2009a), Yankun, Hong e Weyrich

(2011), Kim et al. (2015), Yoo et al. (2016) foram mantidos na pesquisa, apesar de serem
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A categoria “Obstáculos em Geral” pode ser dividida em duas subcategorias:

• trabalhos que identificam os obstáculos sem diferenciar ou classificar os obstáculos, ob-

jetivando apenas encontrar um espaço livre de obstáculos para navegação (SIMOND;

PARENT, 2007), (FRANKE et al., 2008), (KANG; CHUNG, 2011), (HWANG; JI; KIM,

2012), (ZHU et al., 2012), (WANG; FRéMONT; RODRíGUEZ, 2014), (CAO; XIANG;

LIU, 2015), (GUO et al., 2015), (PODDAR; AHMED; PUHAN, 2015), (DEGHDACHE;

BOUCHAFA, 2015) e (LIMA; VICTORINO; NETO, 2017);

• trabalhos que, apesar de detectarem tipos muito diferentes de obstáculos, ainda identifi-

cam e classificam os obstáculos detectados, como: veículos ou pedestres. Para esta clas-

sificação, alguns trabalhos empregaram Máquinas de Vetor de Suporte (Support Vector

Machines- SVM) (HOTA; JONNA; KRISHNA, 2010), (WALK; SCHINDLER; SCHI-

ELE, 2010), (WOO; LIM; LEE, 2011), (BAIG et al., 2011), (SONG et al., 2011), (CHEN;

TSAI; LIN, 2012), (TEOH; BRÄUNL, 2012), (CHANAWANGSA; CHEN, 2013), (ILOIE;

GIOSAN; NEDEVSCHI, 2014) e (PRABHAKAR et al., 2017).

Lógica Fuzzy também foi utilizada para classificação em alguns artigos (LI et al.,

2014), (LIU; CUI; LI, 2012). A proporção de área e a altura são integradas a visão estéreo

e aos modelos de contorno ativo para classificar os tipos de objetos no trabalho de (HUANG;

LIU, 2016). Em Wieszok et al. (2017) uma segmentação semântica é feita usando as informa-

ções do Stixel World, permitindo a classificação de obstáculos.

Na maioria dos trabalhos foram utilizadas técnicas de Visão Estéreo (VE) para a de-

tecção dos obstáculos, sendo 92 ao todo. O Mapa de Disparidade (MD) possibilita a análise de

profundidade na cena, permitindo identificar obstáculos e sua distância, e em boa parte desses

trabalhos se fez uso de técnicas baseadas no MD que permitem extrair informações do plano

da estrada e de forma separada dos obstáculos, isso é chamado de v-disparity e u-disparity.

Isso é possível pelo cálculo de histogramas de disparidade em linhas horizontais (disparidade

V) e verticais (disparidade U). Cada plano no sistema de coordenadas do mundo será mostrado

como uma linha no mapa de disparidade U-V, simplificando a detecção de obstáculos em uma

detecção de linhas (WANG et al., 2014; BENACER; HAMISSI; KHOUAS, 2015; BURLACU

et al., 2016; GAO et al., 2011; MHIRI et al., 2015; NA; HAN; JEONG, 2011).

A classificação dos trabalhos por tipos de detecção de obstáculo é apresentada em:

Tabela 15, Tabela 16, Tabela 18, Tabela 17.

Poucos trabalhos abordaram as situações de sombras, como o de Jia, Liu e Zhu (2015)

que faz detecção de ponto de fuga e linha de horizonte para separar uma região de interesse, a

parte inferior da imagem, e utiliza extração de pontos de característica com o método SIFT. Os

trabalhos de Zhang et al. (2012) e Zhang et al. (2014) também mostraram bons resultados em

situações com sombras, utilizando Mapas de Disparidade e operações morfológicas (erosão e

dilatação) nas imagens.
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Tabela 15 – Tipos de Obstáculos - Veículos

Tipo Trabalhos

Veículos

(NAITO; ITO; KANEDA, 2007), (XU et al., 2009), (CHIU et al., 2009),
(VENTROUX et al., 2009), (HOTA; JONNA; KRISHNA, 2010),
(NA; HAN; JEONG, 2011), (LIM et al., 2011), (MIYAMA; MATSUDA, 2011),
(BAIG et al., 2011), (CHONG et al., 2012), (LIANG; MORIE, 2014),
(NIETO; LABORDA; SALGADO, 2011), (LEFEBVRE; AMBELLOUIS, 2012),
(TEOH; BRÄUNL, 2012), (TRIF; ONIGA; NEDEVSCHI, 2013),
(ONIGA; TRIF; NEDEVSCHI, 2013), (CHANAWANGSA; CHEN, 2013),
(KHALID; MOHAMED; ABDENBI, 2013), (PĆeSZOR et al., 2018),
(MA et al., 2019), (ZEBBARA et al., 2019).

Fonte: Adaptado de (RATEKE; WANGENHEIM, 2020).

Tabela 16 – Tipos de Obstáculos - Pedestres

Tipo Trabalhos

Pedestres

(MA et al., 2007), (GAVRILA; MUNDER, 2007), (MA et al., 2009b),
(ESS et al., 2009), (KELLER; LLORCA; GAVRILA, 2009),
(WALK; SCHINDLER; SCHIELE, 2010), (SONG et al., 2011),
(MITZEL et al., 2011), (BENENSON et al., 2012), (LEE; KIM, 2016),
(ILOIE; GIOSAN; NEDEVSCHI, 2014), (KANG; LIM, 2015).

Fonte: Adaptado de (RATEKE; WANGENHEIM, 2020).

Tabela 17 – Tipos de Obstáculos - Obstáculos Negativos

Tipo Trabalhos
Obstáculos
Negativos

(HERGHELEGIU; BURLACU; CARAIMAN, 2017),
(KARUNASEKERA et al., 2017).

Fonte: Adaptado de (RATEKE; WANGENHEIM, 2020).

Alguns trabalhos não discutiram especificamente situações de sombra, mas suas abor-

dagens mostraram bons resultados em imagens em que os obstáculos tinham sombras, e as som-

bras não são consideradas parte do obstáculo ((CABANI; TOULMINET; BENSRHAIR, 2008),

(SUGANUMA; SHIMOYAMA; FUJIWARA, 2008), (KOHARA; SUGANUMA, 2009), (BROGGI

et al., 2011), (SUGANUMA; KUBO, 2011), (HERMANN; BÖRNER; KLETTE, 2012) e

(BURLACU et al., 2016)). Nenhum trabalho apresentou problemas em relação a poças de

água. E em relação aos buracos, dois trabalhos apresentaram resultados, sendo focados exclu-

sivamente na detecção de obstáculos negativos (ex.: buracos), não encaixando desta forma nas

outras classificações de tipos de obstáculos.

O trabalho de Herghelegiu, Burlacu e Caraiman (2017) apresenta uma abordagem de

auxílio a deficientes visuais. Este trabalho detecta regiões de desnível e buracos, em relação ao

plano da superfície. Técnicas de visão estéreo são usadas. Um Mapa de Disparidade é cons-

truído com o algoritmo ELAS. Os buracos são detectados em regiões escuras e causam falha

no cálculo do mapa de disparidade. Apresentam resultados com buracos grandes e próximos da
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câmera.

No trabalho de Karunasekera et al. (2017) também apresenta uma abordagem para de-

tecção de obstáculos negativos. Apresentam apenas um resultado de buraco, também com uma

grande área preta (Figura 15). Utilizaram técnicas de Visão Estéreo. Extrai o perfil da estrada

por meio da disparidade U e remove os pontos de obstáculos óbvios, identificando os picos no

mapa de disparidade U. Então, utiliza esse mapa de disparidade modificado e gera a disparidade

V, que será utilizada para calcular o plano do solo, sendo que os obstáculos negativos devem

estar nesse plano. Use duas regiões de interesse, na imagem original e outra no mapa de dispa-

ridades que corresponde à estrada. Com a ajuda de uma segmentação super-pixel e através de

funções de energia, possíveis regiões de obstáculos negativos são localizadas. A Região de In-

teresse no Mapa de Disparidades é digitalizada para encontrar valores de disparidade inferiores

ao valor de disparidade correspondente da estrada.

Figura 15 – Exemplo da detecção de obstáculo negativo (KARUNASEKERA et al., 2017)

Fonte: (KARUNASEKERA et al., 2017)
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Tabela 18 – Tipos de Obstáculos - Obstáculos em Geral

Tipo Trabalhos

Obstáculos
em

Geral

(KUBOTA; NAKANO; OKAMOTO, 2007), (SIMOND; PARENT, 2007),
(SHEN; DU; LIU, 2007), (MILED; PESQUET; PARENT, 2007),
(WEDEL et al., 2007), (CABANI; TOULMINET; BENSRHAIR, 2008),
(SUGANUMA; SHIMOYAMA; FUJIWARA, 2008), (HäNE et al., 2017),
(YONGQUAN et al., 2008), (DUMORTIER; HERLIN; DUCROT, 2008),
(FRANKE et al., 2008), (MA et al., 2009a), (KOHARA; SUGANUMA, 2009),
(KLAPPSTEIN et al., 2009), (ONIGA; NEDEVSCHI, 2010),
(FAKHFAKH et al., 2010), (PANTILIE; NEDEVSCHI, 2010),
(NISHIGAKI; ALOIMONOS, 2010), (PRABHAKAR et al., 2017),
(PERROLLAZ; SPALANZANI; AUBERT, 2010), (XU; ZHANG, 2010),
(GAO et al., 2011), (KANG; CHUNG, 2011), (BROGGI et al., 2011),
(YANKUN; HONG; WEYRICH, 2011), (DANESCU, 2011),
(BOUCHAFA; ZAVIDOVIQUE, 2011), (SUGANUMA; KUBO, 2011),
(WOO; LIM; LEE, 2011), (HWANG; JI; KIM, 2012), (KIM et al., 2015),
(CHEN; TSAI; LIN, 2012), (IWATA; SANEYOSHI, 2012),
(KRAMM; BENSRHAIR, 2012), (ZHANG et al., 2012),
(BOROUJENI; ETEMAD; WHITEHEAD, 2012), (LIU; CUI; LI, 2012),
(COSTA et al., 2012), (ZHU et al., 2012), (KYUTOKU et al., 2012),
(PFEIFFER; ERBS; FRANKE, 2012), (LIMA; VICTORINO; NETO, 2017),
(HERMANN; BÖRNER; KLETTE, 2012), (LIU; YU; ZHENG, 2013),
(IWATA; SANEYOSHI, 2013), (ISMAIL et al., 2013), (LI et al., 2014),
(LIU et al., 2014), (WANG et al., 2014), (ZHANG et al., 2014),
(GIOSAN; NEDEVSCHI, 2014), (PETROVAI et al., 2014),
(WANG; FRéMONT; RODRíGUEZ, 2014), (CAO; XIANG; LIU, 2015),
(GUO et al., 2015), (MHIRI et al., 2015), (WIESZOK et al., 2017),
(ONIGA; SARKOZI; NEDEVSCHI, 2015), (GE; LOBATON, 2017),
(RIDEL; SHINZATO; WOLF, 2015), (PODDAR; AHMED; PUHAN, 2015),
(BENACER; HAMISSI; KHOUAS, 2015), (BICHSEL; BORGES, 2015),
(PETROVAI; DANESCU; NEDEVSCHI, 2015), (RAMOS et al., 2017),
(PINGGERA; FRANKE; MESTER, 2015), (JIA; LIU; ZHU, 2015),
(DEGHDACHE; BOUCHAFA, 2015), (WU; ZHOU; SRIKANTHAN, 2016),
(CARRILLO; SUTHERLAND, 2016), (HUANG; LIU, 2016),
(NADAV; KATZ, 2016), (BURLACU et al., 2016), (YOO et al., 2016),
(CAMPOS; SOSSA; PAJARES, 2016), (GUPTA et al., 2017),
(PARK et al., 2017), (NGUYEN; PHUNG; BOUZERDOUM, 2017),
(RAMZI; LARBI; LYAMINE, 2019), (JING; ZHENG; XU, 2019),
(PRAKASH; AKHBARI; KARAM, 2019), (DAIRI et al., 2018a),
(KULATHUNGA; BUYVAL; KLIMCHIK, 2019), (WANG et al., 2019),
(SANDHU et al., 2019), (SUN et al., 2018), (FAN et al., 2019),
(ABDI; MEDDEB, 2018), (SHETTY et al., 2019), (HU et al., 2018),
(HUANG; LIN, 2019), (LI et al., 2018), (DAMIAN et al., 2019),
(HSIEH et al., 2019), (LIAN et al., 2019), (SALAVATI; MOHAMMADI, 2018),
(DAIRI et al., 2018b), (DING et al., 2018), (XU; WANG; SONG, 2018),
(TSAI et al., 2018), (HSU et al., 2018).

Fonte: Adaptado de (RATEKE; WANGENHEIM, 2020).
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Alguns trabalhos apresentaram algumas características diferentes dentro do escopo de

detecção de obstáculo, como por exemplo o trabalho de Chanawangsa e Chen (2013), onde o

foco é detectar veículos em situações de ultrapassagens. Para isso, primeiramente as marcações

de faixas da estrada são detectadas, em seguida a detecção dos veículos, e por fim a geração de

Hipóteses. Os trabalhos de (GUPTA et al., 2017) e (RAMOS et al., 2017) têm foco em obstácu-

los pequenos que possam aparecer na estrada. Os trabalhos de (SUGANUMA; SHIMOYAMA;

FUJIWARA, 2008), (BAIG et al., 2011) e (NIETO; LABORDA; SALGADO, 2011) apresen-

tam exemplos de detecção de veículos dentro de túneis.

E por fim, alguns resultados interessantes como em Ma et al. (2007) que os autores

apresentaram a detecção de obstáculos e diferentes condições climáticas (ex.: em neblina ou

com chuva). Em Prabhakar et al. (2017) também apresentam alguns resultados em dias chu-

vosos. A detecção de obstáculos em dias chuvosos também é vista em (KUBOTA; NAKANO;

OKAMOTO, 2007) e (CHIU et al., 2009), além de também apresentarem a detecção de obstá-

culos à noite.

4.3 OUTROS TRABALHOS

Fora do escopo de ambas revisões sistemáticas foram encontrados alguns trabalhos in-

teressantes. Por exemplo, foi realizada uma nova busca por trabalhos utilizando apenas o termo

de busca “pothole detection” nas mesmas quatro bases utilizadas nas RSLs (IEEE Explore,

ACM Digital Library, Springer Link e Science Direct), considerando o período entre 2015 até

o período recente (abril de 2020).

Nesta busca, a grande maioria dos trabalhos encontrados relacionados a detecção de

buracos são baseados em imagens muito próximas dos buracos e com uma vista aérea, vertical

(Ex.: Figura 16) (ERIKSSON et al., 2008), (HUIDROM; DAS; SUD, 2013), (TEDESCHI; BE-

NEDETTO, 2017), (KOCH; BRILAKIS, 2011), (BANHARNSAKUN, 2017), (AZHAR et al.,

2016), (YOUSAF et al., 2018), (OUMA; HAHN, 2017), (SAWALAKHE; PRAKASH, 2018),

(UKHWAH; YUNIARNO; SUPRAPTO, 2019), (FAN et al., 2020), (AKAGIC; BUZA; OMA-

NOVIC, 2017), (PEREIRA et al., 2018), (CHUNG; KHAN, 2019)). Desta forma, dificulta a

emissão de um alerta com distância suficiente para que um veículo possa realizar uma manobra

para desviar, servindo mais como um mapeamento do que como uma previsão. Esses trabalhos

não entraram nas RSLs pois não encaixaram em um dos critérios de inclusão: Trabalhos com

imagens em visão horizontal (ou quase) em cenários de estrada (caminhos).

Ainda assim, foram selecionados oito trabalhos que respeitaram os critérios das RSLs,

com visão frontal, quase que horizontal e com uso de visão passiva (DHIMAN; KLETTE,

2019), (SCHIOPU et al., 2016), (MIKHAILIUK; DAHNOUN, 2016), (ANAND et al., 2018),

(JANG; PARK, 2016), (BUZA et al., 2017), (CHEN; YAO; GU, 2020), (KOH et al., 2019).

Em Dhiman e Klette (2019) o autores apresentam e comparam quatro diferentes expe-

rimentos para a detecção de buracos, dois com utilização de VE e outros dois com a utilização

de CNN (Mask R-CNN e YOLO). No trabalho de Schiopu et al. (2016) primeiro é definida
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por exemplo, a detecção do caminho em si.

Também foi realizada uma busca, utilizando as mesmas bases das RSLs, por traba-

lhos com o termo de pesquisa sendo: “water puddle detection”, considerando o período entre

2015 e atualmente (abril de 2020). Foram selecionados dois trabalhos (HAN et al., 2018), (LI;

NGUYEN; YOU, 2019). Em Han et al. (2018) os autores apresentam uma abordagem que uti-

liza CNNs e leva em consideração o reflexo da água, chamada de Reflection Attention Units

(Unidades de atenção à reflexão). Já em Li, Nguyen e You (2019), que é uma evolução do

trabalho anterior, os autores utilizam informação temporal em uma arquitetura CNN 3D, que

segundo os autores melhora o nível de acurácia na detecção de poças de água em relação à

arquitetura anterior.

Outros dois trabalhos, mais antigos, ((RANKIN; MATTHIES, 2008) e (RANKIN;

IVANOV; BRENNAN, 2010)) lidaram com detecção de grandes poças de água em cenários sem

pavimento (off-road) com propósito de navegação veicular. Ambos utilizando Visão Estéreo.

Além de focarem apenas em estradas sem pavimento, eles não lidam com outras características

da estrada, nem mesmo a própria detecção de estrada.

Esses trabalhos também não contam com a detecção do restante da estrada, concentrando-

se exclusivamente na detecção de buracos ou somente na detecção de poças. Ou seja, não há

identificação de falhas ou alterações na superfície da estrada integradas ao cenário de navegação

de veículos, mantendo o restante da detecção de estrada em operação enquanto são analisadas

as mudanças no pavimento que podem representar uma ameaça.

4.4 CONCLUSÕES SOBRE O ESTADO DA ARTE

Com base no levantamento do estado da arte realizado percebe-se que há muitos tra-

balhos que utilizaram técnicas de visão computacional clássicas, principalmente visão estéreo

para a detecção de obstáculos e métodos de segmentação para a detecção de caminho, e até

mesmo combinações entre diferentes técnicas para qualquer das duas tarefas (caminho e obstá-

culo). Ainda assim, as arquiteturas CNNs têm sido cada vez mais aplicadas, com sucesso, para

ambas as tarefas.

Também é notável que a grande maioria dos trabalhos encontrados utilizam imagens

com estradas em boa qualidade, com pouca variação no tipo de superfície, sendo em maioria

estradas de asfalto, e uma quantidade menor ainda de trabalhos lidando com danos na superfície

da estrada, principalmente buracos e poças de água.

Além disso, os trabalhos encontrados que lidaram com alguma detecção de danos na

superfície, seja buracos ou poças, focam apenas nesta tarefa em específico, não detectando o

restante do caminho ou outros padrões relacionados a navegação veicular. Vale ressaltar tam-

bém que esses trabalhos fizeram experimentos em um único tipo de terreno, a grande maioria

em asfalto, não considerando a identificação dos danos em diferentes tipos de terreno. Também

não foram encontrados trabalhos que identificam a variação nos tipos de terreno.
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5 DESENVOLVIMENTO

Neste capítulo são apresentadas as abordagens utilizadas neste trabalho, além da nova

base de casos criada e utilizada em duas das abordagens. O capítulo está dividido em quatro

seções. Na seção 5.1 é apresentada uma abordagem de extração de características de obstáculos,

identificando o obstáculo, sua distância em relação à fonte de captura e sua movimentação na

cena. A seção 5.2 apresenta a base de casos criada para experimentos em estradas de baixa

qualidade e utilizadas nas duas abordagens seguintes. A seção 5.3 apresenta uma classificação

de tipos de superfície e de qualidade da superfície. Por fim, a seção 5.4 apresenta a principal

abordagem desta tese, uma segmentação semântica da superfície da estrada.

5.1 EXTRAÇÃO DE CARACTERÍSTICAS DE OBSTÁCULOS

Na detecção de obstáculos em um ambiente dinâmico, é importante não só identifi-

car o tipo de obstáculo como também o movimento desse obstáculo, permitindo assim gerar

um alerta de colisão e/ou ação de mudança de rota do veículo. Deste modo é importante ex-

trair informações como a distância dos obstáculos, a velocidade desses obstáculos e também a

direção.

Nesta abordagem foi aplicado um conjunto de técnicas bem documentadas em um

fluxo para, com base no obstáculo identificado, extrair as características de distância e movi-

mento do obstáculo detectado. Nos experimentos foram utilizadas imagens de duas bases de ca-

sos, sendo: KITTI (GEIGER et al., 2013), que contém diferentes sequências de frames, algumas

com bastante movimento de veículos e até mesmo pedestres. Além da CaRINA (SHINZATO

et al., 2016), que também contém sequências de frames com obstáculos em movimento, apesar

de em menor quantidade do que na KITTI. Ambas as bases fornecem as sequências de frames

estéreo, onde cada cena é filmada por duas câmeras paralelas simultaneamente, permitindo o

uso de técnicas de visão estéreo e consequentemente a extração de profundidade da cena. O

fato de serem frames sequenciais também permite o uso de análise de Fluxo Ótico para extrair

as informações de movimento da cena.

Para a detecção e identificação dos obstáculos na cena foi utilizado estrutura CNN

conhecida como Mask R-CNN (HE et al., 2017), uma extensão de outra conhecida estrutura, a

Faster R-CNN (REN et al., 2015). Essa estrutura além de realizar a detecção de classificação dos

objetos, constrói a máscara de segmentação para cada objeto. A Mask R-CNN gera máscaras

de segmentação por instâncias, onde os objetos mesmo pertencendo a uma mesma classe são

identificados individualmente. Entretanto, neste experimento essas máscaras foram utilizadas

como uma segmentação semântica, importando apenas a classe a qual pertence, por exemplo:

pessoa, veículo, etc (Figura 17).

A estrutura foi utilizada com modelos pré-treinados na arquitetura Inception (SZE-

GEDY et al., 2016), que possui boa precisão de classificação e é mais rápido do que muitas

outras arquiteturas. Além disso, nossos experimentos são executados em um modelo treinado
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lajota, etc). Uma pequena introdução a este conjunto de dados foi apresentada no Capítulo

2, Seção 2.2, desta tese. Mais detalhes sobre essa base de casos podem ser conferidos na

publicação (RATEKE; JUSTEN; WANGENHEIM, 2019).

O dataset RTK contêm 77547 frames separados em quatro sequências de coleta. Parte

do dataset foi utilizado como um padrão ouro (Ground Truth - GT) de classificação de tipos de

superfície e qualidade de superfície, contendo rótulos de tipo de superfície para 62662 frames,

como:

• GT frames para asfalto (asphalt): 43263

• GT frames para outros pavimentos (paved): 13697

• GT frames para estradas de terra (unpaved): 5702

Também contêm um total de 6297 frames classificados em qualidade como GT, sendo:

• GT frames para asfalto bons (asphalt good): 1978

• GT frames para asfalto regulares (asphalt regular): 839

• GT frames para asfalto ruins (asphalt bad): 464

• GT frames para outros pavimentos bons (paved good): 1179

• GT frames para outros pavimentos regulares (paved regular): 324

• GT frames para outros pavimentos ruins (paved bad): 124

• GT frames para estradas de terra regulares (unpaved regular): 796

• GT frames para estradas de terra ruins (unpaved bad): 593

Além do GT de classificação, também foi criado um GT de segmentação semântica da

superfície da estrada e das variações na superfície. O GT com as imagens segmentadas contêm

701 imagens. Exemplos do GT podem ser conferidos na Figura 20. As classes utilizadas para

anotação das regiões estão listadas a seguir:

• Background, tudo que não é relacionado com a superfície da estrada;

• Asphalt, estradas com superfície do tipo asfalto;

• Paved, diferentes tipos de pavimento (ex.: lajotas e paralelepípedos);

• Unpaved, estradas sem pavimento, estradas de terra;

• Markings, para as marcações na estrada;

• Speed-Bump, para lombadas;
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totalmente conectada tem as possíveis saídas, ou seja, a classificação da imagem entre as classes

desejadas.

5.4 SEGMENTAÇÃO SEMÂNTICA DE SUPERFÍCIE DE ESTRADAS

Essa abordagem é uma evolução da abordagem apresentada anteriormente. Com base

no GT segmentado do conjunto de imagens RTK. Treinando uma arquitetura CNN capaz de

realizar a segmentação semântica da superfície da estrada. Os experimentos para essa aborda-

gem foram executados no Google Colaboratory (Google Colab), um serviço de nuvem baseado

em notebooks Jupyter, que é um ambiente web interativo para criação de documentos. Nos

experimentos foram utilizadas GPUs disponibilizadas pelo Google Colab, sendo: Tesla K80

com 12GB de memória e Tesla P100-PCIE com 16GB de memória. Também foi utilizado uma

biblioteca de código aberto para aplicações de deep learning baseada no PyTorch, conhecida

como fast.ai (HOWARD et al., 2018).

A arquitetura CNN utilizada foi a U-NET (RONNEBERGER; FISCHER; BROX,

2015), que é uma arquitetura CNN projetada para realizar a tarefa de segmentação semântica

em imagens médicas, mas aplicada com sucesso a muitas outras abordagens. Essa arquitetura

possui duas partes principais, uma sendo o codificador (encoder), utilizada para extrair carac-

terísticas da imagem. Na U-NET o encoder inicia com a imagem no tamanho original (ou um

tamanho definido para início) e vai reduzindo até que fique pequeno e suficiente para ainda ex-

trair padrões. A outra parte da U-NET é simétrica ao encoder, é conhecida como decoder e faz

o processo inverso, aumentando o tamanho até ao valor original de entrada.

Foram utilizados modelos de pré-treinamento com resnet34 e resnet50, ambos dispo-

níveis na biblioteca fast.ai. ResNet são modelos CNN residuais, que permitem que camadas

da rede passem informações para camadas seguintes que não são diretamente ligadas sem pas-

sar por algumas camadas intermediárias, ou seja, pulando camadas. Desta forma mantendo

características relevantes das camadas iniciais (HE et al., 2016).

Na etapa de data augmentation foram utilizadas opções padrões da biblioteca fast.ai,

sendo aplicadas rotações horizontais e distorção de perspectiva. Com a fast.ai é possível cuidar

para fazer as mesmas variações feitas no data augmentation das imagens originais, para as

imagens de máscara, o GT, utilizadas para treinamento, evitando assim que uma rotação seja

feita na imagem original apresentando uma curva para a direita, e que a imagem do GT fique

com uma curva para a esquerda o que atrapalharia o treinamento da rede e geraria um modelo

ruim.

Uma informação relevante é que as classes do GT são bastante desbalanceadas, tendo

muito mais pixels de background ou dos tipos de superfície de estrada (asphalt, paved e unpa-

ved) de que das demais classes do GT. Nessa situação não basta, por exemplo, apenas repetir

uma imagem com buraco ou com poça de água, como é comum em situações de desbalance-

amento em classificações de imagens. Pois também estará aumentando a quantidade de pixels

de background ou de superfície de estrada, aumentando ainda mais a diferença entre as classes.
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Após analisar todas as 701 imagens disponíveis no GT, verificando a quantidade de

pixels em cada classe, obteve-se a proporção de cada classe no GT listada a seguir:

• Background = 65,86%;

• Asphalt = 12,90%;

• Paved = 10,50%;

• Unpaved = 9,22%;

• Marking = 0,78%;

• Speed-Bump = 0,06%;

• Cats-Eye = 0,02%;

• Storm-Drain = 0,02%;

• Patches = 0,22%;

• Water-Puddle = 0,03%;

• Pothole = 0,06%;

• Cracks = 0,33%.

A solução encontrada foi adicionar pesos para cada classe na etapa de treinamento

da rede. Os pesos foram adicionados de forma a tentar compensar a diferença de pixels das

classes, tentando simular que a classes tenham uma quantidade similar de amostras. Com base

em diferentes experimentos percebeu-se que apenas aplicar os pesos não é o suficiente, pois

ao melhorar a acurácia das classes com menor representatividade teve uma grande piora na

acurácia das três classes de superfície de estrada (asphalt, paved e unpaved).

Diferentes experimentos foram realizados, com diferentes configurações da arquite-

tura utilizada, como: gerar modelo de treinamento sem pesos e sem nenhuma variação, apenas

utilizando a U-NET com resnet34 ou resnet50. Ou gerar modelos de treinamento com variações

de tamanho das imagens de entrada, de forma crescente, onde cada etapa utiliza o modelo an-

terior como base. Com as configurações anteriores mas aplicando pesos nas classes. E também

treinando modelos sem pesos e utilizando esses modelos como base para um treinamento com

pesos.

Os melhores valores de acurácia foram obtidos com a seguinte configuração: primeiro

treinar um modelo sem utilizar os pesos, gerando um modelo com boa acurácia para os tipos de

superfície (96% para asfalto, 82% para outros pavimentos e 73% para estradas de terra), porém

ruim para as classes menores. Em seguida, utilizar esse modelo treinado previamente como

base, como pré-treinamento, para o modelo seguinte que utiliza os pesos proporcionais para as

classes, gerando assim bons valores para todas as classes, como será apresentado na Seção 6.3.

A ideia é ilustrada pela Figura 24.
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6 RESULTADOS

Neste capítulo são apresentados os resultados relacionados as abordagens do capítulo

5 respectivamente, sendo: A seção 6.1 apresenta os resultados da abordagem de detecção e

extração de características de profundidade e movimento dos obstáculos. Na seção 6.2 são

apresentados os resultados da classificação de tipos e qualidade de superfície. A segmentação

semântica das características de superfície são apresentadas na seção 6.3. Com base na pesquisa

feita e nos resultados obtidos são verificados a questão de pesquisa e os objetivos na seção 6.4.

Finalmente na seção 6.5 são listadas as publicações relacionadas a pesquisa e aos resultados

desta tese.

6.1 RESULTADOS DA EXTRAÇÃO DE CARACTERÍSTICAS DE OBSTÁCULOS

Para avaliar os resultados foram feitas anotações manuais (GT) em um total de 100 fra-

mes, divididos em 20 sequências de 5 frames cada, visando identificar os padrões de movimento

em uma cena. Ao todo foram 415 objetos anotados, incluindo carros, pessoas, caminhões, bi-

cicletas e outros elementos comuns em um cenário de navegação veicular. Na Tabela 19 é

apresentada a acurácia geral para cada tarefa prevista nessa etapa de análise de movimentos e

distância de obstáculos. Uma análise individual para cada tarefa é apresentada pelas matrizes

de confusão (Tabela 20, Tabela 21, Tabela 22 e Tabela 23).

Com base nos resultados apresentados pelas matrizes de confusão, algumas considera-

ções podem ser feitas. Por exemplo, na Tabela 20, que apresenta os valores para as classificações

de profundidade, percebe-se que os valores mais baixos ficaram com as classes “very-close” e

“far”.

Tabela 19 – Acurácia da extração de características dos obstáculos.

Tarefa Acurácia

Profundidade 81,75%
Direção do eixo x 89,51%
Direção do eixo y 83,57%
Intensidade de Movimento 80,96%

Fonte: Desenvolvido pelo autor.

Tabela 20 – Matriz de confusão da profundidade

very close close far very far
very close 72.82% 17.48% 9.71% 0.00%

close 1.00% 86.00% 6.00% 7.00%
far 0.00% 0.00% 67.00% 33.00%

very far 0.00% 0.00% 0.00% 100.00%

Fonte: Desenvolvido pelo autor.
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Tabela 21 – Matriz de confusão do eixo-x

left to right right to left stable direction
left to right 86.90% 8.28% 4.83%
right to left 5.11% 92.05% 2.84%

stable direction 11.24% 0.00% 88.76%

Fonte: Desenvolvido pelo autor.

Tabela 22 – Matriz de confusão do eixo-y

approaching moving away stable distance
approaching 78.40% 8.45% 13.15%
moving away 0.00% 89.13% 10.87%
stable distance 5.16% 5.81% 89.03%

Fonte: Desenvolvido pelo autor.

Tabela 23 – Matriz de confusão da intensidade de movimento

stopped slow
average
speed

fast
very
fast

stopped 90.41% 5.48% 4.11% 0.00% 0.00%
slow 13.79% 58.62% 24.14% 0.00% 0.00%

average
speed

0.00% 1.49% 77.61% 20.90% 0.00%

fast 0.51% 1.53% 10.71% 84.69% 2.55%
very
fast

0.00% 0.00% 4.00% 26.00% 70.00%

Fonte: Desenvolvido pelo autor.

Porém, também nota-se que o maior índice de erros para ambas as classes ocorreram

em classes vizinhas, não sendo tão discrepantes do resultado esperado. Ainda assim, a classe

“very-close” apresentou uma quantidade razoável de erros como sendo da classe “far”, uma

classe não vizinha. Isso pode ocorrer em situações onde há objetos que, apesar de terem di-

ferentes profundidades, estão próximos entre si no eixo x do plano 2D da imagem, podendo

dificultar o cálculo da média de profundidade na região dos objetos.

A mesma situação é possível com os vetores e valores do fluxo ótico, como por exem-

plo na Tabela 22, onde objetos que deveriam estar na classe “approaching” apresentaram um

índice de 8,45% como sendo da classe “moving-away”. Por fim, na Tabela 23 o pior resultado

foi apresentado pela classe “slow”, ainda assim, em todas as classes os erros ocorreram em

classes vizinhas.

Os resultados da abordagem de extração de características dos obstáculos, combinando

a Mask R-CNN, Mapa de Disparidade e Fluxo Ótico são apresentados na Figura 25 com resul-

tados nas imagens de base KITTI, e também na Figura 26 com resultados na base CaRINA. Na

coluna esquerda são os resultados dos métodos combinados e na coluna direita é a análise com
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Tabela 24 – Resultados da classificação de tipos de superfície. Apenas RTK

Treinado apenas com imagens da RTK
Asphalt Paved Unpaved Acurácia Geral

RTK 98.58% 85.75% 93.84% 95.73%
KITTI 54.70% 23.40% - 53.07%

CaRINA 58.82% 6.61% 100.00% 45.30%

Fonte: (RATEKE; JUSTEN; WANGENHEIM, 2019).

Tabela 25 – Resultados da classificação de tipos de superfície. RTK, KITTI e CaRINA

Treinado com RTK, KITTI e CaRINA
Asphalt Paved Unpaved Acurácia Geral

RTK 98.45% 86.24% 93.67% 95.72%
KITTI 94.22% 73.21% - 93.13%

CaRINA 97.66% 100.00% 100.00% 98.36%

Fonte: (RATEKE; JUSTEN; WANGENHEIM, 2019).

Tabela 26 – Resultados da classificação de tipos de superfície. RTK, KITTI, CaRINA e com balanceamento

Treinado com RTK, KITTI, CaRINA e com balanceamento
Asphalt Paved Unpaved Acurácia Geral

RTK 96.81% 86.05% 94.41% 94.57%
KITTI 94.49% 76.23% - 93.54%

CaRINA 99.90% 100.00% 99.00% 99.86%

Fonte: (RATEKE; JUSTEN; WANGENHEIM, 2019).

As matrizes de confusão mostram onde ocorreram a maior quantidade de erros (Tabela

27, Tabela 28 e Tabela 29). Com os valores apresentados nas tabelas, é notável que a identifica-

ção de asfalto e estradas de terra tiveram bons valores de acurácia e, com exceção da CaRINA,

os valores de pavimento foram os que obtiveram os piores resultados. Com as matrizes de con-

fusão é possível identificar onde foram os erros e desta forma fazer uma análise, nota-se por

exemplo que a maior parte dos erros das estradas de pavimento foi classificá-las como estrada

de asfalto.

Tabela 27 – Matriz de confusão do dataset RTK

Asphalt Paved Unpaved
Asphalt 96.81% 2.68% 0.51%
Paved 10.24% 86.05% 3.71%

Unpaved 4.12% 1.47% 94.41%

Fonte: Adaptado de (RATEKE; JUSTEN; WANGENHEIM, 2019).
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Tabela 28 – Matriz de confusão do dataset KITTI

Asphalt Paved Unpaved
Asphalt 94.49% 5.12% 0.39
Paved 22.64% 76.23% 1.13

Unpaved - - -

Fonte: Adaptado de (RATEKE; JUSTEN; WANGENHEIM, 2019).

Tabela 29 – Matriz de confusão do dataset CaRINA

Asphalt Paved Unpaved
Asphalt 99.90% 0.10% 0.00%
Paved 0.00% 100.00% 0.00%

Unpaved 1.00% 0.00% 99.00%

Fonte: Adaptado de (RATEKE; JUSTEN; WANGENHEIM, 2019).

Na Figura 29 são apresentados alguns resultados na base RTK, incluindo na última

linha exemplos de falhas na classificação. Na Figura 30 são apresentado alguns resultados na

base CaRINA e na Figura 31 são apresentados os resultados na base KITTI.

O modelo treinado previamente, para classificação de tipo de superfície, foi utilizado

também para a classificação de qualidade da superfície. Pois com base nesse primeiro modelo

é decidido qual modelo de qualidade será utilizado. Por exemplo, caso o caminho tenha sido

classificado como asfalto, será utilizado o modelo de qualidade específico de asfalto. Observa-

se que desta forma, caso ocorra um erro na primeira classificação, compromete todo o restante

da abordagem.
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Tabela 30 – Resultados da classificação de qualidade

Asphalt(Good) Asphalt(Regular) Asphalt(Bad) Paved(Good) Paved(Regular) Paved(Bad) Unpaved(Regular) Unpaved(Bad)
RTK 98.23% 94.04% 96.77% 73.71% 45.37% 9.68% 74.37% 19.73%

KITTI 97.85% - - 83.67% - - - -
CaRINA 98.35% 97.50% 94.12% 90% - 0% - 100%

Fonte: (RATEKE; JUSTEN; WANGENHEIM, 2019).

Tabela 31 – Matriz de confusão da classificação de qualidade na RTK

Asphalt(Good) Asphalt(Regular) Asphalt(Bad) Paved(Good) Paved(Regular) Paved(Bad) Unpaved(Regular) Unpaved(Bad)
Asphalt(Good) 98.23% 0.35% 0.15% 0.40% 0.05% 0% 0.81% 0%
Asphalt(Regular) 1.79% 94.04 0.83% 0% 3.10% 0% 0% 0.24%
Asphalt(Bad) 0.22% 2.16% 96.77% 0% 0% 0% 0% 0%
Paved(Good) 3.56% 2.63% 0.59% 73.71% 4.33% 13.57% 1.19% 0%
Paved(Regular) 7.41% 2.78% 1.85% 33.95% 45.37% 7.72% 0.31% 0.62%
Paved(Bad) 9.68% 1.61% 1.61% 29.84% 43.55% 9.68% 4.03% 0.%
Unpaved(Regular) 1.51% 0.38% 0% 0% 0% 0% 74.37% 14.45%
Unpaved(Bad) 4.72% 1.35% 0.67% 1.85% 0% 0.84% 50.59% 19.73%

Fonte: Adaptado de (RATEKE; JUSTEN; WANGENHEIM, 2019).
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Tabela 32 – Matriz de confusão da classificação de qualidade na KITTI

Asphalt(Good) Asphalt(Regular) Asphalt(Bad) Paved(Good) Paved(Regular) Paved(Bad) textbfUnpaved(Regular) Unpaved(Bad)
Asphalt(Good) 97.85% 0% 0% 1.97% 0% 0% 0.18% 0%
Asphalt(Regular) - - - - - - - -
Asphalt(Bad) - - - - - - - -
Paved(Good) 8.16% 0% 0% 83.67% 6.12% 2.04% 0% 0%
Paved(Regular) - - - - - - - -
Paved(Bad) - - - - - - - -
Unpaved(Regular) - - - - - - - -
Unpaved(Bad) - - - - - - - -

Fonte: Adaptado de (RATEKE; JUSTEN; WANGENHEIM, 2019).

Tabela 33 – Matriz de confusão da classificação de qualidade na CaRINA

Asphalt(Good) Asphalt(Regular) Asphalt(Bad) Paved(Good) Paved(Regular) Paved(Bad) Unpaved(Regular) Unpaved(Bad)
Asphalt(Good) 98.35% 0% 0.21% 1.44% 0% 0% 0% 0%
Asphalt(Regular) 0% 97.50% 0% 0% 2.50% 0% 0% 0%
Asphalt(Bad) 0% 5.88% 94.12% 0% 0% 0% 0% 0%
Paved(Good) 0% 0% 0% 90% 0% 10% 0% 0%
Paved(Regular) - - - - - - - -
Paved(Bad) 0% 0% 0% 100% 0% 0% 0% 0%
Unpaved(Regular) - - - - - - - -
Unpaved(Bad) 0% 0% 0% 0% 0% 0% 0% 100%

Fonte: Adaptado de (RATEKE; JUSTEN; WANGENHEIM, 2019).
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• r34-S: com resnet34, com apenas um modelo sem pesos nas classes;

• r34-SW: com resnet34, com apenas um modelo, com pesos nas classes;

• r34-I: com resnet34, três modelos com aumento do tamanho das imagens em cada modelo

e cada novo modelo utilizando o anterior como base, no primeiro modelo com tamanho

das imagens divididas por 4, no segundo com divisão por 2 e no terceiro com o tamanho

original, sem pesos nas classes;

• r34-IW: com resnet34, três modelos com aumento do tamanho das imagens em cada

modelo e cada novo modelo utilizando o anterior como base, no primeiro modelo com

tamanho das imagens divididas por 4, no segundo com divisão por 2 e no terceiro com o

tamanho original, com pesos nas classes;

• r34-DW: com resnet34, com dois modelos, primeiro modelo sem pesos e o segundo

modelo utilizando o primeiro como base e adicionando pesos;

• r50-S: com resnet50, com apenas um modelo sem pesos nas classes;

• r50-SW: com resnet50, com apenas um modelo, com pesos nas classes;

• r50-I: com resnet50, três modelos com aumento do tamanho das imagens em cada modelo

e cada novo modelo utilizando o anterior como base, no primeiro modelo com tamanho

das imagens divididas por 4, no segundo com divisão por 2 e no terceiro com o tamanho

original, sem pesos nas classes;

• r50-IW: com resnet50, três modelos com aumento do tamanho das imagens em cada

modelo e cada novo modelo utilizando o anterior como base, no primeiro modelo com

tamanho das imagens divididas por 4, no segundo com divisão por 2 e no terceiro com o

tamanho original, com pesos nas classes;

• r50-DW: com resnet50, com dois modelos, primeiro modelo sem pesos e o segundo

modelo utilizando o primeiro como base e adicionando pesos.

A acurácia, tanto geral como de cada classe foi calculada levando em consideração

a quantidade correta de pixels classificados sobre a quantidade total de pixels. Os valores de

acurácia em cada configuração são apresentados na Tabela 34, onde é possível notar que as

configuração onde os pesos não são aplicados apresentam os piores resultados para as classes

menores. Com as configuração que utilizam pesos houve uma considerável melhora na acurácia

das classes menores, ainda que com perda na acurácia das classes de tipos de superfície. Os

resultados de acurácia mais equilibrados, considerando os valores para as classes menores e

para as classes de tipo de superfície, foram obtidos pela configuração com 2 modelos treinados,

sendo o primeiro sem pesos utilizado como base para o segundo com os pesos (r34-DW e

r50-DW).
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Tabela 34 – Resultados de acurácia em diferentes configurações

Background Asphalt Paved Unpaved Markings Speed-Bump Cats-Eye Storm-Drain Patchs Water-Puddle Pothole Cracks Acurácia Geral
r34-S 98,00% 93,00% 88,00% 74,00% 43,00% 0,00% 0,00% 0,00% 0,01% 0,00% 0,00% 0,07% 94,00%

r34-SW 88,00% 71,00% 76,00% 61,00% 71,00% 11,00% 94,00% 98,00% 69,00% 71,00% 66,00% 45,00% 89,00%
r34-I 98,00% 89,00% 86,00% 74,00% 50,00% 0,00% 0,00% 0,00% 11,00% 0,00% 0,00% 0,47% 95,00%

r34-IW 84,00% 57,00% 67,00% 62,00% 68,00% 75,00% 79,00% 95,00% 62,00% 60,00% 72,00% 38,00% 83,00%
r34-DW 92,00% 85,00% 87,00% 79,00% 73,00% 58,00% 86,00% 86,00% 78,00% 89,00% 66,00% 51,00% 92,00%

r50-S 97,00% 88,00% 73,00% 72,00% 19,00% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 0,00% 87,00%
r50-SW 91,00% 78,00% 83,00% 70,00% 71,00% 58,00% 85,00% 95,00% 74,00% 95,00% 59,00% 45,00% 90,00%

r50-I 98,00% 94,00% 89,00% 76,00% 67,00% 14,00% 18,00% 20,00% 38,00% 5,03% 20,00% 13,00% 96,00%
r50-IW 87,00% 73,00% 72,00% 67,00% 79,00% 85,00% 82,00% 88,00% 70,00% 73,00% 69,00% 49,00% 87,00%
r50-DW 90,00% 80,00% 79,00% 76,00% 72,00% 93,00% 93,00% 94,00% 75,00% 97,00% 81,00% 48,00% 93,00%

Fonte: Desenvolvido pelo autor.
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Então, com base nos valores obtidos pela Tabela 34, foi escolhido a configuração r34-

DW para experimentos com mais épocas nos modelos treinados. Por ser com a ResNet34 exige

menos da GPU e permite treinar com um batch_size maior, acelerando o experimento para uma

quantidade maior de épocas. Nesse experimento, tanto o primeiro modelo sem os pesos como

o segundo com os pesos tiveram 100 épocas. Os resultados obtidos são apresentados na Tabela

35.

Tabela 35 – Resultado de acurácia final com a configuração r34-DW durante 100 épocas

Classe Acurácia

Background 97%
Asphalt 92%
Paved 94%
Unpaved 90%
Marking 93%
Speed-Bump 69%
Cats-Eye 94%
Storm-Drain 97%
Patches 97%
Water-Puddle 90%
Pothole 97%
Cracks 72%

Geral 97%

Fonte: Desevolvido pelo autor.

Na Figura 35 é apresentado a matriz de confusão do experimento final, com a confi-

guração r34-DW durante 100 épocas em cada modelo. A matriz de confusão ajuda a analisar

onde ocorrem as principais falhas de cada classe. Por exemplo, a classe Speed-Bump, que foi

a com menor valor de acurácia, apresentou falhas como sendo Asphalt, uma quantidade menor

com Cracks e também Marking. A classe Cracks, a segunda com pior acurácia, teve falhas

como sendo algumas das classes de tipos de superfície e também como Patches, Storm-Drain e

Pothole.

Foram selecionados alguns trabalhos para comparação com a segmentação semântica

da superfície apresentada nesta tese. Trabalhos que representam um conjunto de características

de resultados, foram selecionados os mais recentes em cada grupo. Destes, foram selecionados

quatro trabalhos que fizeram a detecção de caminho adaptativa, ou seja, mesmo com a mudança

no tipo de terreno, continuam detectando o caminho, lembrando que estes trabalhos não di-

ferenciam os tipos de superfície. Outros dois que detectam diferentes tipos de caminho, mas

não de forma adaptativa. Também foram selecionados dois trabalhos que realizaram a detecção

de caminho em estradas sem pavimento, e outros cinco que fizeram a detecção em estradas de

asfalto. Por fim, os trabalhos com foco nos danos da superfície, sendo dois de poças de água e

cinco que apresentaram detecção de buracos. Essa comparação está apresentada na Tabela 36.
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Tabela 36 – Comparativo de detecções da tese com outros trabalhos

Trabalhos Detecções
Asfalto Outros Pavimentos Sem Pavimento Adaptativo Buracos Poças de água Outros Danos

(GUO; MITA; MCALLESTER, 2011) Sim Sim Não Sim Não Não Não
(OSOSINSKI; LABROSSE, 2012) Sim Sim Não Sim Não Não Não

(GUO; MITA; MCALLESTER, 2012) Sim Sim Não Sim Não Não Não
(CRISTÓFORIS et al., 2016) Sim Sim Não Sim Não Não Não

(VALENTE; STANCIULESCU, 2017) Sim Sim Sim Não Não Não Não
(NGUYEN; PHUNG; BOUZERDOUM, 2017) Sim Sim Sim Não Não Não Não
(NGUYEN; PHUNG; BOUZERDOUM, 2017) Não Não Sim Não Não Não Não
(NGUYEN; PHUNG; BOUZERDOUM, 2017) Não Não Sim Não Não Não Não

(GAO; WANG; YUAN, 2017) Sim Não Não Não Não Não Não
(KIM; TAI; YOON, 2017) Sim Não Não Não Não Não Não
(KIM; TAI; YOON, 2017) Sim Não Não Não Não Não Não

(JIA; CHEN; ZHANG, 2017a) Sim Não Não Não Não Não Não
(PAN; SI; OGAI, 2017) Sim Não Não Não Não Não Não

(HAN et al., 2018) Não Não Não Não Não Sim Não
(LI; NGUYEN; YOU, 2019) Não Não Não Não Não Sim Não

(KOH et al., 2019) Não Não Não Não Sim Não Não
(CHEN; YAO; GU, 2020) Não Não Não Não Sim Não Não

(ANAND et al., 2018) Não Não Não Não Sim Não Sim
(DHIMAN; KLETTE, 2019) Não Não Não Não Sim Não Não

(MAEDA et al., 2018) Não Não Não Não Sim Não Sim
Esta Tese Sim Sim Sim Sim Sim Sim Sim

Fonte: Desenvolvido pelo autor.
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6.4 RESPOSTA A QUESTÃO DE PESQUISA

A questão de pesquisa abordada nesta tese é: “Como identificar um caminho navegável

em estradas de baixa qualidade utilizando apenas visão passiva?”. Então, para responder a essa

pergunta foi definido o objetivo geral de: “detectar um caminho navegável em estradas de

baixa qualidade, utilizando para isso captura com base em VP e métodos de VC, PDI e DL”. O

objetivo geral foi então dividido em seis objetivos específicos.

O primeiro objetivo específico, “Identificar o estado da arte em detecção de caminho”

e o segundo objetivo específico, “Identificar o estado da arte em detecção de obstáculos” foram

alcançados por RSL para cada um dos objetivos. Para o primeiro objetivo a RSL com foco em

detecção de caminho, apresentado no capítulo 4, seção 4.1, onde nota-se que não há trabalhos

com foco em estradas de baixa qualidade. A RSL com foco na detecção de obstáculos, apre-

sentada no capítulo 4, seção 4.2 resultou em poucos trabalhos que lidam apenas com grandes

buracos.

Para os objetivos específicos três e quatro: “Detectar o caminho independente de mu-

danças no terreno” e “Detectar obstáculos no caminho” foram desenvolvidas e experimentadas

três abordagens utilizando VC e DL, apresentadas no capítulo 5, seção 5.1 com a utilização

de técnicas de DL, VE e OF para detectar obstáculos, e checar distância e movimento desses

obstáculos, na seção 5.3 com um classificador de tipos e qualidade de caminho é apresentado

uma primeira forma de lidar diretamente com estradas de baixa qualidade, e por fim, na seção

5.4 a segmentação da estrada considerando diferentes características e variações na superfície

da estrada.

Para o quinto objetivo específico, “Avaliar e validar em diferentes bases”, foram utili-

zadas bases conhecidas e documentadas como KITTI e CaRINA, além da criação de uma nova

base, a RTK, que consequentemente responde ao objetivo específico número seis: “Criar uma

nova base de casos com mais exemplos de transições de tipos de terrenos, buracos e poças de

água”.

Deste modo, com base nos resultados alcançados para cada objetivo, é possível res-

ponder a questão de pesquisa com a utilização de técnicas de Aprendizado de Máquina, mais

especificamente com Redes Neurais Convolucionais, com auxílio de técnicas de Visão Compu-

tacional e Processamento Digital de Imagens.

6.5 PUBLICAÇÕES

Durante o desenvolvimento desta tese dois relatórios técnicos foram gerados, além de

dois trabalhos relacionados aos objetivos que foram publicados, um foi aceito desde que cor-

reções sejam feitas, o que está em andamento, e outros dois foram recentemente submetidos, a

Tabela 37 lista os trabalhos, mostra qual o status e qualis, e ligação com os objetivos específicos

(OE) de cada trabalho.
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Tabela 37 – Lista dos trabalhos gerados, publicados, submetidos e em correção.

Autores Título Ano Local Relação Qualis
Publicados

Rateke, T.; Justen, K. A.; Chiarella, V. F.;
Sobieranski, A. C.; Comunello, E.;

von Wangenheim, A.
Passive Vision Region-Based Road Detection: A Literature Review 2019 ACM Computing Surveys OE1 A1

Rateke, T.; Justen, K. A.; von Wangenheim, A.
Road Surface Classification with Images Captured

From Low-cost Cameras – Road Traversing Knowledge (RTK) Dataset
2019

Revista de Informática
Teórica e Aplicada (RITA)

OE3, OE5 e OE6 B3

Rateke, T.; von Wangenheim, A. Passive Vision Road Obstacle Detection: A Literature Mapping 2020
International Journal of

Computer and Applications
OE2 B2

Relatórios Técnicos
Rateke, T.; Justen, K. A.; von Wangenheim, A. Systematic Literature Review for Region-Based Road Detection 2018 INCoD OE1 -

Rateke, T.; von Wangenheim, A. Systematic Literature Review for Passive Vision Road Obstacle Detection 2018 INCoD OE2 -
Submetidos - Em Revisão

Rateke, T.; von Wangenheim, A.
Road obstacles positional and dynamic features extraction

combining object detection, stereo disparity maps and optical flow data
-

Machine Vision
and Applications

OE4 e OE5 B2

Rateke, T.; von Wangenheim, A. Road surface detection and differentiation considering surface damages - Autonomous Robots OE3 e OE4 A1

Fonte: Desenvolvido pelo autor.
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7 CONCLUSÕES E DISCUSSÕES

Essa tese deu continuidade aos trabalhos desenvolvidos em (RATEKE, 2015; RATEKE

et al., 2014; JUSTEN et al., 2016), no contexto do projeto de navegação veicular autônoma1 do

Laboratório de Processamento Digital de Imagens e Computação Gráfica (LAPiX)2 associado

ao Instituto Nacional para Convergência Digital (INCoD)3, que contam com outros trabalhos,

complementares, no mesmo contexto.

O objetivo desta tese foi provar que é possível realizar a detecção de estradas de baixa

qualidade somente com a utilização de Visão Passiva. Para isso foram realizadas duas revisões

sistemáticas da literatura, uma sobre detecção de caminho e outra sobre detecção de obstácu-

los, visando encontrar trabalhos que lidam com os problemas na superfície da estrada, como

buracos, poças de água ou outros danos. Em ambas as RSL percebeu-se a falta de trabalhos

que lidam com cenários de estradas de baixa qualidade, apenas alguns poucos e com situações

bem específicas, sendo dois trabalhos realizando a detecção de buracos grandes, um que detecta

danos em asfalto e um trabalho que classifica danos em estradas de asfalto, e outros 8 trabalhos

mais recentes que detectam buracos em estradas de asfalto apenas, ainda assim, sem lidar com

os demais padrões da estrada. Relacionados a poças de água há ainda menos trabalhos, que

também focam apenas nessa detecção em específico. Também não houve trabalhos que tratas-

sem da variação na superfície da estrada, que é de extrema importância para o modo como um

veículo deve ser controlado. Com as RSLs também é possível perceber o recente aumento na

utilização de CNNs para a detecção de caminho e obstáculos.

Uma nova base de casos também foi criada como resultado desta tese, para possibilitar

os experimentos em estradas com variações na superfície do caminho, como asfalto, terra e

lajota, contando com diferentes transições, além de lombadas, buracos, e outros padrões comuns

na superfície do caminho. Essa base foi criada com câmeras de baixo custo, com imagens

de baixa resolução, e mesmo assim foi útil para os experimentos. Dois experimentos foram

realizados com utilização dessa nova base. Está disponível publicamente na página do projeto4.

E por fim, três abordagens foram desenvolvidas, a primeira buscou garantir a detecção

de obstáculos não relacionados a superfície da estrada, como pessoas e outros veículos, além de

fazer uma análise de profundidade e de movimentação dos participantes da cena. Essa análise

é importante tanto para gerar um alerta para um motorista humano como para o controle de

um veículo autônomo, permitindo evitar colisões. Para isso foram combinados métodos de

CNN para a detecção dos obstáculos, VE para análise da profundidade e OF para a análise do

movimento.

As outras duas abordagens tiveram o foco na superfície do caminho, a primeira como

uma classificação de tipos de superfície e qualidade, e a segunda como uma segmentação se-

1 http://www.lapix.ufsc.br/pesquisas/projeto-veiculo-autonomo/
2 http://www.lapix.ufsc.br/
3 http://www.incod.ufsc.br/
4 http://www.lapix.ufsc.br/pesquisas/projeto-veiculo-autonomo/datasets/
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mântica de diferentes padrões da estrada. Na abordagem de classificação foi utilizado uma

estrutura CNN simples com etapa de pré-processamento composta por corte de região de in-

teresse, enviando para a rede apenas a região da imagem que contém a estrada. Também foi

realizada como um fluxo onde primeiro tem-se a resposta do tipo de caminho e em seguida,

com o modelo de qualidade específico de cada tipo de superfície, tem-se a classificação de qua-

lidade da superfície. Essa abordagem foi realizada com a utilização de 2 bases de casos em

adição a nova base de casos criada. Esse trabalho pode ser útil inclusive para departamentos de

manutenção de rodovias, possibilitando automatizar parte do processo de análise das estradas.

Com a segmentação semântica é possível detectar de forma mais precisa as variações

nos tipos de caminho, quando ocorrem as transições entre os pavimentos. E claro, outros pa-

drões de extrema importância e que foram a grande questão desta tese, as estradas de baixa

qualidade. Com a abordagem de segmentação, utilizando arquitetura CNN com ajuste de pesos

para as classes nas imagens do dataset criado, foi possível detectar buracos, poças de água, lom-

badas, marcações na estrada, olhos de gato, bueiros, remendos e outros danos da estrada com

um alto grau de acerto, respondendo, enfim, a questão de pesquisa desta tese.

7.1 TRABALHOS FUTUROS

A percepção visual para navegação veicular, quer seja como uma assistência ao moto-

rista, como localização e mapeamento ou mesmo um veículo autônomo tem apresentado pro-

missores resultados recentes, mas observa-se que ainda há desafios a serem trabalhados. Alguns

destes, relacionados aos trabalhos feitos nesta tese, como por exemplo, dando continuidade a

abordagem que combina CNN, VE e fluxo ótico, a possibilidade de tentar prever as ações dos

demais participantes no cenário com base nos dados de tipos de objetos, movimento e distância.

Relacionado ao dataset criado, é interessante incluir novos desafios, como imagens no-

turnas, dias chuvosos ou em ambientes com neblina. Isso possibilitaria experimentos com uma

classificação das condições climáticas com base em imagens, que também pode ser importante

para a forma como conduzir um veículo. Ou caso a VP não se mostre capaz em condições mais

extremas, que com base na classificação do clima, sejam acionados sensores auxiliares e talvez

em caso de necessidade, sensores de visão ativa.

Além disso, o GT de classificação criado, pode ser modificado, com mais especifica-

ções, classificando diferentes tipos de asfalto (novo, antigo), classificando os diferentes tipos

de pavimento (lajota, paralelepípedo) e inclusive variações nas estradas de terra (avermelhadas,

amareladas). Talvez mais classes relacionadas a classificação de qualidade também, se possível

com o auxílio de especialistas no assunto para a definição de cada classe.

Para o GT de segmentação, pode ser interessante dividir algumas classes em classes

mais específicas, como por exemplo a classe Cracks, utilizada para diferentes danos indepen-

dente do tipo de estrada. Dessa forma tendo variações da Cracks para cada tipo de terreno, pois

os terrenos diferentes tem tipos de danos diferentes. Também dividir essa classe em diferentes

danos, como: fissuras, “couro de jacaré”, etc.
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