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RESUMO

O avango das tecnologias da informagéo e comunicagdo tem proporcionado 0 armazenamento
de bases de dados cada vez maiores. Devido a isso, as diversas técnicas de mineracdo de dados
vém sendo utilizadas para realizar descoberta de padrdes que permitem a melhoria em muitas
areas, bem como vantagens competitivas, quando a mesma € aplicada sobre bases de dados
comerciais. As técnicas de mineracdo de dados podem ser empregadas em quaisquer areas,
porém em algumas areas como Marketing, Deteccdo de fraude, Investimento financeiros, essas
técnicas vém sendo utilizadas com mais regularidade. A mineracdo de dados educacionais
(EDM) é uma das diversas linhas de pesquisas da mineracdo, sendo a responsavel pela
descoberta de informacdes (KDD) em bases de dados que contém informacdes académicas.
Desta forma esse trabalho propBe-se a encontrar padrdes e gerar um modelo preditivo do
indicador de desempenho das notas da prova de redagéo referentes aos dados educacionais do
Exame Nacional do Ensino Médio (ENEM) de 2016. Neste contexto, foram feitos experimentos
onde os dados foram categorizados, para obter um melhor resultado na aplicacdo dos
algoritmos. A classe predita foi a nota da redac&o que foi categorizada como: baixo, medio, alto
e nulo. Os modelos finais foram treinados e testados por meio dos algoritmos: Naive Bayes e
J48. Esses algoritmos foram utilizados através do pacote de software WEKA. Por meio da
utilizagdo dessas técnicas de mineracdo de dados, o modelo com o maior desempenho
conseguiu prever 61.7464% das amostras presentes na base de dados do ENEM 2016.

Palavras-chave: Mineragédo de Dados, Dados educacionais, ENEM, Modelo preditivo.



ABSTRACT

The advancement of information and communication technologies has provided an increasing
capacity of storage databases. Due to this, several data mining techniques have been used to
discover patterns that allow improvement in many areas, as well as competitive advantages,
when applied on commercial databases. Data mining techniques can be used in any area;
however, areas as marketing, fraud detection and financial investments have been employing
these techniques more frequently. Educational data mining (EDM) is one of many data mining
research lines, and it is responsible for knowledge-discovery in databases (KDD) that contain
academic information. Therefore, the present study aims to detect patterns and creat a predictive
model of the performance indicator of writing test scores for the National High School Exam
(ENEM) - 2016 data. In this context, experiments were made where data were categorized, in
order to obtain better results in the application of algorithms. The predicted class was the writing
test score, which was categorized as: low, medium, high and null. Final models were trained
and tested through the algorithms: Naive Bayes and J48. These algorithms were used through
the WEKA software package. The use of these data mining techniques allowed the model with
the best performance to predict correctly 61.7464% of the samples found in the ENEM 2016
databases.

Keywords: data mining, educational data, ENEM, predictive model.
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1 INTRODUCAO

O Exame Nacional do Ensino Médio (ENEM), segundo INEP (2018), se trata de uma
avaliacdo criada e aplicada pelo Ministério da Educacdo para mensurar a performance dos
estudantes que completaram o ensino médio. A prova do ENEM é subdividida em 4 &reas, sdo
elas: Ciéncias Humanas e suas Tecnologias, Ciéncias da Natureza e suas Tecnologias,
Linguagens, Codigos e suas Tecnologias, Matemaética e suas Tecnologias. Conforme INEP
(2018) além destas 4 areas também ¢é realizada uma prova para avaliagdo da competéncia de
redacio. E nessa prova que esse trabalho de conclusio de curso (TCC) tem o intuito de prever
0 desempenho dos alunos, através da mineracgdo de dados.

Segundo Fayyad et al. (1996), as areas cientificas, governamentais, corporativas vem
gerando um grande aumento nos seus bancos de dados, devido a isso se torna dificil analisar
estes dados, necessitando da utilizacdo de novas ferramentas e técnicas para analise automatica
e inteligente de bancos de dados. Devido a esse contexto, conforme Luan (2007), a mineragédo
de dados pode ser utilizada para descoberta de tendéncias e padrbes ocultos, com base nesses
resultados gerados pela mineragdo de dados, os analistas e estudiosos da area podem analisar
0s mesmos e tomar decisbes mais precisas, podendo focar a atencdo nos pontos ou casos mais
criticos e especificos.

Além das areas ja descritas nesse trabalho de concluséo de curso, segundo Romero e
Ventura (2010) outra &rea que vem produzindo um grande volume de dados € a educacdo,
devido a isso surgiu uma nova area de estudo da mineragéo de dados chamada de mineracao de
dados educacionais (MDE). De acordo com Romero e Ventura (2010) mineracéo de dados
educacionais é um segmento de pesquisa interdisciplinar que possui métodos para estudar
dados originados a partir do cenério educacional.

Tendo em vista que 0 ENEM € um dos exames que mais mobilizam os estudantes, e
que vem ocorrendo um crescimento em relacdo a MDE e a evolugdo de suas técnicas,

identificou-se uma oportunidade para uma pesquisa nessa area.
1.1 Contextualizacdo Do Problema e Justificativa
De acordo com a Universidade Metodista de Sdo Paulo (2011), a redacdo vem sendo

uma das maiores dificuldades dos alunos, quando realizam algum vestibular ou exame. Nos

vestibulares de diversas universidades essa nota vem sendo determinante para aprovacdo dos
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candidatos, em relacdo ao ENEM ndo € diferente, a nota da redacéo é decisiva para o aluno
conquistar uma boa média final. Além disso segundo Brasil (2018), a redacdo € critério de
desempate no Programa Universidade Para Todos (Prouni).

Segundo Globo (2016), os dados do ENEM demonstram que houve um crescimento
no numero total de alunos que tiveram suas redagdes zeradas. Em 2015, 53 mil participantes
obtiveram nota zero, ja na edi¢do de 2016 foram 84.236 . De acordo com Globo (2016), em
2016, s6 77 inscritos alcancaram a nota mil na redagdo (maior nota possivel), enquanto que no
ano anterior foram 104 e no ano de 2014, o total era de 250 reda¢do com notas mil.

Conforme a Universidade Metodista de S&o Paulo (2011), os professores assim como
os alunos vem dando uma atencéo especial a redacdo, pois diversos fatores podem fazer com
que o aluno obtenha um resultado positivo ou negativo nessa avaliacao.

Sendo assim qualquer descoberta em relacdo a esse tipo de prova, pode ajudar os
professores, gestores e especialistas da area educacional a melhorar o ensino, tendo potencial
para contribuir ndo apenas para um aluno em especifico, mas para toda uma coletividade, que
vem sofrendo com as baixas notas nas provas de redacdo. Baseado nisso acentua-se a hipdtese
de que modelos preditivos e a identificacdo de variaveis influenciadoras no desempenho dos
alunos e a mineracao de dados de um modo geral poderiam auxiliar na melhoria significativa
das notas de redacéo.

Diante deste contexto, surge a seguinte pergunta de pesquisa: E possivel prever com

um minimo de exatiddo o desempenho dos alunos na redacdo do ENEM?

1.2 Objetivos

Esse trabalho de concluséo de curso busca gerar modelos para predigdo do
desempenho da redacdo do ENEM. Por meio dos mesmos pode-se ajudar os gestores e
especialistas da area da educacgdo a entender o desempenho dos alunos na prova de redagéo do
ENEM. Dessa forma, por intermédio dos modelos de predicdo e consequentemente da
descoberta de conhecimento, busca-se ofertar contribui¢Ges para a criagdo ou enrobustecimento

de iniciativas que visem melhorias no desempenho dos inscritos do ENEM.

1.2.1 Objetivo Geral

Gerar modelos para predicdo do desempenho da redacdo do ENEM, por meio dos

microdados do ENEM 2016 e algoritmos de classificacéo.
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1.2.2 Objetivos Especificos
e  Utilizar os microdados do ENEM 2016;
e Implementar scripts para a fase de transformacéo;
e  Utilizar os algoritmos de classificacdo J48 e Naive Bayes;
e  Gerar arvores de decisdo baseada nos microdados do ENEM 2016;

e Implementar técnicas de mineracao de dados em geral.
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2 REFERENCIAL TEORICO

2.1 Mineragédo de Dados

Através do processo de globalizagdo e crescimento da economia diversos novos
segmentos de mercado surgiram e outros sofreram grandes modificacbes. Um fator muito
impactado pela globalizagéo foi 0 aumento da competitividade do mercado, devido a isso as
empresas buscam de todo modo por vantagens que as ajudem a superar seus concorrentes.

Baseado a esse contexto de aquecimento do mercado, a cada dia que passa aumenta o
namero de transacdes e de dados, criando bases de dados cada vez maiores. Entdo esse grande
volume de dados, se torna uma das possibilidades das empresas de se diferenciarem no
mercado, mas para isso € necessario a analise desses dados para extracdo de informacdes uteis.
Realizar manualmente essa etapa de analise de dados em uma base de dados de grande volume
é praticamente inviavel.

Com base em Berry e Linoff (2004), para obter informacg0es a partir dessas grandes
bases de dados surgiu a mineracgao de dados, que pode ser compreendida como a exploracéo e
analise de grandes quantidades de dados, de maneira automatica ou semiautomatica, com o
proposito de descobrir padrdes e regras relevantes.

Existe diversas perspectivas sobre o conceito de mineracao de dados, com base nisso
sdo apresentadas duas definicGes consideradas importantes:

Segundo Zaki e Meira Junior (2014) a mineracao de dados (Data Mining) é o processo
de descoberta de padrbes significativos e desconhecidos (novos), bem como modelos
descritivos, compreensiveis e preditivos a partir de um grande volume de dados.

De acordo com Han, Kamber e Pei (2011) o objetivo de um processo de Mineracdo de
dados (MD) é extrair conhecimento, que sejam importantes para tomadas de decisdes, que
podem se encontrar em informagdes que estdo “ocultas” no grande volume de dados.

Conforme Han, Kamber e Pei (2011) a mineracdo de dados utiliza métodos de
diferentes &reas cientificas, como Estatistica, Banco de Dados, Inteligéncia Artificial,
Aprendizado de Maquina e Reconhecimento de Padrdes, definindo e indicando que a MD é um
processo interdisciplinar.

De acordo com Gomes (2015) a descoberta de padrdes é um processo que se inicia
pela escolha da base de dados, a mesma deve ser escolhida com base na possibilidade de
responder as indagacgdes dos especialistas da area que se deseja descobrir padrbes. Apos a

escolha da base de dados a ser explorada, a proxima etapa a ser realizada é o pré-processamento,
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pois segundo Gomes (2015) os dados inclusos na base de dados, carecem de pré-processamento
para que fiquem estruturados, limpos, selecionados e padronizados ou seja prontos para que 0
seguinte processo de mineracgdo de dados seja executado.

No processo de extracdo de informacdes através da mineracdo de dados, pode ser
utilizado diversos softwares, um exemplo é o WEKA (Waikato Environment for Knowledge
Analysis). Nesta etapa de mineracdo de dados diversos métodos inteligentes podem ser
aplicados para descoberta dos padrdes.

Segundo Han, Kamber e Pei (2011) alguns veem a mineracao de dados como uma
etapa fundamental no processo de descoberta do conhecimento (do inglés Knowledge
Discovery in Databases - KDD).

Existe diversas definicdes para KDD, porém para esse trabalho destaca-se FAYYAD
et al. “o processo, ndo trivial, de extracdo de informagdes implicitas, previamente
desconhecidas e potencialmente tteis, a partir dos dados armazenados em um banco de dados”.
Para Gomes (2015) o KDD contém diversas fases que possivelmente sdo o caminho que 0s

dados percorrem até virarem conhecimento.

Figura 1: O ciclo do processo de KDD.

Selegﬁo Fre- plocessamen‘to Tlansfurmagﬁu Drata Mining Interpretan;.au
- -I
Er- lepeza ﬂ| ‘ J‘-hrall.;n;ao
Dados Dado Mve Dados

Dados Fadries Conheamente
l‘ Pré-processados & Transtormados & A

| |

|

I

Fonte: Adaptacdo de FAYYAD et al. (1996).

O primeiro passo para a descoberta de conhecimento € a compreensdo do problema e
definicdo do objetivo do processo de KDD que se deseja atingir. Em um segundo momento a
etapa que deve ser realizada é a selecdo. A selecdo trata-se de um processo onde é selecionado
um conjunto de dados (ou concentrar-se em um subconjunto), os quais serdo expostos as
proximas etapas de KDD para concretizar o objetivo da mesma.

A terceira etapa se trata do pré-processamento de dados, etapa esta que é responsavel

pela remocéo de ruidos, coletando as informacdes necessarias para modelar ou explicar o ruido,
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selecdo de atributos importantes, formatacdo dos dados, tratamento de campos ausentes, ou
seja, uma limpeza de modo geral.

A quarta etapa se trata da transformacgdo, a mesma tem o objetivo de reducdo da
dimensionalidade dos dados ou até mesmo complementar os dados. O nimero final de variaveis
pode ser reduzido, ou permanecer constante.

A quinta etapa se trata da mineracdo de dados, onde os dados ja foram selecionados,
pré-processados e transformados utilizando os algoritmos especificos de aprendizagem, como
por exemplo, algoritmos para efetuar: associacdo, classificacdo, clusterizacao e etc.

Através do uso desses algoritmos busca-se encontrar padrdes onde posteriormente 0s
mesmos serdo analisados e interpretados pelos especialistas.

A sexta e ultima fase consiste na documentacdo do conhecimento ou na inclusdo do
mesmo e feedback para os responsaveis. Nesta fase deve ser realizado tambem a interpretagédo
dos padrdes pelos especialistas.

Os conceitos sobre KDD e 0s processos e etapas de KDD presentes nesse capitulo sdo
em sua grande parte, baseados na obra de FAYYAD; PIATETSKY-SHAPIRO; SMYTH
(1996).

2.2 Mineragéo de dados Educacionais

Segundo Queiroga (2017) muitos trabalhos buscam modelar comportamentos de
alunos com o objetivo de realizar previsdes sobre os mesmos, recorrendo a diversas técnicas e
bases de dados, na sua maioria com resultados satisfatorios.

Estas pesquisas normalmente se distinguem no conjunto de técnicas utilizadas e na sua
meta de previsdo, sendo assim algumas destas pesquisas séo focalizadas para a predicdo das
notas dos alunos em uma ou diversas disciplinas, enquanto em outros trabalhos o principal
objetivo se trata da predi¢do de evasdo dos alunos, apresentando se 0 mesmo esté em situacao
de risco de evasdo ou ndo. Segundo Detoni, Cechinel e Araujo (2015), a identificagdo com
antecedéncia de estudantes que sofrem algum tipo de risco de evasao pode ajudar de maneira
decisiva o trabalho de professores e tutores.

Baseado no que ja foi dito, percebe-se que é viavel minerar dados de institui¢ces de
ensino, alunos e diversos outros dados ligados a educacdo, com objetivos normalmente de
colher informagbes que possam levar a melhoria do ensino nas instituicbes ou aumento do

desempenho do aluno.



21

Por meio dessas circunstancias, ergueu-se uma nova area de pesquisa chamada de
"Mineracdo de Dados Educacionais” (EDM), que se trata de uma Subarea da mineracédo de
dados. Conforme Baker, Carvalho e Isotani (2011), a EDM é definida como a &rea de pesquisa
que tem como objetivo o desenvolvimento de métodos para explorar conjuntos de dados
coletados em ambientes educacionais.

Segundo Kampff (2009) para estabelecer os dados a serem minerados, € preciso saber
claramente o problema que se deseja resolver e também ter conhecimento sobre os dados que
se tem a disposi¢do. De forma iterativa, é necessario aplicar as etapas de KDD até que 0s
resultados possam auxiliar na resolucdo dos problemas que originaram a busca de
conhecimento.

Devido a esse contexto, conforme Baker e Yacef (2009), pesquisadores da area de
minerag&o de dados educacionais, estudam ndo somente essa area, mas também diversas outras,
incluindo aprender com software educacional, aprendizagem colaborativa apoiada por
computador, testes adaptativos de computador (e testes mais abrangentes) e os fatores
associados com falha do aluno ou ndo retencdo nos cursos.

De acordo com Baker e Yacef (2009), em todos esses segmentos, uma das principais
areas de atuacdo da EDM tem sido a melhoria dos modelos de estudantes, esses modelos
apresentam diversas informacdes sobre as caracteristicas de um aluno ou estado, como 0
conhecimento atual do aluno, motivacdo, metacognicdo e atitudes. Esses autores ainda
ressaltam que pesquisadores também conseguiram ampliar a modelagem do estudante, de uma
forma que vai aléem do software educacional, no sentido de descobrir quais fatores sdo
preditivos de falha do aluno ou ndo-retengdo em cursos universitarios ou na faculdade.

Para que quaisquer dos possiveis objetivos da EDM ja falados antes, possa ser
atingindo é preciso a utilizacdo de métodos e técnicas, a seguir, encontra-se as principais
técnicas e métodos utilizadas na EDM que segundo Baker, Carvalho e Isotani (2011) sdo:
predicdo, agrupamento, mineragdo de relagdes, destilagdo de dados para facilitar decisfes

humanas, descobertas com modelos.

2.2.1 Métodos para EDM

As técnicas e métodos propostos por BAKER; ISOTANI; CARVALHO (2011), sdo

aceitas por um vasto nimero de pesquisadores, e seguem a seguinte taxonomia:
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* Predigao

o Classificacédo

0 Regressao

o0 Estimacéo de Densidade

* Agrupamento

* Mineragao de relagoes

0 Mineracédo de Regras de associacao
0 Mineracéo de Correlacdes

0 Mineracédo de Padrbes Sequenciais
0 Mineracédo de Causas

* Destilagao de dados para facilitar decisdes humanas

* Descobertas com modelos

No que tange a predicéo, de acordo com Baker, Carvalho e Isotani (2011) seu objetivo
é desenvolver modelos que possam deduzir alguns aspectos especificos dos dados, também
chamados de variaveis preditivas, por meio de analise e fusdo dos variados aspectos descoberto
nos dados, denominados de variaveis preditoras. Para a realizacdo da predicao é necessario que
exista uma quantidade relativa de dados, e 0s mesmo devem passar por uma codificagdo manual
para que seja possivel a identificacdo de uma ou diversas varidveis preditoras previamente
conhecidas.

Segundo Baker, Carvalho e Isotani (2011) dos trés tipos de predi¢do os mais utilizados
sdo: classificacdo, regressdo, tendo em vista que a estimacao de densidade € raramente utilizada
na EDM devido a falta de independéncia estatistica dos dados. Em relacdo a classificacdo e a
regressao, as varidveis preditoras podem ser de dois tipos: categoricas ou numéricas. Quando a
variavel preditora € numérica os algoritmos mais utilizados sdo os de regressao linear e redes
neurais. Ja quando essas variaveis sao binarias ou categoricas os algoritmos de maior destaque
sdo os de classificacdo como por exemplo arvores de deciséo.

Na é&rea de agrupamento, o objetivo predominante é classificar os dados em diversos
grupos e/ou categorias, de forma que os mesmos se agrupem naturalmente. E significativo
salientar que estes grupos e categorias inicialmente sdo desconhecidos. Através de processos
de descoberta de conhecimento, técnicas de agrupamento, 0s grupos/categorias Sao
automaticamente identificados. E possivel criar esses grupos e/ou categorias utilizando

diferentes tipos de analise, como por exemplo é possivel identificar grupos de escolas (para
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investigar as diferencas e similaridades entre escolas), ou achar grupos de alunos (para
investigar as diferencas e similaridades entre alunos).

Mineracdo de relacfes, tem como objetivo descobrir possiveis relagdes entre
varidveis que estdo presentes em bancos de dados. Um dos processos é identificar quais
variaveis sdo mais fortemente relacionadas com uma variavel especifica. Também pode-se
descobrir as relagdes entre quaisquer variaveis presentes nos dados. Existem quatro formas para
identificar essas relagdes sdo elas: regras de associagéo, correlagdes, sequéncias e causas.

A mineracdo de regras de associacdo tem como principal meta gerar/identificar
regras do tipo se-entdo (if-then) que possibilitem associar o valor analisado de uma variavel ao
valor de uma outra variavel, isso quer dizer que procura-se por descoberta de relacbes. Por
exemplo, ao analisar um suposto banco de dados educacionais seria possivel encontrar uma
regra que faz a associagdo entre a variavel “objetivo do aluno”, onde a mesma poderia ser uma
variavel binaria podendo ter os valores alcancado ou ndo alcangado, e uma outra variavel
também do tipo binaria “pedir ajuda ao professor” que poderia ter os valores sim ou ndo. Neste
sentido se um determinado aluno tem o objetivo de aprender uma determinada disciplina, porém
tem dificuldade em entender a mesma, ele deve pedir ajuda ao professor, criando entdo a regra
"pedir ajuda ao professor".

Quando se fala em mineracao de correlacdes, deve se ter em mente que a mesma tem
0 objetivo de achar entre as variaveis correlacdes positivas ou negativos. Dessa forma, ao
analisar uma base de dados seria viavel identificar ligacdo entre as varidveis que revelam o
comportamento atual do aluno e seu desempenho(nota) nas atividades seguintes.

A mineracao de sequéncias tem como meta achar associa¢do temporal entre eventos
e 0 impacto dos mesmos no valor de uma variavel. Nesse contexto se torna possivel identificar
qual percurso de agdes podem levar o aluno a atingir uma aprendizagem efetiva. Sabendo dessas
informacOes se torna viavel criar diversas atividades institucionais que poderiam melhorar a
qualidade do ensino, e ajudar o aluno a atingir o objetivo final que é o aprendizado efetivo do
contetdo.

A mineracao de causas, dispdem de algoritmos e técnicas para averiguar se um evento
causa outro evento através da analise dos padrGes de covariancia. Baseado nisso seria possivel
saber por exemplo, quais as causas de um aluno ter ido mal na prova (que poderia ser por
eventos comportamentais), existiria a possibilidade de caso ocorresse a reprovagao do aluno,

saber quais eventos levaram a acontecer a reprovagao.
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Na area de destilacdo de dados para facilitar decisdes humanas, a meta desta area
é apresentar dados que sdo complexos de uma maneira que facilite a compreensdo do mesmo e
evidenciar de forma clara suas caracteristicas mais importantes. Os métodos dessa subarea
simplificam e descomplicam a visualizacdo da informacdo contida nos dados educacionais
coletados por softwares educacionais.

Através dos métodos apresentados, se torna possivel obter informacdes que ajudem a
melhorar o setor da educacgdo e do ensino. Segundo Baker, Carvalho e Isotani (2011) assim, é
viavel entender de forma mais precisa e adequada os alunos, como eles aprendem, o papel do
contexto na qual a aprendizagem ocorre, além de fatores diversos que influenciam a
aprendizagem.

De acordo com Luan (2007), um exemplo da utilizacdo das técnicas e métodos de
EDM serias as instituicdes de ensino usar a classificacdo, para uma analise abrangente das
caracteristicas dos estudantes, ou usar estimativa para prever a probabilidade de uma variedade
de resultados, como transferéncia, persisténcia, retencdo e também o tdo desejado sucesso. Este
topico foi na sua maioria, alicercado e baseado no trabalho de BAKER; ISOTANI,
CARVALHO (2011).

2.3 Algoritmos de Aprendizagem de Maquina

Algoritmos de Aprendizagem de Maquina sdo os responsaveis por possibilitar que os
computadores aprendam, ou seja, os algoritmos fazem os computadores tomarem decisdes
baseados em tentativas de resolugdes de problemas anteriores bem-sucedidas. Dessa forma,
pode-se dizer que os algoritmos criam um padrdo o qual o computador ird se basear para
resolver os problemas de mesma espécie, a terminologia da realizacdo desse processo se chama
aprendizado de maquina (subarea da inteligéncia artificial).

De acordo com Gomes (2015), em relacdo aos padrbes que se deseja que as maquinas
aprendam e a disponibilidade de dados para treinamento, normalmente separa-se em dois
grupos de aprendizado, os quais sdo conhecidos como paradigmas de aprendizado de maquina:
aprendizado supervisionado e ndo supervisionado. Destaca-se que os algoritmo J48, utilizados
nesse trabalho de conclusdo de curso é um algoritmo de aprendizagem supervisionado. Ja em

relagdo aos algoritmos ndo supervisionados um exemplo deles é o Apriori.



25

2.3.1 Algoritmo J48

Segundo Witten e Frank (2005) O algoritmo J48 surgiu devido a necessidade de
recodificar o algoritmo C4.5, que inicialmente era um cddigo da linguagem C, para a linguagem
Java.

Conforme Librelotto e Mozzaquatro (2014), o J48 tem o objetivo de gerar arvores de
decisdo embasada em um conjunto de dados de treinamento, sendo este modelo usado para
classificar as instancias presentes no conjunto de teste. Um dos motivos pelos quais 0s
especialistas em data mining fazem a utilizacdo frequente do algoritmo J48 é que 0 mesmo
mostra-se apropriado para as tarefas, relacionadas as variaveis (dados) qualitativas continuas e
discretas presentes nas bases de dados. Ainda de acordo com Librelotto e Mozzaquatro (2014),
o0 algoritmo J48, é um algoritmo de classificacdo e é apontado como o algoritmo que apresenta
o melhor resultado na producéo de arvores de decisdo (na maioria das vezes), baseado em um
conjunto de dados de treinamento.

Conforme Witten e Frank (2005), para que a arvore seja gerada, o J48 usa o método
de abordagem de dividir-para-conquistar, dessa forma um problema de dificil resolucdo é
dividido em diversos pequenos (relativamente) e mais simples problemas onde é utilizado da
recursividade para que cada pequeno problema seja resolvido. Dessa forma, o problema
complexo tende a ser resolvido. Segundo Gomes (2015), as arvores de decisdo sdo geradas do
topo para a base, a partir da sele¢do o atributo mais indicado para cada situacdo. O J48 €
preparado para trabalhar com classes (classe a ser predita) binarias, nominais e valores faltantes

de classe. Em relacgdo aos atributos binarios, de data, nominais, numéricos e valores faltantes.

2.3.2 Algoritmo Naive Bayes

Segundo Garcia et al. (2013), o classificador bayesiano, como o algoritmo Naive
Bayes, € um simples classificador probabilistico fundamentado na aplicacdo do Teorema de
Bayes com um certo grau de independéncia. Ou seja, um classificador que presume que 0
aparecimento de uma caracteristica particular de uma classe, ndo estd ligada com o
aparecimento de qualquer outra caracteristica. De acordo com Chimieski e Fagundes (2001), o
classificador Naive Bayes gera uma estimativa de probabilidade, em vez de classificagdes
macicas. Para cada valor de classe, o algoritmo Naive Bayes estima a probabilidade de uma

suposta tupla pertencer a uma determinada classe.
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Para Chimieski e Fagundes (2001), o algoritmo Naive Bayes prevé a probabilidade de
uma tupla pertencer a uma classe especifica. Similarmente as arvores de decisdo e
classificadores de redes neurais, o algoritmo Naive Bayesian demonstra alta precisdo e
velocidade, quando utilizados em bancos de dados.

Conforme Garcia et al. (2013), esse algoritmo é de grande eficiente em diferentes
aplicacOes, pois € muito robusto em relacéo aos atributos irrelevantes. Além de que, requer um
pequeno conjunto de dados de treino para poder estimar os critérios necessarios para a

classificacéo.

2.4 Arvores de Decisdo

Segundo Queiroga (2017), as arvores de decisdo se tratam de algoritmos de
classificacdo supervisionada, pois nos mesmos €é preciso saber quais sdo as classes de cada
registro do conjunto de treinamento. Nesse trabalho de conclusdo de curso, o algoritmo
utilizado para gerar essas arvores foi o J48.

De acordo Queiroga (2017), algoritmos desta categoria geram uma estrutura de arvore
que classificam as amostras desconhecidas. Ainda conforme Queiroga (2017), para esse grupo
de algoritmo é preciso que ele sempre defina quais sdo os elementos da arvore, pois dessa
maneira se torna possivel a analogia com uma arvore real (presente na natureza), e observar
seus nos conectados as ramificacoes.

Conforme Queiroga (2017), existem trés tipos de nés: o no raiz, que inicia a arvore,
nds comuns que dividem uma determinada varidvel e geram algumas ramificaces e também
os nés folha que contém as informacdes de classificacdo do algoritmo. Segundo Quilan (1986)
as ramificagdes contém todos os valores possiveis das variaveis indicadas no nd, para facilitar
a interpretacdo e entendimento.

Conforme Queiroga (2017) com a arvore estruturada, cada né recebe a tarefa de testar
um atributo dos novos nos. Segundo Pichiliani (2008), pode-se dizer que a variavel que melhor
classificar os dados deve ser escolhido como um n6 da arvore, para simplificar o entendimento

é habitual colocar os valores das probabilidades de cada classe dentro do no.

2.5 Matriz de Confusdo

Conforme Monard e Baranauskas (2003), a matriz de confusdo de uma hipétese h

fornece uma medida efetiva do modelo de classificacdo, ao apresentar o numero de
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classificagdes corretas versus as classificacOes preditas para cada classe, sobre um conjunto de

exemplos T.

2.6 Ferramentas Computacionais que auxiliam o processo de Mineracdo de Dados

Nos dias atuais, encontram-se varias ferramentas computacionais que prestam um
certo tipo de ajuda no processo de mineragdo de dados. Diversas delas sdo direcionadas a
usuarios finais. No decorrer desse referencial tedrico destaca-se duas ferramentas desse tipo:

Weka e Pentaho, que foram utilizadas nesse trabalho de concluséo de curso.

2.6.1 Weka

De acordo com Weka (2018), Weka se trata de uma colecdo de algoritmos de
aprendizado de méaquina para realizar tarefas de mineracdo de dados. Esses algoritmos podem
ser utilizados diretamente a um conjunto de dados, por meio da interface do Weka, ou podem
serem chamados a partir de um cédigo Java. O Weka conta também com ferramentas para pré-
processamento de dados, classificacdo, regressdo, agrupamento, regras de associacdo e
visualizacdo. Também ¢é utilizado para o desenvolvimento de novos esquemas de aprendizado
de maquina.

Segundo Frank et al. (2010), para carregar os dados no Weka é possivel utilizar varias fontes,
incluindo arquivos, URLs (Uniform Resource Locator) e bancos de dados. Os formatos de
arquivo suportados incluem o formato ARFF (Attribute-Relation File Format) do prdprio
Weka, formato CSV (Comma-separated values) e entre outros. Também é possivel gerar dados
usando uma fonte de dados artificial e editar os mesmo de uma forma manual usando um

conjunto de dados editora.
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Figura 2: Ferramenta Weka Explorer.
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2.6.2 Pentaho

Conforme Oliveira, Jesus e Braz (2015), o Pentaho é um software que simplifica a
preparacdo, analise e visualizacdo dos dados. Pentaho ¢ uma plataforma completa de Bl
(Business Intelligence), criado em linguagem Java com vantagens que vdo desde uma
distribuicdo gratuita, até uma simples integragdo com muitas fontes de dados e aplicativos que
utilizam padrGes abertos. A ferramenta permite também o uso de APIs (Application
Programming Interface) e tem flexibilidade nas op¢fes de saida podendo ser em diversos
formatos. Além disso, é uma ferramenta que pode ser usada em diversos sistemas operacionais.

Segundo Oliveira (2018), o Pentaho conta como uma ferramenta chamada Pentaho
Data Integration, que € uma ferramenta ETL (Extracéo, Transformacédo e Carregamento), que
permite acessar e preparar fontes de dados para analise, mineracdo e geracdo de relatorios
OLAP (Online Analytical Processing).

2.7 Dados abertos

De acordo com a Open Knowledge International (2018), dados sdo abertos quando
qualquer pessoa pode acessar livremente, usa-los e redistribui-los, estando sujeito a obrigacao
de referenciar a sua autoria e compartilhar pela mesma licenca. Os dados abertos podem ser de

diversos tipos como: cultura, financas, estatisticas, clima, ambiente, educacéo e entre outros.
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Existem diversos motivos para a abertura de dados, na gestdo publica por exemplo.
Segundo Abertos (2018), existem 5 motivos que levam a abertura dos dados nesse setor, sdo
eles: transparéncia na gestdo publica, contribuicdo da sociedade com servigos inovadores ao
cidaddo, aprimoramento na qualidade dos dados governamentais, viabilizacdo de novos
negdcios e obrigatoriedade por lei. A partir desse contexto, pode se dizer que os dados abertos
sdo de grande importancia para sociedade, pois através deles é possivel verificar a atuacdo do
governo em varias areas, como transporte, salde e educagdo. Além de poderem ser objeto de
estudo de diversas pessoas podendo entdo surgir inovacdes baseadas nesses dados ou até mesmo
a analise desses dados para resolucdo de um problema da area de onde é oriunda a base de
dados.

De acordo com Open Knowledge Brasil (2014), em 2014 a Fundacdo do
Conhecimento Aberto realizou um estudo com o objetivo de saber o indice Global de Dados
Abertos. O mesmo relata que apesar de ter ocorrido um certo avango, a maioria dos governos
ainda ndo disponibiliza informacgdes chave e em formato acessivel para seus cidaddos e
empresas. A pesquisa traz um ranking de paises fundamentado na disponibilidade e
acessibilidade de informagdes em dez areas, que incluem gastos governamentais, resultados
eleitorais, horarios dos meios de transportes e niveis de poluicdo. Na pesquisa publicada em
2014, o Brasil obteve uma pequena melhora, 54% contra 48% na edigcdo anterior, mas mesmo
assim sofreu uma queda no ranking geral ja que na pesquisa anterior alcangou a 24° posicao,

enquanto na de 2014 ficou em 26° lugar.

2.7.1 Dados abertos governamentais

Para Ribeiro e Almeida (2011), os Dados Abertos Governamentais sdo compreendidos
como o esfor¢o para a publicacdo e divulgacdo das informacgdes do setor publico na Web,
permitindo a reutilizacdo e a integracdo destes dados.

Segundo Ribeiro e Almeida (2011) dados do governo estdo sendo publicados na web
para ampliar a responsabilidade, fornecer informagdes valiosas sobre 0 mundo e permitir que o
governo, o pais e o mundo funcionem com mais eficiéncia. Berners-lee (2009) complementa
que esta divulgacdo de dados abertos permite que a sociedade tenha uma visdo mais clara sobre
0 desempenho do governo em relacdo aos objetivos acordadas, bem como sobre o

desenvolvimento de politicas publicas.
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Conforme Diniz (2010), publicar dados na web vem sendo cada vez mais comum, seja

em uma pagina web, ou até mesmo em um arquivo para “download”. No entanto a publicagido

de dados abertos presume que algumas caracteristicas sejam respeitadas, de modo que garanta

gue 0s mesmos possam ser acessados e reutilizados por maquinas.

De acordo com Diniz (2010) os Dados governamentais abertos deverdo garantir as

seguintes caracteristicas:

Possuir independéncia de plataformas tecnoldgicas.

Ser baseado em formatos padronizados. A garantia de progresso e melhoria
continua da representacdo dos dados esta nas tecnologias amparadas por
organismos internacionais de padrdes como W3C (World Wide Web

Consortium) e ISO (International Standardization Organization).

Os dados devem estar desvinculados das paginas web, relatérios ou
ferramentas que os conceberam.

O formato utilizado para representacdo dos dados, deve permitir 0 manuseio
dos mesmos através de maquinas. Além disso os dados deverdo estar
estruturados, pois uma estruturacdo adequada permite que terceiros possam
fazer uso automatizado dos dados. Formatos que somente podem ser

visualizados, e ndo manuseados e extraidos, ndo sdo bons e devem ser evitados.

Cada conjunto de dados tera de disponibilizar uma “descri¢ao externa de si
préprio (metadados) de tal forma que seja identificada a sua natureza, conheca
se a sua origem e qualidade e seja possivel um estudo dos dados através de um

conjunto de instru¢bes de maquina que descreve os dados ¢ suas relagdes.”

Sempre que for viavel, deve ser inserido contelldos semanticos no cddigo da
pagina web onde os dados estdo disponiveis. Pois assim facilita a leitura dos
dados por outras maquinas e dessa forma os mecanismos de buscas como

Google ou Yahoo encontrardo os dados mais facilmente.



31

e Quando a disponibilizacdo de dados for por meio de uma interface de

aplicativos, os dados devem ser separados da interface.

e Sempre que for viavel, deve ser criado URIs (Identificador Uniforme de
Recursos) para cada objeto dos seus dados. A URI se trata de um padrdo de
codificacdo para fornecer uma representacdo numérica universal e sem
ambiguidade para cada objeto de maneira independente da plataforma de

software e do idioma.

Ainda baseado em Diniz (2010), a publicacdo dos dados e disseminacdo devera ser
feita no ambiente da rede mundial de computadores, expondo claramente em catalogo
construido especificamente para tal o caminho para encontra-los, bem como os seus respectivos
metadados. Quanto maior for a quantidade de formatos que os conjuntos de dados estiverem

publicados, maiores serdo as chances dos usuarios terem acesso aos dados.

2.7.2 Modelo de ranqueamento

Segundo Berners-lee (2006) o mesmo elaborou um modelo de ranqueamento de 1 a
5 estrelas (similar ao método de ranqueamento dos hotéis), que tem o objetivo de medir a
qualidade dos dados abertos, ou seja, quanto mais estrelas o dado receber significa que mais
poderoso ele é e que possui maior facilidade para utilizacdo. No Quadro 1 sdo apresentados 0s

graus e regras desse ranqueamento:

Quadro 1: Modelo de ranqueamento.

Numero de estrelas: Regra:

1 Os dados devem estar, disponivel na Web em
qualquer formato (pdf, imagens), mas com

uma licenca aberta, para ser Open Data.

2 Os dados precisam ser disponibilizados como
dados estruturados que sejam legiveis por

maquina (por exemplo, excel em vez de

digitalizacdo de imagem de uma tabela).
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3 Similar ao ranqueamento 2 porém com
formato ndo proprietario (por exemplo, CSV

em vez de excel).

4 Deve seguir todas as regras acima e utilizar
de Padrdes W3C (RDF e SPARQL).
5 Deve seguir todas as regras acima e deve

vincular seus dados aos dados de outras

fontes para fornecer contexto.

Fonte: Adaptado de Berners-lee (2006).

Os dados abertos utilizados neste trabalho de conclusdo de curso, sdo os dados do
(ENEM 2016), considerando o ranqueamento elaborado por Berners-lee (2006), é constatado
gue os mesmos estdo na classificacao de 3 estrelas, pois estdo presentes na web perante a licenca
aberta, sdo estruturados e legiveis por maquinas e por fim utilizam formato CSV. Sendo assim,
classificados como 3 estrelas, os dados utilizados nesse TCC, néo utilizam Padrdes W3C (RDF

e SPARQL) e também ndo sao integrados aos dados de outras fontes.

2.8 ENEM

De acordo com Andriola (2011), o ENEM foi criado em 1998, com o objetivo de
avaliar o desempenho do estudante ao fim da escolaridade basica, pretendendo aferir o
desenvolvimento das competéncias e habilidades fundamentais ao exercicio pleno da cidadania.
Segundo Travitzki (2013), inicialmente timido, o Exame Nacional do Ensino Médio foi
crescendo ano apés ano, realizando diversas mudancas, aumentando os objetivos, e tornou-se
uma avaliacdo consolidada no sistema educacional brasileiro, cada vez mais procurado pelos
estudantes.

Segundo Andriola (2011), o Ministério da Educagdo apresentou uma proposta de
reformulacdo do ENEM, no ano de 2010, onde ficou decretado que 0 mesmo passaria a ter 180
questdes ao invés de 63 como era até 2008, alem disso o ENEM passou a ser aplicado em dois
dias. Além de que comecou a explorar quatro areas do conhecimento humano, dividindo as
questdes igualmente (45 questbes) para cada um das seguintes areas do conhecimento:

e Linguagens, cddigos e suas tecnologias —Literatura, Educacdo Fisica, Lingua
Estrangeira, Lingua Portuguesa, (Inglés ou Espanhol), Artes e Tecnologias da

Informag&o e Comunicagéo.
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e Matemaética e suas tecnologias.
o Ciéncias da Natureza e suas tecnologias — Biologia, Fisica e Quimica.
e Ciéncias Humanas e suas tecnologias — Filosofia, Histdria, Geografia e

Sociologia

Podemos notar que com o passar do tempo o ENEM, foi aos poucos se organizando e
se ligando a outras politicas federais, como por exemplo o Programa Universidade para Todos
(PROUNI) e também o Fundo de Financiamento Estudantil (FIES). Embora um pequeno grupo
de universidades, ja usassem os resultados do ENEM como parte do processo seletivo desde o
ano de 2000, foi ha pouco tempo que o mesmo se consolidou como um tipo de vestibular
nacional, sendo utilizado por praticamente todas as instituicGes federais através de um sistema
préprio chamado de Sistema de Sele¢do Unificada (SISU). Outra mudanca impactante feita no
ENEM, foi a possibilidade do estudante conseguir a isengédo da taxa de inscri¢do concedida pela
primeira vez em 2001. Conforme INEP (2018), atualmente quatro perfis tém direito a isencéo,

sendo eles:

e O pretendente que estiver cursando a Gltima série do Ensino Médio no ano atual
do exame, em qualquer modalidade de ensino, em escola da rede publica
declarada ao Censo Escolar.

e O pretendente que obteve a Certificacdo de Conclusdo do Ensino Médio, por
meio Exame Nacional de Certificagdo de Competéncias de Jovens e Adultos
(ENCCEJA) ano anterior ao exame.

e O pretendente que concluiu todo o Ensino Médio em escola da rede publica ou
como bolsista integral na rede privada e tenha renda per capita igual ou inferior
a um salario minimo e meio.

e O npretendente que declare estar em situacdo de wvulnerabilidade
socioecondmica por ser membro de familia inscrita no Cadastro Unico para

Programas Sociais (CadUnico).

Conforme INEP (2018), nos dias atuais o principal objetivo do ENEM ¢ a analise do

desempenho escolar e académico ao final do Ensino Médio. Os resultados podem:
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Proporcionar o estabelecimento de parametros para a autoavaliagdo do
participante, buscando a continuidade de sua formacao e a sua introducao no
mercado de trabalho;

Proporcionar a criacdo de referéncia nacional para a melhoria dos curriculos
do Ensino Médio;

Ser utilizados como mecanismo unico, alternativo ou complementar para o
ingresso na Educacdo Superior, especialmente, a disponibilizada pelas
instituicOes federais de educacao superior;

Proporcionar a entrada do participante em programas governamentais de
financiamento ou apoio ao estudante da Educagao Superior;

Ser usado como instrumento de selecdo para ingresso nos diferentes setores do
mundo do trabalho;

Possibilitar o desenvolvimento de estudos e indicadores sobre a educacdo

brasileira.

O Quadro 2 apresenta de forma mais objetiva diversos eventos e mudangas realizadas
no ENEM:

Quadro 2: Historia e eventos do ENEM.

Ano: Eventos e mudancas importantes:

1998 Criacdo do ENEM.

2000 Pequeno grupo de universidades comegam a
usar o ENEM como parte do critério de
selecéo.

2001 Criacdo da isencao de taxa de inscri¢do para
alunos desfavorecidos.

2004 E criado 0 PROUNI.

2005 PROUNI é vinculado ao ENEM.

2006 Comecam a ser divulgadas as médias do

ENEM por escola.

2007

E criado o REUNI.
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2009 E criado o SISU.

2010 ENEM comeca a valer como certificacdo do
ensino médio.

2011 ENEM passa a ser obrigatério para
participantes requisitarem o FIES.

Fonte: Adaptado de Travitzki (2013).

2.9 Trabalhos relacionados

Nos Gltimos anos o cenario de Mineracdo de dados educacionais tem crescido muito,
dessa forma esta importante area de pesquisa que possibilita a andlise de um grande conjunto
de dados, vem ajudando na solucéo de problemas voltados a educacéo.

Segundo Rodrigues et al. (2014), na area de mineracao de dados educacionais, do ano
de 2006 ha 2010 o numero de publica¢des ndo chegou ha 20. Porém, com a crescente evolucdo
da area, do ano de 2011 até o més de maio de 2014 foram publicados em torno de 47 artigos,
mostrando uma grande evolucdo em funcao do tempo.

No trabalho de Gomes (2015), foram utilizados os dados do ENEM de 2013 e 2014,
organizando os mesmos em quatro bases diferentes levando em conta apenas a regido do
Nordeste e do estado de Pernambuco. A base de dados do ano de 2014 que possuia os dados
dos inscritos do Nordeste, conta com um total de 2.444.754 instancias, ja a base de 2013 possui
2.358.851 instancias.

O estudo em questdo buscou incialmente encontrar algumas regras de associagao
através do algoritmo Apriori. Para encontrar essas regras Gomes (2015), manteve os padrfes
da ferramenta WEKA, porém o mesmo utilizou um parametro de confianca de 80% e alterou a
quantidade de regras a encontrar-se para 30. Em um segundo momento Gomes (2015), realizou
a analise dos dados para gerar algumas estatisticas, um exemplo foi a descoberta de que
aproximadamente 53% dos inscritos que declararam renda familiar de até 2 salarios minimos
tiveram um desempenho méaximo de 500 pontos na prova de matematica.

Em um terceiro momento Gomes (2015), realizou analise de desempenho utilizando o
algoritmo J48 com o objetivo de analisar o desempenho dos inscritos do cenario regional e
também do cenario local, nas quatro areas de conhecimento. O atributo classificador que foi
utilizado foi o género, e os parametros foram mantidos os padrbes do J48, porém foram

utilizados 60% dos dados para criacdo do modelo. No cenario estadual, os modelos que foram
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criados, apontaram que candidatos do sexo feminino normalmente tem notas inferiores ou
iguais a Nota Média.

Ainda sobre trabalho de Gomes (2015), o mesmo realizou a analise de reda¢es com
notas zero com o objetivo de encontrar possiveis padrdes. Nessa analise foi utilizado o cenéario
nacional que conta com um total de 328.440 instncias. Para tentar atingir esse objetivo foi
usado o algoritmo J48 onde o status da redacéo € o atributo classificador.

Simon e Cazella (2017) realizaram um estudo que possuia o objetivo de gerar um
modelo preditivo do indicador de desempenho médio na area de ciéncias da natureza e suas
tecnologias dos alunos de escolas do ensino médio através dos dados abertos do ENEM 2015.

Para esse estudo ser realizado Simon e Cazella (2017), converteram o arquivo
“.XLSX”, que possuia os dados, para “.CSV” devido a limitagdes do software WEKA. Desta
forma a anélise foi feita a partir de um arquivo com as nove colunas selecionadas e 15599
instancias, com a identificacdo das colunas e as escolas as quais os resultados sdo informados.

Simon e Cazella (2017) utilizaram a variavel Média Escola para indicar o desempenho
médio dos estudantes da escola, na area de ciéncias da natureza e suas tecnologias, devido a
forma como o algoritmo utilizado trabalha (J48) foi necessério realizar a categorizacdo da
mesma. Através do software WEKA 0s mesmos realizaram a analise por arvore de decisdo
usando o algoritmo j48, que foi feita a partir da opcéo de cross-validation, com o valor para
fold igual a dez e com a variavel a ser predita Média Escola. A arvore de decisdo gerada por
Simon e Cazella (2017) conseguiu acertar 77,02% instancias das 15998 inseridas.

No trabalho de Adeodato, Santos Filho e Rodrigues (2014), foram usados os
microdados do ENEM 2011 e também os dados do censo escolar 2011, que detalha as condigdes
das escolas secundarias e infraestrutura do corpo docente, somente as escolas privadas com
mais de 15 alunos foram selecionadas. Como o objetivo do estudo se tratava de dizer se a escola
era boa ou néo.

Para poder classificar as escolas como boas, Adeodato, Santos Filho e Rodrigues
(2014) precisaram se preocupar com duas questdes: que métrica seria usada para avaliar a
qualidade da escola e que limiar seria adotado como critério para definir o que seria uma escola
"boa". A partir dessas questdes Adeodato, Santos Filho e Rodrigues (2014) consideraram a
média aritmética das notas dos alunos como medida de qualidade das escolas (processo similar
ao que é utilizado no ranking das escolas). A seguir os mesmos, definiram o quartil superior
como limiar de binarizagdo da nota para caracterizar o objetivo como escola forte ou fraca.

Ainda sobre o estudo de Adeodato, Santos Filho e Rodrigues (2014), a regressao

logistica gerou um classificador capaz de definir uma pontuacdo de tendéncia ao sucesso da



37

escola, por meio das suas caracteristicas e também dos seus docentes e discentes e familias.
Além disso, no trabalho dos mesmos ele utilizaram &rvore de decisdo para extrair o
conhecimento explicitando.

Outras técnicas também utilizadas, criaram regras similares que ajudaram os
resultados e evidenciaram que os principais fatores que influenciam a boa qualidade das escolas
estdo ligados a situacdo econdmica e financeira, seja de maneira direta (renda familiar) ou

indiretamente, ou em aspectos culturais (nivel de educacdo da mée ou do pai) da familia.
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3 METODOLOGIA E EXPERIMENTOS

Esta secdo descreve em detalhes o contexto em que os dados foram usados, bem como
0s processos utilizados na metodologia, do desenvolvimento desse trabalho de concluséo de
curso, que foram: Selecdo e Pré-processamento dos dados, Transformagéo dos dados, Selecao
dos dados de Santa Catarina e Ararangud, Geracgdo e avaliacdo dos modelos de predigcdo. Alem

disso essa secdo apresenta também a descri¢do dos experimentos realizados.

3.1 Contexto

Para a elaboracdo deste trabalho foram utilizados e analisados os dados abertos do

Exame Nacional do Ensino Médio 2016 (ENEM), sendo estes obtidos na pagina web do INEP
(Instituto Nacional de Estudos e Pesquisas Educacionais Anisio Teixeira), onde existe a
disponibilidade de diversas bases de dados para download. Conforme INEP (2007), nos
Microdados do ENEM séo apresentados as provas, gabaritos, informacdes sobre as questdes,
notas dos candidatos e também o questiondrio socioecondmico que foi respondido pelos
inscritos em 2016. Essa base de dados ¢ dividida em algumas secGes:

e Dados do participante;

e Dados da escola;

e Dados dos pedidos de atendimento especializado;

e Dados dos pedidos de atendimento especifico;

e Dados dos pedidos de recursos especializados e especificos para realiza¢do das

provas;

e Dados dos pedidos de certificacdo do ensino médio;

e Dados do local de aplicacdo da prova;

e Dados da prova objetiva;

e Dados da redacao;

e Dados do questionario socioeconémico;

Segundo o INEP (2007), para simplificar a utilizagdo dos dados, o arquivo principal,
“Microdados Enem 20167, contém todos os dados reunidos em um tUnico arquivo. J& o
Dicionario de dados mostra a separa¢do de cada secdo e contém explicacdo sobre as variaveis

contidas em cada base. Destaca-se ainda que os dados sao disponibilizados em formato “.CSV”
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e que grande parte das informagBes como os dados do participante e questionario
socioeconémico sdo coletados durante a realizacdo da inscricdo do candidato através das
respostas dos mesmos, porém outros dados como as notas das provas objetivas e redacdo sdo
os resultados das avaliagfes da prova prestada.

Os dados abertos do ENEM 2016 contam com os dados de todos os alunos que se
inscreveram no ENEM, ou seja, a base contém os dados do pais inteiro contando com um total
de 8627367 instancias. Restringindo a base de dados, para contar com as informacdes apenas
de alunos de Santa Catarina ha uma significativa queda no nimero de instancias, passando a
contar com 176891 instancias.

Baseado no contexto da base de dados citada anteriormente e nas informagdes do INEP
acredita-se que a mesma possui potencial para a realizacéo de predi¢Ges de diversos tipos. Dessa
forma este trabalho de conclusédo de curso propdem modelos de predicdo para a prova de
redacdo do ENEM, pois acredita-se que dessa forma os gestores e especialistas da area
educacional possam ajudar os estudantes a melhorar seu desempenho no ENEM.

Os quantitativos dos totais de instancias presentes na base de dados e que foram
utilizados neste projeto estdo explicitos no Quadro 3, ja& 0 Quadro 4 demonstra os totais de

instancia em relacdo aos tipos de escolas.

Quadro 3: Quantitativos dos totais de instancias.

Tipo Registro Quantidade de registros
Registros no dmbito nacional (total de 8627367 instancias
registros de toda a base de dados)

Sexo masculino no ambito nacional 3644728 instancias
Sexo feminino no ambito nacional 4982639 instancias

Registros no ambito estadual (total de registros | 176891 instancias

no estado de Santa Catarina)

Sexo masculino no estadual 76082 instancias

Sexo feminino no Ambito estadual 100809 instancias

Fonte: Elaborado pelo autor.

Quadro 4: Quantitativos dos totais de instancias em relacdo aos tipos de escolas.

Tipo de escola Quantidade de registros

Publica (dmbito nacional) 1561876 instancias

Privada (&mbito nacional) 319415 instancias
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Né&o foi respondida pelo inscrito (dmbito 6745091 instancias
nacional)

Escola do Exterior (&mbito nacional) 985 instancias
Publica (dmbito estadual) 111560 instancias
Privada (&mbito estadual) 53890 instancias

Néao foi respondida pelo inscrito (ambito | 11409 instancias

estadual)

Néao foi respondida pelo inscrito (ambito | 32 instancias

estadual)

Fonte: Elaborado pelo autor.
3.2 Metodologia

A metodologia utilizada para a elaboracdo desse trabalho é composta das seguintes
fases: Selecdo e Pré-processamento dos dados, geracéo e avaliagdo dos modelos de predigéo.
A Figura 3 demonstra de forma mais clara os processos e subprocessos utilizados na

metodologia.

Figura 3: Processos utilizados na metodologia.

Selegdo e Pré-processamento dos dados b Geragéo e avaliagdo, dos modelos de predicdo

Selegéo e Pré- -
Transformagao
processamento dos dados
dos dados
( Geracdo do Geracdo do Avaliacdo
»  primeiro Segundo dos modelos
experimento experimento gerados

Selecdo dos dados de
Santa Catarina e
Ararangua

Metodologia

Fonte: Elaborado pelo autor.

3.3 Selecéo e Pre-processamento dos dados

Apobs o download dos microdados do ENEM 2016 no site do INEP, notou-se que
diversos erros ocorriam ao tentar abrir o arquivo (que contém todos os dados) com os editores
eletrdnicos comuns de planilhas e também de texto, Bloco de Notas, Microsoft Excel, Calc,

entre outros.
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Dessa forma observou-se que 0os mesmos ndo eram capazes de abrir corretamente o
arquivo, possivelmente devido ao tamanho do arquivo que em seu formato original (.CSV),
possui um tamanho de mais de 5 gigabytes e conta com mais de 8 milhdes de instancias. Outra
coisa também observada logo no inicio foi que o software WEKA também possuia uma
limitacdo para carregar os dados provenientes de um “.CSV”, limitacdo essa que impedia a
geracdo de um arquivo “.ARFF” a partir da planilha que apresentava 0s dados do ENEM 2016,
esse problema também esté ligado ao tamanho do arquivo disponibilizado pelo INEP.

Dessa forma jugou-se necessario a criacao de uma base de dados, através de um banco
de dados e de uma Linguagem de definicdo de dados (DDL), para armazenar todas as
informagdes presentes no arquivo original. Devido a isso necessitou-se também fazer o uso de
uma ferramenta de Extracdo Transformagdo Carregamento (ETL) para preencher o banco de
dados, local onde os dados utilizados nesse trabalho ficaram salvos. A ferramenta escolhida
para efetuar essa tarefa chama-se Pentaho Data Integration, em sua versao de avaliacéo.

A primeira etapa realizada no Pentaho, para que a base de dados criada no banco de
dados, fosse preenchida se trata da etapa de CSV file input, ou seja, nessa etapa deve-se
selecionar a base de dados “.CSV”, a qual se deseja fazer limpeza dos dados e inser¢ao no banco
de dados. A segunda etapa realizada foi a Replace in string, que se trata de um recurso do
Pentaho que permite fazer a remogédo das acentuagOes, caracterizando-se entdo como um
processo de limpeza de dados. Dessa forma as variaveis a seguir, que continham acentuacao

em seu contetdo, passaram por esse processo de remog¢do dos mesmos:

NO_MUNICIPIO_NASCIMENTO
NO_ENTIDADE_CERTIFICACAO
NO_MUNICIPIO_ESC
NO_MUNICIPIO_PROVA
NO_MUNICIPIO_RESIDENCIA

As demais variaveis ndo passaram pelo processo de remogdo dos acentos, pois as
mesmas nao possuiam acentuacdo. Como pode-se observar na Figura 4, que demonstra de uma
forma mais clara esse processo de configuracdo para remocao das acentuagdes, na coluna In
stream field é o local onde foi colocado todas as variaveis que iriam passar por esse processo
de limpeza, na coluna Search foi posto todos os conjuntos de caracteres acentuados que se
desejava buscar para ser substituido. Ja na coluna Replace with foi preenchido com o caractere

que iria substituir os caracteres buscados através da coluna Search.
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Figura 4: Processo de configuracdo para remocgao das acentuagoes.

T - . s
R olace in string)
Fields string
£ | Instream field Outstreamfield  useRegfx  Search Replacewith  Setemptysting?  Replace with field WholeWord  Case sensitive
1 NO_MUNICIPIO_NASCIMENTO s s N N N l
2 NO_MUNICIPIO_NASCIMENTO s . N N N
3 NO_MUNICIPIO_NASCIMENTO B (i) i N N N
4 NO_MUNICIPIO_NASCIMENTO s [6865°] o N N N
5 NO_MUNICIPIO_NASCIMENTO s o] u N N N
& NO_MUNICIPIO_NASCIMENTO H 3] < N N N
7 NO_ENTIDADE_CERTIFICACAO s [AARAY] A N N N
& NO_ENTIDADE_CERTIFICACAO H [EEE] E N N N
¢  NO_ENTIDADE_CERTIFICACAO s () 1 N N N
10 MO_ENTIDADE_CERTIFICACAD 5 [(alelelel] o N N N
11 MO_ENTIDADE_CERTIFICACAD 5 [O0G0) u N N N
12 NO_ENTIDADE_CERTIFICACAD B G c N N N
13 NO_MUNICIPIO_ESC 5 [8885*] a N N N
14 MO_MUNICIPIO_E! s [eee] e N N N
15 10_ESC s il i N N N
16 10_ESC s [6865°] o N N N
7 10_ESC s [iaoa) u N N N
18 10_ESC s Ig) c N N N
19 10_PROVA B [43387] a N N N
20 10_PROVA H [éed] e N N N
n 10_PROVA H (i) i N N N
2 NO 10_PROVA B [6865°] o N N N
23 NO_MUNICIPIO_PROVA B [uada] u N N N
24 NO_MUNICIPIO_PROVA s 5] < N M N
25 MO_MUNICIPIO_RESIDENCIA s [aa33?] a N N N
] 10_RESIDENCIA s [ééé] e N N N
n _RESIDENCIA s 1] i N N N
28 NO_MUNICIPIO_RESIDENCIA s [6665°] o N N N
29 NO_MUNICIPIO_RESIDENCIA s [uda] u N N N
30 NO_MUNICIPIO_RESIDENCIA H <) c N N [
(D) Help Ok Get fields Cancela

Fonte: Elaborado pelo autor.

A etapa seguinte realizada no Pentaho foi a tarefa de Table output, etapa essa a qual
deve-se selecionar a base de dados que se deseja preencher com os dados oriundos da etapa de
CSV file input. Apds ter selecionada a base de dados a ser preenchida, foi necesséario realizar
a etapa de Table output Mapping, pois é nessa etapa que € feito 0 mapeamento, ou seja, deixa-
se explicito qual campo/coluna do arquivo selecionado na etapa de CSV file input, ira
preencher o campo/coluna do base de dados selecionadas na tarefa de Table output. A Figura

5 demonstra esse processo de Table output Mapping.

Source fields: Target fields: Mappings:

B NU_INSCRICAO (CSV file input) -> NU_INSCRICAO A
B NU_ANO (CSV file input) --> NU_AI
L CO_MUNICIIO_RESIDENCIA (CSV fide input) --> CO_MUNICIPIO_RESIDENCIA
J NO_MUNICIPIO_RESIDENCIA (CSV fite ingut) --> NO_MUNICIPIO_RESIDENCIA
CO_UF_RESIDENCIA (CSV file input) --> CO_UF_RESIDENCIA
SG_UF_RESIDENCIA (CSV e input) ++> SG_UF_RESIDENCIA
3 NU_IDADE (CSV file input) --> NU_IDADE
TP_SEXO (CSV file input) --> TP_SEXO
TP_ESTADO_CIVIL (CSV file input) --> TP_ESTADO_CIVIL
TP_COR_RACA (CSV file input) +-> TP_COR_RACA
TP_NACIONAUDADE (CSV file input) > TP_NACIONAUDADE
CO_MUNICIPIO_NASCIMENTO (CSV file input) -+ » CO_MUNICIPIO_NASCIMENTO
NO_MUNICIPIO_NASCIMENTO (CSV fite input) --> NO_MUNICIPIO_NASCIMENTO
CO_UF_NASCIMENTO (CSV file input) --> CO_UF_NASCIMENTO
$G_UF_NASCIMENTO (CSV file input) --» SG_UF_NASCIMENTO
TP_ST_CONCLUSAO (CSV file input) --> TP_ST_CONCLUSAO
TP_ANO_CONCLUIY (CSV file input) --> TP_ANO_CONCLUIU
TP_ESCOLA (CSV file input) «+» TP_ESCOLA
[Ada | |TPIENSINO (CSV fide input) --> TP_ENSING
\ IN_TREINEIRO (CSV ke input) --> IN_TREINGRO
] |coEscoa (CSV file input) --» CO_ESCOLA
Delete. | | co_municiio_esC (CSV file input) -+> CO_MUNICIPIO_ESC
NO_MUNICIPIO_ESC (CSV file input) --> NO_MUNICIPIO_ESC
CO_UF_ESC (CSV file input) --> CO_UF_ESC
$G_UF_ESC (CSV fike input) --> SG_UF_ESC
TP_DEPENDENCIA_ADM _ESC (CSV file input) --> TP_DEPENDENCIA_ADM_ESC
TP_LOCALIZACAC_ESC (CSV file input) -+» TP_LOCAUZACAO_ESC
TP_SIT_FUNC_ESC (CSV file input) --> TP_SIT_FUNC_ESC
INBAIXA_VISAQ (CSV file input) --> IN_BAIXA_VISAO
IN_CEGUEIRA (CSV file input) --> IN_CEGUEIRA
IN_SURDEZ (CSV file input) -+> IN_SURDEZ
IN_DEFICIENCIA_AUDITIVA (CSV file input) --> IN_DEFICIENCIA_AUDITIVA
IN_SURDO_CEGUEIRA (CSV file input) - IN_SURDO_CEGUEIRA
IN_DEFICIENCLA_FISICA (CSV file input) --> IN_DEFICIENCIA_FISICA
IN_DEFICIENCIA MENTAL (CSV file input) --> IN_DEFICIENCIA MENTAL
IN_DEFICIT_ATENCAO (CSV file input) -+» IN_DEFICIT_ATENCAQ
IN_DISLEXIA (CSV fife input) ~-> IN_DISLEXIA
IN_DISCALCULIA (CSV file input) --> IN_DISCALCULIA
Auto target selection? (¥ Auto source selection? IN_AUTISMO (CSV file input) --> IN_AUTISMO
Hide aigned source fiekds? [ Hide assigned target fields? (¥, RUSAGAONOCUAR: /(CSV Ml movi) ¥ ROVEAG IONOCRN
a IR A i)

M SARATIEY AL EARATIETA

Fonte: Elaborado pelo autor.
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A Figura 6, demonstra claramente as etapas realizadas no Pentaho, e o fluxo percorrido

pelos dados, para que a base de dados criada no banco de dados fosse preenchida.

Figura 6:Fluxo percorrido pelos dados no Pentaho

B Spoon - projetopentaha
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BEERR -~ Connect
[8] View ™. ¢ Design 3¢ projetopentaho 52
' o ne |PrlD®ens XEAR [ ws
4 [ Transformagdes —8 —8 — 0 <
4 3 projetopentah |_L > }”L_—: > }: > IT

B3 Run configurations CSVfile input Replace in string Table output Mapping Table output
[ Conexdes
[ step:
[ Hops

£ Hadoop clusters

Execution Results [2x
[E] Logging |(3) Execution History [, = Step Metrics ™. |+ Performance Graph | |2 Metrics| @ Preview data
®

Nome do step Copia nr Lidos  escritos  Entrada Saida

id: Atualizados Rejected Erros  Ativo Tempo Velocidade (r/s) P
0 8627367 8627368 0
0
0

0 0 Finished 1h 24mn 155 1.707
0 0 0 Finished 1h24mn 21s 1705
0 0 0 Finished 1h 24mn 265 1703
0 0 0 Finished 1h24mn 345 1.700

8627367 8627367 o
8627367 8627367 [
8627367 8627367 0 8627367

PRI

Table output Mapping
Table output

Fonte: Elaborado pelo autor.

3.3.1 Transformacéo dos dados

Com o objetivo de usar os dados, ja presentes na base, como input para os algoritmos
de mineracdo, é preciso realizar a etapa de transformacdo dos dados, para que oS mesmos
fiquem adequados para esses algoritmos e para possivelmente melhorar o desempenho.

Dessa forma apds todas as etapas de pré-processamento dos dados, 0 proximo passo
a ser realizado nesse trabalho foi a transformagfes dos dados. Uma das principais tarefas
realizadas nessa etapa de transformac6es dos dados foi a categorizacdo, pois a partir da mesma
se torna possivel categorizar as variaveis fazendo com que os valores da mesma, fiqguem
divididos em categorias diminuindo entdo a amplitude desses valores, podendo dessa forma
fazer com que os algoritmos de mineracdo de dados tenham resultados melhores.

A primeira variavel a passar por esse processo de categorizacdo foi o atributo a ser
predito “NU _NOTA REDACAOQ?, atributo este que contém as notas tiradas pelos participantes
do ENEM na prova de redacdo. Para a categorizacdo dessa variavel foi criado um script em

java, este codigo tem o objetivo de descobrir em quais pontos deveriam serem feitos os cortes
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para uma divisdo por tercil, que se trata de uma estratégia para categorizacdo onde divide-se
um conjunto em 3 partes.

Para a realizacdo dessa divisao, elaborou-se uma funcdo que realizava a importagao
dos dados presentes no banco de dados, através de uma Query SQL (Linguagem de Consulta
Estruturada), que selecionava todas as instancias que ndo fossem nulas (ndo possuissem seu
valor como “NULL”), pois as mesmas por si so ja formariam um grupo.

A Figura 7, demonstra a funcéo criado para importar as instancias do banco de dados,
deixando clara entdo, qual foi a Query SQL utilizada para a categorizacdo da variavel
“NU NOTA REDACAO”. A Figura 8 expde como foi implementada a funcdo responsavel

por de fato informar os pontos que deveriam ser realizados cortes para categorizacao.

Figura 7: Funcéo para importar Instancias do banco de dados.

53| public void ImportarInstancia() {

sa

ss vry {

56 PreparedStatement stmt;

57 String estado = ° :

@ string saif]

59 =

60

61 stmt = con.prepareStatement (sql); 1l
&H ResultSet rs = stmt.executeQuery(sql):
63 int 1 = o:

64
65
66 T em = new Enem((rs.getString( )), (rs.getString(" 1)) :
67 ve
68
69
70
71
72
73 rs.close():

= Double.parseDouble((rs.getString (' 1)z

74 stmt.close ()
75
76

77 percentile (33);

78 percentile (66);

79

80 } catch (SQLException ex) {

81

82 JOptionPane.shovMessageDialog(null, t t + ex);

a3
e4
8s
86

Fonte: Elaborado pelo autor.

Figura 8: Funcéo para descobrir pontos de corte.

234 21 public void percentile(int descobrir) {
238
238
237

S
239
240
241
242

243
244
245
248
247
248
249
2s0
281
252 roentile [arredonda - 1]:
253

254
258
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257
258
259
260
261

rpercentile [arredonds — 1]

262
263
264
288

267
268
2688

Fonte: Elaborado pelo autor.
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Ap0s serem descoberto os valores onde deveriam serem feitas as limitagdes para cada
categoria da classificacao, foi criado um novo campo no banco de dados, atravées de linguagem
DDL, chamado de “CATEGORIZACAO NU NOTA REDACAO NULL”. Esse novo
campo recebeu os valores de “NU _NOTA REDACAO” categorizados, através de um script
SQL executado no proprio banco de dados, como constata a Figura 9.

As categorias criadas foram: baixo, media, alto e nulo. Para que as instancias fossem
classificadas como “baixo’, deveriam possuir uma nota de até no maximo 500. J4 para serem
classificadas como “media” a nota deveria ser maior que 500 e menor ou igual a 600. Para
receber a classificacdo como “alto” a nota teria que ser maior que 600. Ja a regra para que as
instincias fossem atribuidas como “nulo” a mesma deveria conter valor NULL. O Quadro 5

demonstra com maior clareza as regras para a classificagao das notas da redacéo.

Quadro 5: Regras para a classificagdo das notas da redacao.

Tipo da categoria: Regra:

baixo NU_NOTA REDACAO <=500

media NU_NOTA REDACAO>500 e
NU_NOTA_ REDACAO<=600

alto NU_NOTA REDACAO>600

nulo NU_NOTA REDACAO=NULL

Fonte: Elaborado pelo autor.

Figura 9: Efetuando a categorizag@o da variavel “NU NOTA REDACAQO”.
c / ,E’ p\ £l [%] | Dont Limit - 5% = Q 1 [=

le UPDATE tccenem.enem
& [E] SET CATEGORIZACAD_NU_NOTA_REDACAQ = CASE

3

4 WHEM nu_nota_redacac <= THEM
5 'baixo’
6

7

&

WHEN nu_nota_redacac > and nu_nota_redacao <= THEN
9 ‘media’
11 WHEN nu_nota_redacao > THEN

13 ‘alto’

19 END
28 =
21 WHERE sg_uf_residencia = 'SC';

Fonte: Elaborado pelo autor.
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Em relacdo as variaveis socioecondmicas, dos 50 atributos, um total de 40 foram
categorizadas, cada uma delas obedecendo um conjunto de regras especificos, essas
informacbes estdo presentes no Apéndice A. As demais varidveis socioecondmicas ndo
possuiam a necessidade de serem categorizadas.

Dos 40 atributos categorizados, da se¢do de dados do questionario socioecondémico,
destaca-se a categorizagdo da variavel Q005, que possui os valores do nimero de moradores da
residéncia do candidato, a mesma foi categorizada pois possuia uma amplitude de valores muito
grande, como pode-se observar através do Anexo A. O outro atributo enfatizado € a variavel
Q006, a mesma armazena a renda mensal da familia do candidato, e também foi categorizada,
pelo mesmo motivo do atributo Q005, ou seja, uma grande amplitude como demonstrado no
Anexo A. Ja o Quadro 6 e 0 Quadro 7 demonstra como ficaram classificadas e quais as regras

utilizadas para a classificacdo das variaveis Q005 e Q006 respectivamente.

Quadro 6: Regras para a classificacdo da variavel Q005.

Tipo da categoria: Regra:

QtdMoradorl Q005=1
QtdMorador2 Q005>=2 e Q005 <=4
QtdMorador3 Q005>=5 e Q005 <=7
QtdMorador4 Q005>=8

Fonte: Elaborado pelo autor.

Quadro 7: Regras para a classificacdo da variavel Q006.

Tipo da categoria: Regra:

MuitoBaixo QO006=A OR B

Baixo Q006=CORDORE

Medio Q006=FORGORHORII

Alto Q006 # dos valores presentes nas regras
anteriores

Fonte: Elaborado pelo autor.

Da se¢do dos dados do participante as Unicas varidveis a ser categorizadas foi o
atributo “NU _IDADE” e o atributo “TP_ANO_CONCLUIU”. O campo “NU_IDADE”
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armazena a idade do participante, ja em relagdo a variavel “TP_ANO_CONCLUIU”, ¢ o local
onde esta registrado o ano de conclusdo do ensino médio do participante. A secdo de dados da
prova objetiva, contou com as seguintes varidveis categorizadas: “NU NOTA CN”,
“NU NOTA_CH”, “NU NOTA_LC”, “NU NOTA MT”.

O procedimento utilizado para criar os campos que armazenam a classificagdo de cada
instancia das varidveis da secdo de: dados do participante e dados da prova objetiva, foi o
mesmo utilizado pela classificacdo da variavel “NU NOTA_ REDACAOQO” presente na se¢do de
dados da redacdo. Assim como nas variaveis oriundas da secdo de dados do questionario
socioeconbmico, cada atributo obedeceu um conjunto de regras especificos, que estdo
informados no Apéndice A.

Para categorizar a variavel idade por exemplo, foi utilizada a regra de que se o valor
presente no campo “NU IDADE” fosse menor ou igual a 18, a varidvel
“CATEGORIZACAO IDADE”, seria classificada como “idadel”. J& se o valor fosse maior
que 18 e menor ou igual a 25 a mesma receberia a classificagdo de “idade2”. Para ser
classificada como “idade3” deveria possuir um valor maior que 25 ¢ menor ou igual a 30. A
idade também poderia ser classificada como “idade4” e para isso, deveria ter um valor maior

que 30. O Quadro 8 demonstra com maior clareza as regras para a classificacdo da idade.

Quadro 8: Regras para a classificacdo da idade.

Tipo da categoria: Regra:

Idadel NU_IDADE<=18

|dade2 NU_IDADE>18 e NU_IDADE<=25
Idade3 NU_IDADE>25 e NU_IDADE<=30
|dade4 NU_IDADE>30

Fonte: Elaborado pelo autor.

3.3.2 Sele¢do dos dados de Santa Catarina e Ararangué

Nesta etapa deste trabalho de concluséo de curso, foi realizado a sele¢éo ou subdiviséo
da base de dados. No software WEKA por meio da op¢ao “Open DB” foi realizado a conexao
com a base de dados, criada em etapas anteriores. Apds concluida a conexao, a base foi de fato
dividida em duas partes:

1. Base referente a todo o estado de Santa Catarina;
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2. Base referente a cidade de Ararangué - SC.

Dessa forma, dois arquivos “.ARFF’ foram gerados por meio de linguagem SQL que

permitiu essas duas selecdes distintas, como demonstra a Figura 10 e a Figura 11.

Figura 10: Selecdo dos dados do estado de Santa Catarina.

€ SQL-Viewer |3
Connection
URL |jdbc:mysqglMocalhost3306/ccenem l P J [ < J [ (i J [ J
Query
Select * from tccenem.enem where 56_UF RESIDENCIA="S5C"; Execute
Clear
History...
max. rows 100 E

Result

Fonte: Elaborado pelo autor.

Figura 11: Selecdo dos dados da cidade de Ararangua.

& SQL-Viewer =23 |
Connection
URL | jdbcmysglilocalhost2306 ccenem [ 2 J l & J [ (%] J l J
Query
Select * from Execute
tccenem.enem where 3G_UF _RESIDENCIZ="3C" and N0 MUNICIPIO RESIDENCIA="ARARLNGUA"; T
History...
max. rows 100 E

Result

Fonte: Elaborado pelo autor.
3.4 Geracéo e avaliacdo, dos modelos de predicao
Esse processo corresponde a etapa de mineracao de dados, que é o eixo desse trabalho,

a tarefa de busca de informacao aplicada nesse trabalho, foi feita por meio das técnicas de

classificacao.
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Os experimentos realizados nesse trabalho de conclusdo curso foram realizados,
focados no objetivo inicial. Dessa forma, as variaveis escolhidas foram testadas para observar-
se se os resultados seriam positivos ou negativos em relacdo a sua eficiéncia.

Os experimentos foram feitos utilizando o software WEKA e em seguida sera
esclarecido como os mesmos foram realizados e as particularidades em relacdo aos dados
usados em cada uma delas. Foi escolhido o software WEKA pois 0 mesmo possui uma interface
descomplicada e de facil uso, além de contar com diversos algoritmos preditivos como 0 J48 e
0 Naive Bayes.

Ao longo da elaboracéo desse trabalho de conclusdo de curso, inlmeros experimentos
foram feitos precedentemente a delimitacéo total da metodologia usada no mesmo. Dessa forma
duas experimentacGes ganharam destaque em relacdo as demais e por esse motivo serdo
rapidamente descritas nesta secao do trabalho, sendo elas:

1. Utilizacdo dos dados abertos do ENEM para a predicdo do desempenho da
redacdo do ENEM, no estado de Santa Catarina

2. Utilizacdo dos dados abertos do ENEM para predicdo do desempenho da
redacdo do ENEM, na cidade de Ararangua

Para a realizagdo desses experimentos, foi feita a escolha dos algoritmos a ser
utilizados, sendo eles: J48 e Naive Bayes. A proxima etapa feita, foi um estudo mais profundo,
através do dicionario de dados, sobre cada atributo presente na base, para que dessa forma fosse
possivel escolher as variaveis que possivelmente dariam o maior desempenho.

O primeiro experimento, tratava-se de gerar um modelo preditivo da redagdo do
ENEM por meio do conjunto de dados ligados apenas ao estado de Santa Catarina, como mostra
a figura 10. Baseado nisso, através do software WEKA, diversas variaveis, foram escolhidas
para compor o input dos algoritmos utilizados, onde a classe/variavel a ser predita escolhida
sempre foi a “CATEGORIZACAO_NU_NOTA_REDACAO_NULL”. Conforme o conjunto
de variaveis de input mudavam, ocorriam oscila¢fes na acuracia do experimento. O conjunto
de atributos que apresentou o melhor desempenho em relagédo ao nimero de acertos, possuia as
seguintes variaveis:

e TP_SEXO

e TP_ESCOLA

e TP _ENSINO

e IN_TREINEIRO
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e TP_DEPENDENCIA_ADM_ESC
e TP_LOCALIZACAO_ESC

e Q045

o Q047

e CATEGORIZACAO_IDADE

e CATEGORIZACAO_QO005

e CATEGORIZACAO_Q007

e CATEGORIZACAO_Q027

e CATEGORIZACAO_Q001

e CATEGORIZACAO_Q002

e CATEGORIZACAO_QO006

e CATEGORIZACAO_TP_ANO_CONCLUIU
e CATEGORIZACAO_Q040

As configuracdes utilizadas no algoritmo J48 e Naive Bayes, nesse experimento, foram
a padrao dos mesmos. Em relacédo a separagéo dos dados para treino e teste, foram usados 70%

dos dados para treino e 30% para teste.

O segundo experimento tinha como objetivo gerar um modelo preditivo da redacgéo
do ENEM a partir da selecdo dos dados da cidade de Ararangua como demonstra a figura 11.
Como feito no primeiro experimento, diversos conjuntos de atributos foram testados para ser
usado como input dos algoritmos. As configuragdes utilizadas nos algoritmos J48 e Naive
Bayes, usados nesse experimento, foram as padrbes de cada um deles. J& em relacdo a
porcentagem final utilizada para treinamento e teste, foi de 75% e 25% respectivamente. O

conjunto de atributos final definido para input foi:

e TP_SEXO

o Q047

e CATEGORIZACAO_QO005

e CATEGORIZACAO NU NOTA REDACAO_NULL

A variavel/classe a ser predita foi a
“CATEGORIZACAO _NU NOTA REDACAO NULL”. Durante as experiencias, conforme
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mudava os atributos de input e os valores definidos para treinamento e teste, a acuracia sofria

modificacdes tanto positivas como negativas.
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4 RESULTADOS E DISCUSSOES

Apos a realizagdo dos experimentos, iniciou-se a analise e discussdo dos resultados
obtidos, onde primeiramente buscou-se compreender e apresentar os resultados de cada
experimento individualmente, através das relutancias obtidas por meio dos algoritmos J48 e
Naive Bayes, fazendo um comparativo entre os dois algoritmos. Em um segundo momento
comparou-se 0s resultados do primeiro experimento com os do segundo experimento. Ja em um
terceiro momento a comparacdo deu-se por meio dos resultados das pesquisas dos trabalhos
relacionados. Esse capitulo apresenta ainda arvores de decisdo geradas em ambos o0s

experimentos.

4.1 Resultados do primeiro experimento

No primeiro experimento, que como dito anteriormente nesse trabalho de concluséo
de curso, buscou-se gerar um modelo preditivo da redacdo do ENEM por meio do conjunto de
dados ligados apenas ao estado de Santa Catarina, conseguiu-se atingir uma classificacdo
correta de 57.1523% das instancias analisadas, através do algoritmo J48 como mostra a Figura
12. Ja o algoritmo Naive Bayes, como demonstra a Figura 14, acertou 56.3872% dos dados
testados.

O Quadro 9 mostra a acuréacia detalhada do primeiro experimento, por meio do
algoritmo J48. Observa-se entdo no Quadro 9 que o TP-Rate (True-Positive Rate) demonstra
que a situacdo mais facil de ser predita sdo as das redagdes classificadas como “nulo”, ¢ a mais
dificil de predizer sao as classificadas como “alto”. Por meio do algoritmo Naive Bayes, 0
cenario mais facil de prever, como mostra 0 Quadro 10, também foi em relagdo as instancias
classificadas como “nulo”. J4 a situagdo mais complicada de predizer, é aquela em que a redacéo
¢ classificada como “media”.

Por meio da Matriz de Confuséo presente na Figura 13 (gerada pelo J48) e também na
Figura 15 (gerada pelo Naive Bayes) é possivel entender de forma mais clara, quais instancias

0s modelos gerados mais acertam e quais eles mais erram.
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Figura 12: Resumo dos resultados obtidos por meio do algoritmo J48 relacionados aos dados

de Santa Catarina..

Eoot mean squared error
Eelative absoclute error

Correctly Classified Instances
Incorrectly Classified Instances
Kappa statistic
Mean absolute error

BEoot relative agquared error
Total Number of Instances

=
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Fonte: Elaborado pelo autor.

Quadro 9: Acuracia detalhada do primeiro experimento, utilizando o algoritmo J48 e apenas

os dados de Santa Catarina.

TP FP Precision | Recall | F- MCC | ROC |PRC |Class
Rate | Rate Measure Area | Area
0,394 | 0,089 | 0,511 0,394 | 0,445 0,338 | 0,787 | 0,438 | alto
0,482 | 0,182 | 0,478 0,482 | 0,480 0,299 | 0,762 | 0,468 | baixo
0,412 | 0,220 | 0,401 0,412 | 0,406 0,190 | 0,707 | 0,389 | media
0,916 | 0,083 | 0,816 0,916 | 0,863 0,806 | 0,979 | 0,958 | nulo
0,572 | 0,146 | 0,562 0,572 | 0,564 0,424 | 0,815 | 0,583
Weighted
Avg.

Fonte: Elaborado pelo autor.

Figura 13: Matriz de Confuséo gerada por meido do algoritmo J48 relacionados aos dados de

Santa Catarina.
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Fonte: Elaborado pelo autor.
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Figura 14: Resumo dos resultados obtidos por meio do algoritmo Naive Baye e relacionados

aos dados de Santa Catarina.

Correctly Classified Instances 29923
Incorrectly Classified Instances 23144

Keppa statistic 0.4131
Mean absolute error 0.2348
Boot mean sgquared error 0.371&
Belative absclute error 62.9593 %
Boot relative sgquared error 268.1214 %
Total Numker of Instances 53087

Fonte: Elaborado pelo autor.

Quadro 10: Acurécia detalhada do primeiro experimento, utilizando o algoritmo Naive Bayes

e apenas os dados de Santa Catarina.

TP FP Precision | Recall | F- MCC | ROC |PRC |Class
Rate | Rate Measure Area | Area
0,450 | 0,113 | 0,485 0,450 | 0,467 0,347 | 0,789 | 0,458 | alto
0,527 | 0,214 | 0,460 0,527 | 0,491 0,300 | 0,765 | 0,487 | baixo
0,306 | 0,162 | 0,404 0,306 | 0,348 0,159 | 0,705 | 0,395 | media
0,908 | 0,094 | 0,797 0,908 | 0,849 0,785 | 0,980 | 0,958 | nulo
0,564 | 0,146 | 0,547 0,564 | 0,552 0,412 | 0,816 | 0,593
Weighted
Avg.

Fonte: Elaborado pelo autor.

Figura 15: Matriz de Confusdo gerada por meio do algoritmo Naive Baye e relacionada aos

dados de Santa Catarina.

a b lod d “<—— classzified as
4569 2348 2564 875 | a = alteo
1505 7178 3325 1614 | b = baixo
3081 5398 4281 1247 | c = media
285 688 438 13895 | d = nulo

Fonte: Elaborado pelo autor.
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4.2 Resultados do segundo experimento

No segundo experimento, em que foi gerado um modelo preditivo da redacdo do
ENEM, através de instancias pertencentes apenas ao municipio de Ararangua - SC , obteve-se
umaacuréciade 61.1227%, por meio do algoritmo J48 como mostra a Figura 16, e uma acuracia
de 61.7464% através do Naive Bayes, como mostra a Figura 18.

Por meio do Quadro 11, baseado nos resultados obtidos com o J48, nota-se que o TP-
Rate (True-Positive Rate) mostra que o cenario mais simples para predicao das redagdes séo
daquelas classificadas como "baixo", enquanto o mais complexo fica por conta daquelas
classificadas como "media"”. Ja quando o algoritmo utilizado foi o Naive Bayes, a situacdo mais
facil de predizer também é aquela onde a redacao possui o valor de "baixo", e a mais complexa
€ aque aredacéo e classificada como "media” (assim como no uso do J48 ). Essa situacao esta
melhor detalhada no Quadro 12.

Através da Matriz de Confusdo presente na Figura 17 (gerada pelo J48) e também
na Figura 19 (gerada pelo Naive Bayes) é possivel compreender de uma melhor forma, quais
instancias foram mais acertadas quando o modelo gerado confrontou as mesmas com o conjunto

teste.

Figura 16: Resumo dos resultados obtidos por meio do algoritmo J48 e relacionados aos

dados de Ararangua.

Correctly Classified Instances 294 6l.1227 %
Incorrectly Classified Instances 187 38.8773 %
Kappa statistic 0.4718

Mean absolute error 0.238

BEoot mean sgquared error 0.347&

Belatiwve absclute error 0d.0243 %

Boot relative squared error 20.7185 %

Total Numbker of Instances 481

Fonte: Elaborado pelo autor.
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Quadro 11: Acurécia detalhada do primeiro experimento, utilizando o algoritmo J48 e apenas

os dados de Ararangua.

TP FP Precision | Recall | F- MCC | ROC |PRC |Class
Rate | Rate Measure Area | Area
0,491 | 0,249 | 0,363 0,491 | 0,417 0,219 | 0,708 | 0,343 | alto
0,908 | 0,043 | 0,908 0,908 | 0,908 0,865 | 0,984 | 0,961 | baixo
0,417 | 0,050 | 0,636 0,417 | 0,504 0,437 | 0,782 | 0,432 | media
0,496 | 0,174 | 0,531 0,496 | 0,513 0,329 | 0,788 | 0,508 | nulo
0,611 | 0,128 | 0,631 0,611 | 0,615 0,493 | 0,831 | 0,601
Weighted
Avg.

Fonte: Elaborado pelo autor.

Figura 17: Matriz de Confusédo gerada por meio do algoritmo J48 e relacionada aos dados de

Ararangua.
a b c d <—— claszified as
53 3 1l 34 | a = media
2 138 ] 6 | b = nulo
2 3 35 20 | c = alto
59 8 2 &8 | d = baixo

Fonte: Elaborado pelo autor.

Figura 18: Resumo dos resultados obtidos por meio do algoritmo Naive Baye relacionado aos

dados de Ararangud.

Kappa statistic

Mean absoclute error
BEoot mean squared error
Belative abksoclute error

Correctly Classified Instances
Incorrectly Classified Instances

Boot relative sgquared error
Total Numker of Instances

=

Cad
L & d= Ly o
[V T 5 R N

=

o I LS I w R |

=

.Tdad %
.2338 %

Fonte: Elaborado pelo autor.
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Quadro 12: Acuracia detalhada do primeiro experimento, utilizando o algoritmo Naive Bayes

e apenas os dados de Ararangua.

TP FP Precision | Recall | F- MCC | ROC |PRC |Class

Rate | Rate Measure Area | Area

0,528 | 0,265 | 0,365 0,528 | 0,432 0,234 | 0,714 | 0,361 | alto

0,901 | 0,036 | 0,919 0,901 | 0,910 0,870 | 0,987 | 0,973 | baixo

0,417 | 0,055 | 0,614 0,417 | 0,496 0,424 | 0,818 | 0,476 | media

0,496 | 0,248 | 0,571 0,496 | 0,531 0,364 | 0,817 | 0,562 | nulo

0,617 | 0,123 | 0,643 0,617 | 0,623 0,505 | 0,848 | 0,632
Weighted
Avg.

Fonte: Elaborado pelo autor.

Figura 19: Matriz de Confusdo gerada por meio do algoritmo Naive Baye e relacionado aos

dados de Ararangua.

a b c d <-— claszified as
57 3 18 30 | a = media
7 137 2 g | b = nulc
31 3 35 15 | c = alto
a6l & 2 g | d = baixc

Fonte: Elaborado pelo autor.

4.3 Comparativo dos resultados do primeiro experimento com os do segundo experimento

O melhor resultado obtido no primeiro experimento foi oriundo do uso do algoritmo
J48, que teve uma acurécia de 57.1523%. Ja no segundo experimento o resultado mais
satisfatorio foi proveniente da utilizacdo do algoritmo Naive Bayes, que conseguiu obter uma
acurécia de 61.7464%.

O primeiro experimento usou 17 variaveis para input, enquanto o segundo utilizou
apenas 4 atributos para essa mesma fungdo. Com base nesse fato, e nos resultados obtidos em
cada um dos experimentos, conclui-se que um grande nimero de variaveis de entrada ndo

garantem uma boa acurécia. Provavelmente a qualidade dos dados utilizados para o input e 0
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relacionamento entre 0s mesmo tem um maior impacto positivo no resultado do processo de
mineracao de dados, do que o volume de variaveis utilizadas no input.

Apesar de o segundo experimento ter obtido uma acuracia maior que o primeiro, a
diferenca ndo é tdo grande, ou seja, os resultados obtidos foram similares nos dois

experimentos.

4.4 Comparagédo com os Trabalhos Relacionados

Como dito anteriormente, Simon e Cazella (2017) realizaram um estudo que tinha
como principal objetivo: gerar um modelo preditivo do indicador de desempenho medio na area
de ciéncias da natureza e suas tecnologias dos alunos de escolas do ensino médio através dos
dados abertos do ENEM 2015. No trabalho de Simon e Cazella (2017), os mesmos utilizaram
o algoritmo j48 para predizer a varidvel “Média Escola”, o modelo dos mesmos conseguiu
acertar em 77,02% das instancias testadas.

Comparado aos modelos gerados por esse trabalho de conclusé@o de curso, 0 modelo
gerado por Simon e Cazella (2017) ¢ significativamente superior, pois a pesquisa dos mesmos
tem 77,02% de acertos, enquanto o melhor modelo desse trabalho de conclusdo de curso
apresenta 61.7464% de acertos, realizados no segundo experimento usando o algoritmo Naive
Bayes.O melhor resultado usando o algoritmo J48 também foi no segundo experimento,
alcancando a acuracia de 61.1227%. Destaca-se que apesar do trabalho de Simon e Cazella
(2017) utilizar dados do ENEM para predicdo, o objetivo do que se deseja predizer € muito
diferente do desse trabalho, com base nisso a superioridade do modelo de Simon e Cazella
(2017), comparadas com essa pesquisa, é justificada.

Uma das poucas pesquisa que encontrou-se com o objetivo de trabalhar com a predicao
ligada a redacdo do ENEM, assim como nesse trabalho de concluséo de curso, é a pesquisa feita
por Gomes (2015). Na pesquisa realizada por Gomes (2015), 0 mesmo realizou uma analise de
redag¢des com notas zero, porem o atributo classificador utilizado foi “STATUS REDACAQO”,
desviando-se entdo do objetivo desse trabalho de concluséo de curso. Como Gomes (2015) nédo
informou os valores de acuracia € nem da Matriz de Confusdo dessa predicdo, tornou-se

invidvel a comparacdo de resultados.
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4.5 Arvores de Decisdo

Esse tdpico apresenta as arvores geradas por meio dos dois experimentos, ja relatados
anteriormente. O motivo pelo qual essas arvores foram geradas, é permitir que gestores e
especialista em educacdo, tenham mais uma ferramenta que os ajude a identificar atributos que
causam um maior impacto no desempenho dos alunos na prova de redagdo. Desta forma os
especialistas poderiam dar mais atencdo a essas variaveis de grande impacto, podendo entdo
melhorar o desempenho dos alunos na redacdo do ENEM caso esse atributo possa ser

controlado e modificado pelos gestores da educacao.

4.5.1 Arvore de Decisdo gerada no primeiro experimento

Quando aplicou-se o algoritmo J48 no primeiro experimento, descrito anteriormente,
uma arvore de decisdo foi gerada, a mesma se encontra no Apéndice B. Através de uma breve
analise do autor deste trabalho, notou-se que a mesma possui como variavel principal a variavel
“CATEGORIZACAO_Q005”. Esse atributo aparece mais 5 vezes ao longo da arvore de
decisdo, 0 que leva a crer que nessa predicao a variavel “CATEGORIZACAQO_QO005” ¢ a mais
importante.  Outras  variaveis consideradas importante sdo: Q045 Q047 e
CATEGORIZACAO_QO040.

4.5.2 Arvore de Decisdo gerada no segundo experimento

No momento em que se fez a predi¢do do segundo experimento através do algoritmo
J48, a &rvore de decisdo apresentada no Apéndice B foi gerada. Assim como feito com a arvore
gerada pelo primeiro experimento, o autor desse TCC, realizou uma pequena analise da arvore.
Assim como na arvore do primeiro experimento, nessa arvore o atributo principal também é a
“CATEGORIZACAO_QO005”, outras variaveis consideradas bem importantes para essa arvore
sdo as seguintes: Q045, Q047 e TP_SEXO.

A Figura 20 demonstra uma visualizacdo parcial da arvore de decisdo obtida no

processo de mineragdo de dados em relacdo aos dados da cidade de Ararangua.



Figura 20: Visualizagdo parcial da arvore de decisdo da cidade de Ararangua.
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5 CONCLUSAO

Podemos notar que apesar do crescimento na realizacdo de pesquisas na area
de mineracdo de dados educacionais, ainda € uma area que necessita ser mais explorada e
estudada. Uma prova disso é que ndo se encontrou trabalhos com uma problematica bem
proxima da desse trabalho, apesar de como relatado anteriormente, as redagdes do ENEM serem
decisivas para o desempenho final do candidato e serem uma das maiores preocupacgdes de
alunos e professores.

Através dos modelos de predicdo gerados nesse trabalho conclui-se que é possivel
prever com um minimo de exatiddo o desempenho dos alunos na redacdo do ENEM. Porém
destaca-se que € necessario trabalhos futuros voltados ao mesmo assunto e objetivo desse
trabalho de conclusdo de curso, para que se possa evoluir significativamente os modelos de
predicao.

As variaveis que mais causaram impacto foram praticamente as mesmas para 0s dois
experimentos realizados, 0 que leva a crer que o0s gestores e especialistas da area da educacédo
devem analisar as mesmas. Ainda em relacdo as varidveis destaca-se que as mesmas precisam
ser coletadas de uma forma mais eficiente, tendo em vista que muitas vezes os candidatos
deixaram em branco as perguntas do questionario socioeconémico.

Para trabalhos futuros, julga-se importante a integracdo da base de dados utilizadas
nesse trabalho com outras bases, para que as mesmas possam agregar em relacdo a novos
atributos, onde os mesmos podem ajudar a aumentar o desempenho dos modelos preditivos.

O objetivo principal desta pesquisa foi realizar um estudo e aplicar as técnicas e
métodos de mineracao de dados, para gerar modelos para predicdo do desempenho da redacdo
do ENEM, por meio dos microdados do ENEM 2016 e algoritmos de classificagdo como o J48
e 0 Naive Bayes, e também gerar arvores de decisdo. Baseado nisso, esse trabalho buscou
auxiliar na melhora do desempenho dos alunos na prova de redacéo, por meio de modelos para
predicdo do desempenho da redacdo do ENEM.
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APENDICE A - Informagdes das variaveis categorizadas

As informac0es e regras de como as variaveis foram categorizadas, estdo disponiveis
no link:
https://onedrive.live.com/?id=5632EEA93CF4F3A0%211434&cid=5632EEA93CF4F3A0

Optou-se por disponibilizar os mesmo dessa maneira devido a grande quantidade de

informagdes.


https://onedrive.live.com/?id=5632EEA93CF4F3A0%211434&cid=5632EEA93CF4F3A0
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APENDICE B — Arvores de Decisdo

As arvores de deciséo, estdo disponiveis no link:
https://onedrive.live.com/?id=5632EEA93CFAF3A0%211434&cid=5632EEA93CF4F3A0

Optou-se por disponibilizar as mesmas dessa maneira devido ao grande volume de

informacodes


https://onedrive.live.com/?id=5632EEA93CF4F3A0%211434&cid=5632EEA93CF4F3A0

ANEXO A — Recorte do Dicionario de Dados do ENEM 2016
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DICIONARIO DE VARIAVEIS - ENEM 2016

NOME DA VARIAVEL

Descricao

Yaridveis Categéricas

| Categoria

Descrigio

Tamanho

Tipo

Q005

Incluindo vocé, quantas pessoas moram atualmente em sua residéncia?

1,pais mora sozinhols).

2

3

4

Mumérica

Qo0&

Qual é a renda mensal de sua familia? (Some a sua renda com a dos seus
familiares.)

Henhuma renda.

Aué R 580,00,

Die Fif 220,01 até Fig 1.320,00.

Dle Fib 1.320,01 até R 1.760,00.

De R 1.760,01 até R 2.200,00.

Die Fif 2.200,01 3té R4 2.640,00,

Die P 2.640,01 3té R 3.520,00,

I[m|n[m|ojo|o]x

Dle Fig 3.520,01 até R 4.400,00.

D R 4.400,01 3té RE: 5.280,00

Die Fif 5.280,01 3té R4 6.160,00.

=

Die R 610,01 até Fig: 7.040,00.

De R 7.040,01 3té R 7.920,00.

De Fig 7.920,01 até R 5:500,00,

Die R £.800,01 até R 10.560,00,

Dle Fi 10.560,01 2té R: 13.200,00.

De R 13.200,01 até Re: 17.600,00.

FREEREE

Mais de Fig 17.600,00.

Alfanumérica
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